
Journal of Internet Computing and Services(JICS) 2024. Oct.: 25(5): 121-130  121

Tabular Data 학습을 위한 강화형 생성자 GAN Mode

Reinforced Generator GAN Model for Tabular Data Learning
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요    약

Tabular Data는 수치형과 범주형 데이터의 혼합 데이터로, 이러한 Tabular Data를 이용한 학습을 수행함에 있어, 주로 머신러닝 모델이 

생성형 모델보다 그 동안 적합하다고 평가되어 왔다. 이러한 평가는 생성형 모델이 Tabular Data의 특성인 수치형의 다봉분포와 범주형

의 빈도 불균형 때문에 과도하게 매개변수가 많아지거나 학습의 방향을 찾지 못하는 문제가 있었기 때문이다. 그러나 데이터가 점차 
빅데이터화 되고 실시간으로 이루어 지면서 기존의 머신러닝 모델들은 그 적용에 한계를 보여 왔다. 본 논문에서는 Tabular Data에 

생성형 모델을 적용하기 위한 방법론으로, 켤레사전분포를 이용한 군집화 샘플링과 가워계수와 상호 정보량으로 손실함수를 개선한 

생성자 강화형 적대적 신경망인 RGGAN(Reinforced Generator GAN)을 제안한다. 본 논문이 제안한 RGGAN으로 학습한 판별자들로 이상
탐지기를 구성하여, IEEE-CIS Fraud Detection Dataset에서의 사기거래를 탐지하여 AUC를 측정해본 결과, 기존 생성형 모델들 보다 1~7%의 

성능 개선 효과를 보임으써, 제안된 모델이 Tabular Data 학습에 유효하고 또한 사기거래 탐지에 효과적인 모델임을 증명하였다.

☞ 주제어 : 강화형 생성자, 가워 계수, 상호 정보, 클러스터링 샘플링, 표 형식의 데이터 학습

ABSTRACT

Tabular Data is a mixture of numerical and categorical data, and machine learning models have been evaluated to be more 

suitable than generative models in performing learning using such tabular data. This evaluation is because the generative model had 

a problem of excessively increasing parameters or not finding the direction of learning due to the numerical multimodal distribution and 

categorical frequency imbalance, which are characteristics of Tabular Data. However, as data gradually becomes big data and 

becomes real-time, existing machine learning models have shown limitations in their application. In this paper, as a methodology for 

applying generative models to tabular data, we propose RGGAN (Reinforced Generator GAN), a reinforced generator adversarial 

neural network that Clustering sampling that leverages conjugate prior distributions and the loss function improved with Gower 

coefficients and mutual information. As a result of measuring the AUC by detecting fraudulent transactions in the IEEE-CIS Fraud 

Detection Dataset by constructing an anomaly detector with the discriminators learned from the RGGAN proposed in this paper, it 

showed a performance improvement effect of 1-7% over the existing generative models, proving that the proposed model is effective 

for learning tabular data and also effective in detecting fraudulent transactions.

☞ keyword : Reinforced Generator, Gower coefficients, Mutual information, Clustering sampling, Tabular Data Learning

1. 서   론

이미지, 텍스트, 오디오 등의 비정형 데이터 처리에 있

어 생성형 모델들은 그동안 중요한 성과들을 보여왔다. 

그러나 Tabular Data 처리에 서만큼은 그동안 낮은 성능을 

보여왔다 [1]. Tabular Data는 추천 시스템, 온라인 광고, 
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포트폴리오 최적화와 같은 많은 실제 응용 분야에서 쓰이

는 가장 일반적인 데이터 유형이라고 할 수 있다 [2]. 

Tabular Data는 수치형 데이터와 범주형 데이터의 혼합 데

이터 형태를 가지며, 샘플을 나타내는 행과 이종 특성을 

나타내는 열로 구성된 구조를 가진다 [1]. 

생성형 모델들이 이러한 Tabular Data에서 그동안 낮은 

성능을 보여온 이유는 Tabular Data가 가지는 수치형 데이

터의 다봉분포와 범주형 데이터의 빈도 불균형한 데이터 

특성 때문이었다 [3]. 이러한 이유로 머신러닝 모델들이 

Tabular Data 처리에 있어 지배적인 모델[4]로 자리 잡아왔

다. 그러나 데이터가 점차 빅데이터화 되고 실시간으로 

발생 되면서, 피쳐 중요도의 잦은 변경과 계산 복잡성의 

증대로 인하여, 기존 머신러닝 모델들은 그 적용에 한계
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를 보여왔다. 머신러닝 모델이 일정 정도의 성능을 보임

에도 불구하고 Tabular Data에 생성형 모델을 적용해야 하

는 이유는 다음과 같다.

∙대규모 데이터셋의 처리가 가능하다. 

∙피쳐 엔지니어링의 필요성을 경감시킨다.

∙실시간 거래에 적합한 지속적 학습이 가능하다. 

∙다양한 도메인 데이터 적용이 가능하다. 

∙복잡하고 다양한 패턴 학습에 효율적이다.

이러한 다섯 가지 이유로 Tabular Data에 생성형 모델

을 적용하고자 하는 여러 연구와 제안들이 활발하게 이루

어져 왔다 [4]. 

TGAN [5], CTGAN [6], TabNet [1], TabTrans-former [2] 

등의 Tabular Data 처리를 위한 생성형 모델들은 성능 개

선이라는 공통의 성과가 있었지만 이에 대한 반대급부로 

모델 복잡도와 계산 비용 증가라는 공통의 문제 또한 안

고 있었다. 모델 복잡도 증가는 필연적으로 과적합을 발

생시키고 계산 비용 증가는 훈련 시간을 증대시켜, 실시

간 대용량으로 발생하는 애플리케이션에서의 실제적 적

용을 어렵게 하는 근본적 문제를 발생시켰다.

본 연구에서는 생성형 모델 적용 시 Tabular Data의 특

성으로 발생하는 과도한 매개변수 증가와 올바른 학습의 

방향을 찾지 못하는 전통적인 문제 외에도, 다양한 생성

형 모델에서 고르게 나타났던 모델 복잡성과 계산 비용 

증가 문제를 해결하기 위한 개선 방안을 다음과 같이 제

안한다.

∙Tabular Data가 가지는 수치형 데이터의 다봉분포와 

범주형 데이터의 빈도 불균형한 다항분포를 고르게 

학습시키는 샘플러를 가진 모델 

∙Tabular Data의 패턴 학습을 위해, 별도의 특성 추출 

또는 특성 계산 알고리즘 없이 손실함수만으로 패턴 

학습이 가능한 모델

본 논문은 이러한 목표에 부합하는 모델로 RGGAN 

(Reinforced Generator GAN)을 제안한다. 본 논문이 제안한 

모델로 학습한 판별자들로, 이상 탐지기를 구성하여, 

IEEE-CIS Fraud Detection Dataset에서의 사기 거래를 탐지

하여 AUC를 측정해본 결과, 기존 생성형 모델보다 1~7%

의 성능 개선 효과를 보임으로써, RGGAN 모델이 제안한 

학습 방법론이 유효하며 또한 신용카드 사기 거래 탐지에

도 효과적인 모델임을 증명하였다. 

2. 관련 연구

2.1 Tabular Data의 데이터 전처리

데이터 전처리는 학습 모델의 성능을 향상시키는 중요

한 과정으로, 일반적으로 수치형 데이터는 스케일링을 통

해 표준화와 정규화를 거치고, 범주형 데이터는 레이블 

인코딩을 통해 수치화하거나 원-핫 인코딩으로 이산화 전

처리를 수행한다 [7]. 

Tabular Data의 경우, 수치형과 범주형 데이터를 각각 

분리하여 전처리를 수행하는데 [8], TGAN [5]은 최소-최

대 스케일링을 적용하여 수치형 데이터를 [0,1] 범위로 정

규화하였고 범주형 데이터는 원-핫 인코딩을 사용하여, 

모델 학습을 용이하게 하였다. 반면, CTGAN [6]은 데이터

의 분포를 더 잘 포착하기 위해서, 가우스 혼합모델을 사

용하여, 수치형 데이터를 정규화하였고 범주형 데이터의 

경우는, 각 범주의 확률을 추정한 원-핫 인코딩된 값으로, 

조건부 벡터를 만들어, 조건부 생성 학습이 가능하게 하

였다. 

이러한 범주형 데이터의 원-핫 인코딩은 범주가 상호 

배타적이라는 가정 아래서 이루어지는데, 이러한 가정은 

편향된 확률 추정으로 이어질 수 있다. 특히 여러 범주가 

동시에, 관계하는 Tabular Data의 경우 편향된 확률 추정

의 문제는 필연적으로 과적합 문제를 발생시킬 수 있다.

2.2 Tabular Data의 패턴 학습

Tabular Data에서, 범주형 데이터는 빈도 불균형한 다항

분포의 형태를 가진다. 이러한 다항분포는 여러 범주형 

변수가 있을 때, 각 범주의 여러 클래스 중 하나 클래스가 

선택될 확률로 나타내어진다 [9].

CGAN [10]은 이러한 다항분포를 학습하기 위해서 조

건부 벡터를 활용한다. 조건부 벡터는, 범주형 데이터의 

원-핫 인코딩된 값으로, 생성자는 조건부 벡터를 생성하

고, 판별자는 조건 정보를 받아, 생성된 데이터가 조건을 

만족하는지를 판별한다. CGAN은 이러한 조건부 생성을 

통해, 생성자가 각 범주의 여러 클래스가 선택될 확률을 

학습하게 하여, 이를 기반으로 데이터를 생성하게 된다.

CTGAN은 기존 CGAN을, 범주를 매개로, 수치형 데이

터의 복잡한 분포를 처리할 수 있도록, 개선한 버전이라

고 할 수 있다. 조건부 벡터는, 범주형 데이터의 이산화된 

값과 수치형 데이터의 다봉분포 중 그 범주에 해당하는 

정규분포와 그 분포의 구간으로 구성된다. 조건부 벡터를 
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입력받는 생성자는 해당 조건을 만족하는 데이터를 생성

하고, 판별자는 생성된 데이터가 주어진 조건을 만족하는

지를 판별하여, 범주와 해당 범주와 관계있는 수치형 데

이터의 여러 분포를 학습하게 된다. 

이러한 조건부 벡터는 학습 데이터의 피쳐 간의 종속

성을 캡처하기 위해 사용된다. 그러나 Tabular Data와 같

이 고차원 데이터이면서 비선형 관계를 가진 데이터를 처

리하는 경우, 피쳐 간 종속성을 제대로 캡처하지 못할 가

능성이 크다. 조건부 벡터가 피쳐 간 종속성을 제대로 캡

처하지 못할 경우, 데이터의 모든 분포를 완전하게 포착

할 수 없게 되므로 필연적으로 과적합 문제가 발생하게 

된다.

CGAN이 생성자의 조건부 벡터를 이용하는 방식이라

면 SGAN [11]는 판별자가 생성자가 생성한 데이터가 특

정 범주의 어느 클래스에 해당할지를, 클래스에 대한 확

률 벡터로 출력하는 방식을 사용한다. 각 확률은 해당 데

이터가 그 클래스에 속할 가능성을 나타내며, SGAN은 판

별자가 각 범주의 여러 클래스의 레이블을 예측하게 함으

로써, 판별자가 다항분포를 학습하게 한다. SGAN은 제한

된 특정 범주의 클래스만을 생성하도록 특화된 모델로, 

Tabular Data와 같이 피쳐 간의 복잡한 상관관계와 종속성

이 포함되는 데이터의 경우, SGAN은 이러한 피쳐 간 관

계를 정확하게 포착하지 못할 가능성이 크다. 전체 데이

터의 분포를 포괄하지 못하는 이러한 문제는 필연적으로 

과적합 문제로 이어지게 된다.

TabTransformer는 Tabular Data를 수치형과 범주형 변수

로 분리하여, 수치형 변수는 정규화를 거쳐 최종 레이어

로 바로 투입하고 범주형 변수는 컬럼임베딩 과정을 거쳐 

Transformer 레이어를 통과한 후에 최종 레이어로 투입되

게 한다. 컬럼임베딩은 전체 데이터 세트 내에서 다양한 

피쳐 간 관계를 맥락화하여 범주형 데이터를 인코딩하는 

알고리즘으로, 컬럼임베딩으로 생성된 벡터는 Transformer

의 어텐션 매커니즘 레이어들을 통과하여 최종 레이어로 

투입되기 전 정규화된 수치형 변수와 합쳐지게 된다. 

TabTransformer는 정규화된 수치형 변수와 맥락화된 범주

형 변수를 최종 연결하여, 데이터 세트 내의 다양한 피쳐 

간 패턴을 학습함으로써, 피쳐 간 상호 관계를 맥락 있게 

분석하여, 더 정확하고, 해석 가능한 예측을 할 수 있게 

되었다.

TabNet는 Tabular Data에 강점을 지닌 트리 기반 모델

의 변수 선택 특징을 딥러닝 구조에 반영한 모델로써, 순

차적 어텐션 메커니즘을 사용한다. 각 결정 단계마다 어

텐션 스코어로, 어떤 피쳐를 사용할지를 선택하게 하여, 

Tabular Data의 학습을 보다 효율적으로 수행하고 이를 통

하여 각 단계를 설명할 수 있게 한다. 또한 마스킹 처리된 

인코딩 데이터를 원본대로 복원하는 자기 지도 학습을 병

행하여 예측 성능을 크게 향상시켰다.

TabTransformer과 TabNet 모델은 계산 비용이 많이 드

는 Transformer 아키텍처의 어텐션 메커니즘를 기반으로 

구축되었다. 이러한 높은 계산 비용은 매우 큰 데이터 또

는 계산 리소스가 제한된 인프라 환경일 경우 실용성이 

현저히 떨어질 수 있다.

2.3 Tabular Data의 특성 추출 및 계산

Tabular Data는 수치형의 다봉분포와 범주형의 빈도 불

균형한 다항분포라는, 서로 상이하고 이질적인 분포의 결

합으로, 이러한 피쳐 간의 복잡한 상호 작용이 데이터의 

특성으로 포함되어 있다. 이러한 상호 작용을 식별하고, 

측정하여, 모델에 반영시키기 위해서 생성형 모델들은 조

건부 벡터를 사용하거나 어텐션 메커니즘을 사용하여 상

호 작용을 캡쳐 하고자 하였다. 조건부 벡터는 피쳐 간 관

계를 제대로 파악하지 못하는 경우 과적합 문제를 발생시

켰고 어텐션 메커니즘는 높은 계산 비용으로 실제적 적용

의 어려움을 발생시켰다. 

Tabular Data의 특성 추출 및 계산을 위한 올바른 목적

함수의 채택은 모델의 성능과 직결되는 중요한 문제라 할 

수 있다 [12]. 가워계수와 상호정보량은 Tabular Data의 피

쳐 간 관계를 포착하고 측정하는 대표적인 지표들로, 조건

부 벡터나 어텐션 메커니즘의 훌륭한 대안이 될 수 있다.

가워계수 [13]는 서로 다른 유형의 변수를 포함한 데이

터 세트 간의 유사성을 측정하는 방법으로, 주로 수치형

과 범주형 데이터가 혼합된 경우에 사용되었다. 가워계수

는 각 피쳐 별로 부분 유사도를 계산하고 이를 평균 내는 

방식으로 전체 유사도를 구하는데, 수치형 변수는 최댓값

과 최솟값으로 정규화한 후 거리를 구하고, 범주형 변수

는 일치 여부에 따라 유사도를 결정하였다. 가워계수는 

주로 수치형과 범주형이 혼합된 데이터 유형의 군집화 문

제에서 불일치를 측정하는 목적함수 [14]로 그동안 주로 

사용되어왔다. 이 계수를 통하여 클러스터 간의 유사성을 

평가하여, 군집화 성능을 크게 향상시켜, 그 성능을 입증

하였다.

상호정보량(Mutual Information) [15]은 두 확률변수 간

의 상호 의존성을 측정하는 방법으로, 한 변수의 값을 알

았을 때 다른 변수에 대한 불확실성이 얼마나 줄어드는지

를 나타낸다. 그동안 상호정보량은 기계 학습에서 중요한 
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특징을 선택하거나, 텍스트 마이닝에서 변수 간의 상호 

의존성을 측정하거나, 이미지 처리에서는 유사성 또는 변

환 관계를 평가하는 데 사용되어왔다. InfoGAN [16]는 이

러한 상호정보량을 특정 특징을 선택하는 목적함수로 사

용한 모델로, 생성된 데이터와 잠재 코드 간의 상호정보

량을 최대화하는 것을 핵심 아이디어로 하여, 변분 하한

(variational lower bound)을 사용하여, 상호정보량을 근사

하고, 변분 하한을 최대화함으로써, 생성된 데이터가 잠재 

코드에 대한 유용한 정보를 포함하도록 만들어, 이를 통

해 InfoGAN이 직접 특정 특징을 제어할 수 있게 함으로

써, 해석 가능한 데이터를 생성할 수 있게 되었다.

3. 방법론

3.1 RGGAN의 구성

본 논문에서는 RGGAN 모델의 구성 방안을 Figure 1과 

같이, 다음과 같이 제안한다.

∙데이터를 군집의 그룹별로 균등하게 추출하여 학습의 

방향을 제시하는 샘플러 (3.1-A)

∙가워계수를 손실함수로 사용하여, 조건부 생성으로 수

치형과 범주형 가짜 데이터를 생성하는 생성자 (3.1-B) 

∙상호정보량을 손실함수로 사용하여, 샘플링 데이터가 

속한 군집의 다봉분포와 다항분포를 각각 학습하는 수

치형과 범주형 판별자로 이루어진 이중 판별망 (3.1-C) 

학습을 마친 두 개의 판별자로 앙상블 된 이상 탐지기

모델 레이어는 다음과 같이 구성한다.

∙생성자는 LeakyReLU, BatchNormalization, 활성화 함수 

tanh를 사용하여 모델 레이어를 구성한다. 

∙범주형 판별자는 LeakyReLU, BatchNormalizat-ion, 

Dropout 및 활성화 함수로 한 개의 Sigmode와 다수의 

Softmax를 사용하여 모델 레이어를 구성한다.

∙수치형 판별자는 LeakyReLU, BatchNormalization, 

Dropout 및 활성화 함수로 Sigmode와 Softmax를 사용하

여 모델 레이어를 구성한다.

3.2 데이터 전처리와 샘플러 구현

데이터 전처리 전에 매개 변수의 증가와 과적합을 방

지하기 위해서 단변량 테스트를 통한 피쳐 자동 선택을, 

Figure 2와 같이, 다음과 같이 수행한다. 

∙수치형 데이터의 각 피쳐에 ANOVA F-value, 상호정보

량, SelectKBest, SelectPercentile의 네 가지 단변량 테스

트를 수행하여 순위별 점수를 부여한다. (3.2-A) 

∙범주형 데이터의 각 피쳐에 ANOVA F-value, 상호정보

량, 카이제곱, SelectKBest, SelectPercentile으로 다섯 가

지 단변량 테스트를 수행하여 순위별 점수를 부여한다. 

(3.2-B)

∙최종적으로 종합 점수를 채점하여, 상위 20개의 피쳐가 

자동으로 선택되도록 한다. (3.2-C)

군집 별 균등 샘플러를 구현하기 위하여, Figure 2와 같

이, 다음과 같은 데이터 전처리 과정을 수행하여, 샘플러

를 구현한다.

∙신용카드 거래 데이터를 데이터 타입에 따라 수치형과 

범주형 데이터로 각각 분리한다. (3.2-D)

∙수치형 데이터는 결측치를 0으로 처리하고 피쳐 스케일

링 정규화를 수행한다. (3.2-E)

∙범주형 데이터는 레이블 인코딩을 통해서 수치화한다. 

(3.2-F)

∙정규화된 수치형 데이터에 대해 디리클레 프로세스 가

우시안 혼합모델 [17]로 군집화를 수행하여 군집 그룹 

정보를 수치형 데이터에 추가한다. (3.2-G)

∙수치화된 범주형 데이터에 대하여 디리클레 프로세스 

혼합모델 [18]로 군집화를 수행하여 군집 그룹 정보를 

범주형 데이터에 추가한다. (3.2-H)

∙샘플러는 학습 모델의 배치 사이즈를 군집 그룹 수로 

나누어, 나누어진 수만큼 해당 군집 그룹별로 데이터를 

무작위로 추출한다. (3.2-I)

∙매학습마다 샘플러는 군집 그룹별로 균등한 샘플링을 

수행하여, 수치형의 다봉분포와 범주형의 빈도 불균형

한 다항분포를, 고르게 학습하게 하여 학습의 방향을 

잃지 않게 한다. (3.2-J)

3.3 강화형 생성자와 가워계수

생성자가 Tabular Data의 피쳐 간 관계를 학습하여 

Tabular Data를 생성하게 되는 과정은 다음과 같다.

∙생성자는 수치형 랜덤 변수와 범주형 랜덤 변수를 각각 

입력받는다. (3.3-A)

∙입력받은 랜덤 변수로, 생성자는 Tabular Data를 생성한

다. (3.3-B)

∙생성자는 샘플러로부터 Tabular Data를 목표 데이터로 
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(그림 1) RGGAN의 구성

(Figure 1) Configuring RGGAN

입력받는다. (3.3-C)

∙다중 피드백 레이어는 샘플링된 Tabular Data와 생성자

가 생성한 수치형과 Tabular Data의 피쳐 간 유사도를 

가워계수로 각각 측정한다. (3.3-D)

  

 
  



 
  





            (1)

수식 (1):




는 데이터 포인트 i과 j 간의 Gower 유사성

는 i과 j간의 k번째 특성에 대한 유사성 점수

는 모든 픽처 유사성의 총합

∙다중 피드백 레이어는 두 데이터의 가워계수를 비교하

여, 두 데이터의 가워계수 차이가 최소가 되는 방향으

로 생성자의 학습을 진행한다. (3.3-E)

∙생성자는 최종적으로 Tabular Data의 유사도에 기반한, 

피쳐 간 관계를 학습하게 되어, 그 관계에 맞는 Tabular 

Data를 생성하게 된다. (3.3-F)

(그림 2) 데이터 전처리 및 샘플러 구현

(Figure 2) Data preprocessing and sampler implementation
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(그림 3) 이상탐지기의 구성

(Figure 3) Configuration of the anomaly detector

3.4 이중 판별망과 상호정보량

수치형 데이터의 다봉분포와 범주형 데이터의 빈도 

불균형한 다항분포를 판별자의 데이터 매니폴드에서 효

과적으로 학습할 수 있도록, 두 개의 판별자로 분리하여 

이중 판별망을 구성한다. 이중 판별망은 다음과 같은 과

정을 통하여 Tabular Data의 다봉분포와 다항분포를 학습

하여 사기 거래 데이터를 판별한다. 

∙수치형 데이터는 시간 축을 가지는 다변량 정규분포

로써, 다봉분포의 형태를 가지는 정규분포의 결합 분

포로 정의한다. 

∙범주형 데이터는 카테고리 확률변수로써 빈도 불균형

한 다항분포의 결합 분포로 정의한다. 

∙수치형 판별자는 생성자로부터 생성된 Tabular Data를 

입력받아 마스킹 레이어를 통해 수치형 데이터만 분

리하여 입력 처리한다. (3.4-A)

∙수치형 판별자는 샘플러로부터 받은 Tabular Data를, 

목표 데이터로 입력받아, 마스킹 레이어를 통해 수치

형 데이터만 분리하여 입력 처리한다. (3.4-B)

∙다중 피드백 레이어는 두 데이터의 정규분포 간의 상

호 의존성을 상호 정보로 측정한다. (3.4-C)

 ∈∈



      (2)

수식 (2):

는 의 결합확률분포함수

 는  의 주변부 확률분포함수

합계는 의 모든 가능한 확률변수 값

∙다중 피드백 레이어는 두 데이터의 상호정보량 차이

가 최소가 되는 방향으로 생성자와 판별자의 학습을 

진행한다. (3.4-D)

∙최종적으로, 수치형 판별자는 결합 분포상의 정규분포 

간 관계를 학습하게 되어, 그 관계에 해당하는 사기 

거래 데이터를 판별하게 된다. (3.4-E)

∙범주형 판별자는 생성자로부터 생성된 Tabular Data를 

입력받아, 마스킹 레이어로 범주형 데이터만 분리하여 

입력 처리한다. (3.4-F)

∙범주형 판별자는 샘플러로부터 받은 Tabular Data를 

목표 데이터로 입력받아, 마스킹 레이어로, 범주형 데

이터만 분리하여 입력 처리한다. (3.4-G)

∙다중 피드백 레이어는 두 데이터의 다항분포 간의 상

호 의존성을 상호정보량으로 측정한다. (3.4-H)

∙다중 피드백 레이어는 두 데이터의 상호정보량 차이

가 최소가 되는 방향으로 생성자와 판별자의 학습을 

진행한다. (3.4-I)

∙최종적으로, 범주형 판별자는, 상호 의존성의 기반한, 

다항분포 간 관계를 학습하게 되어, 그 관계에 해당하

는 사기 거래 데이터를 판별하게 된다. (3.4-J)

3.5 이상 탐지기의 구성

최종적으로 사기 거래 검출을 위하여 학습을 마친 수

치형 판별자(3.5-A)와 범주형 판별자(3.5-B)로 Figure 3과 

같이 이상 탐지기(3.5-C)를 구성한다. 두 판별자에 각각 

0.6의 가중치를 주고 합산한 결괏값을 반올림하여 이상

에 좀 더 민감하게 반응하도록 앙상블 처리하여 사기 거
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Mode l 

name

Base model Calculation of characteristics

AE Autoencoder Denosing Compression /

Restoration

TabNet Transformers Attention mechanism

UAAD-

FDNet

Autoencoder +

GAN

Attention mechanism

Model PR RC F1 AUC

G-LF/1D+BCE 0.741 0.587 0.722 0.812

G-LF/2D+BCE 0.793 0.509 0.682 0.824

G+G/1D+BCE 0.834 0.633 0.751 0.832

G+G/2D+BCE 0.876 0.653 0.781 0.849

RGGAN 0.946 0.697 0.802 0.892

Model PR RC F1 AUC

RGGAN(-SP) 0.842 0.642 0.761 0.852

RGGAN 0.946 0.697 0.802 0.892

래를 탐지하도록 한다.

4. 실   험

4.1 학습 데이터 셋

학습 데이터셋은 Vesta에서 제공한 IEEE-CIS Fraud 

Detection Dataset을 사용하였다. IEEE-CIS Fraud Detection 

Dataset은 실제 상거래에 사용된 카드 거래 데이터로, 라

벨 데이터를 외의 432개의 피쳐를 가지고 있으며, 이중 

범주형 데이터는 20개를 가지고 있다. 총거래 건수 

590,539건 중 부정 거래가 11,318건이 존재한다 [19]. 

4.2 모델 학습 

학습, 검증, 평가 데이터로, 학습 데이터를 6:2:2의 비

율로 분할하고, 옵티마이저는 Adam [20]를 사용하여, 반

복 학습을 수행하여, 학습률 0.0002, Beta1 0.5, epoch 8000

회, batch size 8000을 최적의 하이퍼파라미터로 설정하였

다. 데이터 불균형 문제를 처리하기 위해서 언더샘플링

과 오버샘플링을 혼합하여 데이터의 불균형을 최소화하

고 가중치 부여와 Focal Loss를 보조 손실함수로 사용하

여 데이터 불균형 문제를 해소하였다. 성능지표로는 정

밀도(Precision, PRE), 재현율(Recall, REC), 성능 효율성(F1 

score, F1), 곡선 아래 면적(AUC), 네 가지를 측정하였다. 

그리고 불균형 데이터의 경우, 정확도(Accuracy)는 너무 

편향된 결과를 가지기 때문에 평가지표에서 제외하였다.

학습 완료 후 1차로 GAN 모델들과 성능을 비교하였

다. 비교한 GAN 모델들은 다음과 같다. 

∙손실함수가 없는 생성자와 손실함수가 Binary Cross 

Entropy인 단일 판별자를 가진 GAN 모델(G-LF/1D+BCE) 

∙손실함수가 없는 생성자와 손실함수가 Binary Cross 

Entropy인 이중 판별자를 가진 GAN 모델(G-LF/2D+BCE)

∙손실함수가 가워계수인 생성자와 손실함수가 Binary 

Cross Entropy인 단일 판별자를 가진 GAN 모델(G+G/1D+BCE)

∙손실함수가 가워계수인 생성자와 손실함수가 Binary 

Cross Entropy인 이중 판별자를 가진 GAN 모델(G+G/ 

2D+BCE) 

2차는 샘플러가 없는 RGGAN(-SP)과 샘플러가 있는 

RGGAN 성능을 비교하고 3차는 생성형 모델들인 신용카

드 사기 거래 탐지 오토인코더 기반 모델(AE) [21], 신용

카드 사기 거래 탐지 TabNet 기반 모델(TabNet) [22][23], 

신용카드 사기 거래 탐지 GAN 기반 모델(UAAD-FDNet) 

[19]과 성능을 비교하였다. 비교 모델의 요약 정보는 

Table 1과 같다.

(표 1) 생성형 모델 요약

(Table 1) Generative Model Summary

5. 결   과 

학습을 완료 후 이상 탐지기를 구성하여 비교 모델들

과 사기 거래 탐지 성능을 비교 평가한 결과는 Table 2, 

Table 3, Figure 4, Figure 5, Figure 6과 같다.

(표 2) GAN 모델 성능 평가 지표

(Table 2) GAN Model Performance Evaluation Indicators

G-LF/1D+BCE, G-LF/2D+BCE, G+G/1D+BCE, G+G/2D+BCE 

등의 GAN 모델들과 RGGAN을 비교한 결과, Table 2와 

같이 RGGAN이 비교 모델들보다 AUC에서 4~8%의 비교 

우위를 보였다.

(표 3) 샘플러 유무 성능 평가 지표

(Table 3) Sampler presence or absence Performance 

Evaluation Indicators

RGGAN(-SP)과 RGGAN을 비교한 결과, Table 3과 같

이 RGGAN이 RGGAN(-SP) 보다 AUC에서 4%의 비교 우

위를 보였다.
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Model PR RC F1 AUC

AE 0.941 0.587 0.712 0.818

TabNet 0.776 0.509 0.615 0.884

UAAD-FDNet 0.934 0.628 0.751 0.856

RGGAN 0.946 0.697 0.802 0.892

(표 4) 생성형 모델 성능 평가 지표

(Table 4) Generative Model Performance Evaluation 

Indicators

AE, TabNet, UAAD-FDNet 등의 생성형 모델들과 

RGGAN 비교한 결과, Table 4와 같이 RGGAN이 비교 모

델들보다 AUC에서 1~7%의 비교 우위를 보였다.

(그림 4) GAN 모델 ROC 곡선

(Figure 4) GAN Model ROC Curve

(그림 5) 샘플러 유무 ROC 곡선

(Figure 5) Sampler presence or absence ROC Curve

(그림 6) 생성형 모델 ROC 곡선

(Figure 6) Generative Model ROC Curve

G-LF/1D+BCE, G-LF/2D+BCE, G+G/1D+BCE, G+G/2D+ 

BCE 등의 GAN 모델들과 RGGAN을 비교한 결과, Figure 

4와 같이 ROC Curve 면적이 비교 모델들보다 4~8% 넓음

을 확인할 수 있다. RGGAN(-SP) 과 RGGAN을 비교한 

결과, Figure 5와 같이, RGGAN이 RGGAN(-SP)보다 ROC 

Curve 면적이 4% 넓음을 확인할 수 있다. AE, TabNet, 

UAAD-FDNet 등의 생성형 모델들과 RGGAN을 비교한 

결과, Figure 6과 같이 RGGAN이 비교 모델들보다 AUC 

ROC Curve 면적이 비교 모델들보다 1~7% 넓음을 확인

할 수 있다.

6. 결   론

본 논문에서는 Tabular Data인 카드거래 데이터를 효과

적으로 학습하여 신용카드 사기 거래를 탐지하는 생성형 

모델로서 RGGAN을 제안하였다. 1차, 2차, 3차에 걸친 비

교 모델들과의 성능을 비교한 결과, 다음 사항들이 입증

되었다. G-LF/1D+BCE, G-LF/2D+BCE, G+G/1D+BCE, 

G+G/1D+BCE와 RGGAN을 비교한 결과, AUC에서 4~8%

의 비교 우위를 보임으로써, 가워계수와 상호정보량의 손

실함수 적용과 이중 판별망 구성이 Tabular Data 학습에 

효과적임을 입증하였다. 샘플러가 없는 RGGAN(-SP)과 

샘플러가 있는 RGGAN의 성능을 비교한 결과, 샘플러가 

있는 RGGAN이 AUC에서 4%의 비교 우위를 보임으로써, 

RGGAN의 샘플러가 Tabular Data의 올바른 학습 방향을 

제시함이 입증되었다. 최종적으로 생성형 모델들인 AE, 

TabNet, UAAD-FDNet과 RGGAN을 비교한 결과, RGGAN
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이 비교 모델들 보다, AUC에서 1~7%의 비교 우위를 보

임으로써, Tabular Data의 패턴 학습을 위해, 별도의 특성 

추출 또는 특성 계산 알고리즘 없이도, 가워계수와 상호

정보량의 손실함수만으로도 Tabular Data의 패턴 학습에 

효과적임을 입증하였다.

본 연구에서는 가워계수와 상호정보량의 손실함수 적

용이 Tabular Data의 학습에 효과적임을 실험으로 입증하

였다. 그러나 이를 수학적 귀납법으로 증명해 내지는 못

하였다. 향후 이를 수학적으로 증명하고, Tabular Data 학

습에 적합한 방식으로 수식을 개선한다면, 더 큰 학습효

과를 효과를 얻을 수 있을 것이다. 또한 군집 별 균등 샘

플링을 통하여 학습 데이터를 제공하는 샘플러가 Tabular 

Data의 올바른 학습 방향을 제시함을 실험으로 입증하였

다. 그러나 이 역시 이를 수학적 귀납법으로 증명해 내지

는 못하였다. 향후 이를 수학적으로 증명하고 학습 단계

별로 피쳐 중요도를 반영하여 샘플링 알고리즘을 개선한

다면, 더 효과적으로 올바른 학습 방향을 제시할 수 있을 

것이다. 끝으로 이중 판별망 구성이 단일 판별자 구성보

다. Tabular Data 판별에 효과적임을 실험으로 입증하였

으나 이 역시 이를 수학적 귀납법으로 증명해 내지는 못

하였다. 향후 이를 수학적으로 증명하고 이중 판별망 모

델을 정교화한다면 사기 거래 판별의 정확성을 보다 개

선할 수 있을 것이다.
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