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Abstract

In this paper, we propose a lightweight object classification system using a LiDAR sensor for delivery service 

robots. The 3D point cloud data is encoded into a 2D pseudo image using a Pillar Feature Network (PFN), and then

passed through a lightweight classification network designed based on Depthwise Separable Convolutional Neural 

Networks (DS-CNN). The implementation results show that the designed classification network has 9.08K 

parameters and 3.49M Multiply-Accumulate (MAC) operations, while supporting a classification accuracy of 94.94%.

요  약

본 논문에서는 배달 서비스 로봇 응용을 위한 LiDAR 센서 기반 경량화된 객체 분류 시스템을 제안한다. 3차원 포인트 클라우드 데이터

를 Pillar Feature Network (PFN)을 사용하여 2차원 pseudo image로 인코딩한 후, Depthwise Separable Convolution Neural 

Network (DS-CNN)에 기반하여 설계된 네트워크를 통해 객체 분류를 수행하는 경량화된 시스템을 설계하였다. 구현 결과, 설계한 분류

네트워크의 파라미터 수와 Multiply-Accumulate (MAC) 연산 수는 각각 9.08K 및 3.49M이며, 94.94%의 분류 정확도를 지원 가능함을

확인하였다. 
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Ⅰ. 서론

현대 사회에서는 소비자의 편의성과 효율성을 높이기 

위해 배달 서비스의 수요가 증가하고 있다. 특히 최근 몇 

년간, 자율 주행 기술의 발전과 함께 배달 서비스 로봇의 

응용이 주목받고 있다. 현재 상용화된 배달 서비스 로봇

들은 주로 카메라, RADAR(RAdio Detection And 

Ranging), LiDAR(Light Detection And Ranging) 센

서 등 다양한 센서를 활용하여 주변 환경을 인식하며 자

율 주행을 수행한다. 이 중 LiDAR 센서는 직진성이 강

한 레이저의 반사를 이용하여 물체의 포인트 클라우드 

데이터를 생성하므로, 수동 광학 및 능동 RADAR/마이

크로파 기기와 비교할 때, 자연광에 의존하지 않고 훨씬 

더 높은 공간 해상도로 정밀한 데이터를 생성하며 주변 

환경을 인식할 수 있는 장점이 있다[1].

포인트 클라우드 데이터는 X, Y, Z 좌표와 reflectivity
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Fig. 1. Configuration of the proposed system.

그림 1. 제안된 시스템 구성

와 같은 추가적인 속성도 포함하는 3D 좌표 데이터이다. 

포인트 클라우드 데이터를 voxelization을 통해 feature

를 추출 후, 3D convolution 연산을 수행하기 위해서는 

많은 연산량과 파라미터가 요구된다. 이는 전력 소모와 

수행 시간을 증가시키므로 실시간으로 classification을 

수행해야 하는 배달 서비스 로봇 응용에는 비효율적이다.

이에, 본 논문에서는 PFN(Pillar Feature Network)

과 DS-CNN(Depthwise Separable Convolutional 

Neural Network) 기반으로 최적화한 분류 네트워크 구

조를 사용하여, 배달 서비스 로봇을 위한 경량화된 분류 

시스템을 제안한다. 

PFN은 포인트 클라우드 데이터를 효율적으로 처리하

기 위해 개발된 네트워크 구조로, 포인트 클라우드 데이

터를 pseudo image로 인코딩하여 3D 연산이 아닌 2D 

연산으로 처리하므로 연산량과 메모리 사용량이 적어[2] 

경량화된 분류 시스템에 적합하다. 또한, DS-CNN 기반

의 경량화된 딥러닝 아키텍처는 제한된 컴퓨팅 자원에서

도 높은 성능을 발휘할 수 있어 경량화된 분류 시스템에 

유용하다[3].

분류 시스템은 위의 딥러닝 네트워크를 기반으로 

LiDAR 센서를 저가형 SBC(Single-Board Computer)

인 Raspberry Pi 4와 연결하여 구현하며, 포인트 클라

우드 데이터를 전처리 후, 분류한 결과를 실시간으로 제

공한다.

본 논문의 구성은 다음과 같다. Ⅱ장 본론의 1절에서 

제안한 임베디드 시스템의 구조를 설명하고 2절에서는 8

개의 class의 객체와 분류기의 학습에 사용한 dataset에 

대해 정의한다. 3절에서는 PointPillars를 활용한 인코

딩 방식인 PFN에 대해 설명하고, 4절에서 pseudo 

image를 통해 class를 분류하는 DS-CNN 기반의 분류 

네트워크를 소개한다. 5절에서 임베디드 시스템의 알고

리즘을 block diagram으로 나타낸다. Ⅲ장 실험에서 제

안한 분류 시스템을 통해 실제 환경에서 추론한 결과를 

제시한다. Ⅳ장 결론에서 본 논문에서 제안한 시스템의 

한계점과 향후 연구 방향으로 논문을 마무리 짓는다. 

Ⅱ. 본론

1. 시스템 구조

시스템의 구조는 그림 1과 같다. 자율 주행 배달 서

비스 로봇이 실외에서 마주하는 객체에 대한 한 프레임

의 포인트 클라우드 데이터를 LiDAR 센서가 이더넷 통

신을 통해 Raspberry Pi 4로 전송한다. Raspberry Pi 

4는 한 프레임의 포인트 클라우드 데이터를 DBSCAN 

(Desnity-Based Spatial Clustering of Applications 

with Noise)을 통해 clustering을 수행한 후, PFN과 

DS-CNN 기반 분류 네트워크를 거쳐 classification을 

수행한다.

Table 1. OS1 LiDAR Specification.

표 1. OS1 LiDAR 상세 사양

Item Specification

Range at 10% 90m

Max Range 200m

Vertical Field of View 45˚

Channels of Resolution 128

Max points per second 5.2M

Max Frame Rate 20Hz

Operating Tempreature -40 ~ 60˚C

Ingress protection IP68 & IP69K

( 376 )
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Class Definition

Bicycle
Standing bicycle and bicycle on which a 

person rides

Building Building

Car Car that is driving or parked on the road

Manmade Fixed outdoor facilities such as bus stops and signs

Obstacle Movable objects, such as labacons

Person Pedestrian

Tree Tall tree

Vegetation Vegetation and short tree

Table 2. Class of dataset.

표 2. 데이터셋의 클래스

LiDAR 센서는 레이저 펄스를 쏘고 반사되어 돌아오는 

시간을 측정하여 반사체의 위치 좌표를 측정하며, 위 시

스템에서 사용한 LiDAR 센서는 Ouster 사의 OS1 모델

이다[4]. 실험에서 사용된 LiDAR 센서의 사양은 표 1에

서 확인할 수 있다.

2. Dataset 정의

시스템이 분류하고자 하는 객체를 총 8가지로 구분하

여 표 2에 나타내었다. Dataset은 로봇이 야외에서 배달

을 수행할 때 마주칠 수 있는 객체들로 구성하였다. 

Fig. 2. Examples of collected point cloud data.

그림 2. 수집한 포인트 클라우드 데이터의 예시

학습과 추론에 사용할 데이터는 open dataset인 

Nuscenes dataset에서 추출하거나, 직접 LiDAR 센서

로 취득한 frame에서 필요한 데이터를 전처리하여 수집

하였다. 그림 2는 수집한 8가지 class의 포인트 클라우

드 데이터 예시이다. 전체 dataset은 각 class당 400개

로 약 3,200개이며, 90%인 약 2,800개를 train data

로, 10%인 약 400개를 test data로 사용하였다.

3. PointPillars를 활용한 인코딩(PFN)

LiDAR 센서를 통해 얻은 포인트 클라우드 데이터는 

X, Y, Z의 3차원 위치 좌표 및 reflectivity와 같은 추가

적인 속성을 가진 점들의 집합이므로 raw data를 인공

지능 분류기의 입력으로 사용하는 것은 일반적으로 3D 

convolution을 진행하는 network model이 요구된다. 

3D convolution은 2D convolution 대비 높은 연산량

과 메모리 사용량을 요구하므로 경량화된 시스템에 적합

하지 않다.

따라서 본 논문에서는 포인트 클라우드 데이터의 feature

를 추출하기 위해 PointPillars를 사용하는 방법을 채택

하였으며, 포인트 클라우드 데이터를 PointPillars를 사

용해 pseudo image로 인코딩하여 2D convolution을 

수행하였다. 이는 연산량과 메모리 사용량을 크게 줄여 

분류 속도를 향상시킬 수 있다.

4. 분류 알고리즘(DS-CNN)

DS-CNN이란 Depthwise Separable Convolutional 

Neural Network로, CNN의 변형된 구조이다. 이는 

CNN에 비해 모델의 복잡도와 연산량을 크게 줄이면서 

성능을 유지할 수 있는 장점이 있다[3].

DS-CNN은 depthwise convolution과 pointwise 

convolution을 순차적으로 거쳐 convolution 연산을 

수행한다. Depthwise convolution은 입력 채널 각각

에 대해 독립적인 convolution을 수행한다. 다음 단계

인 pointwise convolution은 1×1 convolution을 수

행한다. 기존 CNN 대비 DS-CNN의 파라미터와 연산량
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Model Version
Pseudo 

image size
Conv1 Conv2 Conv3 Conv4 Fcl1 Fcl2 Fcl3 Fcl4

Accuracy
(%)

Parameters
(K)

MAC
(M)

ResNet
Version1 (24×24×64) 64 128 256 512 512 8 -  -  86.98 1210  114

Version2 (62×62×64) 64 128 256 512 512 8 -  -  88.33 1210  690

LeNet
Version1 (24×24×64) 32 64 128 - 2688 8 -  -  94.08 133 22

Version2 (24×24×64) 32 64 - - 1334 1334 8 -  94.44 1930  15

Customized
DS-CNN

Version1 (24×24×64) 64 64 64 - 64 128 128 8 93.23 58 9

Version2 (24×24×64) 128 256 - - 256 128 128 8 93.4 112  26

Version3 (24×24×64) 32 64 - - 64 64 64 8 92.0 10 3

Version4 (24×24×64) 32 64 - - 32 32 8 - 94.94 9 3

Table 3. Performance evaluation results for various models.

표 3. 다양한 모델에 대한 성능 평가 결과

은 모두 식 (1)과 같은 형태로 나타낼 수 있다[5]. 는 

convolution 필터의 크기, 은 convolution 필터의 

수를 의미한다. 이처럼 적은 파라미터 수와 연산량을 가

지며 성능을 유지할 수 있는 딥러닝 모델은 경량화된 시

스템에 적합하다.

 


 





(1)

가. 분류 네트워크 성능 평가

성능이 가장 좋은 분류 네트워크를 선정하기 위해 

ResNet[6], LeNet[7], DS-CNN을 변형하여 함께 분류 

성능을 평가하여 표 3에 정리하였다. 네트워크를 학습할 

때, loss 함수로 NLL(Negative Log-Likelihood)를 사

용하였고, 최적화를 위해 Adam(Adaptive Moment 

Estimation) optimizer[8]를 사용하였다.

하이퍼 파라미터인 epoch는 200, batch size는 24, 

learning rate는 0.001, pseudo image의 크기는 

(24×24×64)로 설정하여 실험을 진행하였다. Pseudo 

image의 크기는 ResNet 기반의 model에서 pseudo 

image의 크기에 따른 실험을 진행하여 설정한 값이다. 

표 3의 ResNet version1은 pseudo image의 크기를 

(24×24×64)로 설정한 모델이며, ResNet version2는 

(62×62×64)로 설정한 모델이다. 파라미터 수와 연산량 

및 정확도의 관계를 고려하여 pseudo image의 크기를 

(24×24×64)로 설정하였고, LeNet과 DS-CNN 모델의 

레이어 구성을 변경하며 다양한 실험을 진행하였다. 그 

결과 파라미터와 연산량 대비 정확도가 가장 높은 

DS-CNN version4라는 경량화된 분류 네트워크를 설계

할 수 있었다.

5. 분류 알고리즘

그림 3는 Raspberry Pi 4 개발환경에서 동작하는 분

류 알고리즘의 순서도이다. Ouster LiDAR와 Raspberry 

Pi 4를 이더넷으로 연결한 임베디드 시스템은 분류 네트

워크를 loading한 후, 프레임 단위로 그림 3 순서도의 

collecting data, pre-process, inference 과정을 반복

하여 LiDAR 센서가 감지한 물체에 대한 classification

을 수행한다.

Fig. 3. Flow chart of classification algorithms.

그림 3. 분류 알고리즘 순서도

가. Collecting Data

Raspberry Pi 4 개발 환경에서 Ouster 사가 제공하

는 Ouster-SDK[9]를 사용하여 LiDAR 센서가 감지한 

포인트 클라우드 데이터를 얻을 수 있다. 위 시스템에서

는 프레임 단위로 r(Reflectivity) 정보를 streaming하
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Predicted

Object Bicycle Building Car Manmade Obstacle Person Tree Vegetation

True

Bicycle 0.97 0 0 0 0 0 0 0.03

Building 0 1 0 0 0 0 0 0

Car 0 0.02 0.98 0 0 0 0 0

Manmade 0 0.02 0.04 0.82 0.07 0 0.02 0.02

Obstacle 0 0.03 0 0 0.93 0.03 0 0

Person 0 0 0 0 0 1 0 0

Tree 0 0 0.05 0 0 0.02 0.88 0.05

Vegetation 0 0 0 0 0 0 0 1

Table 4. Confusion matrix for classification accuracy.

표 4. 클래스별 정확도에 대한 혼동 행렬

는 명령어 내부에 한 프레임의 (x, y, z)를 제공하는 명

령어를 삽입하여 Raspberry Pi 4에서 LiDAR 센서가 

감지한 (x, y, z, r) 정보를 프레임 단위로 연속해서 얻을 

수 있도록 하였다. 

나. Pre-process

(1) 감지할 범위 제한

배달 서비스 로봇의 classification은 물체에 따른 배

달 서비스 로봇의 대응 변화가 목적이므로, 감지 범위 외

의 물체의 classification은 중요도가 낮다. 따라서 위 

시스템에서는 감지 범위를 설정하여 감지 범위 내의 포

인트 클라우드 데이터만을 남기는 1차 전처리를 수행하

였다. 감지 범위 내의 포인트 클라우드 데이터에 대해서

만 2차 전처리로써 DBSCAN을 수행하여 전처리 측면에

서 경량화를 이룰 수 있었다. 위 시스템에서 감지 범위는 

정면 5m, 좌우 양쪽 3m씩으로 설정하였다.

(2) DBSCAN

DBSCAN[10]은 밀도 기반 군집화 알고리즘으로, 입실

론(ε) 반경 내에 최소 포인트 수가 존재하면, 해당 포인트

를 클러스터에 포함하는 과정을 반복하면서, point의 밀도

를 기반으로 clustering한다. 따라서 하이퍼 파라미터인 

입실론과 최소 포인트 수의 설정이 중요하다. 위 시스템에

서 사용된 입실론과 최소 포인트 수는 각각 0.5와 10으로, 

LiDAR 센서로부터 취득한 포인트 클라우드 데이터를 적

절히 clustering하는 파라미터를 실험적으로 찾아내었다.

(3) 가장 많은 포인트를 갖는 label 찾기, 해당 label

의 (x, y, z, r) 정규화

배달 서비스 로봇의 감지 범위 내에는 여러 물체가 존

재할 수 있다. classification을 수행하기 위한 한 물체

를 선택해야 하는데, 가장 많은 포인트를 가진 물체로 선

택하는 것이 합리적이다. LiDAR 센서의 동작 원리상, 

가장 많은 포인트를 가진 물체가 배달 서비스 로봇에 가

장 가까운 물체일 확률이 높으며, 이는 잠재적으로 위협

이 될 수 있기 때문이다. classification을 수행할 물체

를 선정한 후에는 해당 물체의 포인트 클라우드 데이터

를 정규화해야 한다. 정규화 과정은 normalization과 

translation으로 구성되며, 다양한 물체에 대한 일관된 

스케일링을 제공한다. 즉, 다양한 크기의 물체를 동일한 

기준으로 비교하고 처리할 수 있게 된다.

다. Inference–PFN, DS-CNN

Classification을 수행할 물체의 포인트 클라우드 데

이터를 앞서 설명한 PFN의 입력으로 사용하여, pseudo 

image를 생성한다. 이 pseudo image를 앞서 최적화한 

DS-CNN의 입력으로 사용하여 물체의 classification을 

수행한다.

Ⅲ. 실험

제안된 임베디드 시스템을 구성한 후, Raspberryi Pi 4 

개발 환경에서 실시간 분류 프로그램을 동작시켰다. 프로

그램을 실행한 후, Raspberry Pi 4는 현재 프레임의 특정 

물체에 대한 Classification 결과를 frame id와 함께 지

속적으로 출력한다. 시각적인 확인을 위해 classification

할 물체의 포인트 클라우드 데이터를 csv파일 형태로 저

장 후, 그림 4와 같이 제목을 “Predicted Class: 예측 

결과” 형태로 plot하였다. 표 4는 DS-CNN의 class별 

정확도이다. 표 5는 1000 frame 동안 classification을 
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수행하여 계산한 frame의 profiling 결과와 fps(frame 

per second)이다.

Fig. 4. Experimental environment and point cloud data.

그림 4. 실제 환경 및 포인트 클라우드 데이터

Table 5. Profiling Results.

표 5. 프로파일링 결과

Profiling Time

Collecting Data / Pre-Process 0.0387s

Inference

Pillar layer 0.0275s

Pillar encoder 0.0055s

DS-CNN 0.0082s

Total Time 0.0764s

Performance 13.08fps

Ⅳ. 결론

본 논문은 LiDAR 센서와 Raspberry Pi를 통해 배달 

서비스 로봇을 위한 객체 분류 시스템을 구성하고, 

PointPillars와 DS-CNN을 사용하여 시스템을 경량화

하였다. 그 결과, 약 13fps으로 classification을 수행하

였으며, DS-CNN의 Class 별 정확도는 표 4와 같이 나

타났다. 전체 정확도는 약 94.94%를 달성하였다.

표 5의 실시간 분류 알고리즘의 profiling 결과, pre- 

process와 PFN의 Pillar 생성에 소요된 시간이 크다는 

것을 알 수 있었다. 또한 분류 네트워크 분석 결과, 

custom DS-CNN의 pointwise convolution이 전체 

연산량의 약 60%를 차지하는 것을 알 수 있었다. 따라

서, pre-process와 Pillar 생성 알고리즘을 최적화하고, 

Lowering을 통한 GEMM(GEneral Matrix Multipli- 

cation) 하드웨어 설계를 통해 pointwise convolution

을 가속화하여 fps를 향상시키는 방향으로 연구를 진행

할 계획이다.
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