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[Abstract] 

This study aims to improve communication for people with hearing impairments by developing artificial 

intelligence models that recognize and classify emotions from voice data. To achieve this, we utilized three 

major AI models: CNN-Transformer, HuBERT-Transformer, and Wav2Vec 2.0, to analyze users' voices in 

real-time and classify their emotions. To effectively extract features from voice data, we applied transformation 

techniques such as Mel-Frequency Cepstral Coefficient (MFCC), aiming to accurately capture the complex 

characteristics and subtle changes in emotions within the voice. Experimental results showed that the 

HuBERT-Transformer model demonstrated the highest accuracy, proving the effectiveness of combining pre-trained 

models and complex learning structures in the field of voice-based emotion recognition. This research presents 

the potential for advancements in emotion recognition technology using voice data and seeks new ways to 

improve communication and interaction for individuals with hearing impairments, marking its significance.
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[요   약]

본 연구는 청각 장애인의 의사소통 개선을 목표로, 음성 데이터에서 감정을 인식하고 분류하는 

인공지능 모델을 개발하였다. 이를 위해 CNN-Transformer, HuBERT-Transformer, 그리고 Wav2Vec 

2.0 모델을 포함하는 세 가지 주요 인공지능 모델을 활용하여, 사용자의 음성을 실시간으로 분석

하고 감정을 분류한다. 음성 데이터의 특징을 효과적으로 추출하기 위해 Mel-Frequency Cepstral 

Coefficient(MFCC)와 같은 변환 방식을 적용, 음성의 복잡한 특성과 미묘한 감정 변화를 정확하게 

포착하고자 하였다. 실험 결과, HuBERT-Transformer 모델이 가장 높은 정확도를 보임으로써, 음성 

기반 감정 인식 분야에서의 사전 학습된 모델과 복잡한 학습 구조의 융합이 효과적임을 입증하였

다. 본 연구는 음성 데이터를 통한 감정 인식 기술의 발전 가능성을 제시하며, 청각 장애인의 의

사소통과 상호작용 개선에 기여할 수 있는 새로운 방안을 모색한다는 점에서 의의를 가진다.

▸주제어: 인공지능, 감정인식, 트랜스포머, HuBERT, Mel-Frequency Cepstral Coefficient
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I. Introduction

IT기술의 발전으로 실시간 통역기와 같은 언어의 장벽

을 넘어 효율적 의사소통이 가능한 기술들이 개발되고 있

다[1]. 그러나 대다수 일반인들이 소리로 소통하는 세계에

서 수화를 제 1언어로 사용하는 청각장애인들은 차별받는 

소수집단 구성원으로 의사소통 시 음성 통화를 사용하지 

못하고, 기존 문자언어 기반 통신 서비스에서도 의사소통

의 한계를 가진다[2]. 감정은 사람의 마음을 표출하는 중요

한 요소로 음성은 감정을 대외적으로 나타내는 중요한 수

단의 하나이다[3]. 청각장애인들과 비장애인들은 동일한 

사회에서 살아가지만 각기 다른 고유한 문화들을 가져 동

일한 상황에 대하여 다른 감정으로 수용하는 경우들이 있

으며 이에 따른 의사소통에 문제를 가질 수 있다[4]. 이렇

듯 청각 장애인들은 청각의 결함으로 인해 의사소통의 불

편함과 긴급상황 인지의 어려움 등 공동체 사회에서 단절 

및 소외감을 가지고 있다[1].

음성 감정 인식(SER: Speech Emotion Recognition)

은 감정 감지 인식의 종류 중 하나로 사용자의 목소리에서 

나타나는 떨림, 어조, 크기 등의 음성 패턴을 분석하여 감

정의 상태를 파악하는 기술이다[5]. 코로나19 비대면 환경 

전환에 따라 음성기반의 다양한 기술개발 수요가 증가함

에 따라 인공지능, 기계 학습, 클라우드 기술 및 자동화 기

술과 함께 성장하고 있다[6]. 또한, 음성 기반 연구는 인간

과 기계의 상호작용 증가에 따라 스마트폰의 음성 대화 애

플리케이션의 문자 메시지 작성, 정보 검색, 자동차의 내

비게이션의 음성 명령 등의 간단한 사용에서 ChatGPT, 

AI 스피커, 음상비서 사용으로 확장되고 있다[7-8]. 이는 

사람의 업무를 다양한 방면에서 보조하고 효과적 정보를 

제공받을 수 있어 상호작용의 중요성이 강조되는 서비스

로 발전하고 있는 것이다[9]. 

본 연구에서는 청각 장애인과의 의사소통 및 상호작용 

향상을 위한 음성 감정 추출 방법을 제안하였다, 본 연구

에서는 오디오 파일을 원시 음성 데이터로 자기 지도 학습

방법을 사용하여 감정을 인식하고 분류한다. 음성 처리 작

업을 위해 오픈소스 모델인 HuBERT 모델과 오디오 파일

을 원시 음성 파형으로 받아 특성을 추출하는 wav2vec모

델을 활용하여 화자의 음성으로부터 감정을 인식 및 분류

하여 추출하는 방법을 설계하고 구현하였다. 본 논문에서

는 데이콘의 음성 감정 인식 데이터셋을 활용하여 두려움, 

슬픔, 싫어함, 평범함, 행복함, 화남, 총 6가지의 감정을 

추출하였다. 음성 감정 추출에 필요한 높은 성능을 가진 

오픈소스 모델을 기반으로 음성에서 감정을 추출함으로 

음성을 제대로 인지하지 못하는 청각 장애인의 의사소통 

상황을 개선하고 의사소통 시 상호작용에 도움이 될 것이

라 사료된다. 

II. Related works

음성신호의 특징을 추출·분석 기술은 음성신호에서 정

보를 얻는 기술로 최근에는 딥러닝을 활용한 기술들이 많

이 활용되고 있다[10].

1. Mel-Frequency Cepstral Coefficient(MFCC)

 음성 신호의 특징 추출을 목적으로 사용되는 알고리즘

으로 Mel-Frequency Cepstral Coeffiicient(MFCC)가 

있다. MFCC는 음성 신호를 짧은 프레임으로 분할하고 각 

프레임에 대한 파워 스펙트럼(Power Spectrum)의 주기

도 추정값을 계산한다. 멜 필터뱅크(Mel Fillterbank)를 

파워 스펙트럼에 적용하고, 각 필터의 에너지를 모두 더한

다. 모든 필터뱅크 에너지에 대해 로그를 취하고 로그 필

터뱅크 에너지의 DCT(Discrete Cosine Transform)를 

취한다. DCT(Discrete Cosine Transform) 계수에서 

2~13을 제외한 나머지는 버리고 일반적으로 Deltas and 

Delta-Deltas(미분 및 가속도 계수) 기능을 추가하거나 프

레임 에너지를 각 특징 벡터에 추가한다[11]. 이러한 방식

으로 음성 신호로부터 MFCC를 사용하여 음성 신호 특징 

추출 작업을 진행한다. Python의 라이브러리인 Librosa

를 통해서 간편하게 사용할 수 있다. 이렇게 음성 신호 특

징 추출에 특화된 MFCC는 화자를 구분하거나 음악의 장

르를 분류하는 등 여러 음성 인식 작업에서 유용하게 사용

되며 EEG(Electro Encephalo graphy), ECG(Electro 

Cardio Gram) 및 산업 신호와 같은 응용 분야에서 유망

하다[12]. 본 논문에서는 MFCC 알고리즘을 활용하여 음

성 데이터를 전처리하고 전처리된 데이터를 바탕으로 학

습을 진행하였다.

2. Transformer Model

Transformer 모델은 주로 자연어 처리(NLP) 분야에서 

활용되며 인코더와 디코더라는 모듈을 가지고 있는 

seq2seq(sequence-to-sequence)모델로부터 발전되었

다. Transformer 모델은 RNN을 사용하지 않고 크게 인

코더와 디코더로 각각 여러 층으로 구성되어 있으며 

Attention으로는 Scaled Dot-Product Attention과 

Multi-Head Attention을 가진다. Attention 하위 레이어
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외에도 인코더와 디코더의 각 층(layer)에 완전 연결된 피

드 포워드 네트워크가 포함된다. Transformer 모델의 핵

심은 Attention 메커니즘에 있으며 세 가지 방식으로 사

용된다, 인코더 내의 Self-Attention, 디코더 내의 

Self-Attention 그리고 인코더 – 디코더 Attention으로 

위치별로 위치를 참조, 다음 토큰 예측, 다음 토큰 생성을 

할 수 있다. Self-Attention은 모델의 핵심요소로 다양한 

위치간의 글로벌 의존성을 모델링 하여 시퀀스의 순차적 

처리 문제를 해결하고 계산을 병렬화하여 학습 속도를 향

상한다[13]. 본 논문에서는 음성의 복잡한 특징들을 이해

하고 학습하기 위해 Transformer 모델을 활용하여 인공

지능 학습을 진행하였다.

3. HuBERT Model

HuBERT 모델은 마스킹된 예측을 통해 강력한 음성 표

현을 학습할 수 있는 모델로 자기지도 학습 방식을 사용했

다. HuBERT 모델에는 Hidden Unit이라는 음성 데이터에

서 정의되지 않고 발견되어야 하는 숨겨진 음향 단위를 학

습의 타겟으로 사용한다. 데이터 자체에서 특징을 추출하

여 Hidden Unit을 발견하고 음성 데이터의 패턴과 구조를 

모델이 자동으로 인식하고 학습한다. HuBERT 모델의 자

기지도 음성 표현 학습은 다음과 같다. 학습 데이터로는 

LibriSpeech와 Libri-light 데이터셋을 사용하고 

k-means 알고리즘과 GMMs(가우시안 혼합 모델)을 사용

하여 음성 데이터로부터 Hidden Unit을 추론한다. 하나 

이상의 k-means 클러스터링 반복으로 생성된 마스킹된 

프레임의 숨겨진 클러스터 할당을 예측한다. 위 방식으로 

반복적으로 학습된 모델은 최첨단 기술과 비교하였을 때 

우수한 성능을 보였고 모델의 입력으로 파형을 사용하고 

반복적 개선이 더 나은 유닛을 학습한다[14]. 본 논문에서

는 HuBERT 모델의 반복적인 학습과 Fine-Tuning을 사

용하여 음성 인식의 성능을 향상하여 음성 데이터로부터 

감정을 추출하는 방법을 제안하였다.

4. wav2vec 2.0 Model

음성 인식 시스템의 학습은 대량의 레이블 작업이 되어

있는 학습데이터를 요구하지만 실제로 이러한 데이터는 

구하기 어렵다. wav2vec 2.0 모델은 자기지도 학습과 소

량의 레이블 작업이 되어있는 음성 데이터를 통해 

Fine-Tuning되어 우수한 성능을 달성할 수 있다[15]. 

wav2vec 2.0 모델은 원시 오디오 데이터로부터 잠재 음

성 표현을 학습한다. 멀티-레이터 컨볼루전 특징 인코더로 

구성되어 오디오 데이터를 인코딩하고, Transformer 네

트워크로 컨텍스트화된 표현을 구축하고 Self-Attention

은 전체 시퀀스의 잠재 표현을 포착한다. 이는 각 단어 또

는 토큰이 문장 전체의 다른 단어나 토큰에 얼마나 의존하

는지 파악하는 것이다. 모델의 훈련은 잠재 기능 인코더 

공간에서 특정 부분을 컨텍스트 네트워크에 공급하기 전

에 마스킹하고 모든 마스킹 타임 스탭 사이에 공유되는 훈

련된 특징 벡터로 교체한다. 이렇게 마스킹된 표현을 식별

하며 최종 모델은 레이블 작업이 완료된 데이터에 대해 

Fine-Tuning된다. HuBERT 모델과 마찬가지로 같은 데

이터셋인 LibriSpeech와 Libri-light 데이터셋을 사용하

여 모델을 평가하였으며 레이블 지정이 없는 오디오 데이

터에서 사전훈련되고 레이블 작업이 진행된 데이터로 

Fine-Tuning을 하여 wav2vec 2.0 실험에서는 언어 모델

을 사용하여 디코딩의 성능을 개선하는 방법을 사용하였

다. 결과적으로 wav2vec 2.0모델은 레이블 작업이 매우 

적게 되어 있는 데이터를 사용한 작업에서 강력한 성능을 

보이며 이는 음성 인식 분야에서 자기지도 학습 방법의 잠

재력이 있다는 것을 보여준다. 본 연구에서 활용한 오픈소

스 wav2vec 2.0모델은 데이터셋의 감정차원에 맞춰 

Fine-Tuning 전에 Transformer 레이어를 24개에서 12

개로 정리한 모델이다. 본 연구에서는 wav2vec 2.0모델에 

분류기를 추가하여 감정을 분류하여 추출하였다.

5. CNN(Convolution Neural Network)

CNN은 인간의 시신경 구조를 모방하여 이미지나 영상 

데이터 인식 및 분류 작업에 특화된 인공신경망이다[16]. 

CNN은 계층적 구조를 가지고 있으며 입력 이미지를 여러 

계층으로 나누어 처리한다. 이 구조는 이미지의 로컬 특징

을 효과적으로 학습하여 복잡한 패턴 및 객체를 인식할 수 

있다. 주로 컨볼루션(Convolution)레이어, 풀링(Pooling) 

레이어, 완전 연결(Fully-Connected)레이어 등으로 구성

되어 있다[17]. 컨볼루션(Convolution)레이어는 로컬 정보

를 활용하여 입력된 이미지로부터 패턴 및 특징을 감지하

고 추출하고 풀링 레이어는 특징 맵에 다운 샘플링 작업을 

통해 모델이 더 빠르게 학습하고 계산량을 감소시킨다. 완

전 연결(Fully-Connected)레이어는 2차원의 배열 형태의 

이미지를 1차원 배열로 평탄화하는데 사용된다. CNN은 

계층적 구조의 특징이외에도 변환 불변성, 특징 추출을 자

동으로 진행하는 특징이 있다[18]. 이러한 특징을 가진 

CNN은 컴퓨터 비전 능력에 뛰어난 성능을 보여 많은 다

양한 분야에 활용이 되고 음성 파형 이미지로부터 특징을 

추출하여 감정 분류 작업에 유용하다고 판단된다.



82   Journal of The Korea Society of Computer and Information 

6. Model Comparison and Analysis

Model Key Features Advantages Disadvantages

MFCC

Algorithm for 
extracting 

features from 
audio signals

Simple and 
fast feature 
extraction

Limited in 
recognizing 

complex 
patterns

Transformer

Sequence 
learning using 
the Attention 
mechanism

Fast learning 
through 
parallel 

processing

Requires large 
amounts of 

data and 
resources

HuBERT

Self-supervised 
learning model 
for audio signal 
pattern recognition

High 
performance 

even with 
unlabeled data

Slow learning 
speed

Wav2Vec 

2.0

Model that 
maximizes 
learning 

performance with 
small amounts 
of labeled data

High 
performance 
with small 

data

Requires 
complex 

computation 
and 

fine-tuning

CNN

Model 
specialized in 
image data 
processing

Capable of 
learning by 

converting audio 
waveforms 
into images

Image 
preprocessing 

is required

Table 1. Summary of AI Model Features, Adantages 

and Disadvantages 

이처럼 MFCC, Transformer, Hubert, Wav2Vec 2.0, 

CNN 등 다양한 모델과 알고리즘을 사용하여 음성 신호의 

특징을 추출하고 감정을 분류할 수 있다. 각 모델은 고유

한 장점과 단점을 가지고 있으며, 그에 따라 특정 작업에 

적합한 모델이 결정된다.

III. The Proposed Scheme

1. Architecture Design

본 논문에서는 인공지능 구축 설계 및 구현 방법으로 파

이프필터 패턴을 사용하였으며 이 패턴에 대한 다이어그

램은 그림1과 같다.

Fig. 1. Architecture Diagram

파이프 필터 패턴이란 소프트웨어 아키텍처의 설계 패

턴 중 하나로, 데이터 스트림을 처리하는 방식에 대한 모

델을 제공한다. 이 패턴은 일련의 독립적인 처리단계로 구

성되어 있으며, 각 처리 단계는 입력 데이터를 받아 처리

한 후 그 결과를 다음 단계로 전달한다. 본 연구는 처리단

계를 데이터 수집, 데이터 전처리, 인공지능 모델 학습, 검

증데이터의 정확도 확인의 순서로 설계하였다.  

2. Data Collection

음성 감정 추출을 위한 인공지능 학습을 위한 데이터로

는 데이콘의 음성 감정 인식 데이터셋을 활용하였다[19]. 

그림 2는 데이콘의 음성 감정 인식 데이터셋이다.

Fig. 2. Dacon Voice Dataset

데이터셋의 구성은 훈련 데이터(Train) 5001개와 테스

트 데이터(Test) 1881개로 이루어져 있다. 각 음성 파일은 

해당 음성이 표현하는 감정 상태에 대한 라벨을 CSV 파일 

형태로 제공된다. 이러한 구성은 모델이 학습 과정에서 각 

음성의 특성을 감정 라벨과 연관짓게 하여, 새로운 음성 데

이터에 대해 감정을 정확히 예측할 수 있도록 한다. 데이터

셋 음성 WAV파일의 라벨링은 0:  angry,  1:  fear,  2:  

sad,  3:  disgust,  4: neutral, 5: happy으로 총 6가지의 

감정으로 분류되어 있다. 해당 데이터셋을 활용하여 음성

에서 감정을 인식하고 분류하는 인공지능을 구현하였다.

3. Data Preprocessing

데이터의 전처리는 CNN-Transformer 학습을 위하여 

음성의 특징을 파악하는 MFCC 방법과 음성 자체를 인식

하는 휴버트 모델 및 wav2vector모델의 재학습을 위한 

음성 패딩 방법 2가지를 사용하였다. 

첫 번째로 MFCC를 활용하여 전처리를 진행하였다. 

MFCC는 인간의 귀가 주파수영역을 파악하는 방식을 토대

로 음성의 특징을 추출하는 방식이다. 본 연구에서는 

python의 라이브러리인 librosa를 활용하여 MFCC의 음

성 특징을 추출하였다. 추출된 특성들은 시간 길이에 따라 

패딩 또는 슬라이싱 작업을 통해 통일된 형태로 조정되는 

과정을 거친 후에 정규화 작업을 진행한다. 그림 3은 음성
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을 MFCC를 시각화 한 이미지이다.

Fig. 3. MFCC Image

MFCC 알고리즘을 활용하여 변환된 이미지에서 가로 

축은 시간 축이며 세로 축은 주파수 축을 의미한다. 또한 

색상의 색은 주파수 성분의 강도를 의미한다. 따라서 이미

지의 왼쪽 부분은 거의 검게 보이며 음성의 초반 구간에서

는 음성 신호의 에너지가 거의 없거나 낮음을 나타내며 중

앙의 밝은 띠들은 해당 시간대의 특정 주파수 대역의 에너

지가 강하다는 것을 의미한다.

두 번째 전처리는 휴버트(HuBERT) 모델 및 

wav2vector 재학습을 위하여 음성 패딩을 진행하였다. 휴

버트 모델은 음성 신호에서 의미 있는 패턴을 학습하여 분

류하거나 특징을 추출하는 데 사용된다. 음성 데이터의 길

이는 다양하기 때문에 모델이 일관된 크기의 입력을 처리

할 수 있도록 모든 음성 데이터를 동일한 길이로 조정하는 

것이 필요하다. 이를 위해 짧은 음성 데이터에는 무음 구

간을 추가하여 길이를 동일하게 맞추고, 긴 음성 데이터는 

필요한 부분만을 잘라내어 사용한다. 이 과정을 음성 패딩

이라 한다. 

Fig. 4. HuBERT wav-file preprocessing code

그림 4는 HuBERT-Transformer 모델의 전처리 함수 

이미지이다. 입력받는 모든 오디오 파일을 MFCC 방식을 

활용하여 데이터를 추출하고 음성파일중 가장 긴 샘플의 

길이에 맞춰 패딩을 추가하는 음성 패딩 작업을 진행하여 

모든 데이터의 길이를 통일 시킨다. 이후 데이터를 GPU로 

이동시킨다.

4. Learning

인공지능 모델의 학습 과정은 본 연구의 핵심 단계로, 

전처리를 거친 정제된 데이터를 바탕으로 감정을 인식하

고 분류한다. 모델은 NVIDIA A100 GPU와 Intel Xeon 

CPU를 탑재한 서버에서 학습을 수행하였다. PyTorch 프

레임워크를 사용하였으며 본 연구에서는 음성 감정 인식

에 CNN-Transformer 모델과 HuBERT-Transformer 

모델, wav2vector 모델의 세 가지 방식을 사용하여 구현

하고 결과를 비교·분석하였다. 세 모델 모두 음성 데이터

의 복잡한 특성과 감정의 미묘한 변화를 인식할 수 있지만 

각각의 장단점을 가지는 모델이다.

4.1 CNN-Transformer 

CNN-Transformer 모델은 음성 데이터의 특징 추출을 

위해 CNN을 사용하고, 이후 추출된 특징 간의 관계를 파

악하기 위해 Transformer를 적용한 구조이다. CNN은 음

성 신호에서 주요 특징을 효과적으로 추출할 수 있는 강력

한 도구로 본 논문에서는 MFCC에서 추출한 특징을 입력

으로 사용한다. 이후 Transformer 모델은 CNN을 통해 

추출된 특징들을 입력받아 특징 사이의 시퀀스들을 학습

한다. Transformer 블록 내에서는 Multi-Head 

Self-Attention 메커니즘을 사용하여 다양한 특성 간의 

관계를 폭넗게 탐색한다. 학습 및 검증 과정에서는 크로스 

엔트로피 손실 함수와 Adam 최적화 알고리즘을 사용하여 

주어진 음성 데이터셋에 대한 감정 분류 정확도를 최대화

한다. 학습과정은 Tensorboard를 통해 모니터링되며 이

를 통해 학습 진행상황, 손실 및 정확도와 같은 중요 지표

들을 시각적으로 분석하였다. 그림 5는 모델의 학습을 위

한 기본 설정 코드 이미지이다.

Fig. 5. CNN-Transformer Optimizer function code
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모델의 입력 shape,와 출력 shape , 모델의 손실함수, 

옵티마이저, 평가지표를 설정한다. 이후 TensorBoard의 

CallBack 함수를 선언하여 학습 진행시에 로그를 확인 할 

수 있도록 한다. 이후 학습횟수, 배치사이즈, 검증 데이터

의 비율 등을 선언하여 학습을 진행하였다. 

4.2 Hubert-Transformer 

HuBERT-Transformer 모델은 음성 신호에서 중요한 

특성을 추출하는 HuBERT 모델과 추출된 특성 간의 관계

를 학습하기 위한 Transformer 모델을 통합한 구조로 설

계되었다. HuBERT-Transformer 모델의 구현은 초기 단

계에서 사전 학습된 HuBERT 모델을 활용하여 음성 데이

터로부터 필수적인 특성을 추출한다. 추출된 특성은 이후 

Transformer 모델로 전달되어 감정 분류를 위한 고차원

적인 학습이 이루어진다. Transformer 모델 내에서는 

Multi-Head Self-Attention 메커니즘을 사용해 다양한 

특성 간의 복잡한 상호작용을 학습한다. 최종적으로, 

EmotionClassifierPyTorch 모듈을 통해 각 음성 샘플에 

대한 감정 분류를 수행한다. 그림 6은 모델의 학습을 위한 

CustomDataset 클래스에 대한 코드 이미지이다.

Fig. 6. HuBERT-Transformer Model code

CustomDataset 클래스를 이용해 구성된 데이터셋을 

DataLoader를 통해 배치 단위로 모델에 공급하는 방식으

로 진행된다. 학습 동안 모델은 크게 두 가지 작업을 수행

한다. HuBERT 모델에 의한 특성 추출과 Transformer 

모델을 통한 감정 분류 학습. 이 과정에서는 AdamW 최적

화 알고리즘과 크로스 엔트로피 손실 함수를 사용하여 모

델의 성능을 최적화하였다. 모델의 성능 평가는 학습이 완

료된 후 검증 데이터셋을 사용하여 수행된다. 이 때, 감정 

분류의 정확도 측정을 통해 모델의 감정 인식 능력을 검증

한다. 평가 과정에서 손실과 정확도는 모델의 성능 지표로 

사용되며, 이러한 지표들은 TensorBoard를 통해 시각적

으로 모니터링되어 모델 학습의 진행 상황을 실시간으로 

확인 및 분석하였다.

4.3 Wav2Vec 2.0 

페이스북에서 개발한 사전 학습된 모델인 Wav2Vec 

2.0 모델을 활용 하여 학습을 진행하였다. 그림 7은 

Wav2Vec2 Model을 활용하여 음성 데이터에서 음향 및 

음성 특성을 추출하는 Emotion RecognitionModel 클래

스를 사용하여 감정을 분류하는 이미지이다.

Fig. 7. Wav2Vector 2.0 Model Code

이 과정에서 모델은 먼저 Wav2Vec2Model로 부터 추

출된 특성을 사용하며, 이후 여러층의 완전연결층(Fully 

Connected Layer)와 드롭아웃(Dropout)을 거치며 최종

적으로 감정 분류를 위한 출력을 생성한다. 본 모델의 학

습을 위해 AudioDataset 클래스를 통해 음성 파일과 해

당 감정 라벨을 포함하는 데이터셋을 구성하였다. 각 음성

파일은 16000으로 설정한 TARGET_LENGTH에 맞추어 

조정되며, 모델 학습에 사용될 통일된 길이의 입력데이터

를 제공한다. DataLoader를 통해 배치 단위로 학습데이
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터를 모델에 공급하며, 학습과정은 CrossEntropyLoss를 

손실함수로, AdamW를 최적화 알고리즘으로 사용하여 진

행 하였다. 모델 성능 평가는 앞선 2가지와 마찬가지로 검

증 데이터셋을 사용하며 이루어지며 평가지표로는 정확도

와 검증 손실이 사용되었다. 각 에포크마다 검증 데이터셋

에 대한 모델의 성능을 평가하며, 최적의 모델을 선정하고 

저장한다. 모든 지표들은 TensorBoard를 통해 시각적으

로 모니터링되어 모델 학습의 진행 상황을 실시간으로 확

인 및 분석하였다.

5. Analysis

본 연구의 감정 인식을 위한 모델 비교 분석에서 

CNN-Transformer 모델, HuBERT-Transformer 모델, 

그리고 Wav2Vec 2.0 모델은 각각의 성능 평가를 검증 데

이터셋을 통해 수행하였다. 각 모델의 성능은 정확도를 기

준으로 측정되었으며, 이러한 비교 분석은 음성 데이터에

서의 감정 인식 능력을 평가하는 데 중요한 지표로 활용될 

수 있다. 그림 8은 CNN-Transformer 모델의 성능 결과

를 나타낸 그림이다.

Fig. 8. CNN-Transformer Validation Accuracy Graph

CNN-Transformer 모델은 약 17%의 정확도를 보였

다. 이 모델의 낮은 성능은 음성 데이터 내의 복잡한 감성 

패턴과 미묘한 변화를 효과적으로 학습하는 데 있어서의 

한계로 분석된다. 이는 특히, MFCC를 기반으로 한 특성 

추출 방식과 Transformer의 시퀀스 학습 능력이 복잡한 

감정 인식 작업에 충분히 학습되지 않았음을 의미한다.

그림 9는 Wav2Vec 2.0 모델의 정확도 결과이다.

Fig. 9. Wav2Vector 2.0 Model Validation Accuracy

Wav2Vec 2.0 모델은 약 15%의 정확도를 가진다. 사전 

학습된 모델을 바탕으로 높은 성능을 기대했으나, 음성 데

이터의 감정 인식과 같은 특화된 작업에 대한 추가적인 튜

닝 없이는 기대한 성능을 달성하기 어려운 것으로 나타났

다. 이 결과는 음성 데이터의 특성을 더 깊이 이해하고, 모

델이 이를 효과적으로 학습할 수 있도록 사전 학습된 모델

의 재학습 및 세밀한 조정이 필수적임을 알 수 있다. 

그림 10은 HuBERT-Transformer 모델의 정확도를 나

타낸 그림이다.

Fig. 10. Hubert-Transformer Validation Accuracy

HuBERT-Transformer 모델은 약 71%의 정확도를 가

지며 본 논문에서 구현한 세 가지 모델 중 가장 우수한 성

능을 가지는 것으로 나타났다. 이는 HuBERT 모델이 음성 

데이터로부터 감정과 관련된 중요한 특성을 효과적으로 

추출할 뿐만 아니라, Transformer 모델이 감정의 특성들 

사이의 관계를 성공적으로 학습했음을 의미한다. 또한, 이

러한 결과는 사전 학습된 모델과 고급 학습 구조의 결합이 

음성 데이터에 기반한 감정 인식 분야에서 높은 성능을 달

성할 수 있는 효과적인 접근 방식임을 알 수 있었다. 

Table2는 모델 3가지의 정확도를 비교한 표이다.
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AI Model Accuracy

  CNN-Transformer 17%

  Wav2Vec 2.0 15%

  Hubert-Transformer 71%

Table 2. AI Model Accuracy 

결과 분석을 통해 음성 데이터에서 감정을 인식하는 작

업에 있어서 모델 선택과 학습 방식이 중요한 역할을 한다

는 것을 확인할 수 있었다.

IV. Conclusions

본 연구는 청각 장애인의 의사소통 향상을 목표로 음성 

데이터에서 감정을 인식하고 분류하는 인공지능 모델을 

설계하고 구현하였다. CNN-Transformer 모델, 

HuBERT-Transformer 모델, 그리고 Wav2Vec 2.0 모델

을 통한 감정 인식 능력의 비교 분석을 수행하였고, 

HuBERT-Transformer 모델이 상대적으로 높은 정확도

와 가장 우수한 성능을 나타내었다. 

본 논문에서 제시한 인공지능 모델은 음성 데이터의 복

잡한 특성과 감정의 미묘한 변화를 효과적으로 인식하고 

분류할 수 있다. 이는 음성 기반 상호작용이 중요한 다양

한 분야에서 응용될 수 있음을 보여준다. 특히, 

HuBERT-Transformer 모델은 사전 학습된 모델과 복잡

한 학습 구조의 결합으로 높은 성능을 가지는 모델임을 알 

수 있었다.

그러나 본 연구는 몇 가지 한계점을 가지고 있다. 첫째, 

다양한 언어와 문화적 배경을 포함하는 데이터셋에 대한 

연구가 부족하여, 모델의 일반화 능력에 대한 평가가 제한

적이다. 둘째, 멀티 모달 데이터를 활용한 감정 인식에 대

한 연구가 이루어지지 않아, 음성 데이터만을 사용할 때보

다 더 풍부한 감정 정보를 포착할 수 있는 가능성을 탐색

하지 못하였다. 셋째, 실시간 감정 인식 시스템의 개발에 

관한 연구가 부족하여, 실제 의사소통 상황에서의 모델 적

용 가능성을 충분히 탐구하지 못하였다.

이러한 한계점 극복을 위하여 향후 연구에서는 다양한 

언어와 문화적 배경을 포함하는 데이터셋을 활용한 연구

를 진행할 예정이다. 또한, 멀티 모달 데이터를 활용하여 

감정 인식의 정확도를 더욱 향상시킬 수 있는 방법을 탐색

하고, 실시간 감정 인식 시스템 개발에 주력하여 모델의 

실제 응용 가능성을 더욱 확장해 나갈 것이다. 이를 통해 

음성 데이터에서 감정을 인식하는 기술의 발전만이 아닌, 

청각 장애인의 의사소통 향상에 기여할 수 있는 구체적인 

방안을 모색할 예정이다.
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