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In the manufacturing industry, dispatching systems play a crucial role in enhancing production efficiency and optimizing pro-
duction volume. However, in dynamic production environments, conventional static dispatching methods struggle to adapt to various 
environmental conditions and constraints, leading to problems such as reduced production volume, delays, and resource wastage. 
Therefore, there is a need for dynamic dispatching methods that can quickly adapt to changes in the environment. In this study, 
we aim to develop an agent-based model that considers dynamic situations through interaction between agents. Additionally, 
we intend to utilize the Q-learning algorithm, which possesses the characteristics of temporal difference (TD) learning, to automati-
cally update and adapt to dynamic situations. This means that Q-learning can effectively consider dynamic environments by sensi-
tively responding to changes in the state space and selecting optimal dispatching rules accordingly. The state space includes 
information such as inventory and work-in-process levels, order fulfilment status, and machine status, which are used to select 
the optimal dispatching rules. Furthermore, we aim to minimize total tardiness and the number of setup changes using reinforcement 
learning. Finally, we will develop a dynamic dispatching system using Q-learning and compare its performance with conventional 
static dispatching methods.
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1. 서  론1)

제조업 분야에서 디스패칭 시스템은 생산 공정의 효

율성과 생산량 최 화를 해 필수 인 역할을 한다[12]. 
디스패칭 시스템은 작업을 한 시 에 한 자원에 

할당함으로써 체 생산 공정을 최 화하고, 생산 속도
와 품질을 향상시키는 데 기여한다. 흐름생산 공정(flow 
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shop)에서는 일반 으로 하나의 가공품이 확정 인 순서

에 따라 여러 공정을 거치기 때문에 투입 단계에서의 디

스패칭은 체 생산 속도와 품질에 직 인 향을 미

친다. 개별생산 공정(job shop)의 경우에는 각각의 가공
품이 다양한 경로를 통해 여러 공정을 거치는 과정에서 

작업 순서와 가용 생산자원의 선택 범 가 넓고 복잡하

므로, 이를 효율 으로 리하기 한 디스패칭 시스템

이 더욱 요하다. 
그런데 오늘날의 제조 환경은 매우 동 이며, 측 불

가능한 다양한 변수들을 내포하고 있다[10]. 하지만 기존
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의 확정  규칙 기반의 정 인 디스패칭 방법은 많은 한

계를 보이고 있다[9]. 실제로 기존의 정 인 디스패칭 방

법은 기치 못한 기계 고장, 주문량의 격한 변화, 긴
 주문 등과 같은 동 인 환경 변화에 히 응하지 

못한다. 이에 따라 생산량 감소와 납기 지연, 자원 낭비 
등의 문제가 발생하며, 생산 시스템의 유연성이 하되
고, 생산 계획을 최 으로 유지하기 어렵다[6].
일반 으로 생산성 극 화를 해서는 생산 품목의 

변경을 최소화하는 것이 요하다[3]. 동시에 고객의 요
구를 만족시키기 해서는 납기 수 한 매우 요하

다. 그러나 이러한 두 요소는 상충 계에 있다. 생산 품
목의 변경을 최소화하는 과정에서 개별 생산 품목에 

한 납기를 히 수하지 못하는 상황이 빈발할 수 있

다. 한 개별 품목에 한 납기를 수하기 해서는 생

산 품목의 잦은 변경을 감수해야 한다. 이러한 상충 계

로 인해 두 요소를 동시에 최 화하는 것은 매우 어렵다. 
주어진 상황에 따라 보다 요한 요소를 선택할 수 있는 

동 인 근법이 필요하다.
최근 강화학습 알고리즘은 이러한 문제를 해결할 수 

있는 근 방법으로 주목받고 있다[8]. 강화학습을 통해 
에이 트는 실시간으로 환경과 상호작용하며, 최 의 디

스패칭 규칙을 학습하고 용할 수 있다. 이는 기존 방법
과 달리 다양한 환경 변화에 응하고, 실시간으로 최
의 결정을 내릴 수 있도록 도와 다. 강화학습은 기계 학
습의 한 분야로, 에이 트가 환경과 상호작용하면서 최

의 행동을 학습하는 과정이다. 이는 복잡한 의사결정 
문제를 해결하는 데 리 사용되고 있다. 특히 불확실성
이 높은 환경에서 효과 으로 작동하며, 지속 인 학습

과 응을 통해 성능을 향상시킬 수 있다.
본 연구의 궁극 인 목표는 동 으로 변화하는 제조 

환경에 유연하게 응할 수 있는 지능 인 디스패칭 시

스템을 개발하는 것이다. 이를 해 기존의 정 인 규칙 

기반의 디스패칭 방식이 가지는 한계를 극복하고, 실시
간으로 최 의 결정을 내릴 수 있는 강화학습 모델을 제

시하고자 한다. 특히 생산 품목의 변경을 한 셋업 횟수
와 총 납기 지연(total tardiness)의 최소화를 동시에 지향
한다.
논문의 이후 구성은 다음과 같다. 제2장에서는 강화학

습 기반의 디스패칭 련 연구 황과 이론을 간략히 소

개한다. 제3장에서는 본 연구에서 다루는 문제를 정의하
고, 이를 해결하기 한 MDP (Markov decision process) 
모델을 제시한다. 제4장에서는 에이 트 기반 디스패칭 

시스템에 해 간략히 소개하고, 제5장에서는 이를 구
하는 시뮬 이션 테스트베드와 이에 기반한 실험 결과를 

제시한다. 마지막으로 제6장에서는 결론  추후 연구 

방향에 해 기술한다.

2. 관련 연구

2.1 강화학습 기반 디스패칭

디스패칭 시스템의 성능 향상을 해 강화학습 알고

리즘을 용하는 연구가 활발하게 이루어지는 추세이다. 
Zhang et al.[14]은 flow shop 문제에 해 Q-learning 알
고리즘을 사용하여 최 의 디스패칭 규칙을 선택함으로

써 총 완료 시간 (makespan)을 최소화하 다. 이 연구는 
총 완료 시간 최소화를 단일 목 으로 두고 있다.

Yoo et al.[13]은 병렬 기계에 작업을 할당하기 해 

심층 Q-learning 알고리즘을 사용하여 기계를 선택하며, 
총 완료 시간과 셋업 비용, 설비 유휴시간의 3가지 측면
에서 최 화를 추구하 다. 이 연구는 복잡한 병렬 기계 
환경에서 다양한 작업 조건을 고려하여 효율 인 자원 

배분과 작업 스 링을 수행하 다. 특히, 간트리스 게
임 환경에서 알고리즘의 실효성을 입증하 다.

Cho et al.[1]은 flow shop 문제에 해 DDQN (double 
deep Q-network) 알고리즘을 사용하여 투입할 제품을 결
정하는 스 링 알고리즘을 개발하 으며, 총 리드타임 
최소화라는 목 함수를 고려하 다. 이 연구는 DDQN을 
통해 다양한 제품의 리드타임을 최소화하는 데 을 

두고 있다.
본 연구에서는 이러한 선행 연구를 참고하여 제조 공

정에서 제품의 투입 순서를 결정하는 디스패칭 문제에 

강화학습 알고리즘을 용한다. 특히 생산 품목의 변경 
횟수와 총 작업 지연 최소화를 목 으로 학습을 진행하

고자 한다. 부분의 선행 연구에서는 두 가지 이상의 목

을 동시에 고려할 때 각각의 목 에 한 보상 값들의 

가 합으로 총 보상 값을 산출한다. 이러한 근 방식은 
가 치를 통해 각 보상의 요도를 반 하지만, 보상의 
상  크기와 요도를 정확하게 반 하기 어렵다는 한

계가 존재한다[2].
본 연구에서는 기존 선행 연구들과 달리 보상 설정 방식에 

차별성을 둔다. 에이 트 기반 시뮬 이션을 통해 동 으로 

변하는 상황에 응하여 각각의 목 에 응하는 보상 값을 

구하고, 그 크기를 비교하여 상 으로 더 큰 보상을 부여하

는 액션을 선택한다. 이를 통해 다목  최 화 문제에서 

보상의 상  크기와 요도를 더 정확하게 반 하고자 

한다. 이는 선행 연구들과의 주요 차별 이다.

2.2 강화학습 

강화학습은 행동의 주체인 에이 트가 시행착오를 통

해 행동에 따른 보상을 최 화하는 방향으로 학습하는 

알고리즘이다. 제조 공정에서의 디스패칭 문제에 강화학
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습 알고리즘을 용하기 해서는 이 문제를 MDP로 정
의해야 한다. MDP는 상태, 행동, 보상의 세 가지 요소로 
에이 트와 환경의 상호작용으로 정의한다. 강화학습은 
이러한 상호작용을 통해 정책(policy)을 개선하여 보상을 
최 화하는 방향으로 학습된다. 에이 트는 상태  행

동에 한 가치를 평가하고, 이를 기반으로 다음 행동을 
선택한다. 강화학습 알고리즘은 이러한 가치를 추정하고 
업데이트하는 과정을 수행하며 최 의 행동을 학습한다.

2.3 Q-learning 알고리즘

Q-learning은 강화학습의 한 종류로, 에이 트가 환경

과 상호작용하면서 얻은 경험을 토 로 상태와 행동 간 

최  가치 함수를 학습하는 알고리즘이다[5]. 이는 주어
진 상태에서 가능한 모든 행동에 한 Q-value를 추정하
고, 이를 통해 최 의 행동을 선택한다. 이때, Q-value는 
재 상태와 특정 행동을 선택했을 때 기 되는 미래 보

상을 의미한다.
Q-learning은 주어진 상태-행동 에 한 Q-value를 

업데이트하는 과정에서 벨만 최  방정식을 사용한다. 
기본 으로 벨만 방정식을 통해 재 시 에서의 Q-val-
ue와 미래 시 에서의 Q-value 사이의 계를 나타낼 수 
있다. 이를 기반으로 주어진 상태-행동 에 해 미래에 
얻을 것으로 기 되는 보상의 총합을 Q-value로 정의하
고, Q-value가 가장 큰 행동을 최 의 행동으로 단한

다. 한 재의 상태-행동 에서의 Q-value와 이어지는 
다음 상태에서의 최  Q-value의 차이를 기반으로 재
의 Q-value를 진 으로 업데이트한다. 이러한 업데이
트는 에이 트가 환경과 상호작용하며 새로운 정보를 얻

을 때마다 수행된다. 즉, Q-learning은 TD(temporal differ-
ence) 학습의 특성이 있어 환경이 변할 때마다 자동으로 
업데이트된다. 이는 실시간으로 변화하는 제조 환경에서 
유용하게 용될 수 있는 특징  하나이다. 정리하면, 
Q-learning은 디스패칭 시스템이 환경의 변화에 빠르게 
응하고 최 의 행동을 학습할 수 있도록 지원한다.

3. 강화학습 모델

3.1 문제 정의

본 연구는 제조시스템에서의 형 인 디스패칭 문제

를 다룬다. 특히 주어진 생산 주문 목록에서 가장 긴 한 

주문을 선정하고, 선정된 주문이 요구하는 제품을 작업
장에 투입하는 상황을 가정한다. 이때 주문 목록의 크기
와 생산 가능 제품의 종류는 각각 m과 n이며, 각 주문은 

서로 다른 납기와 요구사항을 갖는다(<Figure 1>).

<Figure 1> Dispatching Problem

제조 공정의 효율성을 해하는 주요 요인  하나는 

작업물 변경으로 인한 작업 비 비용이다. 이는 특정 제
품을 생산한 후 다른 제품을 생산하기 해 설비를 변경

하고 조정해야 하므로, 작업 시간과 생산 비용이 증가하
는 문제가 발생한다. 즉, 생산 장비를 효율 으로 활용하

기 해서는 생산 품목의 변경을 한 셋업 횟수를 최소

화해야 한다. 그러나 셋업 횟수를 이기 해 품목 변경
을 최소화할 경우 작업 지연이 유발될 수 있다. 작업 지
연은 고객 만족도  신뢰도 하락과 지연된 주문 처리에 

의한 각종 추가 비용( , 과 근무 수당, 긴  배송 등)
을 발생시킨다. 본 논문은 이와 같은 트 이드 오  계

에 있는 두 가지 요구사항을 동시에 만족할 방법을 모색

하기 해 강화학습 기법을 활용한다.

3.2 Markov Decision Process

강화학습 모델은 기본 으로 MDP를 기반으로 한다. 
특히 디스패칭 문제를 다루기 해서는 MDP의 기본 요
소인 상태와 행동, 보상을 디스패칭 문제에 합한 형태
로 설계해야 한다.

3.2.1 상태(state)

본 연구는 셋업 횟수와 작업 지연을 동시에 최소화하

는 것을 목 으로 최 의 행동을 탐색하고 학습하는 모

델을 제한다. 의 두 가지 목 을 달성하기 한 에이

트의 행동 결정의 기 이 되는 상태 정의는 총 세 가지 

변수를 활용한다.
첫 번째 상태 변수()는 직 에 투입한 제품의 종류에 

한 정보로 식 (1)과 같이 제품 종류를 나타낸다. 이는 
에이 트가 다음에 어떤 제품을 투입할지 결정하는 데 도움

을 다. 를 들어, 동일 제품을 연속해 투입함으로써 셋업 
발생을 최소화하는 방향으로 유도하는 변수이다.

    ···  (1)

: 가용 제품 종류의 수
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두 번째 상태 변수()는 직 에 투입한 제품의 투입 

잔량 유무에 한 정보로, 식 (2)와 같이 정의한다. 첫 번
째 상태 변수()가 직 에 투입한 제품 정보를 제공하

나, 해당 제품이 더 이상 남아있지 않을 때 어쩔 수 없이 
다른 제품을 투입해야 한다. 이로 인해 학습이 제 로 되

지 않는 것을 방지하고자, 이 변수는 이를 고려한다.

       

 
(2)

 : 직 (즉, 시 )에 투입한 제품
  : 제품 에 한 투입 잔량

세 번째 상태 변수()는 재 공정 상황의 긴  여부

를 나타내는 정보로 식 (3)과 같이 나타낸다. 모든 주문
별 여유 시간를 구한 후, 그  최솟값이 특정 임계값(본 
연구에서는 5,000 를 용) 이하인 경우 납기 지연 가능
성이 높은 것으로 단하고, 긴 한 상황으로 간주한다.

   


    

 
(3)

: 주문 의 납기 시간
 : 주문 의 남은 처리 시간
 : 재 시각

3.2.2 행동(action)

에이 트의 행동은 동 으로 변화하는 제조 환경 속

에서 주어진 상태에 해 가장 합한 우선순  규칙을 

선정하는 것으로 정의할 수 있다. 본 연구에서 상으로 
삼고 있는 기본 인 우선순  규칙은 1) FIFO(first in 
first out), 2) SPT(shortest processing time), 3) LPT(lon-
gest processing time), 4) SDT(smallest due time), 5) 
SA(setup aware), 6) CR(critical ratio) 등이다.

FIFO는 가장 기본 인 우선순  규칙으로, 작업이 도
착한 순서 로 처리하는 방식이다. 즉, 가장 먼  도착한 

작업을 가장 먼  처리한다. SPT는 공정 처리 시간이 가
장 짧은 작업을 가장 먼  처리하는 방식이다. 작업의 처
리 시간을 고려하여 공정 처리 시간이 짧은 작업부터 먼

 처리한다. LPT는 공정 처리 시간이 가장 긴 작업을 
먼  처리하는 방식으로, 작업 시간이 긴 작업부터 처리
한다. SDT는 납기 일자가 가장 빠른 작업을 가장 먼  

처리하는 방식이다. 작업의 납기를 고려하여 납기 일자
가 빠른 순서 로 처리한다. SA는 셋업 발생을 최소화하
기 한 방식으로 셋업이 필요하지 않은 주문을 우선 선

정한다. 따라서 직 에 투입한 제품과 동일한 제품을 우

선 처리하며, 만약 동일한 제품이 여러 개 있거나 없으면 
FIFO를 기 으로 처리한다. CR은 주문별 긴 한 정도를 

식 (4)와 같이 잔여 처리시간 비 여유시간으로 계산하
여 처리하는 방식이다. 이때 는 주문 에 한 긴

률 값을 의미한다. 즉, 잔여 처리시간 비 여유시간의 

비율로 계산하여 긴 도가 가장 높은 주문을 가장 먼  

처리한다.

 


    (4)

3.2.3 보상(reward)

보상은 학습의 성능을 좌우하는 핵심 요소로서 선택

된 행동의 결과로 래되어 산정되는 수치화된 값이다

[12]. 본 연구에서는 셋업 횟수  작업 지연의 최소화라
는 목 을 함께 반 하기 해 다음 두 가지 에서 

각각의 보상 값을 정의한다.
셋업 횟수 최소화 의 보상 은 식 (5)와 같다. 선

택된 액션, 즉 선택된 우선순  규칙에 의해 선정된 주문

에 해당하는 제품이 작업장에 투입될 경우 셋업이 발생

하면 -1의 보상을 부여하고, 그 지 않으면 0의 보상을 
다. 작업 지연 최소화 에서의 보상 는 식 (6)과 
같다. 납기 지연이 발생하면 -1의 보상을 부여하고, 그
지 않으면 0의 보상을 주도록 설정한다.
이와 같은 보상 체계를 통해 디스패칭 에이 트는 보

상을 극 화하기 한 행동을 선택하는 방법을 학습한

다. 각 에서 보상의 크기를 계산한 후, 두 보상  

더 큰 값을 가지는 쪽의 행동을 취하도록 한다(식 (7)). 
와 는 각각 우선순  규칙 를 용했을 때 기

되는 과 를 의미하며, 는 최 의 우선순  규칙

을 의미한다. 이러한 보상 구조는 에이 트가 특정 목

에만 집 하지 않고, 하나 이상 복수의 에서 보상 체

계를 종합 으로 고려하여 균형 잡힌 결정을 내릴 수 있

도록 지원한다.

     ≠ 

 
(5)

        주문 의완료시간

 
(6)




  (7)

4. 에이전트 기반 디스패칭 시스템

본 연구에서는 각 작업이 투입되기 직  시 을 의사
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결정 시 으로 설정하여, 에이 트가 그 시 의 환경 상

태를 제공받아 행동을 결정하도록 한다. 한, 에이 트 

기반 시뮬 이션 모델을 활용하여 학습 환경을 구 함으

로써 상태변환 확률을 따로 설정하지 않고 시뮬 이션을 

통해 다음 상태와 보상을 도출하고자 한다.
제조 공정에서의 디스패칭 문제에 한 학습 임

워크는 <Figure 2>와 같이 구성된다. 에이 트 기반 

MES(manufacturing execution system)는 WIP Agent와 
Processing Agent, Material Handling Agent 등의 다양한 
에이 트들 간의 업을 통해 작동된다. 이런 업을 통
해 각 에이 트 간 자율 인 상호작용이 이루어지며, 동
인 상황에 응할 수 있다.

<Figure 2> Agent-based Manufacturing Execution Framework

에이 트 기반 MES는 에이 트들의 상태 정보를 

리하며, 이  WIP Agent는 투입할 제품을 담당한다. 
Dispatcher는 최 의 작업을 할당하고 리하는 에이 트 

모듈로, MES로부터 주문  상태 정보를 제공받아 디스
패칭 규칙을 선택하고 작업을 진행한다. 에이 트 간 상

호작용을 통해 동 으로 변하는 상황에 응하고 최 의 

결정을 내릴 수 있다.
에이 트 기반 시뮬 이션은 다음과 같은 방식으로 

작동된다. 먼 , MES로부터 실시간으로 재 상태 정보
를 수집한다. 그런 다음, 에이 트는 수집된 상태 정보를 

바탕으로 최 의 디스패칭 규칙을 선택한다. 선택된 행
동에 따라 시뮬 이션을 통해 다음 상태와 보상을 구한

다. 마지막으로, 계산된 보상을 통해 강화학습 알고리즘
을 업데이트하여 에이 트의 성능을 향상시킨다. 이를 
통해 에이 트 기반 디스패칭 시스템은 동 인 제조 환

경에서 효율 으로 작동하며, 생산성을 극 화하고 납기 

수율을 향상시킬 수 있다.

5. 시뮬레이션 실험

5.1 시뮬레이션 테스트베드

본 논문은 제안된 강화학습 모델을 실증하기 한 목

으로 시뮬 이션 테스트베드를 개발하여 제시한다. 
개발된 테스트베드는 Dispatcher가 선택한 액션(즉, 디
스패칭 규칙)에 따라 선정된 제품을 작업 장에 투입

하고, 이로 인해 귀결되는 상태 이와 보상 값을 보고

받기 한 작업 장의 디지털 트 으로서의 기능을 수

행한다. 
시뮬 이션 테스트베드 개발은 에이 트 기반 시뮬

이션 툴인 AnyLogic[11]을 기반으로 하며, 국립한밭 학

교가 구축하여 운  인 스마트팩토리 테스트베드 시스

템[4]을 상으로 수행되었다. 상 시스템은 <Figure 3>
에 나타난 바와 같이 입고  출고 공정과 가공 공정을 

수행하는 총 7개의 스테이션으로 구성된다. 한 비동기

식 컨베이어 시스템을 통해 자유경로 시스템을 지원한다.
<Figure 4>는 상 시스템의 작동 모형을 AnyLogic으

로 모델링한 흐름 구조를 보이고 있으며, 반 인 흐름 

구조는 다음 세 가지 역으로 구분된다.

∙작업 할당(diapatching): 선정된 디스패칭 규칙에 따
라 선택된 제품을 투입하는 단계. 이  제품과 재 

투입된 제품을 비교하여 셋업 발생 여부를 확인

∙가공 처리(processing): 개별 WIP의 공정 진행을 묘
사하는 단계. 각 WIP이 생산 라인 내에서 이동하고 
작업이 진행되는 과정을 묘사

∙보상 처리(rewarding): 개별 WIP의 작업 완료를 처
리하는 단계. 작업이 완료된 제품의 납기 시간과 작
업이 완료된 시간을 비교하여 납기 만족 여부를 확

인하고, 보상 값을 업데이트

<Figure 3> Hanbat Smart Factory
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<Figure 4> AnyLogic Process Model

<Figure 5> Measurements of Performances(i.e. number of setups and tardy jobs, total tardiness)

5.2 시뮬레이션 시나리오

본 연구는 3종의 제품에 해 50건의 주문에 해당하는 
총 500개의 제품의 작업 순서를 결정하는 문제로 시뮬
이션 시나리오를 구성한다. 각 제품은 동일한 작업 순서
를 따르지만, 공정별 소요 시간은 제품 종류에 따라 다르
며, 주문 시 과 납기 시 , 주문 수량은 모두 다르다. 주
요 가정은 다음과 같다. 첫째, 항상 최 의 설비를 사용

하여 불량품이 발생하지 않는다. 둘째, 모든 작업물의 설
비 간 이동은 최단 경로를 따른다. 마지막으로 강화학습 
기에는 무작 로 디스패칭 규칙을 선택한다. 
본 연구에서 용한 Q-learning 알고리즘의 하이퍼 

라미터는 <Table 1>과 같다. 강화학습은 총 100회의 에
피소드를 통해 진행한다. 이때 입실론(epsilon) 값은 탐색
하지 않았던 해 공간을 탐험하기 해 무작 로 행동을 

선택하는 비율을 의미하며, 학습이 진행됨에 따라 차 
감소한다. 할인율(discount ratio)은 미래의 보상 값에 부
여하는 값으로 재의 보상 값에 한 상  가 치를 

의미한다. 학습률(learning rate)은 Q-value를 업데이트하

는 과정에 새로운 정보가 반 되는 비율을 의미한다.

<Table 1> Hyper-parameters

hyper-parameters value

number of episode 100

initial value of epsilon 0.9

discount ratio 1.0

learning rate 0.1

5.3 실험 결과

실험 결과는 <Figure 5>와 <Table 2>에 나타낸 바와 
같다. <Figure 5>는 강화학습 에피소드가 진행됨에 따라 
주요 성능 지표(셋업 횟수, 지연 작업의 개수, 총 지연시
간)가 개선되는 과정을 보이고 있다. 특히 셋업 횟수와 
지연 작업의 개수  총 지연시간 모두가 최소화된 수

에서 수렴함을 확인할 수 있다.
<Table 2>는 기존의 정 인 디스패칭 규칙 기반의 실
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dispatching rule FIFO SPT LPT SDT SA CR
random 
selection
(average)

proposed 
model

number of setups 35 22 21 44 3 33 204 34
number of tardy jobs 198 181 201 9 176 95 184 9
total tardiness (sec) 1,937,000 1,735,000 1,438,000 1,018 1,632,000 552,080 1,028,523 1,110

<Table 2> Simulation Result

험 결과와 비교하여 보이고 있다. 셋업 횟수 에서는 

SA 규칙이 가장 좋은 결과(3회)를 보이고 있다. 반면, 본 
연구에서 제안된 강화학습 모델의 경우에는 34회의 셋업
이 발생하 음을 확인할 수 있다. 하지만, 납기 지연 
의 성능지표를 살펴보면 제안된 모델이 최선의 결과를 

보인 SDT 규칙과 거의 유사한 수 의 결과를 보이고 있

다. SDT 규칙과 SA 규칙이 각각 셋업 횟수 과 납기 

지연 에서는 좋지 않은 성과를 보이고 있음을 고려

할 때 제안된 강화학습 모델에 의한 결과가 가장 우수한 

것으로 단할 수 있다.
제시된 강화학습 모델이 우수한 성능지표를 보이는 

이유는 에피소드 반과 후반 각각에서 의사결정 패턴이 

동 으로 변화하기 때문으로 악된다. 에피소드 반에
는 모든 주문 건이 상 으로 여유가 있으므로 납기 지

연보다는 셋업을 최소화하는 방향의 의사결정(즉, SA 규
칙을 선택)하고, 후반으로 갈수록 납기 지연을 최소화하
기 한 의사결정(즉, SDT 규칙을 선택)을 수행하기 때
문이다.

6. 결  론

본 연구에서는 강화학습 기반 디스패칭 모델을 개발

하고, 기존의 정 인 규칙 기반의 디스패칭 시스템과 성

능을 비교하여 검증하 다. 이를 통해 효과 인 작업 투

입 순서를 결정함으로써 제조 공정의 생산성을 개선할 

수 있다. 이때 생산성 개선은 생산량 최 화와 고객 만족 

최 화라는 두 가지 측면에서 고려되며, 이는 각각 셋업 
횟수 최소화와 작업 지연 최소화의 형태로 정의된다. 
한 본 연구에서는 상호 상충 계에 있는 의 두 측면을 

동시에 고려하여 최 의 정책을 학습하기 한 MDP를 
정의하 다. 특히 Q-learning 알고리즘을 기반으로 강화
학습 모델을 개발하 으며, AnyLogic 기반의 시뮬 이션 

테스트베드를 구축하여 상태 변이와 보상치 산정에 연계

하 다. 개발된 모델은 기존 우선순  규칙과의 비교를 

통해 성능을 평가하 다. 결과 으로 셋업 횟수와 지연 

작업의 개수  총 작업 지연시간의 세 가지 평가 지표

를 종합 으로 고려하 을 때, 정 인 우선순  규칙보

다 제안된 디스패칭 모델이 더 효과 임을 확인하 다. 
본 연구에서는 최소화된 상태공간과 보상구조를 기반

으로 동 인 디스패칭 규칙의 선정 메커니즘을 제안하고 

있다. 이로 인해 셋업 횟수와 지연 작업의 개수, 그리고 
총 작업 지연시간을 개별 으로 해석할 수 밖에 없는 한

계가 있다. 추후에는 보다 면 하고 다양한 상태공간  

보상구조를 용함으로써 일반화된 환경에서의 디스패

칭 문제에 용할 수 있도록 개선할 필요가 있다. 특히 
셋업 횟수 최소화와 작업 지연 최소화를 동시에 지향할 

수 있는 정교하고 복합 인 보상구조의 정의가 필요하

다. 그리고 본 연구에서는 실험 환경의 단순화를 해 확
률  변이에 의한 불확실성 요소를 최 한 배제하 으

며, 작업물의 이송 한 최단 거리 기 의 확정  경로를 

용하고 있다. 추후에는 확률  변동성을 고려한 연구

가 필요하다. 한 디스패칭 알고리즘의 학습 속도의 향

상을 해 하이퍼 라미터 최 화에 한 추가 연구가 

필요하다. 마지막으로 보다 다양한 시나리오에서의 검증
과 개선을 한 추후 연구가 필요하다.
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