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Accuracy through CNN and Transformer Model Integration*
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요    약

본 연구는 Transformer 모듈을 기반으로 다양한 구조의 모델을 구성하고, 토지피복 분류를 수

행하여 Transformer 모듈의 활용방안 검토를 목적으로 하였다. 토지피복 분류를 위한 딥러닝 모

델은 CNN 구조를 가진 Unet 모델을 베이스 모델로 선정하였으며, 모델의 인코더 및 디코더 부분

을 Transformer 모듈과 조합하여 총 4가지 딥러닝 모델을 구축하였다. 딥러닝 모델의 학습과정

에서 일반화 성능 평가를 위해 같은 학습조건으로 10회 반복하여 학습을 진행하였다. 딥러닝 모델

의 분류 정확도 평가결과, 모델의 인코더 및 디코더 구조 모두 Transformer 모듈을 활용한 D모

델이 전체 정확도 평균 약 89.4%, Kappa 평균 약 73.2%로 가장 높은 정확도를 보였다. 학습 소

요시간 측면에서는 CNN 기반의 모델이 가장 효율적이었으나 Transformer 기반의 모델을 활용할 

경우, 분류 정확도가 Kappa 기준 평균 0.5% 개선되었다. 차후, CNN 모델과 Transformer의 결

합과정에서 하이퍼파라미터 조절과 이미지 패치사이즈 조절 등 다양한 변수들을 고려하여 모델을 

고도화 할 필요가 있다고 판단된다. 토지피복 분류과정에서 모든 모델이 공통적으로 발생한 문제

점은 소규모 객체들의 탐지가 어려운 점이었다. 이러한 오분류 현상의 개선을 위해서는 고해상도 

입력자료의 활용방안 검토와 함께 지형 정보 및 질감 정보를 포함한 다차원적 데이터 통합이 필요

할 것으로 판단된다.
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ABSTRACT

This research aimed to construct models with various structures based on the 

Transformer module and to perform land cover classification, thereby examining the 

applicability of the Transformer module. For the classification of land cover, the Unet 

model, which has a CNN structure, was selected as the base model, and a total of four 

deep learning models were constructed by combining both the encoder and decoder 

parts with the Transformer module. During the training process of the deep learning 

models, the training was repeated 10 times under the same conditions to evaluate the 

generalization performance. The evaluation of the classification accuracy of the deep 

learning models showed that the Model D, which utilized the Transformer module in both 

the encoder and decoder structures, achieved the highest overall accuracy with an 

average of approximately 89.4% and a Kappa coefficient average of about 73.2%. In 

terms of training time, models based on CNN were the most efficient. however, the use 

of Transformer-based models resulted in an average improvement of 0.5% in 

classification accuracy based on the Kappa coefficient. It is considered necessary to 

refine the model by considering various variables such as adjusting hyperparameters and 

image patch sizes during the integration process with CNN models. A common issue 

identified in all models during the land cover classification process was the difficulty in 

detecting small-scale objects. To improve this misclassification phenomenon, it is 

deemed necessary to explore the use of high-resolution input data and integrate 

multidimensional data that includes terrain and texture information.

KEYWORDS: Remote Sensing, Deep Learning, Transformer, Unet, Land Cover

서  론

원격탐사 기술을 활용한 토지피복 분류는 지

구환경 모니터링, 도시계획, 농업 관리 등 다양

한 분야에서 중요한 역할을 수행해왔다. 과거부

터 원격탐사를 활용한 영상분류 연구는 주로 최

대우도법, 최단거리법과 같은 영상의 분광정보

를 활용한 전통적인 기법과 SVM(Support 

Vector Machine), Random Forest, Decision 

Tree와 같은 기계학습 기법을 중심으로 수행하

였으나 이러한 방법들은 복잡한 영상 패턴과 다

양한 지표면 유형을 효과적으로 구분하는 데 한

계점이 발생하였다(Qiu et al., 2024). 특히, 기

계학습 기반의 모델들은 고정된 특성에 기반하

여 학습되기 때문에, 복잡한 지형과 다양한 조

건에서 발생하는 영상의 다양성과 복잡성을 완

벽히 포착하기 어려우며, 새로운 데이터에 대한 

일반화 능력이 부족한 한계점을 가지고 있다

(Atkinson and Tatnall, 1997; Mountrakis et 

al., 2011). Foody and Mathur(2004)는 

SVM 기법을 활용하여 위성 영상에서 도시 지

역을 분류하는 연구에서, 다양화된 도시 환경의 

복잡성 때문에 분류 정확도가 제한적이었다고 

보고하였다. 또한, Pal and Mather(2003)의 

연구에서는 Random Forest 알고리즘을 사용하

여 다양한 유형의 토지피복을 분류하였으나, 영

상의 미세한 변화를 감지하는 데 있어서 한계점

이 있다고 보고하였다. 이러한 한계점에 따라 

원격탐사 기반의 영상분류에서 보다 고도화된 

분석기법의 필요성을 제기하게 되었으며, 이에

따라 딥러닝 기반의 영상분류 기법이 등장하였

다. 특히, 합성곱 신경망(CNN; Convolutional 

Neural Network)을 활용한 연구가 활발히 진

행되어 영상분류의 정확도가 크게 향상되었다

(Handayanto, 2024). Zhang et al., (2016)은 
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CNN 기반의 딥러닝 모델을 활용하여 고해상도 

위성 영상을 기반으로 도시 지역 분류 연구를 

수행하였으며, 딥러닝 기반의 접근방식이 SVM

과 같은 기계학습 방법에 비해 더 높은 분류 정

확도를 달성했다고 보고하였다. 

한편, CNN기반의 딥러닝 기법은 공간적 특

성을 파악하는 과정에서 뛰어난 능력을 보여주

었으나, CNN의 고정된 커널 크기와 국소적인 

수용 영역은 대규모 데이터셋을 활용하거나 크

기가 큰 영상에서 특징 정보를 추출할 때에는 

일반화 성능의 한계를 보였다(Xu et al., 

2024). 이에 따라, 영상 분류 작업에서 보다 복

잡한 패턴과 상관 관계를 학습할 수 있는 

Transformer 기반의 모델이 주목받기 시작했

다(Zhao et al., 2024). Transformer 기법은 

주목 메커니즘(Attention Mechanism)을 통해 

영상의 다양한 부분을 효과적으로 파악하고, 전

체 영상의 맥락을 이해하는 데 유리한 구조를 

가지고 있다(Geng et al., 2024). 

따라서, 본 연구는 위성영상을 활용한 토지피

복 분류 분야에서 Transformer의 활용성을 검

토하기 위해 CNN구조의 딥러닝 모델과 

Transformer 모듈을 결합하여 다양한 구조의 

모델을 구성하였으며, 딥러닝 모델 기반 토지피

복 분류를 수행하여 Transformer 모듈을 통한 

분류정확도 개선 여부를 검토하였다. 

연구방법

1. 연구대상지

연구대상지는 강원도 춘천시이며, 지리적 위

치는 경도 127° 30' 22.12" ~ 128° 01' 

FIGURE 1. Study area
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48.39", 위도 37° 40' 28.28" ~ 38° 05' 

06.17"에 위치하고 있다. 춘천시는 1읍 9면 15

동으로 구성되어 있으며, 면적은 약 1,116㎢로, 

강원도에서 두 번째로 인구가 많이 분포하고 있

다(춘천시, 2024). 2023년 기준 국토교통부 지

적통계에 의하면, 춘천시의 토지이용현황은 임

야가 약 75%로 가장 넓은 분포를 차지하고 있

으며, 습지(하천·구거·유지)와 농경지(전·

답·과수원)가 각각 약 9.2%, 약 8.9% 분포하

고 있다(국토교통부, 2023). 특히, 춘천시는 소

양댐 및 춘천댐 등 두 개의 댐과 호수 및 하천

이 다수 분포하여 타도시보다 습지의 비율이 높

으며, 분지형태의 지형적 특성으로 인해 연교차

가 높은 지역이다(그림 1). 

2. 연구방법

본 연구는 위성영상의 표면반사율(SR; 

Surface Reflectance) 정보를 활용하여 

IPCC(Intergovernmental Panel on Climate 

Change) 토지이용 범주의 기준에 따라 딥러닝 

모델의 학습 및 검증 데이터를 구축하였다. 또한, 

CNN(Convolutional Neural Network) 기반의 

베이스 모델과 Transformer 모듈의 조합에 따라 

4가지 딥러닝 모델을 구축하고 토지피복 분류를 

수행하여 활용방안을 검토하였다(그림 2). 

1) 딥러닝 모델의 데이터세트 구축

딥러닝 모델의 데이터세트는 학습자료와 검증

자료, 테스트자료로 구성되어 있으며, 각각의 자

료는 입력이미지와 참값이 기록된 라벨이미지로 

구성된다. 입력 이미지는 2018년 5월 21일에 

취득된 공간해상도 5m의 Rapideye 위성영상을 

활용하였으며, 16bit로 기록된 5개의 표면반사

율 정보(Red, Green, Blue, Red-Edge, NIR)

를 포함하고 있다. 입력 이미지의 참값에 해당

하는 라벨 이미지는 환경부 세분류 토지피복도

를 IPCC의 6가지 토지이용범주(산림지, 농경지, 

초지, 습지, 정주지, 기타토지)를 기준으로 재분

류 하였다(그림 3). 데이터세트의 이미지 크기

는 256×256 Pixel 크기로 설정하였으며, 입력

이미지 및 라벨 이미지를 해당 크기로 분할하여 

타일형태의 이미지로 구축하였다. 분할한 타일 

이미지는 랜덤샘플링 기법을 통해 각 연구대상

지의 약 10% 면적에 해당하는 이미지를 선정하

였으며, 7:3의 비율로 각각 학습자료, 검증자료

로 활용하였다. 테스트 자료는 CNN기반 딥러닝 

모델에서 이미지 외곽 부분의 분류정확도가 낮

FIGURE 2. Research method for land-cover classification
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아지는 단점을 해결하기 위해 시군별 전체 지역 

영상을 타일 형태의 이미지로 분할하는 과정에

서 50%의 중첩률을 적용하였다. 학습자료는 총 

41개의 이미지를 구축하였으며, 검증자료는 17

개의 이미지, 테스트자료는 5,990개의 이미지를 

구축하였다. 

2) 토지피복 분류를 위한 딥러닝 모델 구축

토지피복 분류를 위해 CNN구조의 베이스모

델과 Transformer 모듈의 결합을 통해 4종류의 

모델을 구축하였다(그림 4). 베이스 모델로 선

정한 Unet 모델은 2015년에 처음 소개된 이래

로,  Skip-Connection과 같은 효율적인 구조 

덕분에 의료 영상 분석을 비롯한 여러 분야에서 

광범위하게 적용되어 왔다(Ronneberger, et al., 

2015). Unet 모델은 2개의 합성곱층으로 구성

된 Unet Block과 다운샘플링을 4번 반복하는 

단순한 구조로 구성되어 있으나 효율적인 구조

로 인해 ResUnet, Unet++, Attention Unet, 

TransUnet 등 현재까지 많은 파생 모델들이 활

용되고 있다(Oktay et al., 2018; Zhang et al., 

2018; Zhou et al., 2018; Chen et al., 

2021). 본 연구에서는 토지피복 분류의 정밀도 

향상을 위해 4가지 모델을 설계하였다. Model 

A는 Unet과 동일한 구조를 가지며, 다른 모델

과의 정확도 비교·검토를 위해 활용하였다. 

Model B는 Unet 모델의 인코더 부분을 

Transformer 모듈로 대체하여, 영상의 특징정

보 추출과정에서 공간적 상관성을 더 잘 포착할 

수 있도록 설계하였다. Model C는 Unet 모델의 

인코더 부분을 Transformer 모듈로 대체하였으

며, 특징 맵의 복원과 세부 정보의 정밀한 재구

성에 초점을 맞췄다. Model D의 경우, Unet 모

델의 인코더와 디코더 모두를 Transformer 모

듈로 교체하여, 영상 내 공간적 관계성과 세부적

인 특징정보 모두를 더욱 효과적으로 처리할 수 

있도록 최적화하였다. 본 연구에서 활용한 

Transformer 모듈은 Swin Transformer를 활

용하였다. Swin Transformer는 Stage 1~4까

지 구성된 계층적 구조를 통해 다양한 해상도에

서 특징정보를 추출하도록 구성되어 있다. 또한, 

Shift Window 방식을 통해 각 계층별로 윈도우

를 부분적으로 겹치게 배치함으로써, 국소적인 

특징정보 뿐만 아니라 넓은 범위의 특징정보도 

모델이 학습할 수 있도록 구성하였다. 이러한 유

연한 구조적 특성에 따라 Swin Transformer는 

이미지 분류, 객체 탐지, 객체 분할 등 다양한 

분야에서 널리 활용되고 있다(Liu et al., 2021; 

Xie et al., 2021; Lin et al., 2022).

3) 딥러닝 모델의 학습조건 설정

딥러닝 모델의 학습 과정은 초기 단계에서 모

FIGURE 3. Training dataset by land cover categories
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든 가중치를 작은 무작위 값으로 설정하면서 학

습이 시작된다. 이후, 학습자료를 모델에 입력하

여, 각 층(layer)을 통과하며 출력값을 계산하게 

된다. 모델이 예측한 값과 실제 값 사이의 차이

는 손실 함수를 통해 측정되며, 이 손실을 최소

화하기 위해 각 가중치의 손실 기울기를 계산하

여 가중치를 조정한다. 이 과정은 설정된 Epoch 

수만큼 반복되며, 학습자료 및 검증자료와 모델 

예측값과의 손실이 최소가 되도록 진행하게 된다

(Rumelhart et al., 1986; Kingma and Ba, 

2014). 딥러닝 모델의 학습률은 Learning Rate 

Scheduler를 통해 학습률을 고정하거나 시간이 

지남에 따라 점진적으로 조정(감소 또는 증가)하

도록 설정할 수 있으며, Optimizer를 통해 학습 

가중치를 업데이트하게 된다. 본 연구에서는 데

이터세트의 클래스 불균형 문제와 과적합을 방지

하기 위한 목적으로, MS-SSIM(Multi-Scale 

Structural SIMilarity), Focal Loss, Dice Loss

를 포함하는 Hybrid Loss를 활용하였다. 또한, 

AdamW Optimizer와 OneCycleLR 기법을 활용

하여 학습률을 유연하게 관리함으로써, 모델의 

학습 효율성과 성능을 최적화하였다(Loshchilov 

and Hutter. 2018; Smith and Topin 2019). 

딥러닝 모델의 학습횟수는 최대 1,000 Epoch 

까지 학습하도록 설정하였으며, 딥러닝 모델의 

일반화 성능 평가를 위해 같은 학습 조건으로 

10회 반복 학습하여 학습정확도 및 검증정확도

를 비교·평가하였다. 

a. Model A b. Model B

c. Model C d. Model D

FIGURE 4. Architecture of the deep learning model for land cover classification
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4) 딥러닝 모델별 토지피복 분류 정합성 평가

학습이 완료된 딥러닝 모델은 테스트 데이터세

트를 입력하여 토지피복도를 생성한 후, 이를 라

벨 이미지와 비교함으로써 모델의 정확성을 평가

하였다. 정확성 평가 과정에서는 라벨 이미지와 

딥러닝 기반 토지피복도 간의 일치도를 확인하기 

위해 혼동행렬(Confusion Matrix)을 작성하였으

며, 혼동행렬을 기반으로, 전체 정확도(Overall 

Accuracy)와 Kappa 계수를 계산하여 모델의 분

류 성능을 정량적으로 평가하였다(Rouhi et al., 

2015; Huang and Rust, 2018). 또한, 범주별 

분류정확도를 평가하기 위해 정밀도(Precision)

와 재현율(Recall)을 산출하고, F1-Score를 활

용하여 정확도를 평가하였다.
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연구 결과

1. 딥러닝 학습자료의 범주별 분포 특성

학습자료의 범주별 면적 분포는 산림지가 

64.5%로 가장 많은 면적을 차지하고 있으며, 

습지, 초지 순으로 분포하고 있다. 특히, 기타토

지의 경우, 전체 학습자료 면적의 2% 미만으로 

분포하기 때문에 이는 학습 데이터 내에서 범주 

간에 상당한 불균형이 있음을 나타낸다(표 1).

학습 자료의 범주별 표면 반사율(Surface 

Reflectance, SR)분포는 Red의 반사율은 기타 

토지가 가장 높았으며, 정주지, 농경지 순으로 

높은 분포를 보였다. NIR의 경우, 산림지, 초지, 

농경지 순으로 높은 분포를 보였다. 산림지와 

습지는 다른 범주들과 확연히 구분되는 뚜렷한 

분포 특성을 보였으나 농경지, 정주지, 기타 토

지는 반사율이 서로 중첩되는 경향이 높아, 유

사한 분포 특성을 가지는 것으로 분석되었다. 

특히, 농경지 내에 포함된 시설재배지(예: 비닐

하우스)는 정주지와의 중첩률을 높이는 주요 요

인으로 작용하였다. 초지는 농경지, 정주지, 산

림지와 중첩률이 높으며 이는 초지가 다양한 환

경 조건과 인접해 있다는 것을 의미한다.

2. 딥러닝 모델 별 학습 및 검증

딥러닝 모델의 학습 및 검증 정확도는 Epoch 

1,000 기준, 같은 조건으로 10회 반복 학습한 

결과를 측정하였다. 모든 모델에서 학습 정확도 

약 93%, 검증정확도 약 88% 이상의 높은 정확

도를 보였다(표 2). 딥러닝 모델 간 큰 차이는 

발생하지 않았으나, 인코더에 Transformer 모

듈을 활용한 Model B는 타 모델 보다 학습 및 

검증 정확도가 소폭 감소하였다. 한편, 학습 정

확도는 전체 모델 평균 약 94.2%를 달성하였으

나, 검증정확도는 평균 약 88.3%로 과적합 현

상이 발생하였다. 과적합 현상은 모델이 학습데

Land Cover Categories Area Distribution 
Surface Reflectance

Red NIR

Forest 64.5% 249±109 866±235

Cropland 7.8% 794±456 1,434±430

Grassland 8.7% 563±315 1,172±328

Wetland 9.4% 220±207 379±343

Settlement 5.9% 1,051±557 1,422±511

Other Land 1.5% 1,166±622 1,524±604

TABLE 1. Spectral characteristics of training data for land cover classification
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이터에 지나치게 최적화되어 새로운 데이터에 

대한 일반화 능력이 저하되는 현상이다. 본 연

구에서는 과적합 현상을 방지하기 위해 Hybrid 

Loss를 활용하였으나, 딥러닝 모델의 학습자료

가 특정 범주에 치중되어 있었기 때문에 학습과

정에서 불균형한 데이터의 특징을 과하게 학습

함으로써 검증정확도가 낮은 것으로 판단된다

(Das, 2024; Talukder et al., 2024). 이에 따

라, 향후 데이터세트의 다양성과 균형을 고려하

여 모델의 일반화 성능 향상이 필요할 것으로 

판단된다. 

딥러닝 모델 별 학습시간을 비교해 보면, 

Transformer 모듈을 활용한 Model B, C, D는 

CNN 기반의 Model A보다 학습시간이 더 증가

하였다. 특히, 인코더 및 디코더 모두 

Transformer를 활용한 Model D는 Model A

보다 약 4.5배 학습시간이 더 소요되었다. 

Dosovitskiy et al. (2020)은 Transformer 모

델의 학습과정에서 일반적인 CNN 모델에 비해 

더 많은 학습 시간과 계산비용이 소요된다고 언

급하였으며, 이는 복잡한 패턴 인식과 처리 능

력을 향상시키기 위해 모델의 구조적 복잡성이 

증가하였기 때문으로 판단된다. 

3. 딥러닝 모델 별 토지피복 분류 정확도 평가

딥러닝 모델기반 토지피복도의 면적 분포를 

라벨 이미지와 비교해보면, CNN기반의 Model 

A는 산림지 및 기타토지가 과대추정되었으나, 

Transformer 기반의 모델들은 라벨 이미지에 

비해 산림지, 초지, 기타토지가 과대추정되는 결

과를 보였다(표 3). 또한, 딥러닝 모델의 토지

피복 분류지도에서는 어떠한 범주로도 분류되지 

않은 미분류 지역이 분포하였다. 딥러닝 모델에

서 미분류가 발생한 원인은 모델의 학습과정에

서 보지 못한 극단적인 특성을 가진 데이터를 

입력 받았을 때 또는 범주에 속할 확률이 결정 

임계값에 도달하지 못할 경우에 발생하게 된다. 

본 연구에서 발생한 미분류 사례는 영상 내에서 

빛 반사가 강하게 일어나 흰색 계열로 분포하는 

지역에서 발생하였으며, 차후 다양한 분포패턴

을 가진 데이터세트의 학습이 필요할 것으로 판

단된다. 

딥러닝 모델 별 토지피복 분류지도의 범주별 

분포 특성을 비교·평가 하기 위해 Raster 형

Deep Learning Model
Training Results Validation Results Training Time

(Minutes)Accuracy Loss Accuracy Loss

A 94.0±0.81 0.33±0.02 88.6±0.57 0.41±0.03 34.4±0.7
B 93.2±1.02 0.36±0.03 87.5±1.74 0.41±0.03 46.3±0.2
C 94.1±0.59 0.33±0.01 88.3±0.01 0.38±0.02 75.5±0.3
D 95.4±0.54 0.34±0.02 88.6±0.21 0.43±0.02 157.7±0.5

* The average values of models trained with 10 repetitions at 1,000 epochs.

TABLE 2. training and validation results of the deep learning model

Category Label Image Model A Model B Model C Model D

Forest 84,452 86,767(+2,315) 86,884(+2,432) 87,068(+2,616) 86,534(+2,082)

Cropland 6,832 6,425(-406) 4,032(-2,799) 4,446(-2,385) 4,783(-2,048)

Grassland 6,656 6,269(-387) 7,720(+1,063) 7,870(+1,214) 7,781(+1,124)

Wetland 7,520 7,115(-405) 7,069(-452) 6,515(-1,005) 6,784(-736)

Settlement 5,262 3,852(-1,411) 4,279(-983) 4,112(-1,150) 4,816(-446)

Other land 847 1,066(+220) 1,582(+736) 1,479(+663) 789(-58)

Unclassified Area - 73 3 77 82

Total 111,569 111,569 111,569 111,569 111,569

TABLE 3. Estimated area by category in land cover maps for each deep learning model

Unit : ha(Model-Label)
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태의 토지피복 분류지도를 Vector 형태로 변환

하여 객체별 평균 면적과 개수를 분석하였다. 

딥러닝 모델 기반 토지피복도의 범주별 객체 분

포를 비교해 보면, Transformer 기반의 모델들

은 Model A에 비해 대부분 더 작은 크기의 객

체로 분포하였다(그림 5). 이러한 현상은 

Transformer가 특징정보 추출을 위해 입력 영

상을 패치단위로 분할하고 상관성을 분석하기 

때문으로 판단된다. 

혼동행렬을 통한 딥러닝 모델별 토지피복도와 

라벨자료의 정확도 비교 결과, OA(Overall 

Accuracy)는 전체 모델 평균 약 89.0%, 

Kappa는 평균 약 71.3%로 분포하였다(표 4). 

Model C의 경우, 타 모델보다 OA 및 Kappa가 

다소 낮은 분포를 보였으나, Model A, B, D는 

큰 차이가 발생하지 않았다. 토지피복 분류 정

확도가 가장 높은 모델은 Kappa 기준 Model 

D가 평균적으로 가장 높은 정확도를 보였으며, 

10회 반복 학습 과정에서 모델간의 편차가 가

장 적어 높은 신뢰성을 보였다. Wang et al. 

(2024)는 Transformer가 대규모 학습 데이터

세트에서 더 높은 정확도를 보인다고 언급하였

으나, 이와 달리 본 연구에서는 41장의 소규모 

학습자료를 활용하였음에도 Model D의 분류정

확도가 가장 높게 분포하였다. Wang et al. 

(2022)와 Choi et al. (2023)의 연구에서도 

CNN 구조의 딥러닝 모델에 비해 Transformer

를 활용하였을 때 분류 정확도가 개선되었다. 

F1-Score를 활용한 범주별 정확도를 비교해 

보면, 산림지와 습지는 모든 모델에서 90% 이

상의 높은 정확도를 보였으나, 초지와 기타토지

는 이전 연구와 같이 타 범주에 비해 상대적으

로 낮은 정확도를 보였다(Stoian et al., 2019; 

Lee and Lee, 2020). 

딥러닝 모델 별 토지피복 범주의 분류결과를 

보면, 4종류의 모델 모두 임도와 같이 작은 객

체는 탐지하지 못하는 모습을 보였으며, 벌채지

와 같이 산림경영활동이 이루어진 지역은 초지

로 오분류 하는 사례가 다수 발생하였다(그림 

6-1). Kammerer et al. (2024)는 본 연구와 

Deep 
Learning 
Model

Overall 
Accuracy

Kappa
F1-Score

Forest Cropland Grassland Wetland Settlement Other land

A 89.4±0.5% 72.7±1.6% 96.9±0.4% 60.9±2.5% 41.3±2.8% 90.9±0.2% 60.7±0.9% 36.8±4.6%
B 89.3±0.2% 72.6±0.9% 97.1±0.3% 54.2±3.1% 44.6±1.8% 90.5±0.5% 61.7±0.4% 33.0±2.6%
C 87.9±1.2% 66.6±8.1% 96.0±1.7% 52.9±5.1% 39.8±9.6% 90.6±0.2% 46.7±17.7% 31.6±1.0%
D 89.4±0.2% 73.2±0.8% 97.1±0.2% 59.9±0.2% 45.9±0.9% 90.9±0.1% 60.6±2.2% 31.2±5.5%

* The average values of models trained with 10 repetitions at 1,000 epochs.

TABLE 4. Evaluation of land cover map accuracy by deep learning model

(a) Average Object Area (b) Number of Objects

FIGURE 5. Object characteristics by land cover category
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같이, 토지피복 분류과정에서 목초지/건초지와 

관목지, 산림지 범주간의 오분류 사례가 다수 

발생하였다고 언급하였다. 농경지 지역에서는 

비닐하우스와 같은 시설재배지역을 정주지 또는 

기타토지로 오분류 하는 사례가 많이 발생하였

으나, 인코더 및 디코더 모두 Transformer를 

활용한 Model D에서는 시설재배지를 기타토지

로 오분류 하는 사례가 개선되었다(그림 6-2). 

골프장과 같은 초지 지역에서도 앞선 사례와 마

찬가지로 작은 도로나 모래와 흙으로 구성된 소

규모 벙커는 탐지하지 못하는 사례가 많았다. 

또한, 잔디로 구성된 필드 지역을 CNN 모델의 

경우 농경지로 오분류 하는 사례가 다수 발생하

였으나, Transformer 기반의 모델에서는 이러

한 오분류 사례가 개선되었다(그림 6-3). 습지

의 경우, 모든 모델에서 높은 정확도를 보였으

나, 하천에서 발생한 녹조현상이나 이끼류 자생

지역을 초지로 오분류 하는 사례가 가장 많이 

발생하였다. 이러한 현상은 학습자료 내에서 초

지 범주와 가장 가까운 객체들을 분석하였을 때 

습지와 인접한 객체가 전체 초지의 약 57%를 

차지하기 때문에 주변과의 관계까지 학습하는 

딥러닝 모델의 특성상 오분류가 가장 많이 발생

한 것으로 판단된다. 정주지의 경우 건축물과 

같은 인공구조물은 대부분의 모델에서 정확도가 

높았으나, 건설중인 토지, 토석채취지, 운동장과 

같이 나지의 형태로 분포하는 지역을 기타토지

가 아닌 정주지로 오분류 하는 사례가 가장 많

이 발생하였다(그림 6-5). 이러한 현상은 범주

간 유사한 분광값의 분포 때문으로 판단되며, 

기타토지 및 정주지의 분류정확도 개선을 위해

서는 분광정보 이외에도 GLCM(Gray Level 

Co-occurrence Matrix)과 표고, 경사와 같은 

지형정보 등 다양한 공간정보의 활용이 필요할 

것으로 판단된다. 

결론 및 고찰

본 연구는 Transformer의 활용가능성을 검

토하기 위하여 CNN구조의 베이스모델과의 결

합을 통해 4종류의 모델을 구성하고, 토지피복 

분류를 수행하여 Transformer 모듈의 활용방

안을 검토하였다. 학습 소요시간 측면에서는 

CNN 기반의 모델이 가장 효율적이었으나 

Transformer 기반의 모델을 활용할 경우, 분류 

정확도가 Kappa 기준 평균 0.5% 개선되었다.  

분류 정확도가 가장 높은 모델은 베이스 모델인 

Unet 모델에서 인코더 및 디코더 부분을 모두 

Transformer로 대체한 Model D의 정확도가 

가장 높았으나, 분류 정확도 향상이 크지 않았

기 때문에 CNN 모델과의 결합과정에서 하이퍼

파라미터 조절과 이미지 패치사이즈 조절 등 다

양한 변수들을 고려하여 모델을 고도화 할 필요

가 있다고 판단된다. 또한, 모델의 학습과정에서

과적합 현상을 방지하기 위해 Hybrid Loss를 

활용하였으나, 학습정확도에 비해 검증정확도가 

낮은 수치를 보였다. 이러한 현상은 딥러닝 모

델의 학습자료가 특정 범주에 치중되어 있었기 

때문에 학습과정에서 불균형한 데이터의 특징을 

과하게 학습했기 때문으로 판단되며, 차후 모델

의 일반화를 위해 데이터 증강기법의 적용, 정

규화 기법 연구 등 데이터세트 구축을 위한 다

양한 연구방안이 필요할 것으로 판단된다. 토지

피복 분류과정에서 모든 모델이 공통적으로 발

생한 문제점은 작은 도로, 벙커와 같은 소규모 

객체들의 탐지가 어려운 점이었다. 이러한 오분

류 현상의 개선을 위해서는 지형 정보 및 질감 

정보를 포함한 다차원적 데이터 통합이 필요할 

것으로 판단된다. 
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