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[Abstract]

Predicting path loss is one of the important factors for wireless network design, such as selecting the 

installation location of base stations in cellular networks. In the past, path loss values were measured 

through numerous field tests to determine the optimal installation location of the base station, which has the 

disadvantage of taking a lot of time to measure. To solve this problem, in this study, we propose a path 

loss prediction method based on machine learning (ML). In particular, an ensemble learning approach is 

applied to improve the path loss prediction performance. Bootstrap dataset was utilized to obtain models 

with different hyperparameter configurations, and the final model was built by ensembling these models. 

We evaluated and compared the performance of the proposed ensemble-based path loss prediction method 

with various ML-based methods using publicly available path loss datasets. The experimental results show 

that the proposed method outperforms the existing methods and can predict the path loss values accurately.
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[요   약]

경로 손실(Path Loss)을 예측하는 것은 셀룰러 네트워크(Cellular Network)에서 기지국(Base Station)

의 설치 위치 선정 등 무선망 설계에 중요한 요인 중 하나다. 기존에는 기지국의 최적 설치 위치를 

결정하기 위해 수많은 현장 테스트(Field Tests)를 통해 경로 손실 값을 측정했다. 따라서 측정에 많

은 시간이 소요된다는 단점이 있었다. 이러한 문제를 해결하기 위해 본 연구에서는 머신러닝

(Machine Learning, ML) 기반의 경로 손실 예측 방법을 제안한다. 특히, 경로 손실 예측 성능을 향

상시키기 위해서 앙상블 학습(Ensemble Learning) 접근법을 적용하였다. 부트스트랩 데이터 세트

(Bootstrap Dataset)을 활용하여 서로 다른 하이퍼파라미터(Hyperparameter) 구성을 갖는 모델들을 얻

고, 이 모델들을 앙상블하여 최종 모델을 구축했다. 인터넷상에 공개된 경로 손실 데이터 세트를 

활용하여 제안하는 앙상블 기반 경로 손실 예측 방법과 다양한 ML 기반 방법들의 성능을 평가 및 

비교했다. 실험 결과, 제안하는 방법이 기존 방법들보다 우수한 성능을 달성하였으며, 경로 손실 값

을 가장 정확하게 예측할 수 있다는 것을 입증하였다.
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I. Introduction

셀룰러 네트워크(Cellular Network)에서 셀(Cell)이란 

기지국(Base Station)이 통제할 수 있는 개별 서비스 영역

을 의미하며, 이 영역은 전계 강도계(Field Strength 

Meter)로 실측하여 얻어진 전계 강도 값을 토대로 결정된

다[1]. 일반적으로 전계 강도는 주변 환경의 영향을 받는

다. 예를 들어, 고층 건물의 내부, 산 또는 언덕의 뒤편, 터

널이나 지하철 등과 같이 전파가 지나는 경로상에 여러 가

지 장애물이 있는 지역에서는, 이동통신사의 기지국이 송

신하는 전파를 수신할 수 없는 지역 즉, 음영 지역이 발생

하게 된다. 음영 지역에 위치하는 이동국(Mobile Station)

은 기지국과의 통신이 끊어져, 원하는 이동통신 서비스를 

제공받을 수 없게 된다. 따라서 음영 지역을 최소화하고 

이동국에게 이동통신 서비스를 안정적으로 제공하기 위해

서는, 전파 환경 분석을 통해 기지국의 설치 위치, 설치 수

량 등을 결정하는 무선망 설계가 필수적이다[2-4].

무선망 설계 시, 전파가 유효하게 도달할 수 있는 범위

를 추정하고 기지국의 송신 전력(Transmission Power), 

안테나의 위치 및 이득 등을 결정하기 위해서는 먼저 경로 

손실(Path Loss)을 예측해야 한다. 여기서 경로 손실이란 

송신기와 수신기가 사이에 신호가 전파되는 동안 주변 환

경에 의해 신호 세기가 감소하는 현상을 의미한다. 만약 

기지국과 이동국 사이에 장애물이 많아 경로 손실이 크게 

발생하여 이동국이 수신한 신호의 세기가 일정 크기보다 

작아질 경우, 이동국은 해당 신호를 디코딩(Decoding)할 

수 없다. 따라서 경로 손실을 예측하는 것은 기지국 설치 

위치 선정에서 있어 중요한 요인 중 하나다[5].

지난 수십 년간, 여러 가지 경로 손실 모델들이 제안되

었고, 이 모델들은 경험적 모델(Empirical Model)과 결정

론적 모델(Deterministic Model)의 두 가지 그룹으로 분

류할 수 있다. 경험적 모델은 특정 전파 환경에서 주어진 

주파수 범위 내에서 얻은 측정값을 기반으로 한다. 경험적 

모델의 대표적인 예로, Hata[6], Okumura[7] 모델 등이 

있으며, 모두 측정값을 기반으로 개발되었다. 경험적 모델

은 간단하고, 조정해야 할 매개변수(Parameter)가 많지 

않다는 장점이 있다. 그러나 경험적 모델은 특정 전파 환

경에서 얻은 측정값에 의존하여 매개변수를 조정 및 설정

하기 때문에, 측정값을 얻었던 환경과 다른 환경에 해당 

모델을 적용하게 될 경우, 예측 정확도가 보장되지 않는다

는 단점이 있다.

결정론적 모델은 전자기학 이론을 기반으로 한다. 결정

론적 모델은 레이 트레이싱(Ray-Tracing) 및 유한 차이 

시간 영역(Finite-Difference Time-Domain) 방법을 사

용하여 특정 위치에서 정확한 경로 손실 값을 제공한다

[8,9]. 그러나 결정론적 모델은 경로 손실을 예측하기 위해 

특정 지역의 2차원 또는 3차원 지도와 장애물의 유전체

(Dielectric) 특성과 같은 상세한 기하학적(Geometric) 데

이터가 필요하다. 일반적으로 이러한 기하학적 데이터는 

용량이 크기 때문에, 계산량이 많고 경로 손실 예측값을 

얻기까지 계산 시간이 상대적으로 길다는 단점이 있다.

최근 머신러닝(Machine Learning, ML)은 컴퓨터 비전

(Computer Vision), 자연어 처리, 무선 통신 등 다양한 

분야에서 큰 관심을 받고 있다[10-16]. 경로 손실 값은 실

숫값으로 표현되기 때문에, ML 관점에서 경로 손실 예측 

문제는 회귀 문제다. 이에 선행 연구들에서는 서포트 벡터 

머신(Support Vector Machine, SVM), k-최근접 이웃

(k-Nearest Neighbors, k-NN), 랜덤 포레스트(Random 

Forest, RF), 다층 퍼셉트론(Multilayer Perceptron, 

MLP) 등의 회귀 알고리즘을 적용하여 경로 손실 값을 예

측하는 방법을 제안했다. 예를 들어, [17]에서 Ostlin et 

al.은 ML 기반 경로 손실 예측 모델이 경험적 모델보다 경

로 손실 값을 더 정확하게 예측할 수 있고, 결정론적 모델

보다 계산 효율이 더 높다는 것을 실험적으로 보였다. 이 

결과로부터 많은 연구자들은 기존의 경험적 모델과 결정

론적 모델을 대체할 수 있는 잠재적 대안으로 ML 기반 경

로 손실 예측 모델에 주목했다. 

본 연구에서는 선행 연구들에서 ML 기반 모델이 보여

준 연구 결과에 착안하여, 경로 손실 예측 성능 향상 방법

을 연구했다. 본 연구의 주요 기여 포인트는 다음과 같다.

� 경로 손실 값을 정확하게 예측할 수 있는 앙상블

(Ensemble) 모델을 제안한다. 제안하는 앙상블 모델

은 여러 개의 k-NN으로 구성되며, 앙상블 모델의 다

양성을 확보하기 위해서 부트스트랩 데이터 세트

(Bootstrap Dataset)를 활용하여 각 k-NN에 대해 하

이퍼파라미터(Hyperparameter) 최적화를 수행한다.

� 제안하는 앙상블 모델의 우수성을 입증하기 위하여, 공

개 데이터 세트를 이용하여 제안 모델을 평가한다. 또

한 SVM, k-NN, RF, 결정 트리(Decision Tree, DT), 

다중 선형 회귀(Multiple Linear Regression, MLR), 

라쏘(Lasso), 릿지(Ridge), Elastic Net, MLP 등 9가

지 ML 기반 경로 손실 예측 모델을 구현하여 제안하는 

모델과 성능을 비교한다.

본 논문의 구성은 다음과 같다. Ⅱ장에는 ML 기반 경로 

손실 예측 방법과 관련된 기존 연구들에 대한 검토 내용이 

기술되어 있다. Ⅲ장에는 본 연구에서 제안하는 경로 손실 
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예측 방법이 기술되어 있다. Ⅳ장에는 제안하는 방법과 벤

치마크(Benchmark) 방법의 성능 평가를 위해 사용된 평

가 지표, 실험 환경 및 성능 평가 결과가 기술되어 있다. 

Ⅴ장에서는 본 논문의 결론 및 향후 과제에 대해 기술되어 

있다.

II. Related Work

지난 수십 년간, 회귀 알고리즘을 통해 경로 손실 값을 

예측하는 연구가 꾸준히 이루어져 왔다. 예를 들어, [18]에

서 Piacentini et al.은 방사형 기저 함수(Radial Basis 

Function)를 커널(Kernel)로 사용하는 SVM을 이용하여, 

경로 손실 값을 예측하는 방법을 제안했다. 일반적으로 

SVM 알고리즘에서는 다양한 종류의 커널이 사용될 수 있

으며, SVM의 성능은 사용된 커널에 따라 달라진다. 이에 

[19]에서 Timoteo et al.은 다항식(Polynomial), 가우시

안(Gaussian), 라플라시안(Laplacian) 커널을 각각 사용

하는 세 가지 SVM의 경로 손실 예측 성능을 비교했다. 실

험 결과에 따르면, 라플라시안 커널을 사용하는 SVM이 

다른 두 커널을 사용하는 SVM들보다 성능이 뛰어났다. 

또한 Timoteo et al.은 세 가지 SVM을 두 가지 경험적 

모델(Hata 및 Ericsson 9999 모델)과도 성능 비교를 했는

데, 세 가지 SVM 모두 경험적 모델보다 우수한 성능을 보

였다. 이후에도 SVM은 ML 기반 경로 손실 예측 연구에서 

꾸준히 사용됐다[20-23]. SVM 이외에도, 회귀 알고리즘으

로 널리 알려진 k-NN과 RF 또한 경로 손실 예측에 사용

됐다[21-23].

경로 손실 예측을 위해 MLP를 활용하는 방법들도 연구

됐는데, 대부분의 연구에서 MLP의 성능을 극대화하기 위

해서 하이퍼파라미터 최적화를 수행했다. 하이퍼파라미터

는 모델이 데이터로부터 스스로 학습할 수 없는 파라미터

를 의미하며, MLP의 하이퍼파라미터로는 은닉층(Hidden 

Layer)의 개수, 각 은닉층에서 뉴런(Neuron)의 개수, 활

성화 함수의 종류 등이 있다. [17]에서 저자들은 MLP의 

경로 손실 예측 성능과 은닉층의 개수 사이의 관계를 조사

했다. 조사 결과에 따르면, 은닉층의 개수를 늘릴수록 

MLP의 경로 손실 예측 성능이 향상됐다. [25]에서 Chang 

et al.는 은닉층의 개수를 1개로 유지한 상태에서 은닉층

의 뉴런의 개수를 변경해 가며 MLP의 성능을 실험했다. 

실험 결과에 따르면, 뉴런의 개수를 늘릴수록 MLP의 경로 

손실 예측 성능이 향상됐다. 일반적으로 활성화 함수는 

MLP에 비선형성을 부여하는 데 사용되며, MLP의 성능과 

일반화 능력에 영향을 준다. 현재까지 다양한 활성화 함수

가 개발되어 MLP에 사용되고 있으며, MLP 기반 경로 손

실 예측 모델에서도 하이퍼볼릭 탄젠트(Hyperbolic 

Tangent, tanh)[26-29] 및 시그모이드(Sigmoid) 함수

[30-34]가 사용됐다.

일부 연구그룹은 합성곱 신경망(Convolutional Neural 

Network, CNN)을 사용하여 경로 손실 값을 예측하는 연

구를 수행했다. CNN은 합성곱 층(Convolutional Layer)

과 풀링 층(Pooling Layer)을 통해 입력 이미지(Image)에

서 기하학적 패턴을 감지하고 추출할 수 있는 것으로 알려

져 있다. 따라서 전통적으로 CNN은 이미지 분류 및 이미

지 인식과 같은 컴퓨터 비전 문제를 해결하는 데 사용됐다. 

컴퓨터 비전 문제에서 CNN이 보여준 우수한 성능 때문에, 

경로 손실 예측에 관한 연구에서도 CNN을 활용하는 방법

들이 연구됐다. 예를 들어, [24]에서 Lee et al.은 3차원 건

물 지도로부터 경로 손실 지수(Path Loss Exponent)를 

예측하기 위해 CNN을 활용하는 방법을 제안했다. Lee et 

al.은 3차원 건물 지도로부터 두 개의 2차원 이미지를 계산

하여 얻었는데, 첫 번째 이미지는 각 건물의 높이를 0~255 

범위의 정숫값으로 매핑(Mapping)하여 생성했고, 두 번째 

이미지는 해수면으로부터의 송신기 높이와 해수면으로부

터의 지면 높이의 차이를 0~255 범위의 정숫값으로 매핑

하여 생성했다. 그리고 두 이미지를 쌓아 만든 3차원 텐서

(Tensor)를 CNN의 입력으로 사용했다. 또한 레이 트레이

싱 툴(Tool)을 사용하여 합성 데이터(Synthetic Data)를 

생성하였고, 이 합성 데이터를 사용하여 경로 손실 지수를 

예측할 수 있도록 CNN을 학습시켰다.

최근에는 컴퓨터 비전 분야에서 우수성과 안전성을 입

증받은 CNN 아키텍처(Architecture)를 경로 손실 예측 

문제에 활용하는 연구가 수행됐다. 예를 들어, [35]에서 

Kuno et al.은 AlexNet을 기본 모델로 하는 경로 손실 예

측 모델을 제안했다. 모델의 입력은 3개의 2차원 행렬을 

쌓아 만든 3차원 텐서였으며, 이 텐서에는 구조물 및 건물

의 높이, 송신기와의 거리, 수신기와의 거리에 대한 정보

가 포함되어 있다. Kuno et al.은 후속 연구[36]에서 송신

기와 수신기 사이의 직선이 형성하는 각도에 대한 정보를 

3차원 텐서에 추가시켰으며, AlexNet을 기본 모델로 활용

했다. AlexNet과 더불어 잘 알려진 CNN 아키텍처로 

VGGNet가 있다. VGGNet은 합성곱 층의 개수에 따라 여

러 하위 아키텍처로 분류된다. 여러 VGGNet 아키텍처 중

에서 VGG-16과 VGG-19 아키텍처가 특히 성능이 우수하

여 널리 사용되고 있다. [37]에서 Ahmadien et al.은 2차

원 위성 이미지에서 경로 손실 분포를 예측하기 위해서, 
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VGG-16 아키텍처를 활용했다. [37]에서 소개된 아이디어

에서 영감을 받은 Bal et al.은 [38]에서 2차원 위성 이미

지에서 경로 손실 지수와 섀도잉 팩터(Shadowing 

Factor)를 예측하기 위해 VGG-16 아키텍처를 기본 모델

로 활용했다. ResNet도 널리 사용되는 CNN 아키텍처로, 

ResNet 아키텍처는 [39]에서 2차원 위성 이미지의 경로 

손실 지수와 섀도잉 팩터를 예측하는 데 사용됐고, [40]에

서는 2차원 위성 이미지로부터 경로 손실을 예측하는 데 

사용됐다.

기존 연구는 크게 비(非)-인공신경망(Artificial Neural 

Network) 기반 접근법과 인공신경망 기반 접근법으로 나

뉜다[42]. 비-인공신경망 기반 접근법에는 SVM, k-NN, 

RF 등의 모델들이 활용되고 있으며, 인공신경망 기반 접

근법에서는 MLP, CNN(AlexNet, VGGNet, ResNet) 등의 

모델이 활용되고 있다. 본 연구에서는 경로 손실 예측을 

위해서 ML 기반 경로 손실 예측 모델을 연구하였으며, 비

-인공신경망 기반 접근법의 범주에 포함된다. 본 연구에서

는, 기존 연구들에서 단일 모델들을 활용하여 경로 손실 

예측을 수행하는 것과 비교했을 때, 여러 개의 k-NN으로 

구성된 앙상블 모델을 활용하면 경로 손실 값을 더욱 정확

하게 예측할 수 있다는 것을 실험적으로 입증한다.

III. Proposed Method

그림 1은 제안하는 앙상블 기반 경로 손실 예측 방법의 

전체 과정에 대한 개략적인 개요를 보여준다. 전체 과정은 

크게 (1) 데이터 세트 분할 및 특징 스케일링(Feature 

Scaling), (2) 모델 구축 및 하이퍼파라미터 최적화, (3) 앙

상블 모델 구축 및 경로 손실 예측의 세 단계로 나뉜다. 첫 

번째 단계에서는 준비된 데이터 세트에 대해 데이터 세트 

분할을 수행하여 훈련, 검증, 시험 데이터 세트를 생성한

다. 그 후 각 특징을 스케일링하여, 모델 훈련 과정에서 모

델이 안정적으로 훈련될 수 있도록 한다. 두 번째 단계에

서는 부트스트랩 데이터 세트를 활용하여 각 k-NN을 학

습시키고, 학습이 완료된 k-NN을 평가한다. 그리고 하이

퍼파라미터를 조율해 가며 학습과 평가 과정을 반복 수행

함으로써, 각 k-NN에 대해서 최적의 하이퍼파라미터를 

찾는다. 마지막 세 번째 단계에서는, 평가 결과를 바탕으

로 최적의 하이퍼파라미터로 구성된 k-NN을 앙상블하여 

최종 모델을 구축한다. 그리고 최종 앙상블 모델을 사용하

여 시험 데이터 세트에 대해 경로 손실 예측을 수행한다.

Fig. 1. Overall Working of the Proposed Method for 

Path Loss Prediction

1. Dataset Preparation

본 연구에서는 [42]에서 Popoola et al.가 제안한 데이

터 세트를 사용했다. Popoola et al.은 나이지리아

(Nigeria) 오군 주(Ogun State) 오타(Ota)에 있는 커버넌

트(Covenant) 대학교에서 경로 손실 데이터를 측정 및 수

집했다. 측정 및 수집 장치를 탑재한 차량을 이용하여 세 

가지 경로를 따라 차량을 이동시켜 가며, 경도( ), 위도

( ), 고도(Elevation,  ), 고도(Altitude,  ), 클러터

(Clutter) 높이( ), 송신기와 수신기 사이의 거리( ) 의 

데이터와 경로 손실 값을 기록했다. 세 가지 경로에서 각

각 937개, 1,229개, 1,450개의 샘플(Sample)을 수집했으

며, 데이터 세트에는 부터 까지 6개의 특징과 경로 

손실 값을 레이블(Label)로 하는, 총 3,616개의 샘플이 포

함되어 있다.

2. Dataset Splitting and Feature Scaling

본 연구에서는 데이터 세트 내 3,616개의 샘플을 무작

위로 섞은 다음 훈련(Training), 검증(Validation), 시험

(Test) 데이터 세트로 나눈다. 훈련 데이터 세트는 모델을 

훈련하는 데 사용된다. 모델 훈련에 사용된 데이터와 동일

한 데이터로 모델을 평가하면 특정 데이터에 대해서는 올
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바르게 예측을 수행하지만, 새로운 데이터에 대해서는 올

바르게 예측을 수행하지 못하는, 즉 과적합(Overfitting) 

문제가 발생할 수 있다. 검증 데이터 세트는 이러한 과적

합 문제가 발생하는 것을 방지하는 데 도움을 주며, 또한 

시험 데이터 세트에 대해 편향 없이 하이퍼파라미터를 조

정할 수 있게 한다. 시험 데이터 세트는 모델이 새로운 데

이터에 대해서 얼마나 잘 동작하는지 평가할 때 사용된다. 

일반적으로 데이터를 훈련, 검증, 시험 데이터 세트로 분

리하면, 실제 상황에서 ML 모델이 새로운 데이터에 안정

적으로 동작할 수 있도록 일반화된 성능을 얻는 데 도움을 

얻을 수 있다[43-50]. 본 연구에서는 전체 3,616개의 샘플 

중 60%를 훈련 데이터 세트로 사용하였고, 20%를 검증 

데이터 세트, 그리고 나머지 20%를 시험 데이트 세트로 

사용하였다.

     
Cnt 2169 2169 2169 2169 2169 2169

Avg 3.164 6.675 54.17 54.71 5.778 437.3

Std 0.004 0.003 5.802 3.894 2.684 269.6

Min 3.156 6.668 45 49 4 2

25% 3.161 6.673 49 51 4 248

50% 3.163 6.675 54 54 6 375

75% 3.167 6.676 59 57 6 659

Max 3.171 6.679 64 64 16 1132

Table 1. Descriptive Statistics of the Training Dataset

표 1은 훈련 데이터 세트의 기술 통계 결과를 보여준다. 

표 1에서 Cnt, Avg, Std는 각각 샘플의 개수, 샘플의 평

균, 샘플의 표준편차를 의미한다. 또한 Min, Max는 각각 

샘플 중에서 최솟값과 최댓값을 의미한다. 그리고 25%, 

50%, 75%는 전체 샘플을 해당 특징의 값을 기준으로 정

렬하였을 때, 각각 1/4, 1/2, 3/4 자리에서의 값을 의미한

다. 표 1에서 볼 수 있듯이 6가지 특징은 서로 스케일

(Scale)이 다르다. 일반적으로 특징의 스케일이 서로 다른 

경우, ML 알고리즘은 크기가 큰 특징에 상대적으로 더 큰 

중요성을 부여하게 된다. 그리고 그 결과 해당 특징에만 

민감하게 반응하게 되어 성능이 저하될 수 있다. 따라서, 

본 연구에서는 각 특징을 표준화(Standardization)하여 

표준 점수(Standard Score)로 변환하였다. 표준화 과정

의 설명을 위해서      를 데

이터 세트의 번째 샘플이라고 하자. 여기서 , , 

, , ,  는 각각 번째 샘플의 6가지 특징값

이다. 그러면 의 각 특징의 표준 점수는 다음과 같이 구

할 수 있다.

  

   
 ∀ ∈           (1)

수식 (1)에서  와 는 각각 훈련 데이터 세트에서 

의 평균값, 표준편차이다.

3. Hyperparameter Optimization

본 연구에서 제안하는 앙상블 모델은 여러 개의 k-NN

으로 구성되며, 최적의 앙상블 모델을 구축하기 위해 각 

k-NN에 대해서 하이퍼파라미터 최적화를 수행한다. 이 

하이퍼파라미터 최적화 과정은, 모델이 너무 단순해서 훈

련 데이터 세트의 구조/패턴을 제대로 학습하지 못하는 과

소적합(Underfitting) 문제가 발생하는 것을 방지하는 데 

도움을 준다. 그리고 하이퍼파라미터 최적화 과정에서 앙

상블 모델의 다양성을 확보하기 위해서, 본 연구에서는 각 

k-NN을 훈련하는 데 부트스트랩 데이터 세트를 사용한다.

Hyperparameter Search Range

n_neighbors {2, 3, 4, 5, 6, 7, 8, 9, 10}

weights {“uniform”, “distance”}

metric
{“minkowski”, “euclidean”, 

“cityblock”}

Table 2. Hyperparameter of k-NN

표 2는 k-NN 알고리즘의 하이퍼파라미터 종류와 본 연

구에서 최적의 앙상블 모델을 구축하기 위해서 최적화 과

정에서 설정한 탐색 범위(Search Range)를 보여준다. 

k-NN은 입력 데이터로부터 거리가 가장 가까운 개의 훈

련 데이터가 갖는 레이블들을 이용하여 예측을 수행한다. 

표 2에서 n_neighbor는  즉, k-NN이 입력 데이터로부

터 거리를 기준으로 찾아야 할 훈련 데이터의 개수를 의미

한다. weights는 k-NN이 찾은 개의 훈련 데이터의 레이

블들을 이용하여 예측을 수행하는 방법을 의미한다. 두 가

지 방식이 있으며, 첫 번째 “uniform”은 개의 훈련 데이

터의 레이블들에 대해 동일한 가중치를 적용하여 즉, 평균

값을 계산하여 예측하는 방법이다. 두 번째 “distance”는 

개의 훈련 데이터들이 각각 입력 데이터로부터 떨어져 

있는 거리를 가중치로 고려하여 예측을 수행하는 방법이

다. 거리가 멀리 떨어져 있을수록 작은 가중치를 해당 훈

련 데이터의 레이블에 적용하고, 반대로 거리가 가까울수

록 상대적으로 큰 가중치를 레이블에 적용한다. 표 2에서 

metric은 데이터와 데이터 사이에 거리를 계산하는 방법

을 의미한다. “minkowski”는 민코스키 거리(Minkowski 

Distance)를 의미한다. 임의의 두 점   ⋯ 

와    ⋯ 가 주어졌을 때, 두 점 사이의 민코

스키 거리  는 다음과 같이 정의된다.
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   
  



  





           (2)

수식 (2)에서 는 오더(Order)를 의미한다.

“euclidean”은 유클리드 거리(Euclidean Distance)를 

의미하며, 수식 (2)의 민코스키 거리에서   인 경우로 

다음과 같이 정의된다.

  



  



  
            (3)

“cityblock”은 맨해턴 거리(Manhattan Distance)를 

의미하며, 수식 (2)의 민코스키 거리에서   인 경우로 

다음과 같이 정의된다.

   
  



             (4)

4. Ensemble of k-Nearest Neighbors

제안하는 앙상블 기반 경로 손실 예측 방법은 그림 1에

서 볼 수 있듯이, 주어진 데이터 세트를 훈련, 검증, 시험 

데이터 세트로 나눈다. 그리고 수식 1을 사용하여 각 데이

터 세트에 특징 스케일링을 적용한다. 그 후, 부트스트랩 

데이터 세트를 활용하여 최적화된 하이퍼파라미터로 구성

된 개의 k-NN을 구축한다. 그리고 개의 k-NN을 앙

상블하여 최종 모델을 구축한다.

제안하는 앙상블 모델의 핵심은 서로 다른 하이퍼파라

미터를 갖는 여러 개의 최적화된 k-NN을 훈련을 통하여 

얻고, k-NN의 예측 결과들을 통합하는 것이다. 이 과정을 

통해 제안하는 앙상블 모델은 과적합 문제로부터 견고해

지며, 과적합 문제가 발생하는 것을 줄일 수 있다. 그리고 

그 결과 개의 k-NN을 앙상블하는 것은 일반화 및 예측 

성능을 개선하는 데 도움이 된다. 예측 단계에서 앙상블 

모델의 각 k-NN은 입력 데이터에 대해 독립적으로 예측

을 수행한다. 그런 다음 모든 k-NN의 예측을 취합하여 최

종 예측 값을 생성한다. 본 연구에서 제안하는 앙상블 모

델의 최종 출력은 각 k-NN이 예측한 값의 평균이다. 설명

을 위해서, 을 번째 k-NN이 예측한 경로 손실 값이라

고 하자. 그러면 개의 k-NN으로부터 예측된 경로 손실 

값은 다음과 같이 벡터 로 표현할 수 있다.

 ⋯               (5)

수식 (5)의 로부터 앙상블 모델의 최종 예측 결과 

를 도출하기 위해서, 개의 k-NN의 예측 값에 대해 평균

값을 다음과 같이 계산한다.

 
 
  



             (6)

IV. Experimental Results

1. Benchmark Methods and Evaluation Metrics

본 연구에서는 (1) SVM 기반, (2) k-NN 기반, (3) RF 

기반, (4) DT 기반, (5) MLR 기반, (6) Lasso 기반, (7) 

Ridge 기반, (8) Elastic Net 기반, (9) MLP 기반 경로 손

실 예측 모델을 구현하여, 제안하는 앙상블 기반 경로 손

실 예측 모델과의 성능 비교를 수행하였다. 파이썬 프로그

래밍(Python Programming) 언어용 ML 라이브러리 사이

킷런(scikit-learn)을 활용하여 각 모델 생성하였으며, 사

이킷런에서 제공하는 HalvingGridSearchCV 클래스를 활

용하여 각 모델에 대해서 하이퍼파라미터 최적화를 수행

하였다. MLP 기반 경로 손실 예측 모델의 경우, 인공신경

망 및 딥러닝 라이브러리 텐서플로(TensorFlow)를 활용

하여 [17,25-33]에서 제안된 아키텍처를 구현하였으며, 구

체적인 세부 내용은 표 3에서와 같다.

Ref.

# Neurons

in the 1st

Hidden Layer

# Neurons

in the 2nd

Hidden Layer

Activation

Function

[17] 7 3 tanh

[25] 10 10 tanh

[26] 80 None tanh

[27] 9 None tanh

[28] 4 None tanh

[29] 10 None sigmoid

[30] 3 None sigmoid

[31,33] 20 None sigmoid

[32] 57 None sigmoid

Table 3. Hyperparameter Configuration for MLPs

일반적으로 단일 평가 지표에만 의존하여 모델의 성능

을 평가할 경우, 불완전하거나 편향된 평가가 이루어질 수 

있다. 따라서 본 연구에서는 모델의 성능을 포괄적으로 평

가하기 위해 (1) 평균 제곱 오차(Mean Squared Error, 

MSE), (2) 평균 제곱근 오차(Root Mean Square Error, 

RMSE), (3) 평균 절대 오차(Mean Absolute Error, 

MAE), (4) 결정계수(Coefficient of Determination,   )

의 4가지 평가 지표를 사용했다.

2. Results

제안하는 앙상블 모델을 활용하여 경로 손실 값을 예측

하는 데 있어서, 어떤 ML 모델로 몇 개를 앙상블해야 가

장 좋은 성능을 달성할 수 있는지 알아내기 위해서, 앙상

블되는 ML 모델의 종류와 개수를 달리하여 성능 비교를 

수행했다.
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# SVMs MSE RMSE MAE  

2 36.9174 6.0760 4.4417 0.5282

3 37.3685 6.1130 4.4473 0.5225

4 36.7942 6.0658 4.4364 0.5298

5 36.8565 6.0710 4.4574 0.5290

6 36.2702 6.0225 4.4279 0.5365

7 36.5013 6.0416 4.4433 0.5335

8 36.5198 6.0432 4.4470 0.5333

9 36.5917 6.0491 4.4431 0.5324

10 36.3884 6.0323 4.4371 0.5350

11 36.3248 6.0270 4.4359 0.5358

Table 4. Performance Comparisons among Ensemble 

Models with Different Numbers of SVMs

표 4는 앙상블 모델 내 SVM의 개수에 따른 4가지 성능 

평가 지표의 결괏값을 보여준다. 실험 결과에 따르면, 6개

의 SVM을 앙상블했을 때, 최고 성능을 달성했다.

표 5는 앙상블 모델 내 k-NN의 개수에 따른 4가지 성

능 평가 지표의 결괏값을 보여준다. 실험 결과에 따르면, 

앙상블 모델의 성능은 k-NN의 수가 증가함에 따라 향상

됐다. 8개의 k-NN을 앙상블했을 때, 최고 성능을 달성했

으며, k-NN의 수가 8개를 초과하면 앙상블 모델의 성능

은 더 이상 향상되지 않고 감소했다.

표 6은 앙상블 모델 내 DT의 개수에 따른 4가지 성능 

평가 지표의 결괏값을 보여준다. 실험 결과에 따르면, 9개

의 DT를 앙상블했을 때 최고 성능을 달성했다.

# k-NNs MSE RMSE MAE  

2 11.9927 3.4631 2.6066 0.8467

3 10.4813 3.2375 2.5357 0.8661

4 10.3253 3.2133 2.5072 0.8681

5 10.2600 3.2031 2.5062 0.8689

6 10.1057 3.1790 2.4810 0.8709

7 10.0883 3.1762 2.5026 0.8711

8 9.7559 3.1234 2.4550 0.8753

9 10.0797 3.1749 2.5163 0.8712

10 10.1416 3.1846 2.5023 0.8704

11 10.1956 3.1930 2.5155 0.8697

Table 5. Performance Comparisons among Ensemble 

Models with Different Numbers of k-NNs

# DTs MSE RMSE MAE  

2 15.3978 3.9240 2.9180 0.8032

3 18.3367 4.2821 3.2271 0.7657

4 17.1968 4.1469 2.9758 0.7802

5 15.9697 3.9962 3.1135 0.7959

6 13.1703 3.6291 2.7701 0.8317

7 15.3739 3.9210 3.0271 0.8035

8 14.8187 3.8495 2.9036 0.8106

9 12.9199 3.5944 2.7451 0.8349

10 14.6595 3.8288 2.8415 0.8127

11 15.9414 3.9927 3.0624 0.7963

Table 6. Performance Comparisons among Ensemble 

Models with Different Numbers of DTs

# MLRs MSE RMSE MAE  

2 55.9531 7.4802 5.7310 0.2850

3 56.0552 7.4870 5.7252 0.2837

4 55.9133 7.4775 5.7295 0.2855

5 56.0330 7.4855 5.7045 0.2839

6 55.9552 7.4803 5.7195 0.2849

7 55.7390 7.4659 5.7010 0.2877

8 56.0030 7.4835 5.7311 0.2843

9 55.7954 7.4696 5.7163 0.2870

10 55.7704 7.4680 5.7063 0.2873

11 55.8090 7.4705 5.7261 0.2868

Table 7. Performance Comparisons among Ensemble 

Models with Different Numbers of MLRs

표 7은 앙상블 모델 내 MLR의 개수에 따른 4가지 성능 

평가 지표의 결괏값을 보여준다. 실험 결과에 따르면, 7개

의 MLR을 앙상블했을 때, 최고 성능을 달성했다.

# Lassos MSE RMSE MAE  

2 61.6283 7.8504 5.9810 0.2124

3 62.5150 7.9066 5.9934 0.2011

4 62.3664 7.8972 5.9992 0.2030

5 62.4136 7.9002 6.0060 0.2024

6 62.0707 7.8785 5.9889 0.2068

7 62.0737 7.8787 5.9965 0.2067

8 62.1261 7.8820 5.9828 0.2061

9 62.3641 7.8971 5.9834 0.2030

10 62.2864 7.8922 5.9990 0.2040

11 62.2440 7.8895 5.9904 0.2046

Table 8. Performance Comparisons among Ensemble 

Models with Different Numbers of Lassos
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# Ridges MSE RMSE MAE  

2 56.1244 7.4916 5.7121 0.2828

3 55.8193 7.4712 5.7208 0.2867

4 55.7848 7.4689 5.6929 0.2871

5 55.9184 7.4779 5.7203 0.2854

6 55.9212 7.4780 5.7055 0.2854

7 55.8653 7.4743 5.7094 0.2861

8 55.7059 7.4636 5.7047 0.2881

9 55.7711 7.4680 5.7057 0.2873

10 55.8314 7.4720 5.7027 0.2865

11 55.8888 7.4759 5.7103 0.2858

Table 9. Performance Comparisons among Ensemble 

Models with Different Numbers of Ridges

# E-Nets MSE RMSE MAE  

2 60.0110 7.7467 5.9796 0.2331

3 59.8375 7.7355 5.9351 0.2353

4 59.9755 7.7444 5.9361 0.2336

5 62.7259 7.9200 6.0366 0.1984

6 62.1737 7.8850 6.0314 0.2055

7 62.6083 7.9125 6.0163 0.1999

8 62.7897 7.9240 6.0220 0.1976

9 62.4268 7.9011 5.9982 0.2022

10 59.8651 7.7373 5.9293 0.2350

11 63.4239 7.9639 6.0643 0.1895

Table 10. Performance Comparisons among Ensemble 

Models with Different Numbers of Elastic Nets

표 8은 앙상블 모델 내 Lasso의 개수에 따른 4가지 성

능 평가 지표의 결괏값을 보여준다. 실험 결과에 따르면, 

2개의 Lasso를 앙상블했을 때, 최고 성능을 달성했다.

표 9는 앙상블 모델 내 Ridge의 개수에 따른 4가지 성

능 평가 지표의 결괏값을 보여준다. 실험 결과에 따르면, 

8개의 Ridge를 앙상블했을 때, 최고 성능을 달성했다.

표 10은 앙상블 모델 내 Elastic Net(E-Net)의 개수에 

따른 4가지 성능 평가 지표의 결괏값을 보여준다. 실험 결

과에 따르면, 8개의 Elastic Net을 앙상블했을 때, 최고 

성능을 달성했다.

# Models MSE RMSE MAE  

6 SMVs 36.2702 6.0225 4.4279 0.5365

8 k-NNs 9.7559 3.1234 2.4550 0.8753

9 DTs 12.9199 3.5944 2.7451 0.8349

7 MLRs 55.7390 7.4659 5.7010 0.2877

2 Lassos 61.6283 7.8504 5.9810 0.2124

8 Ridges 55.7059 7.4636 5.7047 0.2881

3 E-Nets 59.8375 7.7355 5.9351 0.2353

Table 11. Performance Comparisons among Ensemble 

Models

표 11은 표 4부터 표 10까지 최고 성능을 달성한 각 앙

상블 모델의 4가지 성능 평가 지표의 결괏값을 보여준다. 

실험 결과에 따르면, 다양한 ML 기반의 앙상블 모델 중에

서 가장 우수한 성능을 달성한 것은 8개의 k-NN으로 구

성된 앙상블 모델이었다. 본 연구에서는 표 11의 결과를 

바탕으로 8개의 k-NN으로 구성된 앙상블 모델을 최종 모

델로 선정했다.

Method MSE RMSE MAE  

SVM 44.2244 6.6501 4.8044 0.4348

k-NN 10.9549 3.3098 2.6075 0.8600

RF 20.8181 4.5627 3.3330 0.7340

DT 31.1184 5.5784 4.0753 0.6023

MLR 55.8340 7.4722 5.7128 0.2865

Lasso 59.7646 7.7308 5.9466 0.2363

Ridge 55.8344 7.4722 5.7127 0.2865

E-Net 63.5643 7.9727 6.0725 0.1877

[17] 78.4977 8.8599 6.8263 -0.0031

[25] 46.6819 6.8324 5.3574 0.4034

[26] 49.2522 7.0180 5.4523 0.3706

[27] 45.5239 6.7471 5.1653 0.4182

[28] 78.4956 8.8598 6.8258 -0.0031

[29] 45.6187 6.7542 5.2973 0.4170

[30] 63.6599 7.9787 6.0244 0.1865

[31,33] 58.3208 7.6368 5.8924 0.2547

[32] 55.1091 7.4236 5.7286 0.2957

Proposed 9.7559 3.1234 2.4550 0.8753

Table 12. Performance Comparisons between the 

Proposed and Benchmark Models

표 12는 제안하는 앙상블 모델(=Proposed)과 ML 기반 

경로 손실 예측 모델들의 MSE, RMSE, MAE,   성능 

결과를 보여준다. 표 12에서 볼 수 있듯이, 제안하는 앙상

블 모델은 모든 평가 지표에서 가장 우수한 성능을 달성하

였다. 그 이유는 제안하는 앙상블 모델이 서로 다른 하이

퍼파라미터를 갖춘 여러 개의 k-NN으로 구성되어 다양성

을 확보함으로써, 정확한 경로 손실 예측이 가능했기 때문

이다. 표 12의 벤치마크 모델 중에서 탑(Top) 3의 우수한 

성능을 달성한 모델은 각각 순서대로 k-NN, RF, DT였다. 

그리고 가장 낮은 성능을 보인 모델은 [17]에서 제안된 

MLP이었다. 제안하는 앙상블 모델의 MAE는 약 2.4550이

었고, 벤치마크 모델 중 가장 우수했던 k-NN의 MAE는 

2.6075이었다. 제안하는 앙상블 모델의 MAE는 k-NN보

다 약 0.1525 낮았다. 표 5의 결과로부터 제안하는 앙상블 

모델이 가장 경로 손실 값을 정확하게 예측할 수 있음을 

알 수 있다.



Path Loss Prediction Using an Ensemble Learning Approach   9

Method Training Time Testing Time

SVM 42.9338s 0.1028s

k-NN 2.2793s 0.0000s

RF 131.4054s 0.0050s

DT 1.4319s 0.0006s

MLR 0.0950s 0.0000s

Lasso 0.6698s 0.0000s

Ridge 0.3863s 0.0010s

E-Net 6.8762s 0.0000s

[17] 45.2124s 0.1217s

[25] 20.4996s 0.0803s

[26] 9.1971s 0.0726s

[27] 31.7027s 0.0729s

[28] 39.5019s 0.0762s

[29] 20.9869s 0.0746s

[30] 47.2709s 0.0712s

[31,33] 12.8102s 0.0738s

[32] 6.5397s 0.0736s

Proposed 15.8038s 0.0171s

Table 13. Time Complexity Comparisons between 

the Proposed and Benchmark Models

Property Explanation

Processor
13th Gen Intel(R) Core(TM) i7-1360P 

@ 2.20 GHz

RAM 32GB

System Type 64-bit Operating System(OS)

OS Windows 11 Home

Table 14. Experimental Setup of Hardware

표 13은 제안하는 앙상블 모델(=Proposed)과 ML 기반 

경로 손실 예측 모델들의 시간 복잡도(Time Complexity) 

계산 결과를 보여준다. 표 14에는 하드웨어(Hardware) 실

험 설정이 제시돼 있다. 본 연구에서는 시간 복잡도 계산

을 위해서, (1) 모델 훈련을 위해 소요된 시간(Training 

Time)과 (2) 훈련이 완료된 모델이 시험 데이트 세트 내 

전체 샘플에 대해 예측을 수행하는데 소요된 시간(Testing 

Time)을 측정했다(단위: 초). 시간 측정을 위해서 타임

(Time) 라이브러리를 활용했다. 표 13의 실험 결과에 따

르면, 모델 훈련에 걸리는 시간이 가장 컸던 모델은 RF였

고, 제안하는 앙상블 모델은 약 15.8초였다. 시험 데이터 

세트 내 총 724개의 샘플에 대해 예측에 소요하는 데 걸리

는 시간의 경우, 가장 긴 시간이 걸린 모델은 [17]에서 제

안된 MLP였고, 그다음으로 오래 걸린 모델은 SVM이었

다. 반면 제안하는 앙상블 모델은 0.0171초였다.

V. Conclusions

본 연구에서는 앙상블 학습 접근법을 기반으로 한 경로 

손실 예측 방법을 제안했다. 이 접근 방식은 앙상블 학습

의 장점을 활용하여, 정확한 경로 손실 예측이 가능한 모

델을 구축할 수 있도록 했다. 부트스트랩 데이터 세트를 

활용하여 하이퍼파라미터 최적화를 수행함으로써 서로 다

른 하이퍼파라미터를 갖는 최상의 k-NN으로 앙상블 모델

을 구성했다. 그리고 인터넷상에 공개된 경로 손실 데이터 

세트를 활용하여 제안하는 방법의 우수성을 평가했다. 실

험 결과, 경로 손실 예측에 있어서 제안하는 앙상블 모델

은 다른 벤치마크 모델들보다 우수한 성능을 달성했다. 향

후 연구 방향은 제안하는 앙상블 모델의 하이퍼파라미터

를 미세 조정하여 경로 손실 예측 성능을 개선하고, 예측

에 도움이 되는 특징을 추가 및 데이터 세트를 확장하여 

다양한 시나리오에서 제안하는 방법의 일반화 성능을 평

가할 계획이다.
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