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요  약ㅤ본 연구는 데이터의 품질이 인공지능(AI) 성능에 미치는 영향을 검토한다. 이를 위해, 데이터 특성변수(Feature)의 
유사도와 클래스(Class) 구성의 불균형을 고려한 모의실험(Simulation)을 통해 라벨링 오류 수준이 인공지능의 성능에 미치
는 영향을 비교 분석하였다. 그 결과, 특성변수 간 유사성이 높은 데이터에서는 특성 변수 간 유사성이 낮은 데이터에 비해 라
벨링 정확도에 더 민감하게 반응하였으며, 클래스 불균형이 증가함에 따라 인공지능 정확도가 급격히 감소되는 경향을 관찰
하였다. 이는 인공지능 학습데이터의 품질평가 기준 및 관련 연구를 위한 기초자료가 될 것이다.

키워드 : 인공지능, 학습데이터, 데이터 품질, 라벨링 정확도, 데이터

AbstractㅤThe study investigates the impact of data quality on the performance of artificial intelligence (AI). To 
this end, the impact of labeling error levels on the performance of artificial intelligence was compared and 
analyzed through simulation, taking into account the similarity of data features and the imbalance of class 
composition. As a result, data with high similarity between characteristic variables were found to be more 
sensitive to labeling accuracy than data with low similarity between characteristic variables. It was observed 
that artificial intelligence accuracy tended to decrease rapidly as class imbalance increased. This will serve as 
the fundamental data for evaluating the quality criteria and conducting related research on artificial 
intelligence learning data.
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1. 서론

1.1 연구의 필요성
인공지능의 발전은 다양한 분야에서 수많은 이들에게 

혜택을 제공하고 있다. Apple Siri와 Amazon Alexa와 
같은 개인 비서의 형태를 가진 인공지능 서비스를 통해 
사용자에게 특화되어 다양한 분야의 정보를 제공하며, 채
팅을 통한 챗봇은 뉴스와 같은 정보나 헬프데스크 서비스
를 지원하는 단계까지 운영되고 있다[1]. 그러나 인공지
능의 혜택만큼이나 문제점도 존재한다. 스캐터랩 기업에
서 개발한 일상대화형 챗봇 ‘이루다‘는 서비스 이후 동성
애, 장애인 등에 대한 차별과 혐오 발언 등 다양한 오류로 
인한 문제들이 발생하여 서비스를 종료하였다[2]. 또한 
마이크로소프트의 인공지능 챗봇 ‘테이’는 사용자에 의한 
편향된 학습데이터로 다양한 차별과 혐오 발언을 쏟아내
는 문제를 발생시켰다[3]. 이같이 인공지능의 오류는 학
습하는 데이터의 오류로 인한 편향, 즉 데이터의 낮은 품
질이 하나의 원인이다[4, 5].

인공지능 모델은 초기 학습을 위한 학습데이터, 학습
을 검증하기 위한 검증데이터, 그리고 결과를 확인하기 
위한 테스트데이터로 나눈다[6]. 학습, 검증, 테스트데이
터는 데이터와 정답 값을 가지는 데이터 라벨(Label)로 
구성되고, 테스트데이터 없이 하나의 데이터셋을 k개로 
나누어 모델을 평가하기도 한다[6]. 특히 학습데이터는 
인공지능의 핵심 부분으로, 데이터의 품질이 매우 중요하
다. 이에 따라 해외의 경우 데이터세트의 구축을 위한 공
정 과정을 정의하고 있으며, 정부와 민간의 협업과 투자
를 통해 다양한 학습데이터 세트를 구축하고 있다[7]. 국
내에서는 한국지능정보사회진흥원과 정부가 데이터 품
질에 대한 기준을 제시하고 지원하고 있으나[8], 데이터 
품질과 관련된 문제는 여전히 발생하고 있다. 

라벨링은 작업목적의 명료함이나 작업자의 능력과 작
업환경에 따라 다양한 라벨링 품질의 문제가 발생할 수 
있다[9]. 또한 라벨링은 주로 수작업을 통해 이루어지며, 
이로 인해 발생하는 인적 오류는 데이터 라벨링에 반영되
어 데이터의 품질을 낮출 수 있다[10]. 낮은 품질의 데이
터로 학습한 인공지능 모델은 데이터가 내포한 오류를 학
습하게 되어 편향된 결과를 초래하거나 학습 자체에 문제
를 일으킬 수 있다[11].

이에 본 연구에서는 라벨링 오류에서 기인한 낮은 데
이터 품질이 인공지능 학습 결과에 미치는 영향을 검토하

고자 모의실험을 통해 분석하고, 라벨링 오류와 관련된 
품질지표 수준을 마련하기 위한 기초자료를 제공하고자 
한다.

1.2 연구 목적
본 연구의 목적은 데이터 라벨링 정확도가 인공지능 

학습 결과에 미치는 영향을 검증하는 데에 있다. 이를 위
해 다음 두 가지 목표를 설정하였다.

첫째로, 집단(class) 간 특성변수(feature)의 유사성 정
도에 따라 데이터 라벨링의 정확도가 낮아지는 경우, 인
공지능 학습 결과에 어떠한 차이가 나타나는지 확인한다. 
현재 사용되는 품질 지표는 특성변수의 유사성 변화에 따
른 라벨링 오류 비율을 고려하지 않기 때문에, 이 측면에
서의 영향을 검토하고자 한다.

둘째로, 집단(class)을 구성하는 자료의 개수 불균형이 
인공지능 학습 결과에 미치는 영향을 확인한다. 현재의 
품질 지표는 자료 개수의 불균형을 고려하지 않고 사용되
고 있어, 이러한 불균형 변화에 따른 라벨링 오류 비율이 
인공지능 학습 결과에 어떻게 영향을 미치는지 살펴본다. 
이를 통해 집단별 자료의 개수 불균형이 학습 결과에 미
치는 영향을 검토한다.

2. 연구방법

본 연구에서는 실제 데이터에서 발생할 수 있는 데이
터의 특성을 반영하여 생성한 데이터를 활용하여 모의실
험(Simulation)을 통한 데이터 라벨링 정확도가 인공지
능 학습 결과에 미치는 영향을 검증한다. 

2.1 모의실험(Simulation) 데이터 생성
본 연구를 위해 생성하는 데이터는 ‘특성변수(feature)’

와 3개의 ‘집단(class)’으로 구성되어 있다. 여기서 ‘특성
변수’는 인공지능의 정답 예측에 영향을 미치는 변수들을 
나타내며, '집단'은 인공지능 모델이 예측하려는 목표를 
나타낸다.

본 모의실험 데이터는 세 개의 집단(A, B, C)을 사용하
였으며, 각 집단은 2,500개의 개체(case)로 구성되었다. 
각 개체는 다음과 같은 과정을 통해 6개의 특성변수를 갖
도록 생성하였다(Table 1 참고).
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Feature1 Feature2 Feature3 Feature4 Feature5 Feature6 Class
1 0.52 0.22 0.60 0.85 0.34 0.83 A
2 0.11 0.15 0.44 0.89 0.91 0.71 A
⋯ ⋯ ⋯ ⋯ ⋯ ⋯ ⋯ ⋯

2500 0.77 0.28 0.49 0.48 0.36 0.30 A
1 0.17 0.75 0.40 0.50 0.85 0.01 B
2 0.48 0.10 0.14 0.78 0.41 0.59 B
⋯ ⋯ ⋯ ⋯ ⋯ ⋯ ⋯ ⋯

2500 0.03 0.47 0.87 0.74 0.41 0.46 B
1 1.06 1.01 1.63 0.61 1.76 1.17 C
2 1.54 0.56 1.71 1.14 0.86 1.23 C
⋯ ⋯ ⋯ ⋯ ⋯ ⋯ ⋯ ⋯

2500 1.38 0.90 1.36 1.64 0.81 0.23 C
Each row has six feature variables and represents an object (case) that belongs to a certain class, and each column represents a variable that 
represents a feature variable(Feature1~Feature6) and a class(figures are for illustrative purposes only).

Table 1. Example of simulation data class and feature

Fig. 1. 2D results based on data classification using T-SNE / Left. Similer 
groups(class A, B) / Right. Different groups (class A, C)

1단계 : 각 개체는 6개의 ‘특성변수(feature)’를 생성하
기 위해 0부터 1 사이의 범위에서 균등분포
[12]를 따르는 6개 난수를 생성하여 사용한다.

2단계 : 6개의 '특성변수'를 가진 총 5,000개의 개체를 
생성한다.

3단계 : ‘특성변수’ 분포가 유사한 집단을 생성하기 위
해 생성된 5,000개의 개체를 임의로 2개의 '집
단(A, B)'으로 배정한다.

4단계 : ‘특성변수’ 분포가 상이한 집단을 생성하기 위
해 '집단 B'의 6개 '특성변수' 값에 2배를 한 
값을 사용하여, 2,500개의 개체를 갖는 '집단 
C'를 생성한다.

여기서, 집단 A, B, C가 인공지능 모델이 예측하려는 

목표로 라벨링 값이다.
생성된 모의실험 데이터 특성을 시각적으로 분석하기 

위해, 높은 차원의 데이터 거리를 확률분포를 이용하여 
2~3차원으로 축소시켜 시각화하는 매니폴드 학습 기법
인 T-SNE를 활용하였다[13]. 모의실험에 사용되는 데이
터의 특성은 집단 A와 B의 경우 특성변수 분포가 비슷한 
데이터로 2D와 3D 그래프 모두 구별하기 어렵게 나타난
다(Fig. 1, Fig. 2 참고). 반면, 집단 A와 C는 특성변수의 
분포가 상이한 데이터로 2D와 3D 그래프 모두 구별하기 
쉽게 나타났다(Fig. 1, Fig. 2 참고).

2.2 인공지능 학습
인공지능 모델 학습 결과에 미치는 영향을 확인하기 

위해 서포트 벡터 머신(SVM) 모델을 사용하였다[14]. 
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Fig. 2. 3D results based on data classification using T-SNE / Left. Similer 
groups(class A, B) / Right. Different groups (class A, C)

SVM은 분류와 회귀 등 다양한 조건에서 높은 성능을 가
지는 지도학습 모델로 특정 조건을 만족하며 클래스를 분
류하는 초평면(Hyperplane)을 찾는 기법이다[14]. 

2.3 모델 성능 평가
모델의 성능 평가를 위해 예측 결과와 테스트데이터 

값의 일치 정도를 확인하는 정확도(accuracy)를 측정한
다. 학습과 성능 평가를 위해 각 집단에 대해 학습데이터
(Training data)와 테스트데이터(testing Data)로 구분하
여 4:1 비율로 나누어 적용하였다.

2.4 라벨링 오류율 조정
본 연구에서 생성한 모의실험 데이터의 초기 라벨링 

정확도는 100%이다. 특성변수 분포가 유사한 집단인 A
와 B의 라벨을 교차적으로 변경함으로 A의 라벨을 B로, 
B의 라벨을 A로 바꾸어 라벨링 정확도를 감소시켜 오류
율을 증가시켰다. 이러한 과정을 ‘교차변경’으로 지칭한
다. 교차변경을 통해 라벨링 오류율은 0%부터 시작하여 
10%p씩 증가시켜 최대 50%까지 높인다. 특성변수 분포
가 상이한 두 집단인 A와 C에 대해서도 동일한 방식으로 
라벨링 오류율을 조정한다.

2.5 클래스 불균형
집단(class)을 구성하는 데이터의 개수에 불균형을 만

들기 위해, 각 집단의 구성 비율을 1:1, 1:2, 1:5, 1:10으
로 조정한다.

3. 연구결과

3.1 특성변수 분포가 유사한 두 집단 비교
특성변수가 유사성을 가지는 집단의 경우, 라벨링을 

교차변경하지 않은 모델(기준 모델)에서 인공지능 모델의 
정확도는 약 92%로 나타났다. 교차변경 10%와 20%는 기
준모델과 비교해 인공지능 모델의 정확도 수준이 1%p 이
하의 차이로 비슷하게 나타났다. 교차변경 30%에서 인공
지능 모델의 정확도는 약 89%로 기준모델보다 정확도가 
약 3%p 낮아졌다. 교차변경 40%에서 인공지능 모델의 
정확도는 약 81%로 기준모델보다 정확도가 약 12%p 낮
아졌다. 또한, 교차변경 50%에서 인공지능 모델의 정확
도는 약 53%로 기준모델보다 정확도가 약 39%p 낮아졌
다(Fig. 3, Table 2 참고).

Fig. 3. Classification using random number data, 
ambiguous groups (class A, B) / a: data ratio 
1:1

3.2 특성변수 분포가 상이한 두 집단 비교
특성변수가 상이함을 갖는 집단의 경우, 라벨링을 교
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차변경하지 않은 모델(기준 모델)에서 인공지능 모델의 
정확도는 99.7%로 나타났다. 교차변경 10~30%에서는 
기준모델과 비교해 인공지능 모델의 정확도 수준이 1%p 
이하의 차이로 비슷하게 나타났다. 교차변경 40%에서 인
공지능 모델의 정확도는 약 94%로 기준모델보다 정확도
가 약 6%p 낮아졌다. 교차변경 50%에서 인공지능 모델
의 정확도는 약 54%로 기준모델보다 정확도가 약 45%p 
낮아졌다(Fig. 4, Table 2 참고).

Fig. 4. Classification using random number data, 
distinguishable groups (class A, C) / a: data 
ratio 1:1

Table 2. Classification result of random number data 
/ data ratio 1:1

Flips
Size

Ambiguous Data / Ambiguous Data(A, B)
0% 10% 20% 30% 40% 50%

1:1 0.922 0.924 0.923 0.893 0.809 0.526
Size Distinguishable Data / Distinguishable Data(A, C)
1:1 0.997 0.996 0.994 0.991 0.939 0.535

3.3 클래스 불균형
3.3.1 특성변수 분포가 유사한 두 집단 비교 
특성변수가 유사성을 가지는 집단의 경우, 1:1 클래스 

비율을 가지는 균형적 집단을 기준으로 비교하면 인공지
능 모델의 정확도는 각 교차변경 수준(0%, 10%, 20%, 
30%, 40%)에서 클래스 불균형 비율이 높아질수록 감소
하는 것으로 나타났다. 반면, 교차변경 50%에서는 클래
스가 균형적인 경우(1:1) 인공지능 모델 정확도가 약 52%
로 낮았으며 클래스 불균형 비율이 높아져도 인공지능 모
델 정확도는 약 5%p 이내의 차이로 감소하였다.

클래스 불균형 비율 1:2는 균형비율(1:1)과 모든 교차
변경 수준에서 인공지능 모델 정확도 차이가 약 3%p 이
내의 차이로 비슷한 수준으로 나타났다. 반면 클래스 불
균형 비율 1:5의 인공지능 모델 정확도는 50%~80%로 낮

았다. 또한, 클래스 불균형 비율 1:10에서 교차변경을 하
지 않은 경우 인공지능 모델 정확도는 약 65%로 매우 낮
았으며, 교차변경 10% 이상에서 인공지능 모델 정확도는 
50% 이하로 급격하게 낮아졌다(Fig. 5, Table 3 참고).

Fig. 5. Classification using random number data, 
ambiguous groups (class A, B) a: data ratio 
1:1, b: data ratio 1:2, c: data ratio 1:5, d: data 
ratio 1:10

3.3.2 특성변수 분포가 상이한 두 집단 비교
특성변수가 상이함을 갖는 집단의 경우, 1:1 클래스 비

율을 가지는 균형적 집단을 기준으로 비교하면, 인공지능 
모델 정확도는 클래스 불균형 비율 1:10인 경우를 제외하
고 비슷한 양상을 보였다. 인공지능 모델 정확도는 클래
스 불균형 1;1, 1:2, 1:5 비율과 교차변경 0~40% 수준에
서 약 5%p 이내의 차이로 비슷한 수준으로 나타났으며, 
교차변경 50%에서는 약 10%p 이내의 차이를 보였다. 반면 
클래스 불균형 비율 1:10은 교차변경 40%에서 정확도가 
약 60% 이하로 급격하게 낮아졌다(Fig. 6, Table 3 참고).

Fig. 6. Classification using random number data, 
distinguishable groups (class A, C) a: data 
ratio 1:1, b: data ratio 1:2, c: data ratio 1:5, d: 
data ratio 1:10
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Table 3. Classification result of random number data
Flips
Size

Ambiguous Data / Ambiguous Data(A, B)
0% 10% 20% 30% 40% 50%

1:1 0.922 0.924 0.923 0.893 0.809 0.526
1:2 0.907 0.898 0.899 0.885 0.793 0.501
1:5 0.810 0.781 0.727 0.667 0.605 0.477
1:10 0.650 0.500 0.500 0.500 0.495 0.514
Size Distinguishable Data / Distinguishable Data(A, C)
1:1 0.997 0.996 0.994 0.991 0.939 0.535
1:2 0.997 0.996 0.994 0.995 0.960 0.438
1:5 0.998 0.995 0.994 0.994 0.975 0.457
1:10 0.995 0.996 0.930 0.984 0.599 0.546

4. 논의 및 결론

본 연구에서는 라벨링 오류가 인공지능 학습 결과에 
미치는 영향을 모의실험을 통해 분석하고, 라벨링 오류와 
관련된 품질지표 수준을 마련하기 위한 기초자료를 제공
하기 위해 시도하였다.

데이터의 품질 중 라벨링 정확도는 정량적 목표치를 
제시하도록 하고 있으나, 이에 대한 명확한 기준이 제시
되고 있지 않다[15]. 본 연구의 모의실험 결과, 데이터의 
특성이 상이한 데이터에서는 라벨링 오류율이 40% 이상
일 때 인공지능의 정확도가 낮아지는 경향을 관찰하였다. 
이는 데이터의 특성이 유사한 데이터에서 라벨링 오류율
이 30% 이상일 때 정확도가 낮아지는 것과 차이를 보인
다. 데이터 특성의 차이가 유사한 경우 라벨링 오류에 민
감하게 반응한다고 할 수 있다. 따라서 라벨링 오류율은 
데이터의 특성을 고려하여 정량적 목표치 및 기준이 마련
되어야 할 것이다.

기존의 연구에서는 학습데이터 집단의 불균형 문제를 
해결하기 위해 소수의 데이터를 증폭하는 오버 샘플링
(Over Sampling) 기법과 다수의 데이터를 소수의 데이터
만큼 축소하여 활용하는 언더 샘플링(Under Sampling) 
등 현재까지 다양한 방법이 제시되었다[16]. 그러나, 집단
의 불균형에 따른 라벨링 오류율이 인공지능 결과에 영향
을 미치는지 확인한 연구는 없었다. 본 연구의 모의실험 
결과, 두 집단을 구성하는 클래스가 불균형하더라도 데이
터 특성의 분포가 상이한 경우는 라벨링 오류율이 40% 
이상일 경우에 인공지능 모델 성능 중 하나인 정확도 수
준이 낮아졌다. 이는 유사한 데이터에서 클래스가 불균형
한 경우 보다 낮은 라벨링 오류율에서 정확도 수준이 낮
아지는 것과 차이를 보인다. 따라서 데이터의 비율이 증
가하여 불균형이 커질수록 특성변수의 특성이 모호한 경

우 데이터의 라벨링 정확도를 높여야 한다. 다시 말해, 실
제 데이터의 특성변수의 분포 특성 및 클래스 불균형 등
을 고려하여 라벨링 정확도 수준이 결정되어야 한다.

본 연구의 중요성은 모의실험을 통해 라벨링 오류가 
인공지능 학습 결과에 미치는 영향을 검토하고 데이터 특
성에 따라 라벨링 오류율이 인공지능 학습 결과 및 성능
에 미치는 영향이 다르다는 것을 확인하는 것에 있다. 그
러나 이 연구는 몇 가지 한계점을 지닌다. 본 연구는 모의
실험 데이터를 활용하였고 라벨링 오류율을 인위적으로 
조정하여 결과를 비교하였다. 이는 실제 데이터의 다양성
을 반영하지 못하며, 이미지, 텍스트, 사운드, 비디오와 
같은 다양한 데이터의 종류와 변수를 고려하기 어려운 한
계점이 있다[7]. 또한 현재까지 개발된 모든 인공지능 모
델에 일반화하기 어려우며, 인공지능 모델 성능지표를 정
확도만을 제시했다는 한계를 갖는다. 따라서 실제 데이터
와 다양한 인공지능 모델을 기반으로 한 추가 실험을 통
해 더 정확한 결과를 도출할 필요성이 있다.

실제 데이터 특성은 사용자의 목적에 따라 학습데이터
의 구성과 형태가 다양해질 수 있다. 이에 따라 향후 연구
에서는 정량적으로 실제 연구된 모델과 실제 데이터를 대
상으로 실험 데이터와 비교 분석하여 실제 데이터 라벨링 
오류가 인공지능 학습 결과 및 성능과 관련성을 분석할 
필요가 있다. 또한 라벨링 오류와 관련된 품질 지표를 검
토하여 데이터 특성에 적합한 라벨링 오류 수준의 기준을 
마련할 수 있을 것이다.
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