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[Abstract]

This study developed a cognitive impairment predictive model as one of the screening tests for preventing 

dementia in the elderly by using Automated Machine Learning(AutoML). We used ‘Wearable lifelog data 

for high-risk dementia patients’ of National Information Society Agency, then conducted using PyCaret 3.0.0 

in the Google Colaboratory environment. This study analysis steps are as follows; first, selecting five models 

demonstrating excellent classification performance for the model development and lifelog data analysis. Next, 

using ensemble learning to integrate these models and assess their performance. It was found that Voting 

Classifier, Gradient Boosting Classifier, Extreme Gradient Boosting, Light Gradient Boosting Machine, Extra 

Trees Classifier, and Random Forest Classifier model showed high predictive performance in that order. This 

study findings, furthermore, emphasized on the the crucial importance of 'Average respiration per minute during 

sleep' and 'Average heart rate per minute during sleep' as the most critical feature variables for accurate 

predictions. Finally, these study results suggest that consideration of the possibility of using machine learning 

and lifelog as a means to more effectively manage and prevent cognitive impairment in the elderly.
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[요   약]

본 연구는 고령층의 치매 예방을 위한 선별검사 수단으로 자동화된 기계학습(AutoML)을 활용하여 

인지기능 장애 예측모형을 개발하였다. 연구 데이터는 한국지능정보사회진흥원의 ‘치매 고위험군 웨어

러블 라이프로그 데이터’를 활용하였다. 분석은 구글 코랩 환경에서 PyCaret 3.0.0이 사용하여 우수한 

분류성능을 보여주는 5개의 모형을 선정하고 앙상블 학습을 진행하여 모형을 통합한 뒤, 최종 성능평가

를 진행하였다. 연구결과, Voting Classifier, Gradient Boosting Classifier, Extreme Gradient Boosting, Light 

Gradient Boosting Machine, Extra Trees Classifier, Random Forest Classifier 모형 순으로 높은 예측성능을 

보이는 것으로 나타났다. 특히 ‘수면 중 분당 평균 호흡수’와 ‘수면 중 분당 평균 심박수’가 가장 중요한 

특성변수(feature)로 확인되었다. 본 연구의 결과는 고령층의 인지기능 장애를 보다 효과적으로 관리하고 

예방하기 위한 수단으로 기계학습과 라이프로그의 활용 가능성에 대한 고려를 시사한다. 

▸주제어: 자동화된 기계학습(AutoML), 앙상블 학습, 예측모형, 라이프로그, 인지기능 장애
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I. Introduction

현재 우리나라는 전체 인구의 17.5%에 해당하는 약 

900만 명이 65세 이상으로 구성된 고령사회이며, 급속한 

인구 고령화로 인해 2025년에는 초고령사회에 접어들 것

으로 전망된다[1]. 급속한 인구 고령화와 함께 노인성 질환

에 대한 사회경제적 부담도 가중되고 있다. 대표적인 노인

성 질환 중 하나인 알츠하이머성 치매는 2021년 한해 요

양급여만 1조 7,693억 원을 기록하였으며, 노인 요양급여 

중 가장 높은 비중을 차지하고 있다[2].

치매는 대표적인 퇴행성 질환 중 하나로, 발병 이후에 인

지기능 회복이 어려워 조기 검진과 관리가 중요하다. 노화로 

인한 인지기능 감퇴는 나이와 성별, 학력, 사회활동 등 다양

한 요인에 영향을 받으며[3], 진행 정도와 연속성에 따라 양

성노인건망증(benign senescent forgetfulness), 노화로 

인한 기억력저하(age-associated memory impairment), 

인지기능 저하(age-associated cognitive decline), 치매

가 아닌 인지기능 저하(cognitive impairment-no 

dementia, CIND)로 세분화할 수 있다[4]. 임상적 소견에 따

라서는 정상노화와 경도인지장애, 치매로 구분하는 것이 일

반적이다. 특히, 정상노화와 치매의 중간단계인 경도인지장

애는 치매 예방과 치료를 위한 중요한 단계로 간주하여 이를 

조기에 검진하고 관리하는 것이 중요하다[5]. 이는 경도인지

장애가 치매로 진행되는 비율이 매우 높기 때문인데, 실제로 

65세 이상의 경도인지장애 환자 중 10~15%가 이른 시일 내 

치매로 진행되고 있으며, 6년이 지나면 이들 중의 80%가 

치매로 진행되는 것으로 알려져 있다[6]. 그러나, 경도인지

장애와 치매를 구분하기 위한 인지기능 감퇴에 따른 기능적 

장애에 대한 확실한 기준이 없으므로, 이 둘을 명확히 구분

하거나 정상노화와의 구분하기 어려운 점이 있다[5].

치매 조기 검진에 따른 사회적 편익은 2조 622억 원에 

달하지만[7], 치매 환자의 급증으로 인한 사회경제적 부담

의 증가 및 인프라 미비로 한계에 직면하고 있다[8]. 2017

년 치매 국가책임제가 시행되고 조기 검진 사업이 증가했

지만, 이는 양적 목표 달성에 초점을 맞추어 단순 대규모 

검진만이 늘어났을 뿐, 실질적인 성과는 제한적이었다[9]. 

이러한 현상은 국가적 차원에서 체계적인 치매 관리가 시

행되고 난 이후, 치매 선별검사 업무가 지나치게 가중되고 

있는 것으로 해석할 수 있다. 

이러한 문제를 해결하기 위해, 현재 보건의료 분야에서

는 기계학습을 빅데이터에 적용한 분류 및 예측 서비스 제

공 연구가 활발하게 진행되고 있다[10]. 기계학습은 금융, 

교육, 의료 및 헬스케어 등 다양한 분야에서 효율성을 추구

하기 위한 수단으로써 적용되고 있다[11]. 라이프로그

(Lifelog) 데이터는 개인의 일상생활에서 생성되는 정보를 

실시간으로 수집한 방대한 양의 데이터로, 의료분야에서 

활용할 수 있는 대표적인 빅데이터 중 하나이다[12-13]. 라

이프로그 데이터는 질병의 원인을 발견하고 변화를 예측하

는 중요한 근거자료로 활용되고 있으며, 삶의 질을 관리하

는 웰니스(Wellness) 예측케어 서비스의 근간이 된다[14].

본 연구에서는 라이프로그 데이터에 자동화된 기계학습

(Automated Machine Learning, AutoML)을 적용하여, 

인지기능 고위험군의 정밀검사(진단검사, 감별검사) 및 체

계적인 관리가 필요한 인지기능 장애 고위험군을 발견하

기 위한 예측모형을 개발하고자 하였다. 이를 위해, 임상

적 소견을 기반으로 경도인지장애 및 치매를 진단받은 환

자를 인지기능 장애군으로 재정의하고, 인지기능 정상군과 

분류하는 모형을 개발하여 선별검사 단계 및 일상에서 손

쉽게 활용할 수 있는 예측모형의 일반화 성능과 측정도구

로서의 유용성을 확보하고자 하였다. 이로써 노인복지 수

요가 급증하는 상황 속에서 사회경제적 비용을 절감하고 

치매 예방에 기여할 수 있는 기계학습 예측모형을 실증적

으로 검증하는 것이 본 연구의 목적과 의의이다.

II. Theoretical Background

1. Cognitive Impairment

고령층에서 빈번하게 발생하고 있는 주관적 기억장애는 

25~50%에 육박하며, 노화가 진행됨에 따라 85세에서는 

88%까지 증가한다[15-16]. 기억장애를 호소하는 고령층에

서 중증 인지기능 장애인 치매가 발병할 소지는 크지만, 

경도인지장애와의 명확한 연관성은 뚜렷하게 밝혀진 바가 

없다[5]. 노화로 인한 기억력과 인지기능의 감퇴는 지극히 

정상적인 것으로 여겨지고 있지만, 주변인이 알아차릴 수 

있는 수준인 경도인지장애까지 진행되면 그 문제가 심각

해진다. 경도인지장애는 기억력의 급격한 저하가 나타날 

수 있지만, 여전히 일상생활 수행능력은 유지되거나, 방향

감각이나 시공간 기능과 같은 다른 영역에서 인지기능의 

저하가 발생할 수도 있다[17]. 무엇보다 경도인지장애는 

이른 시일 내에 중증 치매로 진행되어 독립적인 일상생활 

및 사회생활이 불가능한 수준에 다다르기 때문에 조기 검

진이 매우 중요하다고 할 수 있다. 그러나 경도인지장애는 

정상적인 노화에 따른 인지저하와 구분이 어렵고, 중증 치

매와의 구분도 어려운 경우가 많다.

인지기능 장애는 고령층이 주관적으로 느끼는 기억장애
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의 증상이 시초가 되어, 중증에 해당하는 치매까지 전개될 

수 있다. 또한, 경증일 때는 노화에 따른 정상적인 인지저

하와 구분이 어려워 무심코 지나치는 경우가 빈번하므로 

조기 검진을 통한 관리가 까다롭다. 하지만, 경증에서 중

증으로 진행되는 속도가 빠르고, 6년 이내에 이들 중 85%

가 중증 치매로 진행되기 때문에[6], 조기에 검진하고 관리

하는 것이 유일한 대응책이다. 즉, 국가 차원에서의 체계

적인 관리도 중요하지만, 개인 스스로 본인이 인지기능 장

애 고위험군에 해당하는지를 적극적으로 파악하고 관리하

기 위한 노력도 필요하다.

2. Dementia Screening Tools

치매 선별검사 도구는 1960년 Kahn[18]이 개발한 

Mental State Questionnaire(MSQ)에서 시작되어 다양한 

검사 도구들이 지속적으로 개발되어왔다. 현재까지 세계적

으로 가장 널리 쓰이고 있는 검사 도구는 Folstein[19]이 

개발한 Mini-Mental Status Examination(MMSE)이다

[20]. 우리나라의 치매 선별검사 도구는 해외에서 개발된 

도구를 수정·보완하여 사용하고 있다. 이러한 측정도구 중

에는 간이정신상태검사-한국판(Korean version of 

Mini-Mental State Examination, MMSE-K)과 한국형 간

이정신상태검사(Korean Mini-Mental State Examination,

K-MMSE)가 대표적이다[21-22]. 최근 MMSE가 저작권료

를 지급해야 하는 상황에 직면하면서 인지선별검사

(Cognitive Impairment Screening Test, CIST)를 국가 

치매 검진 사업에 활용하고 있다.

최근 치매 선별검사 도구가 경증 치매 환자에 대해서 민

감도와 특이도가 낮고, 검사 대상자의 교육 수준에 의한 

영향을 많이 받는다는 한계가 보고되어, 초기 증상을 확인

하는 데 부적합하다는 평가를 받고 있다. 이에 따라, 새로

운 검사 도구의 필요성도 대두되고 있다[23-25].

3. ML Based Dementia Research Trends

기계학습 기법을 치매에 적용한 연구들은 주로 선별 검

진의 자동화 및 정밀검사에서 축적된 의료데이터를 활용

하여 병리적 진단을 자동화하는 것에 집중되어 있다. So, 

Lim[7]은 치매 선별 검진 자동화 시스템 개발을 위해 기본

정보, 세부정보, 질병정보, 생활습관, MMSE 점수로 구성

된 6,800개의 검사자 데이터를 사용했다. 알고리즘으로는 

Naive Bayes, Random Forest, Support Vector 

Machine, Multilayer Perceptron을 적용하였으며, 

Support Vector Machine의 성능(Accuracy=0.883, 

F-Measure= 0.877, AUC=0.880)이 가장 높은 것으로 나

타났다. Lee, Oh[11]는 치매 판정 정보가 담긴 뇌 MRI 영

상 이미지를 수치화한 데이터를 차원 축소한 뒤, Random 

Forest, Support Vector Machine, K-Nearest 

Neighbor, XGBoost, DNN 알고리즘을 적용하였다. 이후

에 앙상블 학습을 통해 모형의 성능을 극대화하였으며 결

과적으로, 앙상블 학습모형의 성능(Accuracy=0.744)이 

가장 높게 나타났다. Mofrad et al.[26]는 뇌 MRI 영상 이

미지에서 측두엽에 존재하는 기억 담당 부분인 해마체와 

피질, 뇌실, 그리고 신경 심리검사 정보에 앙상블 학습을 

적용하였다. 그 결과 77.0%의 정확도를 확보한 앙상블 모

형을 확보했다. Syaifullah et al.[27]은 뇌 MRI 데이터에 

복셀 기반의 형태 계측법(Voxel Based Morphometry. 

VBM)을 결합한 Support Vector Machine을 활용하여, 

경도인지장애 환자에서 치매 발병을 예측하였고 87.9%의 

정확도를 확보했다. Lee, Kang, Moon[28]은 라이프로그 

기반의 경도인지장애 분류기를 개발하기 위해 12명의 연

구대상자로부터 12주간 활동성과 수면 라이프로그 정보를 

수집하였고, 인공신경망을 적용하여 우수한 성능

(AUC=0.81)을 확인하였다.

이처럼 기존의 연구들에서는 의료영상 데이터(MRI, 

PET), 환자정보, 질병정보, 생활습관 정보, MMSE, 라이프

로그 데이터에 연구자가 선택한 기계학습 기반의 분류 알

고리즘과 인공신경망, 딥러닝을 적용하여 경도인지장애, 

치매를 분류하고 예측했다.

4. AutoML and Ensemble Learning

자동화된 기계학습(이하 AutoML)은 기계학습 모형을 

개발하기 위한 기계학습 워크플로우(Workflow)를 자동화

하는 방법으로, 기존의 데이터 과학자가 겸비해야 했던 기

Author Data Algorithm Performance

So, Lim(2015) Structured data SVM AUC 0.880

Lee, Oh(2021) MRI(quantification) Ensemble Accuracy 0.744

Mofrad et al.(2021) MRI(image) Ensemble Accuracy 0.770

Syaifullah et al.(2021) MRI(VBM image) SVM Accuracy 0.879

Lee, Kang, Moon(2018) Lifelog ANN AUC 0.810

Table 1. Research Trends
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술적 측면에서의 전문성을 극복하기 위해 고안되었다. 

AutoML은 현존하는 대부분의 예측 알고리즘을 활용하여 

분석하고자 하는 데이터에 가장 적합한 모형을 선택할 수 

있고[29], 하이퍼파라미터 튜닝(초매개변수 탐색)이 자동화

되어, 모형 최적화에 탁월한 효율성을 보여준다[30].

앙상블 학습(Ensemble Learning)이란, 다수의 예측모

형을 통합하여 하나의 예측을 수행하는 것으로, 모형의 예

측성능 극대화를 위해 수행된다. 대표적인 앙상블 학습 방

법으로는 스태킹(Stacking), 블렌딩(Blending), 그리고 보

팅(Voting)이 존재한다. 스태킹은 동일한 알고리즘을 기반

으로 수행하는 배깅(Bagging)이나 부스팅(Boosting)과는 

다른 계층적 모형의 앙상블 프레임워크로, 다양한 분류자

(Classifier)와 회귀자(Regressor)가 결합한 통합모형인 

메타러너(Meta Learner)를 생성한다[31-32]. 블렌딩은 

일반적으로 스태킹과 동일한 과정을 거치나, 검증방식에서 

차이점을 가진다. 스태킹은 K-폴드 교차검증(K-fold 

Cross Validation)을 사용하는 반면, 블렌딩은 홀드아웃 

교차검증(Hold-out Cross Validation)을 사용함으로써, 

기본모형을 결합시키는 과정인 메타러너 생성시간이 빠르

지만, 과적합 발생의 여지가 존재한다[33]. 마지막으로 보

팅은 서로 다른 각각의 기계학습 알고리즘이 도출한 결과

를 종합, 최종 투표하는 방식으로 결과를 도출하는 방식이

며, 가장 많은 선택을 받은 결과를 최종 결과물로 반환하

는 방식인 하드보팅(Hard Voting)과 각각의 알고리즘이 

예측한 확률값에 기반하여 최종 결과물을 반환하는 소프

트보팅(Soft Voting)으로 나뉜다[34].

본 연구에서는 검증용 데이터셋에 대한 과적합 위험이 

있는 블렌딩을 제외하고 스태킹과 소프트보팅을 통한 앙

상블 학습을 진행하였다.

III. Research Design

1. Research Data

본 연구에서 활용한 데이터는 한국지능정보사회진흥원 

AI-Hub(https://aihub.or.kr/)에서 제공하는 ‘치매 고위

험군 웨어러블 라이프로그’ 데이터이다. 이는 전문의의 병

리적 진단을 통해 정상인지군(Cognitive Normal, CN), 

경도인지장애군(Mild Cognitive Impairment, MCI), 그리

고 치매(Dementia)를 판정받은 55세 이상의 300명을 대

상으로 2020년 10월부터 12월까지 12주 동안 웨어러블 

기기를 통해 수집된 일일 라이프로그 데이터이다. 데이터 

1건은 연구대상자 1인의 하루 라이프로그 정보이며, 수집

과정에서 개인정보 비식별 처리를 거친 상태로 공개된 원

천데이터는 나이, 성별, 학업, 소득, 거주지 등은 제외되어 

일반 사용이 허용된 데이터이다. 데이터셋의 구성은 활동

성, 수면, 병리진단 라벨링 값과 MMSE-K 조사 결과로 구

성된다. 본 연구에 사용된 데이터는 174명의 대상자로부

터 얻은 12,183건의 일일 라이프로그 정보로, 활동성 변수 

22개와 수면변수 25개를 기계학습을 위한 특성변수

(feature)로 사용하였다. 목표변수(target)인 진단 라벨링

은 연구의 목적에 따라, 인지기능 정상군(CN)과 인지기능 

장애군(MCI, Dementia)으로 재정의하였다.

2. Research Workflow

기계학습 모형 개발과 성능평가를 위해 구글 코랩

(Google Colaboratory) 개발환경에서 Python 오픈소스 

라이브러리인 PyCaret 3.0.0버전을 사용하였다.

본 연구의 절차는 크게 데이터 준비와 기계학습 모형개

발, 성능 평가단계로 구성된다. 데이터 준비단계에서는 탐

색적 데이터 분석에 따른 데이터 전처리, 인코딩

(Encoding) 및 스케일링(Scaling) 작업을 진행한 후, 기계

학습을 진행하기 위해 7:3의 비율로 학습용과 평가용 데이

터를 분리하였다. 모형개발 단계는 학습용 데이터를 기반

으로 기계학습을 진행하였으며, 10-폴드 교차검증을 통해 

높은 성능을 보여주는 모형 5개를 선정한 뒤, 하이퍼파라

미터 튜닝을 진행하였다. 다음으로 앙상블 학습을 통해 통

합모형을 생성하였다. 마지막으로, 성능 평가단계에서는 

최종 개발된 기계학습 모형을 활용하여 평가용 데이터를 

예측하고 각 모형의 성능을 비교하였다.

Fig. 1. Research Workflow 
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3. Evaluation

본 연구의 목적은 병리적 진단을 받은 연구대상자들의 

일일 라이프로그 데이터를 활용하여 인지기능 장애를 분

류하는 기계학습 기반의 이진 분류 모형개발이다. 의료분

야와 이진 분류 문제를 다루는 기계학습 모형의 성능평가

는 ROC(Receiver Operating Characteristic)곡선의 하

단 면적에 해당하는 AUC(Area Under the Curve)와 정

밀도(Precision)와 재현율(Recall)의 조화평균을 이용한 

F1-Score가 사용된다. 전반적인 연구결과를 제시하는 

Table에는 정확도(Accuracy)와 AUC, F1-Score를 표기

하고, 결과 기술에서는 본 연구의 목적에 부합하는 평가지

표인 AUC와 F1-Score를 중점적으로 기술한다.

IV. Results

1. EDA

라이프로그 데이터의 특성을 파악하기 위해 탐색적 데

이터 분석(Exploratory Data Analysis, EDA)을 수행하였

다. 본 연구에서 사용한 12,183건의 일일 라이프로그 데이

터는 인지기능 정상군이 7,737건, 인지기능 장애군이 

4,446건이었으며, 결측치는 존재하지 않았다. 특성변수의 

형태(Type)를 확인한 결과, 모두 수치형 데이터로 구성되

어있어 별도의 인코딩은 적용하지 않았고 대신 스케일링

으로 Z-score 정규화(Normalize)를 진행하였다.

활동성 특성변수 22개의 일반적 특성을 확인한 결과, 

이동거리, 걸음 수, 활동 칼로리, 총 사용 칼로리, 저강도 

활동시간, 중강도 활동시간, 그리고 휴식 시간은 인지기능 

장애군이 높은 경향을 보였지만, 고강도 활동시간, 고강도 

활동 신진대사 해당치, 활동 목표 달성 점수, 운동 강도 점

수에서는 인지기능 정상군이 높은 경향을 보였다.

수면 특성변수 25개의 일반적 특성을 확인한 결과. 깊

은 수면 시간, 램수면 시간은 인지기능 정상군이 높은 경

향을 보였지만, 수면 중 깬 시간, 가벼운 수면 시간, 수면 

중간점 시간, 뒤척임 비율은 인지기능 장애군이 높은 경향

을 보였다.

Features
Mean

CN CI

Awake time while sleep 5316.95 5972.34

Average respiration* 16.69 16.88

Deep sleep time 5244.93 4905.03

Sleep duration 28843.51 29930.90

Sleep efficiency 82.14 80.77

Average heart rate* 60.71 60.03

Low heart rate* 55.20 54.60

Light sleep time 14441.98 15436.79

Midpoint of sleep(delta) 11285.77 11172.75

Sleep midpoint time 14502.18 15012.83

Sleep onset latency 700.95 729.40

REM sleep time 3839.64 3616.74

Restless ratio 35.33 37.64

RMSSD** 33.02 32.79

Total score 73.74 72.90

Sleep score(alignment) 89.74 92.93

Sleep score(deep) 82.84 79.33

Sleep score(disturbances) 66.40 64.58

Sleep score(efficiency) 76.51 73.41

Sleep score latency 79.94 78.88

Sleep score(REM) 57.64 53.72

Sleep contribution score 71.71 72.47

Sleep temperature delta -0.01 -0.01

Temperature deviation -0.01 -0.01

Total sleep time 23526.55 23958.56
*Per minutes
**Root Mean Square of the Successive Differences

Table 3. Characteristics of Sleep Features

2. Machine Learning

PyCaret 3.0.0에서 지원하는 Scikit-learn을 활용하여 

학습용 데이터 8,528건에 대한 기계학습을 진행하고 10-

폴드로 교차 검증하였다.

분석 결과, 높은 분류성능을 보여주는 5개의 모형으로 

Extreme Gradient Boosting(이하 XGB), Light 

Gradient Boosting Machine(이하 LGBM), Random 

Features
Mean

CN CI

MET* average 1.46 1.47

Active calories 455.90 468.39

Total calories 2483.09 2519.61

Moving distance 8621.26 8777.80

High active time 3.34 2.99

Inactive time 525.63 502.79

Low active time 280.89 285.68

Medium active time 50.55 53.05

High active MET* 22.24 20.32

Inactive MET* 7.70 7.77

Low active MET* 190.77 192.46

Medium active MET* 161.47 169.43

Table 2. Characteristics of Activity Features

Rest time 527.06 544.65

Activity score(total) 82.00 81.98

Activity score(goal) 75.30 73.31

Stay active score(hours) 95.33 96.69

Recovery time score 85.60 85.92

Stay active score(total) 77.00 79.52

Training score 79.30 79.60

Training intensive score 87.05 85.95

Steps 10464.61 10774.92

Total activity time 334.77 341.73
*Metabolic Equivalent of Task
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Forest Classifier(이하 RF), Extra Trees Classifier(이

하 ET), Gradient Boosting Classifier(이하 GBC)가 선정

되었다.

Model* Accuracy AUC F1

XGB ü 0.8233 0.8932 0.7322

LGBM ü 0.8139 0.8873 0.7084

ET ü 0.7855 0.8804 0.6179

RF ü 0.7985 0.8718 0.6532

GBC ü 0.7328 0.7986 0.5184

ADA 0.6733 0.7075 0.4567

LDA 0.6612 0.6722 0.3762

QDA 0.6144 0.6592 0.5453

DT 0.6814 0.6570 0.5649

LR 0.6553 0.6528 0.3481

KNN 0.6504 0.6505 0.4689

NB 0.6139 0.6102 0.4236 

Model*

XGB : Extreme Gradient Boosting

LGBM :Light Gradient Boosting Machine

ET : Extra Trees Classifier

RF :Random Forest Classifier

GBC :Gradient Boosting Classifier

ADA : Ada Boost Classifier

LDA : Linear Discriminant Analysis

QDA : Quadratic Discriminant Analysis

DT : Decision Tree Classifier

LR : Linear Regression

KNN : K-Neighbors Classifier

NB : Naive Bayes

Table 4. Classification Results (10-fold CV) 

선정된 5개의 분류모형의 성능 최적화를 위해 PyCaret 

3.0.0의 Random Grid Search 방법으로 하이퍼파라미터 

튜닝을 진행하였다. 하이퍼파라미터 튜닝 모형의 선정 여

부를 결정하는 성능평가지표는 AUC, 검증 방법으로는 

10-폴드 교차검증을 사용하였다. 초기모형과 하이퍼파라

미터 튜닝을 진행한 모형의 AUC를 비교한 결과, 

XGB(AUC = 0.8932 → 0.9129)와 GBC(AUC = 0.7986 → 

0.9061)에서 분류성능이 향상되었으며, LGBM(AUC = 

0.8873 → 0.8846), RF(AUC = 0.8718 → 0.7317), 

ET(AUC = 0.8804 → 0.7740)에서는 초기모형의 분류성

능이 우수한 것으로 확인되었다.

결과적으로, 본 연구에서 최종 선정된 5개의 기본 기계

학습 분류모형은 하이퍼파라미터 튜닝을 진행한 XGB, 

GBC 그리고 초기모형을 유지한 LGBM, RF, ET이다.

Model Accuracy AUC F1

XGB
Origin 0.8233 0.8932 0.7322

Tune* ü 0.7936 0.9129 0.7604

LGBM
Origin ü 0.8139 0.8873 0.7084

Tune 0.8109 0.8846 0.7096

ET
Origin ü 0.7855 0.8804 0.6179

Tune 0.6959 0.7740 0.6240

RF
Origin ü 0.7985 0.8718 0.6532

Tune 0.6651 0.7317 0.5871

GBC
Origin 0.7328 0.7986 0.5184

Tune* ü 0.8343 0.9061 0.7499
*Hyperparameter tuning model

Table 5. Hyperparameter Tuning Results

3. Ensemble Learning and Prediction

앞서 선정된 5개의 기본 기계학습 분류모형을 활용하여 

앙상블 학습을 진행, Stacking Classifier와 Voting 

Classifier를 생성하였다. 이렇게 구축된 7개의 모형(기본

모형 5개, 앙상블 모형 2개)을 사용하여 평가용 데이터 

3,655건에 대해 예측을 수행하였고, 성능평가는 AUC와 

F1-Score를 중심으로 진행하였다.

분석 결과, Voting Classifier(AUC = 0.9193, F1 = 

0.7833)가 가장 우수한 예측성능을 보였으며, GBC(AUC = 

0.9161, F1 = 0.7525), XGB(AUC = 0.9132, F1 = 0.7654), 

LGBM(AUC = 0.8971, F1 = 0.7144), ET(AUC = 0.8877, 

F1 = 0.6189), RF(AUC = 0.8781, F1 = 0.6391), Stacking 

Classifier(AUC = 0.6539, F1 = 0.3398)순으로 예측성능이 

확인되었다.

Model Accuracy AUC F1

Voting* 0.8503 0.9193 0.7833

GBC 0.8369 0.9161 0.7525 

XGB 0.8014 0.9132 0.7654

LGBM 0.8178 0.8971 0.7144

ET 0.7874 0.8877 0.6189

RF 0.7896 0.8781 0.6391

Stacking** 0.6565 0.6539 0.3398
*Voting classifier(ensemble model)
**Stacking classifier(ensemble model)

Table 6. Prediction Results
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Class 0 : Cognitive normal 

Class 1 : Cognitive impairment

Fig. 2. ROC Curve(Voting Classifier and GBC) 

4. Feature Importance

기계학습 모형을 활용하여 인지기능 장애를 예측하는 

과정에서 47개의 특성변수 중에서 상대적인 중요도가 높

은 10개의 특성변수를 확인하기 위해 예측성능이 우수했

던 GBC 모형을 활용하여 특성 중요도(Feature 

Importance)를 확인했다.

분석 결과, 수면 관련 특성변수 7개, 활동성 관련 특성

변수 3개가 확인되었다. 먼저, 수면과 관련된 특성변수의 

중요도는 분당 평균 호흡수(0.088), 분당 평균 심박수

(0.059), 수면 중간지점 델타값(0.056), 심박수 변이

(0.055), 분당 최저 심박수(0.049), 뒤척임 비율(0.035) 및 

가벼운 수면 시간(0.032)순으로 나타났다. 활동성과 관련

된 특성변수는 총 사용 칼로리(0.032), 운동강도 점수

(0.029) 및 활동점수(0.029)순으로 중요도가 확인되었다.

Feature
Feature 

Importance

Average respiration per minute* 0.088

Average heart rate per minute* 0.059

Midpoint of sleep(delta)* 0.056

RMSSD* 0.055

Low heart rate per minute* 0.049

Restless ratio* 0.035

Light sleep time* 0.032

Total calories** 0.032

Training intensity score** 0.029

Activity score(total)** 0.029
*Sleep feature
**Activity feature

Table 7. Feature Importance

V. Conclusions

1. Discussion

본 연구에서는 ‘치매 고위험군 웨어러블 라이프로그’ 데

이터의 활동성과 수면 관련 특성을 활용하여 인지기능 장

애를 예측하기 위해 AutoML을 사용하여 기계학습 모형을 

개발하였다. 먼저 가장 우수한 분류성능을 보여주었던 5개

의 모형을 선정하고 최적화한 뒤, 앙상블 학습을 통해 통

합모형을 생성하여 예측성능을 평가하였다. 마지막으로 특

성변수의 중요도를 확인함으로써, 실무적인 시사점을 제공

하고자 하였다.

AutoML을 통해 최초에 우수한 분류모형 5개를 확인한 

결과, Extreme Gradient Boosting(XGB), Light 

Gradient Boosting Machine(LGBM), Random Forest 

Classifier(RF), Extra Trees Classifier(ET) 및 Gradient 

Boosting Classifier(GBC)가 선정되었다. 학습용 데이터

를 10-폴드 교차 검증한 결과, GBC(AUC = 0.7986)를 제

외하면 AUC 값이 모두 0.80 이상으로 나타났다.

모형의 최적화를 위한 하이퍼파라미터 튜닝 과정에서 

XGB와 GBC에서 유의미한 성능 향상을 확인하였고, 다른 

모형에서는 성능이 하락하는 모습이 나타났다. 하이퍼파라

미터 튜닝을 진행한 XGB와 GBC, 그리고 초기모형을 유지

한 LGBM, RF, ET 모형을 활용하여 앙상블 학습을 진행하

였다. 이 과정에서 Stacking Classifier와 Voting 

Classifier를 생성하였다. 최종적으로 구축된 7개의 모형

으로 평가용 데이터를 예측한 결과, Voting Classifier의 

AUC가 0.9193으로 가장 우수한 예측성능을 나타냈다. 이

는 기존 연구들과 비교했을 때 뇌 MRI 영상을 기반으로 

한 연구에서 우수한 예측성능(Accuracy=0.744)을 보였던 

Lee, Oh[11]의 연구를 일부 지지하는 결과이며, 정형화된 
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측정 데이터에 SVM 모형을 적용했을 때 예측성능

(AUC=0.880)이 우수하게 나타났던 So, Lim[7]의 연구, 

라이프로그 데이터에 인공신경망을 적용했을 때 예측성능

(AUC=0.810)이 우수했던 Lee, Kang, Moon[28]의 연구

보다 더 좋은 성능을 보여주고 있다. 

반면, 뇌 MRI 데이터에 VBM-SVM 모형을 적용하여 

87.9%의 정확도를 확보한 Syaifullah et al.[27]의 연구보

다는 정확도 측면에서 소폭 낮은 성능을 보였다. 이는 뇌 

MRI와 라이프로그 데이터는 서로 다른 데이터의 유형이며, 

이들 간의 예측성능 비교는 어려운 일이다. 뇌 MRI는 치매

를 진단하는 3단계의 감별검사에 해당하는 정보를 제공하

고, 라이프로그 데이터는 일상 환경에서 수집된 데이터로 

선별검사, 진단검사 단계에서 구축된 데이터가 아니며, 병

리적 진단이 반영되지 않기 때문에 뇌 MRI 데이터보다 질

적인 측면이 떨어지는 면이 있다. 뇌 MRI 데이터가 질적인 

측면에서 우수했던 점과 복셀 기반의 형태 계측법(VBM)에 

기계학습 모형을 결합했던 점 등에 따라서 본 연구의 결과

보다 우수했던 것으로 사료된다. 나머지 모형인 GBC(AUC 

= 0.9161), XGB(AUC = 0.9132), LGBM(AUC = 0.8971), 

ET(AUC = 0.8877), RF(AUC = 0.8781)순으로 예측성능이 

우수하였으나, Stacking Classifier의 AUC는 0.6539로 나

타나 예측성능이 낮았다.

다음으로 GBC모형을 활용하여 특성 중요도 상위 10개

를 확인한 결과, 분당 평균 호흡수(0.088), 분당 평균 심박

수(0.059), 수면 중간지점 델타값(0.056), 심박수 변이

(0.055), 분당 최저 심박수(0.049), 뒤척임 비율(0.035), 가

벼운 수면 시간(0.032), 하루 총 사용 칼로리(0.032), 운동

강도 점수(0.029), 활동점수(0.029)순으로 나타났다. 이는 

이러한 특성변수들이 인지기능 장애와 수면이 밀접한 연

관성을 가지고 있음을 나타낸다. 경도인지장애 환자에게서 

수면 문제는 가장 흔한 정신행동 증상으로 알려져 있으며

[35], 선행연구에 따르면, 인지기능 장애를 겪고 있는 노인 

대다수는 수면의 불편감을 경험하여 삶의 질에 부정적인 

영향을 받고 있다[36]. Lim et al.[37]의 실증 연구에서는 

경도인지장애 환자 39.7%가 수면 문제를 보이는 것으로 

보고된 바 있다. 임상적 연구에 따르면, 수면 문제에 따른 

수면 박탈은 뇌척수액의 아밀로이드 증가를 동반함과 동

시에, 비용해성 타우 단백질을 증가시켜 신경 퇴행이 진행

된다[38]. 본 연구의 결과에서도 활동성 특성변수보다 수

면 특성변수가 인지기능 장애를 예측함에 있어서 중요하

게 나타나, 선행 연구결과를 지지하고 있음을 파악할 수 

있었다. 구체적으로 살펴보면, 수면 중 분당 평균 호흡수

가 0.088로 가장 높았다. 이는 수면무호흡증 환자에서 신

경 인지기능 장애가 빈번하게 발생하고, 기억력이나 집중

력과 같은 인지기능의 저하를 동반하고 있는 것[39]에 기

인하는 결과로 판단된다. 수면 중 심박수와 관련된 분당 

평균 심박수, 심박수 변이, 분당 최저 심박수도 중요한 특

성변수로 나타났다. 심박변이는 수면의 질이 좋지 않을 때 

유의미하게 증가하는 것으로 보고된 바 있고[40], 본 연구

의 탐색적 데이터 분석에서도 인지기능 장애군에서 뒤척

임 비율이 높고 가벼운 수면 시간이 길었던 것으로 볼 때, 

인지기능 장애군은 수면의 질이 좋지 못한 것으로 예상할 

수 있다. 활동성의 경우, 총 사용 칼로리, 운동강도점수, 

활동점수가 중요한 특성변수로 나타났다. 이는 인지기능 

장애가 일상생활의 기능적인 한계까지 동반하는 것을 재

확인한 것이다. 또한, 본 연구에서는 경도인지장애와 치매

를 하나의 인지기능 장애군으로 재정의하였기 때문에, 일

상생활 수행능력은 보존된 연구대상과 일상생활이 불가능

한 연구대상이 혼재되어 있다. 이로 인해, 활동성 특성변

수 중에서도 인지기능 정상군과 인지기능 장애군의 분류

가 보다 용이할 것으로 판단되는 전반적인 활동성과 관련

된 특성변수들이 중요하게 나타난 것으로 판단된다.

2. Implication and Limitation

본 연구는 기존의 연구들과는 달리, 라이프로그 데이터

에 AutoML을 적용하여 인지기능 장애 예측모형을 개발하

였다. 분석 도구로 AutoML을 사용하여 다양한 기계학습 

알고리즘을 학습용 데이터에 탐색적으로 적용하고 검증하

면서 가장 우수한 기계학습 알고리즘을 효과적으로 선정

할 수 있었다. 나아가, 앙상블 학습을 통해 기계학습 모형

을 통합하였으며 그 결과, Voting Classifier가 가장 우수

한 예측성능(AUC=0.9193, F1=0.7833)을 보여, 상당한 성

능 향상을 달성했다고 볼 수 있다. 이는 임상에서 유용한 

선별도구로 판단하는 기준치(AUC=0.80)를 상회하기 때문

에 실무적으로도 유의미한 결과일 것이다.

특성 중요도를 확인한 결과에서는 인지기능 장애 예측 

시 수면이 중요하게 작용함을 알 수 있었다. 이는 인지기

능저하를 동반하는 수면무호흡증과도 밀접한 관련이 있을 

것으로 사료되며, 본 연구대상 중의 인지기능 장애군의 수

면의 질이 대체로 좋지 못했던 것과 관련이 있을 것으로 

판단할 수 있다. 본 연구에서는 실시간으로 측정되는 라이

프로그 데이터를 활용하였기 때문에, 기존의 연구들에서 

발견하지 못하였던 통찰을 제공할 수 있을 것으로 기대하

였으나, 대체로 선행연구 결과와 일치하고 있음을 알 수 

있었다. 이는 인지기능 장애를 예측하는 과정에서 라이프

로그 데이터의 사용 가능성도 고려해볼 수 있다는 시사점
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을 제공함과 동시에 후속 연구를 통해 측정된 라이프로그 

특성변수 각각의 연관성, 인과관계 등을 자세히 살펴볼 필

요가 있음을 시사한다.

본 연구가 제시하는 시사점을 요약하면 다음과 같다. 첫

째, 구조화된 측정도구와 의료영상(MRI, PET) 데이터 대

신 라이프로그 데이터를 활용하여 의미 있는 결과를 도출

하였다. 이러한 관점은 기존 연구와는 차별화되며, 라이프

로그 데이터의 활용 가능성을 제안한다. 둘째, 분석 도구

로 AutoML을 활용함으로써, 다양한 기계학습 알고리즘을 

데이터에 적용하고 검증하는 과정에서 효율성을 높일 수 

있었다. 이를 통해 가장 우수한 알고리즘을 보다 효과적으

로 식별하고 최적화할 수 있었다. 마지막으로, 앙상블 학

습을 통해 모형의 성능을 극대화하였으며, 이로써 유의미

한 성능 향상을 확인하였다. 종합적으로, AutoML과 라이

프로그 데이터를 활용하여 인지기능 장애를 예측할 수 있

었고, 그 과정에서 수면이 중요한 특성변수로 작용함을 확

인하였다. 이러한 연구결과는 고령층에서 빈번하게 발생하

는 인지기능 장애를 초기에 검진하고 예측하는데 유용한 

근거자료로 활용될 수 있다. 앞으로 더 나아가, 지속적인 

데이터 수집과 모형의 개선, 그리고 구체적인 배포전략 수

립 등을 통해, 개인이 자신의 인지기능 장애의 위험을 판

단하고, 적절한 조치를 취할 기회를 제공할 수 있을 것으

로 기대한다.

본 연구는 다음과 같은 한계점을 가진다. 첫째, 분석에 

사용된 데이터는 12,183건의 일일 라이프로그 데이터지

만, 실제 측정된 연구대상은 174명에 불과하여 표본의 크

기가 제한적이기에 대표성 확보의 한계점이 존재할 수 있

다. 둘째, 인지기능 장애가 경증에서 중증으로 진행되는 

시기 등을 고려했을 때, 라이프로그 데이터를 보다 장기적

으로 수집하고 분석할 필요가 있다. 마지막으로, 기계학습 

모형의 예측 결과는 인과관계를 확립하지 않기 때문에, 인

과관계를 확인하고 설명할 수 있는 후속 연구가 필요하다.
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