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Abstract: In this paper, we propose an innovative approach that leverages deep learning to find optimal reference

points for achieving precise tooth segmentation in three-dimensional tooth point cloud data. A dataset consisting of

350 aligned maxillary and mandibular cloud data was used as input, and both end coordinates of individual teeth were

used as correct answers. A two-dimensional image was created by projecting the rendered point cloud data along

the Z-axis, where an image of individual teeth was created using an object detection algorithm. The proposed algo-

rithm is designed by adding various modules to the Unet model that allow effective learning of a narrow range, and

detects both end points of the tooth using the generated tooth image. In the evaluation using DSC, Euclid distance,

and MAE as indicators, we achieved superior performance compared to other Unet-based models. In future research,

we will develop an algorithm to find the reference point of the point cloud by back-projecting the reference point

detected in the image in three dimensions, and based on this, we will develop an algorithm to divide the teeth indi-

vidually in the point cloud through image processing techniques.
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I. 서 론

치의학 분야에서 활용되는 CAD(Computer-Aided Design)

시스템은 컴퓨터 지원 설계 기술을 이용하여 치과 진단, 치료

계획 수립, 교정, 임플란트 등 다양한 치과 관련 작업을 지

원하는 시스템이다. CAD 시스템은 3차원 스캐닝 장비를 통

해 치아, 입안, 조직 등을 3차원으로 스캔하여 디지털 형태로

저장하며, 3차원 치아 모델을 기반으로 진단과 치료 계획 수립

등을 지원한다. 임상의는 이를 통해 치아의 이상, 교정 필요성,

임플란트 적용 가능성 등을 평가할 수 있으며, 맞춤형 교정기 제

작이나 임플란트 적용 시뮬레이션을 수행할 수 있다[1-4].

따라서 3차원 치아 데이터는 치과 분야에서 정확성, 효율성,

환자 만족도 향상 등 다양한 이점을 제공함으로써 치과 임

상의와 환자들에게 혁신적인 치료 경험을 제공한다.

3차원 치아 데이터는 점구름으로 이루어져 있으므로 이를

효과적으로 활용하기 위해서는 인공지능을 통해 자동 분리

및 분할 등의 문제를 선결해야 한다. 치아는 구조적으로 매

우 복잡한 형태를 가지며, 크기, 모양, 굴곡 등에 다양성이

존재한다. 또한 3차원 치아 데이터에서는 치아들이 서로 겹
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쳐 있거나 복잡한 형태를 가지므로 각 치아의 경계를 정확히

분리하기 어렵다[12]. 이를 해결하기 위해서는 딥러닝 알고리

즘을 적용한 정교한 데이터 처리 기술과 계산이 필요하다. 

3차원 치아 데이터를 처리하는 문제에선 모든 점에 대해

점과 점 사이의 거리, 색상, 법선 벡터 등의 특징을 이용하여 각

점이 속하는 클래스를 분류한다. 이때 흔히 데이터를 샘플

링하여 사용하는데, 높은 정확도를 보장하기 위해서는 대규

모의 점구름 데이터를 사용해야 한다. 결과적으로 성능을 높

이기 위해선 큰 비용과 시간이 필요하다. 따라서 3차원 치

아 데이터를 직접 모델에 입력하지 않고 영상처리 기법을

활용하여 치아를 분할하는 방법을 사용하기도 한다. 

기존에 연구되고 있던 3차원 데이터 기반의 인공지능은

데이터 자체의 문제와 기술적 한계로 인해 높은 비용 대비

낮은 정확도를 보인다[9-11]. 이에 더해 상실 치아, 사랑니

및 덧니, 부분 렌더링 등의 불안정한 데이터에 대해서는 학

습하지 않는 경우도 빈번하다[12]. 따라서 본 연구에서는 이

러한 기존 연구의 문제점을 보완하기 위해 치아 분할 문제

에서 기준점 기반 영역 확장 분할 기법을 활용하고자 하며,

이를 위해 기준점을 설정하는 알고리즘을 설계하는 새로운

접근법을 제시하였다.

II. 연구 방법

1. 데이터 세트 구성

연구를 위해 주식회사 디오코에서 총 350명의 상하악 점

구름 데이터를 제공받았으며, 렌더링 과정에서 오류가 발생

한 데이터를 제외한 후 재정렬 과정을 거쳤다. 기준점을 설

정하는 과정에서도 마찬가지로 대규모의 점구름 데이터를

사용하므로 계산 및 시간 비용 문제가 발생한다. 이를 해결

하기 위해 3차원 치아 점구름 데이터를 메시로 렌더링하여

시각화하여 2차원 영상을 생성함으로써 상하악 영상에서 각

치아의 양 끝점 좌표를 찾는 문제로 치환하였다. 

기준점 설정 모델을 학습시키기 위해 정답으로 사용할 좌

표를 설정하였다. 그래픽 사용자 인터페이스 제작용 파이썬

라이브러리 중 하나인 PyQT5를 사용하여 라벨링 툴을 제

작하였으며, 기준에 맞춰 연구 담당자가 수동으로 좌표를 설

정하였다. 본 연구에서 제시하는 라벨링 기준은 다음과 같다.

앞니와 송곳니의 경우 근원심 절단각의 중심점, 어금니의 경우,

근원심 변연융선의 중심점을 분할 기준점으로 선택하였다.

이는 정상 교합의 지표이자 교정 치료의 목표로 활용되는

Andrews' six keys to occlusion[6]에서 회전되지 않은 치

아를 나타내는 Key 4를 근거로 하였다. 또한 딥러닝 모델

이 원활히 학습하도록 기하학적 특징이 뚜렷한 위치를 고려

하였다.

데이터 세트는 기존 연구의 한계점을 극복하고자 다수의

불안정한 데이터를 확보하여 구성되었으며, 불안정한 데이

터를 상실 치아, 사랑니, 파손 치아로 분류하여 정리하였다. 사

용된 모든 데이터는 영구치열기의 스캔 데이터이며, Carestream

CS 3600 Intraoral Scanner를 사용하여 병원에서 채득한

데이터이다. 구체적인 유형별 구성 정보는 표 1에 나타내었다.

최종적으로 제안하는 알고리즘에 사용되는 총 데이터는

350명의 피험자의 상하악 2차원 영상이며, 전체 데이터 세

트를 학습과 검증, 평가 데이터 세트로 분리한 후 실험을 진

행했다. 이때 인접 치아와의 관계까지 학습할 수 있도록 피

험자 단위로 데이터를 구분하였으며, 불안정한 데이터가 각

데이터 세트에 일정하게 포함되도록 구성하였다. 구체적으

로 학습 데이터 세트는 250명, 검증 데이터 세트와 평가 데

이터 세트는 모두 50명으로 구성되었다. 

2. 데이터 생성

피험자마다, 치아마다 그 형태가 천차만별이므로 한 영상

에서 약 28개의 점을 정확히 찾는 것은 굉장히 어려운 문

제이다. 따라서 영상 내 객체를 높은 성능으로 검출하는 객체

탐지 알고리즘을 통해 상하악 영상에서 개별 치아를 검출한

후 잘라내어 개별 치아 영상에서 두 개의 점을 찾는 문제로

단순화했다. 이때 각 치아는 치아 번호를 클래스로 하여 분

류되었으며, 주어진 개별 치아의 양끝점 좌표를 이용해 상

하악 영상 내에서 개별 치아만을 포함하는 경계 상자를 생

성하고, 이를 라벨로 하여 치아를 검출했다. 이후 검출된 치

아 경계 상자를 기준으로 약간의 마진을 더해 개별 치아 영

상을 생성하였다.

3. 모델 구성

각 치아의 양 끝점 좌표를 검출하기 위해 딥러닝 모델을

표 1. 치아 구성에 따른 유형별 데이터 정보

Table 1. Data information by type according to tooth composition

Normal
Abnormal

Total
Missing tooth Wisdom tooth Chipped tooth

Maxilla 299 26 18 1 344

Mandible 278 33 24 3 338

Total 577 59 42 4 682
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구성하고, 개별 치아 영상을 입력하여 결과를 출력하였다.

또한 정답 좌표를 기준으로 가우스 히트맵을 생성하고 정규

화하였으며, 이를 목표로 하여 모델을 학습시켰다.

본 연구에서는 백본 네트워크로 U-Net[14] 모델을 사용

하며, 모델의 인코더를 구성하는 CNN 블록의 입력단에 좌

표정보층(Coordinate layers)[17]을 추가하였다. 좌표정보

층은 [-1, +1]의 범위를 가지며, 결합하는 행렬과 동일한 크

기의 연속적인 x, y축의 좌표 행렬로서 구성된다. 따라서 입력

크기에 비의존적이며, 모든 좌표에 다른 값이 부여되므로 목

표 좌표를 더 뚜렷이 나타낼 수 있다. 이를 이용해 목표 좌

표의 위치 정보를 입력 특징과 함께 강조하도록 하였으며,

Attention 모듈이 강조된 위치 정보를 받아 모델이 조금 더

목표 좌표에 집중하도록 하였다. 또한 인코더에 Residual

shortcut을 추가하여 목표 좌표의 위치 정보 소실 없이 디

코더에 전달될 수 있도록 출력 특징과 입력 특징을 결합한

후 다음 블록으로 전달하는 방식을 도입했다. 

제안하는 모델은 좁은 범위로 활성화되는 가우스 히트맵을

출력하며, 동시에 히트맵의 확률값이 가장 높은 지점의 좌

표를 출력한다. 결과적으로 각 치아의 번호와 함께 2차원 영상

내 치아 양 끝점의 좌표 정보를 얻어낼 수 있다.

4. 손실함수

제안하는 모델을 학습시키기 위해서는 정답과 모델이 출

력한 결과를 비교하여 차이를 계산하고 이를 최소화해야 한

다. 이때 사용되는 함수를 손실함수라고 하며, 본 연구에서

는 유클리드 손실함수와 함께 가중치 규제를 사용하여 효과

그림 1. 데이터 가공 및 생성 시스템 모식도

Fig. 1. Overview of the Data Generation Systems

그림 2. 기준점 설정 알고리즘의 개요

Fig. 2. Overview of the Reference Point Setting Algorithm
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적으로 모델을 최적화하였다. 

제안하는 모델은 좌표를 출력하므로 예측값(p)과 정답(q)

좌표 사이의 2차원 유클리드 거리를 계산함으로써 직접 최

적화할 수 있다. 좌표 간 거리를 계산하는 대표적인 손실함

수에는 MSE, RMSE, MAE 등이 있는데, 이들은 모델의

히트맵과 정답 히트맵 간 거리의 평균으로 계산한다[18]. 이

경우 모델의 예측이 한 점에 강하게 집중되어 있을 때보다

분산되어 있을 때 더 낮은 값을 나타내며, 따라서 정확한 좌

표를 찾아야 하는 이번 연구에서는 적합하지 않다. 따라서

본 논문에서는 유클리드 손실함수를 사용하였으며, 이는 좌

그림 3. 좌표정보층과 특징맵의 결합

Fig. 3. Combination of Coordinate Layers and Feature map

그림 4. 제안하는 모델의 구조도

Fig. 4. Structure of the Proposed Network
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표 간 거리를 일대일로 계산하므로 MSE의 문제점을 보완

할 수 있다[20].

(1)

본 연구에 사용되는 데이터는 모두 배경과 물체가 유사한

영상이며, 따라서 학습 데이터에만 존재하는 특징 혹은 잡

음이 과적합 되어 손실함수가 필요 이상으로 작아질 수 있

다. 이를 과적합이라고 하며, 이 경우 손실함수가 빠르게 최

소화되므로 학습이 원활히 진행되지 않을 가능성이 있다. 따

라서 손실함수에 특정 값 혹은 함수를 추가하여 과적합을

방지할 수 있는데, 이를 가중치 규제라고 한다. 가중치 규제를

통해 가중치가 일부 특징에 의존하는 것을 방지하고 모델을

일반화할 수 있다.

모델이 출력하는 좌표는 출력단에서 생성되는 가우스 히

트맵에서 가장 큰 확률값의 좌표이다. 따라서 히트맵의 산

포가 넓을수록 하나의 좌표가 출력되도록 할 수 있는 히트

맵의 수가 많아진다. 이러한 자유도는 장점이 될 수도 있지

만, 모델이 히트맵에 대한 픽셀 단위의 기울기를 강하게 학

습하지 않는 문제를 야기할 수도 있다. 따라서 본 연구에서는

Jensen-Shannon Divergence 규제를 손실함수에 추가하여 히

트맵의 분산을 제한함으로써 학습을 원활히 진행하도록 하

였다. Jensen-Shannon Divergence는 두 확률 분포가 얼

마나 유사한지를 거리로 나타내는 척도로, 근사 시 발생하는 정

보 손실량의 기댓값으로 정의된다[21]. 값이 작을수록 유사

함을 의미하며, 따라서 손실함수로 기능할 수 있다[22].

Jensen-Shannon Divergence의 식은 다음과 같다.

(2)

(3)

따라서 연구에서 사용된 손실함수를 정리하면 다음과 같다.

(4)

III. 연구 결과

1. 평가 지표

기준점 설정 알고리즘에 대한 평가 지표는 총 세 개로, 유

클리드 거리(Euclidean Distance, ED)와 평균 절대 오차

(Mean Absolute Error, MAE), Dice 유사도 계수(Dice

Similarity Coefficient, DSC)[23]를 측정하였으며, 평가

데이터 세트를 입력하여 출력된 결과를 정답과 비교하여 평

가하였다. 유클리드 거리의 경우엔 식 (1)을 이용하여 두 좌

표 간 거리를 계산하며, 평균 절대 오차와 Dice 유사도 계

수는 모두 두 히트맵 간의 유사성을 측정하여 분할의 정확

도를 평가하는 지표이다.

평균 절대 오차는 모델의 예측값과 정답의 차이에 절대값을

취하고 평균을 내어 계산하며, 절대값을 취하므로 가장 직

관적으로 해석할 수 있다. 이에 대한 식은 다음과 같다.

(5)

Dice 유사도 계수는 두 히트맵이 겹쳐진 정도를 나타내는

지표로, 다음과 같이 계산한다.

(6)

여기서 P와 Q는 각각 예측, 정답 히트맵이며, p와 q는 각

히트맵을 구성하는 좌표이다.

6. 학습 결과

본 연구는 3차원 데이터 내 치아 자동 분할 연구를 위한

선결 연구로, 영역 확장 분할 기법에 사용되는 기준점을 출

력한다. 영역 확장 분할 기법은 기준점의 이웃 픽셀에 대해

유사도를 측정하고 임계값을 넘으면 새로운 기준점으로 삼

아 영역을 확장해가며 객체를 분할하는 기법이다. 따라서 처

음 사용되는 기준점에 높은 정확도가 요구되지 않으므로 본

연구에서는 정량 평가 결과 이외에도 정성 평가 결과를 제

시하였으며 이를 통해 예측된 좌표를 정답 좌표와 비교하여

영역 확장 분할 기법에 사용할 수 있는지 평가하였다. 이때

모델에 입력한 영상은 생성 과정에서 크기가 변환되므로 출

력된 좌표를 다시 원본 영상으로 복원하여 결과를 출력하였다.

정량 평가 결과는 표 2와 표 3에, 정성 평가 결과는 그림 6에

제시하였다.

매우 작은 범위를 검출하는 과제이므로 Dice 유사도 계

수는 전체적으로 낮게 산출되었다. 제안하는 모델의 유클리

드 거리는 2.453, 평균 절대 오차는 3.072로 측정되었으며,

다른 Unet 기반의 모델들과 비교하여 월등한 성능임을 확

인하였다. 복원된 치열 영상을 기준으로 예측 좌표와 정답

좌표를 비교하여 정성적으로 평가한 결과, 시각적으로 모델

Lceuc p q,( ) q p– 2=

DKL pi||qi( ) E log pi( ) log qi( )–[ ] pilog
pi

qi

---
i

∑= =

JSD p q,( )
1

2
---DKL p||

p q+

2
----------

⎝ ⎠
⎛ ⎞ 1

2
---DKL q||

p q+

2
----------

⎝ ⎠
⎛ ⎞+=

L p q,( ) Lecu p q,( ) λJSD p q,( )+=
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1
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---------------------=

그림 5. Residual Shortcut의 모식도

Fig. 5. Residual Shortcut
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의 출력 결과가 정의된 기준점과 거의 일치함을 확인하였다.

IV. 고찰 및 결론

본 연구는 3차원 치아 데이터를 투영한 후, 객체 검출 알

고리즘을 이용하여 2차원 영상을 생성하고 기준점 설정 알

고리즘에 입력해 영상 내 치아에 대응되는 기준점을 설정하는

새로운 접근 방식을 제안했다. 좌표정보층과 Attention 모듈,

Residual Shortcut을 추가함으로써 새롭게 설계된 딥러닝

표 2. 모듈 유무에 따른 결과

Table 2. Evaluation results based on the presence of modules

Metrics

DSC(%) ED MAE

Baseline (Unet) 21.57 3.086 3.274

+ Coordinate Layers 20.67 2.692 3.176

+ Attention Module 22.20 2.801 3.325

Proposed Network (+ Residual shortcut) 22.60 2.453 3.072

The highest-performing result is indicated in bold below the table for clarity.

표 3. 모델 비교 결과

Table 3. Comparison of model results

Metrics

DSC (%) ED MAE

Unet 21.64 3.086 3.274

Unet++ 23.56 2.683 3.397

Unet3+ 22.23 2.876 3.362

Proposed Network 22.60 2.453 3.072

The highest-performing result is indicated in bold below the

table for clarity.

그림 6. 모듈 유무에 따른 결과 시각화, (a) Baseline(Unet)의 결과, (b) (a) + 좌표정보층의 결과, (c) (b) + Attention 모듈의 결과, (d)

제안하는 모델의 결과(화살표: 차이가 특히 큰 부분)

Fig. 6. Visualization of results with or without modules, (a) Results of Baseline (Unet), (b) (a) + Results of Coordinate

Layers, (c) (b) + Results of Attention Module, (d) Results of the proposed model(Red arrows: where the difference is

particularly large)
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모델은 유클리드 거리, Dice 유사도 계수, 하우스도르프 거

리를 기준으로 기존 Unet 기반 모델들의 성능을 상회하는 결과

를 보여주었다. 또한, 유클리드 손실함수와 Jensen-Shannon

Divergence 규제의 합으로 정의되는 본 논문의 손실함수가

실제로 히트맵의 범위를 줄여주는 것을 확인하였다. 

결과적으로 시각화 결과와 정량 평가 결과를 통해 정답

좌표와 예측 좌표의 거리가 큰 차이를 보이지 않으면서 데

이터 세트를 구성하는 과정에서 정의했던 치아의 양 끝점에

부합하는 것을 확인하였다. 따라서 향후 치아 분할 과제의

기반이 되는 기준점을 효과적으로 설정하는 알고리즘을 개

발하였다고 할 수 있다. 그러나 모델이 예측한 히트맵이 정

답 좌표에서 벗어났을 때, 규제의 영향으로 히트맵이 줄어

들면서 오히려 Dice 유사도 계수가 떨어지는 문제가 발생

하기도 하였다. 따라서 이러한 문제를 해결하고 성능을 높

이기 위해서는 단순한 유클리드 거리보다 더 효과적인 손실

함수를 개발하는 것이 필수적이다.

향후 2차원 영상에서 획득한 기준점을 3차원으로 역투영

하여 3차원에서의 기준점을 획득하고, 이를 기반으로 영역

확장 분할 기법을 적용하여 3차원 데이터에서 각 치아를 개

별적으로 분할하는 연구를 진행하고자 한다.
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