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Abstract

Recently, climate change has affected functional responses of river basins to meteorological variables, emphasizing the importance of 

rainfall-runoff simulation research. Simultaneously, the growing interest in machine learning has led to its increased application in 

hydrological studies. However, it is not yet clear whether machine learning models are more advantageous than the conventional 

conceptual models. In this study, we compared the performance of the conventional GR6J model with the machine learning-based 

Random Forest model across 38 basins in Korea using both gauged and ungauged basin prediction methods. For gauged basin 

predictions, each model was calibrated or trained using observed daily runoff data, and their performance was evaluted over a separate 

validation period. Subsequently, ungauged basin simulations were evaluated using proximity-based parameter regionalization with 

Leave-One-Out Cross-Validation (LOOCV). In gauged basins, the Random Forest consistently outperformed the GR6J, exhibiting 

superiority across basins regardless of whether they had strong or weak rainfall-runoff correlations. This suggest that the inherent 

data-driven training structures of machine learning models, in contrast to the conceptual models, offer distinct advantages in data-rich 

scenarios. However, the advantages of the machine-learning algorithm were not replicated in ungauged basin predictions, resulting in 

a lower performance than that of the GR6J. In conclusion, this study suggests that while the Random Forest model showed enhanced 

performance in trained locations, the existing GR6J model may be a better choice for prediction in ungagued basins.

Keywords: Rainfall-runoff simulation, Machine learning algorithm, Conceptual rainfall-runoff model, Prediction in ungauged basins, 

Proximity-based regionalization
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요  지

최근 기후변화로 인해 유역의 기상자료에 대한 반응이 달라지고 있어 강우-유출 모의에 대한 연구는 중요해지고 있다. 아울러 최근 기계학습 기법에 

대한 높은 관심으로 이를 통한 강우-유출 모의 역시 활발하게 증가하고 있으나 기계학습 모형이 전통적으로 사용되어온 개념적 모형에 비해 활용성

이 높은지는 아직 확실치 않다. 본 연구에서는 개념적 모형인 GR6J와 기계학습 모형인 Random Forest  성능을 한국 전역의 38개 계측 유역에 대해 

계측 유역 예측기법과 미계측 유역 예측기법을 이용해 평가하였다. 먼저 계측 유역 적용기법 평가를 위해 각 모형을 관측 일 유량자료에 학습시키고 분

리된 평가기간에 대한 모의성능을 비교하였다. 이후 미계측 유역 모의성능 평가를 위해 인접성 기반 지역화 방법을 Leave-One-Out Cross-Validation

(LOOCV)을 이용해 평가하였다. 그 결과 계측 유역 평가에서는 Random Forest 기법이 GR6J 모형보다 일관되게 높은 성능을 보였다. 학습된 데이터

를 출력 값으로 재생산하도록 구조화되어 있는 기계학습 기법이 개념적 이론을 통한 모형보다 높은 재현성을 갖기 때문으로 판단된다. 하지만 Random

Forest 모형의 성능은 미계측 유역의 예측기법으로는 재현되지 않았고 GR6J 모형보다 성능이 더 낮은 것이 확인되었다. 본 연구는 기계학습 모형은 

계측 유역의 유출예측에는 적용성이 높을 수 있으나 미계측 유역에 대한 적용가능성은 전통적인 개념적 모형보다 낮을 수 있음을 제시한다.

핵심용어: 강우-유출 모의, 기계학습 알고리즘, 개념적 강우-유출 모형, 계측 및 미계측 유역 예측 기법, 인접성 기반 지역화
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1. 서  론

기후변화에 관한 정부간협의체(Intergovernmental Panel 

on Climate Change; IPCC, 2023)의 6차 보고서에 따르면 인

간 활동으로 인한 기후변화는 대기, 해양, 육지에 광범위하고 

중대한 영향을 미치는 것으로 확인되었다. 산업혁명 이후 온

실가스 배출량의 지속적인 증가와 토지 이용의 변화는 전 세

계적인 기후변화를 주도했다. 온실가스에 의한 지역적 반응

은 특정 지역의 피드백 메커니즘으로 인해 비선형적이고 불

균일하여 일부 지역의 온도는 다른 지역보다 더 급격하게 상

승할 것이다(Zittis et al., 2022). 극단적인 기상재해의 일상화

와 함께 일부 지역에서는 가뭄의 빈도와 강도 증가(Caloiero 

et al., 2018; Güner Bacanli, 2017; Nastos et al., 2013; Spinoni 

et al., 2019)하는 반면 일부 지역에서는 강수량의 증가 및 폭

우 일수의 증가(Alpert et al., 2002; Founda et al., 2013)가 나

타나고 있다. 이러한 기후 변화는 수문기상 시스템에 큰 영향

을 미치고 잠재적으로 수자원 인프라의 재해위험 관리능력을 

떨어뜨린다(Georgakakos et al., 2012; Raje and Mujumdar, 

2011).

수자원 인프라에 미치는 기후변화의 영향을 평가하기 위

해 강우-유출 모의는 필수적인 과정이다(Kim et al., 2019). 유

역에 내린 강우가 얼마나 빨리 유출되는지는 선제적 수자원 

인프라 운영을 위하여 반드시 필요하기 때문에 다양한 관점, 

규모, 기후조건에서 강우-유출 모형에 대한 연구가 활발하게 

진행되어왔다(Młyński et al., 2018; Moussa and Chahinian, 

2009; Smakhtin and Toulouse, 1998). 전통적인 강우-유출 모

의기법으로 유역 내 물 순환과정을 간단한 개념 공식으로 조

합하여 유출을 예측하는 개념적 모형을 들 수 있다(Perrin et 

al., 2003; Beven, 1997; Nielsen and Hansen, 1973). 물리적 

과정을 단순화하여 모의하지만 강우에 대한 유역 전체의 반응

을 소수의 매개변수로 대표하며 유역특성의 공간변화를 고려

하는 접근보다 성능이 좋은 경우도 많다(Hrachowitz and Clark, 

2017). 유역 반응을 모사하는 매개변수는 일반적으로 모형이 

계측 유역의 관측 유출 자료를 재생산할 수 있도록 최적화 기법

을 이용하여 추정하고 미계측 유역의 경우 계측 유역의 매개변

수를 이용하여 추정하는 방법을 사용한다(Hrachowitz et al., 

2013).

한편 최근에는 기상자료와 하천 유출 사이의 비선형적 관

계를 포착하는 도구로 기계학습 기법이 자주 사용되고 있다

(Ghiggi et al., 2019, 2021; Mohammadi, 2021). 이는 개념적 

모형과는 달리 가정이 많은 확정론적 이론을 사용하지 않고 관

측 데이터에 숨어있는 입-출력 관계를 직접 찾아내기 때문에 

개념적 모형으로는 포착할 수 없는 유역의 반응을 재생산할 

수 있는 장점을 가지고 있다(Ghiggi et al., 2021).

기계학습 모형은 관측 자료에 적응하는 능력에서 강력한 

이점을 제공하지만 몇 가지 우려가 존재한다(Nearing et al., 

2021; Dawson et al., 2006). 첫째, 유역의 물리적 프로세스를 

설명할 수 없는 이론이 검증되지 않은 데이터 중심적인 모형

이기 때문에 모형의 신뢰도가 떨어진다. 또한 데이터에 크게 

의존하기 때문에 미계측 유역의 제한된 데이터 적용성 문제에 

직면하게 되며 특히, 데이터에 이상치가 포함된 경우 예측력이 

크게 약화될 수 있다. 이러한 불확실성을 고려하여 지금까지 

개념적 모형과 기계학습 모형의 많은 비교 연구가 있었지만 

아직 개념적 모형과 기계학습 모형의 미계측 유역에서의 성능

은 충분히 비교되지 않은 상태라 할 수 있다. 이에 본 연구에서

는 유출 예측에 사용되는 대표적인 개념적 모형과 기계학습 

모형을 선정하여 한국의 38개 계측 유역에 대해 두 모형의 성

능을 비교평가한 뒤 해당 모형을 다시 미계측 유역에 적용했

을 때 나타나는 성능변화를 비교하였다.

2. 연구자료

연구 대상 유역은 관측 유출 자료에 비교적 인간 개입이 적은 

것으로 판단되는 38개 자연유역을 선정했다(Fig. 1). 한국은 

Köppen-Geiger 기후 분류체계에 따라 북부는 습윤한 대륙성 

기후이고 남부와 동부 해안지역은 습윤한 아열대 기후이다

(Rhee and Cho, 2016). 한국 연 평균기온의 평년값은 7.1-16.

9℃의 분포를 보이며 여름철에는 18.5-25.7℃, 겨울철에는 

-5.3-8.3℃의 분포를 보인다. 또한 연 평균 상대습도의 평년값

은 59.1-79.0%의 분포를 보이며 7월 전라남도 흑산도의 경우 

92.9%로 가장 높고, 12월 강원도 강릉의 경우 45.6%로 가장 

낮다. 여름철에는 북태평양 고기압의 영향으로 습도와 기온이 

높으며 겨울철에는 시베리아 고기압의 영향으로 습도와 기온

이 낮다. 연 강수량의 평년값은 787.3-4,381 mm의 분포를 보이

며 여름철에는 431.5-1,752.6 mm, 겨울철에는 43.5-479.7 mm

의 분포를 보인다(KMA, 2020). 일반적으로 한국 하천의 연 

최대 유량은 장마와 태풍의 영향으로 여름철 중순에 발생한

다. 연구유역의 유량자료는 국가 수자원 관리종합정보 시스

템(Water Management Information System, WAMIS)에서 

2007-2020년 기간의 26개 수위관측소의 유량자료와 12개소 

댐 유입량 자료를 사용하였다.

본 연구에 사용된 기상자료는 Jeong and Eum (2015)의 방

법을 통해 생산되었다. 본 방법은 60개 관측소의 종관기상관
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측(Automated Synoptic Observation System, ASOS) 자료

를 Parameter-elevation Regression on Independent Slopes 

Model (PRISM; Daly et al., 2008) 방법으로 공간보간 후 역

거리법(Inverse Distance Weighting)으로 이상치를 보간 하여 

생산하는 방법이다. 이는 PRISM 방법으로만 보간 하는 방법

에 비해 편의가 적게 일어나는 장점이 있다(Daly et al., 2008; 

Jeong and Eum, 2015). 연구에 사용된 기상자료로 Jeong and 

Eum (2015)의 방법을 통해 3 km 해상도의 격자형 데이터로 

생산된 일 강수, 일 최고기온, 일 최저기온 자료를 선정하였다. 

또한 잠재증발산(Potential Evaporation, PET) 계산을 위해 

일 상대습도, 일 풍속 자료를 추가로 선정하였다. 이 자료는 

동일한 60개 관측소의 ASOS 자료를 역거리법으로 보간 하여 

생산되었다. 수집된 격자형 기상자료들은 각 유역별로 공간

평균하여 강우-유출 모형의 입력 자료로 사용되었다. 2007- 

2020년 기간 중 2012-2020년을 모형의 학습기간으로, 2007- 

2011년을 모형의 평가기간으로 사용하였다. 연구기간에 대

한 수문기상학적 특성 및 유역 특성은 Table 1에 요약하였다.

Fig. 1. The boundaries, elevation profile and the outlet locations of study catchments (white triangles)

Table 1. Summary of hydro-meteorological features during 2007-2020, calculated using spatial averages of grid data in study catchments

Avg CVb Min 25% Med 75% Max

Area (
) 939.4 1.39 65.9 208.5 487.8 1041.5 6652.3

Elevation (m a.s.l.) 347.2 0.58 64.2 193.3 274.6 513.2 761.6

Mean annual prcp () 1348.5 0.14 1034.1 1232.0 1255.8 1450.0 1973.6

Mean annual temp (℃) 11.7 0.13 8.8 11.1 12.0 12.7 13.8

Mean annual Flow () 776.1 0.20 522.6 669.4 757.2 824.9 1220.5

Aridity Indexa 1.72 0.14 1.23 1.59 1.66 1.81 2.62

a
 Ratio of total precipitation to total potential evaporation proposed by UNEP (1997). 

b
 Coefficient of variation, the ratio of standard deviation to mean.
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3. 연구방법

본 연구의 개요를 Fig. 2에 요약했다.

3.1 기계학습 강우-유출 모의

기계학습 일 유출량 모의 기법으로 Random Forest (RF; 

Breiman, 2001) 회귀 모형을 이용했다. RF는 회귀 및 분류에 

적용 가능한 다중 의사결정 나무를 사용하는 앙상블 학습기법

으로 관측 데이터에서 무작위로 부스트랩 샘플을 추출하여 

의사결정 나무를 생성한다. 이때, 각 노드에서 무작위로 선택

된 예측 변수를 사용하여 하위 의사결정 나무를 추출하며 이 

과정은 추출된 의사결정 나무가 목적함수에 대해 최적화 될 

때까지 반복된다. 이후 일 유출량 모의와 같은 회귀 분석의 경

우 생성된 값은 평균화되어 예측을 제공한다. RF는 데이터의 

가정 및 너무 많은 예측 변수의 선정 없이 수문 시스템의 비선

형성을 잘 포착하며 모형의 과적합 위험이 낮다(Liaw and 

Wiener, 2002; Tyralis et al., 2019).

RF 모형의 예측변수로 일 강수의 이동 합(Roll_P), PET, 건

조지수(Aridity Index, AI), 일 수(Day of Year, J)를 선정했다. 

여기서, Roll_P는 일 강수자료의 간헐성을 제거하기 위하여 연

속적인 유출 자료와 가장 높은 상관성을 갖는 Time windows

의 길이를 이용해 계산되었다. PET는 유역의 물 수요 혹은 손

실을 나타내는 간단한 예측변수로 Priestley and Taylor (1972) 

공식을 통해 산정되었다. Priestley and Taylor 계수(α)는 

1.10을 적용했다(Ma et al., 2021). AI는 유역의 강수와 증발의 

균형을 고려하여 유역의 기후특성을 설명해주는 예측변수로 

UNEP (1997)에서 제시한 방법을 통해 산정되었다. J는 유역 

반응의 주기성을 확인하기 위해 추가된 예측변수이다. 예측

변수 간 다중공선성은 Variance Inflation Factor (VIF)로 평

가하였고 10이하로 매우 작게 나타나 통계적으로 제외할 변수

는 없는 것을 확인하였다(El-Mottaleb et al., 2022).

3.2 개념적 강우-유출 모형 GR6J

개념적 강우-유출 모형을 통한 일 유출량 모의를 위해 GR6J 

(Pushpalatha et al., 2011)를 이용했다. GR6J는 강우-유출 과

정을 설명하는 4개의 매개변수를 사용하여 강우에 대한 유역

의 반응을 개념화하는 GR4J (Perrin et al., 2003)의 기저유출 

재현능력을 개선한 모형이다. GR4J의 매개변수는 상층 토양 

수분함량을 개념적으로 정의하는 매개변수 X1, 유역의 외부

로부터 지하수 유입 및 유출을 정의하는 매개변수 X2, 하층 

저류능력을 개념적으로 나타내며 비선형 유역반응 함수와 결

합된 매개변수 X3, Fast Response와 Slow Response 단위도

의 기저시간을 정의하는 매개변수 X4로 구성된다. GR6J의 

경우 기존 GR4J의 매개변수에 유역 외부유입량을 조절하는 

매개변수 X5, Exponential Store의 세밀한 기저유출 모의를 

조절하는 매개변수 X6가 추가된 모형이다(Kim et al., 2022).

3.3 계측 유역 유출예측 기법

GR6J 모형의 경우 유역별로 Kling-Gupta Efficiency (KGE; 

Gupta et al., 2009)를 최대화하여 매개변수를 추정하였으며 

매개변수 최적화를 위해 AirGR 패키지의 Calibration Michel 

(CM; Coron et al., 2017) 알고리즘을 이용하였다. 본 연구에

서는 CM 알고리즘으로 각 유역별로 관측된 수문곡선의 매개

변수를 최적화하였으며 이를 통한 계측 유역의 유출 모의 결

Fig. 2. The Flowchart of this study. (a) For prediction runoff in gauged basins, each model was calibrated or trained using data obtained directly 

from the target basin. (b) For prediction runoff in ungauged basins, input data were extrapolated from surrounding basins and output 

data were estimated through the average of the results. The number of surrounding basins was be determined to be 5. (c) The hydrological

indicators used were NSE, LNSE, KGE and KGE detailed indicators
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과는 이후 ‘GR6J_Dir’라고 표기하였다.

GR6J_Dir와 동일하게 RF 모형 역시 동일한 목적함수 KGE

를 사용하여 하이퍼 파라미터를 최적화하였다. 이를 위해 

Python Scikit-Learn 패키지의 Randomized Search (Grisel et 

al., 2023)와 Python Scikit-Optimize 패키지의 Bayesian Search 

(Head et al., 2021) 알고리즘을 이용했다. Randomized Search

는 지정된 범위 내에서 하이퍼 파라미터를 무작위로 조합하여 

빠른 시간 내 최적의 세트를 식별하는 반면 Bayesian Search

는 이전 iteration의 하이퍼 파라미터 확률 분포를 반복적으

로 갱신하는 확률론적 접근 방식을 사용하기 때문에 오랜 시

간이 소요되지만 더 정확한 결과를 산출하는 것으로 알려져 

있다. 본 연구에서는 이 둘을 조합하여 전체 탐색 범위에 대해 

Randomized Search를 사용하여 최적의 하이퍼 파라미터의 

범위를 개략적으로 확인한 후 그 범위에서 Bayesian Search를 

적용하여 최적의 하이퍼 파라미터를 결정하였다. ‘GR6J_Dir’

와 대응하여 최적화된 RF 하이퍼 파라미터를 통해 계측 유역

의 유출 모의 결과는 이후 ‘RF_Dir’로 표기하였다.

3.4 미계측 유역 유출예측 기법

미계측 유역의 모델링을 위해서는 지역화 과정을 통한 매

개변수의 추정이 필요하다. 고전적인 지역화 기법에는 (a) 인접

성 기반 지역화 기법(Oudin et al., 2008); (b) 유사성 기반 지역화 

기법(McIntyre et al., 2005); (c) 계측 유역의 매개변수와 물리적 

특성 사이의 회귀를 통한 지역화 기법(Kim and Kaluarachchi, 

2008)이 일반적으로 사용된다. Parajka et al. (2013)은 복잡성

이 낮은 모형을 통해 습윤한 기후 지역의 모델링을 하는 경우 

인접성 기반 지역화 기법이 경쟁력 있는 모의 성능을 가진다

고 보고했다. 이에 간단한 매개변수를 갖는 모형을 통해 반-습

윤 기후 지역의 일 유출량을 모의하는 본 연구의 모델링 조건을 

고려하여 인접성 기반 지역화 기법을 채택했다. 각 유역을 미계

측 유역으로 가정하고 인접 유역의 GR6J_Dir 및 RF_Dir 모형

을 통해 유출을 예측하기 위하여 LOOCV 기법을 적용하였다.

GR6J 모형의 인접성 기반 지역화 기법을 위한 인접유역의 

수를 5개로 결정하였다. Kim et al. (2017)은 한국 미계측 유역

에서의 인접성 기반 지역화를 위한 최적의 인접유역의 수로 

5개를 제안했으며 인접유역의 수를 더 추가하더라도 요구되

는 계산시간에 비해 더 높은 성능을 얻을 가능성은 낮은 것으

로 평가하였다. 따라서 5개 인접유역의 매개변수를 이용해 각 

유역의 유출을 모의하였고 이를 평균하여 미계측 유역의 유출

량을 예측하였다. 인접성 기반 지역화 기법을 통한 GR6J 결과

는 이후 ‘GR6J_Prox’로 표기하였다.

RF 모형의 경우도 동일하게 5개의 인접유역 RF 모형에 미

계측 유역의 기상자료를 입력하여 유출을 모의하였고 그 결

과를 평균하여 미계측 유역의 유출량을 추정하였다. 인접성 

기반 지역화 기법을 통한 RF 결과는 이후 ‘RF_Prox’로 표기

하였다.

3.5 모형의 평가방법

본 연구에서는 계측 유역과 미계측 유역 강우-유출 모의 결

과에 다양한 평가지표를 사용하여 각 모형을 평가했다. 선정

된 평가지표는 Nash-Sutcliffe Efficiency (NSE), Logarithmic 

Nash-Sutcliffe Efficiency (LNSE), KGE이다. NSE는 일반

적으로 사용되는 수문 모형의 평가지표로 고유량의 재현성을 

주로 평가하며 LNSE는 NSE와 비슷한 평가지표로 저유량 모

의 성능에 민감하게 반응하는 지표이다. 그러나 NSE와 LNSE

는 극단적인 예측이나 관측값에 예민하게 반응하기 때문에 

모형의 성능을 부정확하게 평가할 우려가 있다(Krause et al., 

2005). 따라서 모형의 최적화에 사용된 목적함수임과 동시에 

상관성, 편향, 변동성을 균형 잡힌 방식으로 결합하여 수문 모

형의 전반적인 모의 성능을 평가하는 지표인 KGE를 추가로 

선정하였다. 이후 모형의 세부적인 평가를 위해 KGE의 세부 지

표인 피어슨 상관계수(Pearson correlation coefficient; R), Beta 

(), Alpha ()를 선정하였다. 여기서, R은 관측 값과 모의 값 

사이의 상관성을 나타내고, 는 관측 값과 모의 값 평균의 비율

로 편향 정도를 나타내며, 는 모의 값과 관측 값의 변동계수의 

비율로 유역의 변동성을 포착하는 능력을 나타낸다. 평가지표 

및 세부지표는 Eqs. (1)~(4)과 같다.















 



 (1)




ln


  ln



ln


  ln
 



 (2)

   (3)


 

 


  





 

  



 




 (4)

여기서, 


: 관측된 유출량, 
 

: 모의된 유출량, 


: 관측

된 유출량의 평균, 


: 관측치의 변동계수, 
 

: 모의치

의 변동계수.

이후 성능 평가지표에 대한 Paired t-test를 통해 추가적인 
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평가를 수행했다. Paired t-test는 성능 평가지표의 Box Plot에

서는 알 수 없는 다양한 가설의 통계적 유의성을 확인 할 수 있게 

한다. 본 연구에서는 ‘계측 유역에서 RF_Dir이 GR6J_Dir보

다 좋은 성능을 보이는가?’와 같은 단순한 가설에 대한 평가를 

넘어서 ‘계측 유역에서 나타났던 RF 모형의 높은 입-출력 상관

성이 미계측 유역에서도 재현되었는가?’와 같은 복잡한 가설

에 대한 평가를 수행했다. Paired t-test는 유의수준 5%에서 

수행되었다.

4. 연구 결과

4.1 계측 유역에서의 일 유출량 모의 결과

Fig. 3는 Box Plot을 사용하여 모형의 성능을 나타낸다. 평

가기간 동안 평가지표 NSE, LNSE, KGE에 대하여 RF_Dir 

(0.77, 0.50, 0.73)가 모든 평가지표에서 GR6J_Dir (0.53, -0.32, 

0.68)보다 높은 평균 모의성능을 나타냈다. 또한 분산의 경우 

RF_Dir (0.01, 0.02, 0.01)가 GR6J_Dir (0.15, 2.17, 0.04)보다 

일관된 모의 성능을 보였다. Fig. 4은 KGE 지표의 세부 지표인 

Fig. 3. Box plot of GR6J_Dir & RF_Dir evaluation indicators at the 38 gauged basins. The yellow points show the mean of each indicator

Fig. 4. Same as KGE in Fig. 2, but with R, Beta, and Alpha. The yellow dots show the mean of each indicator
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R, , 의 Box Plot을 나타낸다. 의 경우 RF_Dir (0.98)와 

GR6J_Dir (0.98) 모두 유사한 성능을 보여주었다. 이는 두 모

형 모두 약한 음의 편향을 보임을 의미한다. 그러나 R의 경우 

RF_Dir (0.89)가 GR6J_Dir (0.80)보다 우수했던 반면 는 

GR6J_Dir (1.03)가 RF_Dir (0.83)보다 우수했다. 이는 RF_Dir

의 경우 관측 값과 모의 값 사이에 강한 상관성을 보여주는 반

면 GR6J_Dir는 유역 반응에 의한 유출량의 변동을 포착하는 

능력이 우수함을 나타낸다.

Fig. 5는 강우-유출 상관관계와 평가지표의 관계를 보여주

는 산점도와 회귀선을 함께 나타냈다. 이는 모형의 성능이 입출

력 데이터 상관성과 얼마나 밀접하게 연관되어 있는지 보여준

다. 본 연구에 경우 유역의 강우-유출 상관계수가 넓은 범위

(0.30-0.77)에 분포하고 있어 모형의 성능이 입출력 데이터 상

관성에 너무 강하게 의존한다면 일관된 모의성능이 보장되지 

않을 수 있다. 특히, LNSE에서 GR6J_Dir는 입출력 데이터 상

관관계에 강하게 의존(12.31; Fig. 5의 각 그래프 상단 값은 기

울기를 나타내며 기울기가 클수록 강하게 의존함을 의미함)함

을 확인했다. GR6J_Dir의 LNSE에서 나타난 큰 분산(2.17)은 

모형이 일관된 저유량 재현성능을 갖지 못함을 의미하는데 이

는 GR6J_Dir의 저유량 재현성능이 입출력 데이터 상관관계

에 강하게 의존하기 때문인 것으로 판단된다. 모형의 성능이 입

출력 데이터 상관성과 연관되는 것은 자연스러운 현상이지만 

너무 강한 의존성은 모형의 불확실성을 증가시킬 우려가 있다.

 

4.2 미계측 유역에서의 일 유출량 모의 결과

미계측 유역에서는 계측 유역과 반대의 결과를 보였다. 

Fig. 5. Scatter plots between the rainfall-runoff correlation and NSE, LNSE and KGE values for gauged basins. The title of each table means the 

slope of the regression line

Fig. 6. Box plot of GR6J_Prox & RF_Prox evaluation indicators at the 38 gauged basins. The yellow points show the mean of each indicator
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Fig. 6의 평가지표(NSE, LNSE, KGE)에서 GR6J_Prox (0.47, 

0.43, 0.62)는 RF_Prox (0.38, 0.41, 0.42)보다 높은 평균 모의

성능을 나타냈다. 특히, LNSE의 경우 GR6J_Prox의 평균 모

의성능이 GR6J_Dir에 비해 크게 증가(-0.32 → 0.43) 하였으

며 분산은 크게 감소(2.17 → 0.02)하여 모형의 저유량 재현 

성능 및 불확실성이 크게 개선되었다. 반면, RF_Prox의 경우 

모든 평가지표(NSE, LNSE, KGE)에서 평균 모의성능이 감

소(0.77, 0.50, 0.73 → 0.38, 0.41, 0.42)했다. Fig. 7의 세부지

표(R, , )의 경우 GR6J_Prox (0.81, 1.00, 1.02)와 

GR6J_Dir (0.80, 0.98, 1.03)가 비슷한 성능을 보인 반면 

RF_Prox (0.67, 1.06, 0.69)는 RF_Dir (0.89, 0.98, 0.83)에 비

해 편향()을 제외한 모든 세부지표에서 성능이 감소하여 

GR6J_Prox가 RF_Prox를 능가하였다. GR6J는 계측 유역에

서 나타난 유역의 반응을 포착하는 능력()이 미계측 유역의 

유출 예측에서 나타났지만, RF는 계측 유역에서 나타난 관측 

값과 모의 값이 갖는 높은 상관성(R)이 미계측 유역의 결과에

서는 확인되지 않았다.

Fig. 8은 Fig. 5에서 확인된 저유량 재현성능이 입출력 상관

성에 의존하는 정도가 약화(12.31→ 2.28)되었음을 보여주며 

감소된 의존성은 저유량 재현성능 불확실성의 감소(2.17→ 

0.02)로 나타났다. 이는 인접성 기반 지역화 기법이 GR6J_ 

Prox의 저유량 모의 불확실성 개선에 크게 기여했기 때문인 

것으로 보인다. 반면 RF_Prox의 경우 NSE, KGE 지표와 입출

력 상관성의 기울기가 약간 증가(0.88, 0.93 → 1.49, 1.65)하

였으며 해당 지표의 불확실성 역시 소폭 증가(0.01, 0.01 → 

0.03, 0.03)하였다.

Fig. 7. Same as KGE in Fig. 5, but with R, Beta and Alpha. The yellow points show the mean of each indicator

Fig. 8. Scatter plots between the rainfall-runoff correlation and NSE, LNSE and KGE values for ungauged basins. The title of each table means 

the slope of the regression line
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4.3 각 모형의 모의 성능에 대한 Paired t-test 검정

본 연구에서는 Paired-t test를 통해 여러 가설에 대한 통

계적 유의성을 평가하였다. 다양한 가설에 대한 검정 결과를 

Table 2에 요약했다. Q. 1은 RF_Dir의 고유량 및 저유량 재현

성능이 95%의 신뢰수준에서 GR6J_Dir를 능가했으나 전반

적인 성능을 고려했을 때 두 기법사이에 유의미한 차이가 확

인되지 않음을 보여준다. 반면 Q. 2는 GR6J_Prox의 전반적인 

모의 성능이 RF_Prox를 능가했음에도 불구하고 고유량 및 저

유량 재현성능에서는 유의미한 차이가 확인되지 않았음을 보

여준다.

4.4 미계측 유역의 유출 예측을 위한 인접성 기반 지역화 

기법의 적용성

Kim et al. (2017)은 한국에서 계측 유역의 시간정보를 포함

할 수 있는 인접성 기반 지역화 기법의 적용가능성이 높다고 

보고했다. 유사한 모형인 GR6J는 계측 유역과 미계측 유역 유

출량 예측기법 사이의 평균 모의성능 차이가 크지 않았으며 인

접성 기반 지역화 기법을 통해 모형의 모의성능이 강우-유출 

상관성에 의존하는 정도가 약해져 모형의 불확실성이 개선되

었음을 확인했다.

기계학습 모형의 경우 미계측 유역의 유출 모의 시 모의성능

이 크게 감소하는 것으로 나타났다. RF는 유역의 입-출력 관

계에 적합되는 모형이기 때문에 데이터가 부족한 미계측 유역

의 유출을 정확하게 예측할 수 있는 보장이 없다. Table 2의 Q.3

은 RF_Dir에서 나타난 관측 값과 모의 값 사이의 높은 상관성

이 RF_Prox에서 재현되지 않았음을 나타낸다. 반면 Q.4에서

는 GR6J_Dir에서 확인되었던 유역의 유출 변동성을 포착하

는 능력이 GR6J_Prox에서도 재현되었다. 이는 미계측 유역 

일 유출량 예측 기법을 통한 GR6J_Prox의 높은 적용가능성을 

나타낸다.

4.5 한 계

본 연구에서는 미계측 유역의 강우-유출 모의를 위해 인접

성 기반 지역화 기법을 통해 인접 유역의 데이터를 외삽했다. 

이러한 지역화 기법은 지역화 방법에 따라 불확실성의 원인이 

다를 수 있고 계측 밀도가 낮고 데이터 품질이 낮은 지역의 경우 

큰 불확실성을 가질 수 있다(Guo et al., 2021; Li and Zhang, 

2017). 그러나 본 연구에서는 각 모형에 대한 지역화 기법, 모형

의 특성, 데이터 품질 사이의 불확실성 평가 없이 동일한 지역

화 기법을 적용했다. 본 연구의 비교 평가는 모델링 조건이 두 

모형에 대해 동일해야 한다는 기본 전제를 기반으로 하였다.

아울러 모형의 보정 및 학습에 사용된 입-출력 데이터의 불

확실성을 고려하지 않았다. McMillan et al. (2012)은 중앙값 

이상의 고유량 조건에서는 10-20%, 중앙값 이하의 저유량 조

건에서는 50-100% 정도의 오차가 존재한다고 분석했다. 또

한 Westerberg et al. (2011, 2014)은 입-출력 데이터의 불확실

성을 객관적으로 고려하는 모형이 성능과 등가성을 더 잘 평

가할 수 있다고 제안했다. 본 연구에서는 데이터의 불확실성

에 대한 고려 없이 강우-유출 모의 성능을 평가하였다.

Table 2. Result of the paired t-test

Hypothesis Corresponding pair PM a


∆ b SE
c Answer

Q.1 RF_Dir outperformed GR6J_Dir in gauged basins. RF_Dir - GR6J_Dir

NSE 0.24 0.009 Yes*

LNSE 0.82 0.038 Yes*

KGE 0.05 0.005 Unlikely*

Q.2 GR6J_Prox outperformed RF_Prox in ungauged 

basins.
GR6J_Prox - RF_Prox

NSE 0.09 0.010 Unlikely*

LNSE 0.01 0.006 Unlikely*

KGE 0.19 0.007 Yes*

Q.3 The high correlation between simulated and 

observed value of RF in gauged basins was not 

reproduced in ungauged basins.

RF_Dir - RF_Prox R 0.23 0.002 Yes*

Q.4 GR6J_Dir and GR6J_Prox have differences in 

catchments behavior reproduction performance. 
GR6J_Dir - GR6J_Prox  0.04d 0.003 Unlikely*

a Performance metric used for paired t-test. 
b Mean PM difference between RF_Dir-Prox_Dir. 
c Standard error of ∆PM. 
d Since optimal value of   is 1, the evaluation was conducted through difference between absolute values of 1- . Larger ∆PM means lower 

performance because it is far from 1. 
*

∆PM is significantly different from zero. The significance was evaluated at 95% confidence levels.



S. C. Lee and D. Kim / Journal of Korea Water Resources Association 56(9) 563-574572

5. 결  론

본 연구에서는 한국의 자연유역에 해당하는 38개 연구유

역을 대상으로 ASOS 격자기반 기상자료와 국가 수자원 정보 

시스템의 유량자료를 이용하여 개념적 모형인 GR6J와 기계

학습 모형인 RF 모형의 모의 성능을 계측 유역과 미계측 유역

에 적용되는 기법을 구분하여 평가하였다. 계측 유역 예측기법

은 관측 강우-유출 관계를 직접 학습하는 방법을, 미계측 유역 

예측기법은 주변 5개 유역에서 학습모형에 미계측 유역의 기

상 데이터를 입력해 예측하는 지역화 기법이 적용되었다.

성능 평가결과, GR6J_Prox 모형의 경우 미계측 유역에 대한 

강우-유출 모의에 높은 예측 성능을 보여 인접성 기반 지역화 

기법의 높은 적용가능성을 보여주었다. 특히, 계측 유역과 미계

측 유역의 결과에 일관성이 있었으며 RF_Prox에 비해 유역의 

고유한 유출특성을 재현하는 능력이 우수했다. 반면 RF_Dir 

모형의 경우 계측 유역에 대한 강우-유출 모의에 높은 모의 성

능 및 낮은 불확실성을 보였다. 연구유역의 강우-유출 상관계

수가 넓게 분포하고 있었음에도 불구하고 유역 간 성능차이가 

크게 나타나지 않아 계측 유역에서 높은 적용가능성을 보였다.

본 연구의 성능 비교는 최근 많은 분야에서 자주 사용되고 

있는 기계학습 기법이 학습되지 않은 지역에서 사용되었을 때 

충분한 성능이 나타나지 않은 수 있음을 시사한다. 학습을 위한 

자료가 있는 지역에서의 RF 모형은 전통적인 개념적 모형보다 

성능이 우수할 수 있으나 인접성 기반 지역화 기법을 적용하여 

미계측 유역 일 유출을 모의했을 때는 그 성능이 유지되지 않았

다. 특히, 개념적 모형인 GR6J는 유역 반응의 변동성을 더 잘 

재현하는 반면 RF 모형의 계측 유역에서의 높은 성능은 기계

학습 모형이 가지는 강력한 입-출력 관계 재현성 때문일 뿐 유

역의 유출 특성을 재현하는 능력이 낮았다. 따라서 기계학습 

모형은 학습 자료가 부족한 미래예측이나 타지역 예측에 사용

되었을 때 개념적 모형보다 더 큰 불확실성을 가질 수 있다.
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