
Ⅰ. 서 론

최근 개인화 서비스의 중요성이 매우 높아

지고 있으며 다양한 분야에서 추천 시스템 연

구가 활발하게 진행되고 있다[1]. 그러나 대부

분의 추천 시스템은 데이터 희소성(Data

sparsity) 및 콜드 스타트(Cold start) 문제로

여전히 어려움을 겪고 있고, 이를 해결하기

위해 다양한 이종 데이터를 활용하는 방안을
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요 약

많은 추천 시스템 연구에서는 다양한 이종 데이터를 상호 호환적으로 통합하여 추천 시스템의 고질적인 데이
터 부족 문제를 해결하고자 한다. 하지만, 지식 그래프를 활용하여 이종 데이터의 통합을 달성한 추천 시스템
연구는 거의 없으며, 대부분 연구에서는 기구축된 지식 그래프 상의 개체 간 연결이 명시적 관계로만 구성되
어있다는 한계가 존재한다. 본 논문에서는 이종 데이터의 통합을 위해 다중 지식 베이스로부터 추출한 데이
터 간 관계 모델링을 수행하고, 이를 통해 지식 그래프를 확장하는 방법을 제안한다. 또한, 딥러닝 기반의 잠
재적 관계 모델링을 통해 지식 그래프 상 개체 간 관계 정보의 신뢰성을 높이고자 한다. 본 논문에서 제안하
는 확장된 지식 그래프를 사용하면 개체의 특성 벡터 품질이 개선되고, 최종적으로 예측된 사용자 선호도의
정확성을 높일 수 있다. 또한, 실험을 통해 확장된 지식 그래프 기반 추천 정확도가 기존 지식 그래프 기반
추천 정확도에 비해 향상되었음을 확인하였다.
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Abstract

Many researchers have investigated ways to enhance recommender systems by integrating

heterogeneous data to address the data sparsity problem. However, only a few studies have successfully

integrated heterogeneous data using knowledge graph. Additionally, most of the knowledge graphs built

in these studies only incorporate explicit relationships between entities and lack additional information.

Therefore, we propose a method for expanding knowledge graphs by using deep learning to model

latent relationships between heterogeneous data from multiple knowledge bases. Our extended

knowledge graph enhances the quality of entity features and ultimately increases the accuracy of

predicted user preferences. Experiments using real music data demonstrate that the expanded

knowledge graph leads to an increase in recommendation accuracy when compared to the original

knowledge graph.

■ keywords : Recommender systems ; Knowledge graph ; Knowledge representation ; Heterogeneous data
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제시하고 있다[2,3]. 추천 시스템에서 활용하

는 이종 데이터에는 평점과 같이 사용자의 선

호도를 명시적으로 확인할 수 있는 명시적 피

드백(Explicit feedback)과 구매 이력, 클릭 수

와 같은 사용자 로그 정보인 암묵적 피드백

(Implicit feedback)이 대표적이다. 그 외에도

영화의 카테고리, 태그 정보와 같이 아이템을

설명하는 다양한 보조 정보들이 존재한다

[2,4]. 다양한 이종 데이터를 통합하여 추천

시스템에 활용하면 사용자와 아이템의 잠재

특징 벡터(Latent feature vector)를 보다 풍

부하게 표현할 수 있다[2,3]. 따라서, 최근 연

구에서는 추천 시스템 자체의 데이터뿐만 아

니라 외부의 지식 베이스 상에서 관련된 이종

데이터를 추출하고, 이를 통합하는 연구가 시

도되고 있다[5].

다수의 지식 베이스에서 추출한 이종 데이

터를 통합하기 위해서는 데이터 간의 관계를

미리 정의하고 표현하는 것이 필수적이며, 그

래프 구조인 온톨로지[6-8]와 지식 그래프

[2,9]가 주로 사용된다. 온톨로지 구축을 위해

서는 개체(Entity)의 속성을 사람이 직접 분

석하고 그들 간의 관계를 계층적으로 정의하

는 추상화 작업이 필요하다. 하지만, 온톨로지

는 “사용자 A가 상품 B를 구매했다”와 같은

개체 간의 명시적 관계(Explicit relation)만

정의할 수 있다. 추천 시스템 데이터의 특성

상 명시적 관계의 수는 전체 개체 수와 비교

하여 매우 적기 때문에, 온톨로지만 사용할

경우 개체 간 관계의 대부분을 표현할 수 없

다. 또한, 기존의 온톨로지 구축 방법[6]은 정

해진 지식 베이스를 기반으로 데이터 간 관계

를 정의하기 때문에, 새로운 지식 베이스가

추가될 경우 새로운 온톨로지 구축 작업이 필

수적이다. 이러한 이유로 대부분 온톨로지 기

반 추천 시스템 연구는 새로운 온톨로지 구축

방법을 제시하기보단 기존의 온톨로지를 활

용하여 추천 성능을 개선하는 데 집중하고 있

다[7,8]. 따라서 온톨로지 기반 추천 시스템

연구는 다중 지식 베이스를 기반으로 하는 이

종 데이터 통합에 대한 궁극적인 해결책을 제

공한다고 말할 수 없다[10].

온톨로지의 한계를 극복하기 위해 이종 데

이터 통합을 목표로 하는 추천 시스템 연구는

주로 지식 그래프를 기반으로 한다[2,9,18]. 지

식 그래프는 정점과 정점 간의 연관성을 간선

으로 표현하는 단방향 그래프 형태로 삼중항

으로 구성되어있다[3]. 각 삼중항은 주어 개체

(Head entity}, 관계(Relation), 술어 개체(Tail

entity)로 이루어져 있다. 지식 그래프 기반

추천 시스템 연구에서는 사전 정의된 온톨로

지를 활용하거나 노동 집약적인 지식 베이스

의 개체 명 일치 작업을 통해 지식 그래프를

생성한다. 구축한 지식 그래프를 기반으로 학

습을 통해 개체 간의 잠재적 관계(Latent

relation) 정보를 도출해낼 수 있고, 이는 온톨

로지 기반의 추천 시스템에서 발생하는 명시

적 관계의 부족함을 보완할 수 있다. 하지만,

지식 그래프 상의 잠재적 관계 정보가 충분하

지 않은 상태에서 개체의 특성 벡터(Feature

vector)를 임베딩 하면, 사용자와 아이템을 표

현하는 특성 벡터의 품질이 낮아지고 이로 인

해 추천의 정확도가 떨어진다[11]. 따라서, 지

식 그래프 상에 명시적 관계뿐만 아니라 개체

간의 잠재적 관계와 같은 다양한 관계 정보를

반영하는 것이 중요하다. 이를 위해 다양한

보조 정보를 담고 있는 다중 지식 베이스를

활용하는 것이 필요하다.

하지만, 지식 그래프 기반 추천 시스템 연구

에서는 대부분 단일 지식 베이스만 활용하여

지식 그래프를 구축한다. 따라서, 개체 간 관

계가 풍부하지 못하고 누락된 지식이 존재할

가능성이 크며, 이는 정확한 추천을 제공하기

에 지식이 불완전함을 의미한다[12,13]. 이를

보완하기 위해 링크 예측 또는 삼중항 예측

작업을 수행하여 지식 그래프 상에 새로운 지
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식 정보를 추가는 연구도 존재하지만[14], 지

식 그래프의 불완전성을 해소하기에는 여전

히 데이터가 충분하지 않다. 따라서, 다양한

이종 데이터가 담긴 다수의 외부 지식 베이스

를 활용하여, 이종 데이터를 상호 호환적으로

통합할 수 있는 지식 그래프 기반 추천 시스

템 연구가 필요하다.

본 논문에서는 지식 그래프의 개체 간 관계

모델링으로 새로운 관계를 추가하여 그래프

를 확장하는 방법을 제안한다. 더 나아가, 해

당 방법을 사용하여 다중 지식 베이스 기반

지식 그래프 상에서 이종 데이터 간의 상호

호환적 통합이 가능하도록 하였다. 제안하는

통합 방식은 딥러닝 기반의 관계 모델링을 통

해 개체 간 관계를 새롭게 정의하고 추가하

여, 명시적 관계뿐만 아니라 신뢰성 높은 잠

재 관계 또한 지식 그래프에 반영할 수 있다.

이렇게 확장된 지식 그래프는 풍부한 관계 표

현이 가능하고 기존 지식 그래프의 불완전성

문제를 해결할 수 있다. 따라서 학습을 통해

사용자 및 아이템 특성 벡터의 품질을 높이

고, 최종적으로 추천 시스템 성능을 개선한다.

본 논문의 구성은 다음과 같다. 제2장에서는

추천 시스템상 이종 데이터의 통합을 위해 온

톨로지와 지식 그래프 기반의 추천 시스템 연

구를 분석하고 한계점을 언급한다. 제3장에서

는 본 논문에서 제안하는 다중 지식 베이스

상의 이종 데이터 간 딥러닝 기반 관계 모델

링으로 지식 그래프를 확장하는 방법을 소개

하고, 제안 방법을 다양한 시나리오를 통해

자세히 서술한다. 제4장에서는 제안하는 기법

의 성능을 평가하기 위해 수행한 실험을 설명

하고, 기존의 지식 그래프와 확장된 지식 그

래프 기반의 추천 성능을 비교 평가한다. 마

지막으로 제5장에서는 본 논문을 마무리하고

향후 연구를 제시한다.
 

Ⅱ. 관련 연구

1. 온톨로지 기반 추천 시스템

  온톨로지는 데이터의 종류(Class) 혹은 속

성(Property)을 확인하여 서로 다른 지식 베이

스 간의 공유되는 개념화를 정형적으로 명세화

한 집합체이다[25]. 추천 시스템에서 온톨로지

를 활용하면 이종 데이터의 상호 호환을 달성

할 수 있고, 다양한 데이터의 활용이 가능하여

추천의 성능이 향상된다[8]. 본 연구와 관련된

온톨로지 기반의 추천 시스템 연구는 크게 온

톨로지 구축 방법[15,16]과 온톨로지 활용 방법

[7,17]으로 나누어진다.

먼저, 온톨로지 구축을 위한 다양한 방법론

중, [15]에서는 서로 다른 도메인 분류법을 병

합하여 참조 온톨로지를 구축하였고, 풍부한

참조 온톨로지를 통해 학자들의 배경 지식을

프로파일링하는 데 활용하였다. 또한, [16]에서

는 계층 분할 클러스터링을 기반으로 여러 온

톨로지를 병합하는 방법을 제안하였다. 이는

온톨로지의 유사도를 계산하여 온톨로지 쌍의

정렬을 결정하는 방식으로 기존의 온톨로지를

확장한다[16]. 그러나 대부분의 온톨로지 구축

방법은 기존의 온톨로지를 병합하거나 수정하

는 방식으로만 새로운 온톨로지를 구축한다는

점에서 이종 데이터 통합 방법을 제시하지 않

는다. 또한, 온톨로지는 사람이 직접 개체의 속

성을 분석하여 관계의 계층화를 정의하는 작업

이기 때문에, 정의된 개체 간 관계가 명시적 관

계에만 치우쳐 있다는 한계가 존재한다.

둘째, 대부분의 온톨로지 기반 추천 시스템

연구는 온톨로지 구축 방법을 제시한다기보단

이미 생성된 온톨로지를 활용하여 사용자의 선

호도 추론을 개선할 수 있는 학습 방식을 제안

하는 데 집중한다[7,17]. [7]은 협업 필터링의

희소성과 확장성 문제를 개선하기 위해 온톨로

지와 차원 축소 기술을 함께 활용한 협업 필터

링 기반 추천 방안을 제시하였고, [17]에서는

관광 서비스를 위한 온톨로지를 사용하여 프로

토타입 여행 추천 시스템을 개발하였다. 이처
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럼 온톨로지 기반 추천 시스템 연구는 이미 존

재하는 온톨로지를 단순 활용하는 기법을 소개

할 뿐, 다양한 지식 베이스의 상호 호환을 위한

이종 데이터 통합 방법을 제시하지 않는다.

2. 지식 그래프 기반 추천 시스템

지식 그래프는 서로 다른 두 개체 간의 관계

와 그 관계의 이유를 구조적으로 반영할 수 있

으므로 이종 데이터 간의 관계를 학습하기에

적합한 구조이다. 따라서 많은 추천 시스템 연

구에서도 아이템의 다양한 보조 정보를 지식

그래프에 추가하여, 아이템의 특성을 더욱 풍

부하게 표현하고 학습하는 방법을 제안한다.

지식 그래프 기반 추천 알고리즘은 크게 임베

딩 기반 학습 방법[2,3,18]과 경로 기반 학습 방

법[9,19]으로 분류한다.

첫째, 임베딩 기반의 학습 방법은 지식 그래

프의 개체 임베딩을 학습하여 사용자와 아이템

의 특성 벡터를 도출해내고, 이를 통해 누락된

사용자의 선호도를 추론하는 방식이다[2,3,18].

KGCN (Knowledge Graph Convolutional Networks

for Recommender Systems)은 그래프 합성곱 신

경망 기법을 지식 그래프에 적용한 알고리즘으

로, 각 개체의 특성 벡터를 이웃 개체에 전파하

여 업데이트하는 방식이다[18]. KGAT

(Knowledge Graph Attention Network for

Recommendation)는 사용자와 아이템의 고차

관계를 모델링하기 위해 재귀 전파로 개체의

임베딩 품질을 점차 향상시키는 알고리즘이다

[2]. 하지만, 두 모델은 단일 지식 베이스만 활

용하여 지식 그래프를 구축하였다는 점에서 누

락된 지식 정보로 인한 불완전한 지식 그래프

를 사용한다는 한계점이 존재한다. 단일 도메

인에서 더 나아가 여러 도메인의 정보를 통합

하기 위해 MKGAT(Multi-modal

Knowledge Graph Attention Network for

Recommendation) 알고리즘을 활용하면 멀

티 모달 기반의 지식 그래프 정보 전파를 통해

풍부한 개체 특성 벡터를 얻을 수 있다[3]. 그

러나 이 방법은 고정된 임베딩 공간에서 임베

딩 병합 수준으로 다중 도메인을 통합한다는

점에서 지식 그래프를 사용하여 이종 데이터의

통합을 실현했다고 말하기 어렵다.

둘째, 경로 기반의 방법은 지식 그래프에서

전파되는 다중 홉 경로를 추출하여 사용자의

선호도를 표현한다[9,19]. 지식 그래프 상에 존

재하는 개체 간 연결 패턴을 활용하는 경로 기

반 방법 중 대표적으로

KPRN(Knowledge-aware Path Recurrent

Network)은 개체, 개체 유형 그리고 관계의 정

보를 포함하는 다중 홉 경로를 추출한다[9]. 추

출한 경로를 활용하여 사용자가 아이템을 선호

하는 이유에 관해 설명을 부여한다. 설명 가능

한 규칙 기반의 신경망 추천 알고리즘인

RuleRec은 규칙 학습 모듈과 추천 모듈로 구성

된 공동 학습 프레임 워크이다[19]. 이 알고리

즘은 아이템의 다양한 연관성을 추론하기 위해

지식 그래프에서 추출한 귀납적 규칙을 활용하

여 다중 홉 관계 패턴을 요약하고 사용자 선호

도를 예측한다. 하지만, 두 방법 모두 이종 데

이터의 상호 호환을 해결하지 않고, 단일 지식

베이스에서 추출한 데이터의 경로 학습 방법만

제시하고 있다. 또한, 대부분의 경로 기반 지식

그래프 연구에서는 추출하는 경로에 대한 신뢰

성을 검증하기보단 경로 학습으로 사용자 선호

도를 추론하는 방식만 제시하고 있다. 따라서

지식 그래프가 구성하고 있는 개체 간의 관계

가 명시적 관계뿐만 아니라 잠재적인 관계 특

성을 반영할 수 있도록 관계 정보의 품질을 개

선하는 방법이 필요하다.

이처럼 대부분의 지식 그래프 기반 추천 시

스템 연구는 지식 그래프를 생성하기 위해 주

로 기구축된 온톨로지를 활용하거나, 데이터

간의 개체 명 일치 작업을 통해 명시적 관계만

고려한다. 또한, 주로 단일 지식 베이스만 활용

하여 지식 그래프를 구축하기 때문에, 지식 그
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래프를 구성하는 지식 데이터의 양이 부족하

다. 따라서, 본 논문에서는 다중 지식 베이스를

활용하여 많은 양의 이종 데이터를 확보한 상

태에서 지식 그래프를 구축하는 방법을 제안한

다. 그리고 딥러닝 기반의 개체 간 관계 모델링

을 통해 지식 그래프가 명시적 관계뿐만 아니

라 신뢰 있는 잠재 관계 정보 또한 포함하도록

하였다. 이렇게 확장된 지식 그래프의 학습으

로 사용자 및 아이템 특성 벡터의 품질을 개선

하고 최종적으로 추천 시스템의 성능을 높일

수 있다.

Ⅲ. 관계 모델링을 통한 지식 그래프

확장 기법

본 논문에서 제안하는 방법은 크게 두 가지

과정으로 구성된다. 첫 번째는 지식 그래프

상의 개체 간 관계를 모델링하는 과정이며,

두 번째는 확장된 지식 그래프를 학습하여 사

용자의 선호도를 추론하는 과정이다. 개체 간

의 관계 모델링을 기반으로 새로운 관계 정보

와 신규 개체를 지식 그래프에 추가하면, 학

습을 통해 풍부한 양의 사용자 및 아이템 특

성 벡터를 임베딩 할 수 있다. 이렇게 얻은 특

성 벡터를 통해 사용자의 선호도를 추론한다.

1. 추천 시스템에서의 지식 그래프

지식 그래프는 정점 사이에 연결된 간선이

의미론적으로 잘 정의된 단방향 그래프이다.

일반적으로,    ⋯은 지식 그래프

상의 정점 즉, 개체의 집합을 표현한다.

   ⋯은 지식 그래프 상의 간선,

즉 관계의 집합을 나타내며,  은 개체와 관
계 각각의 개수를 의미한다. 따라서 지식 그

래프 은 카테시안 곱인 ×× 의 부분집
합이며 다음과 같이 정의된다.

  ∈ ∈ (1)

여기서 은 각각 주어, 관계 그리고 술어
개체를 나타낸다. 은 개체 에서 개체 

로 이어지는 관계 를 의미한다.
추천 시스템에서 개체는 일반적으로 지식

베이스의 개체(예: 영화 지식 베이스의 감독,

주연 및 카테고리 등)이지만, 사용자  및 아
이템 도 개체가 될 수 있다. 예를 들어, 사용
자 ∈와 아이템 ∈에 해당하는 피드백이
있는 경우, 삼중항     ∈를 생성
할 수 있으며, 는 [12]에서 정의된 관계
를 활용한다.  과 같은 추가 정보로 확장
된 지식그래프인  ∈ ∈
는 아이템에 대한 사용자의 선호도를 더 잘

예측할 수 있다. 본 논문에서 와 은 각각 ∪와  ∪로 정의한다.
또한, 지식 그래프 상의 각 개체는 개체의

유형을 가지고 있다. 예를 들어, 음악 지식 베

이스의 두 개체인 Pop과 Zazz는 카테고리라

는 개체 유형으로 분류될 수 있다. 개체 유형

과 같은 유용한 정보를 지식 그래프 학습에

활용하면 개체의 특성 벡터 품질을 더욱 높일

수 있다[20,21]. 본 논문에서는 개체 유형 집

합 와 개체 유형 매핑 함수인 ∅  →를
정의하고, 이를 활용하여 개체 간의 새로운

관계를 정의한다.

2. 지식 그래프 상에서의 관계 모델링

본 논문에서는 지식 그래프 상의 개체 간 관

계 모델링을 통해 새로운 관계 지식을 추가하

기 위해 개체 유형 정보를 활용한다. 관계를

정의하고자 하는 두 개체 유형의 동일 여부에

따라 두 가지 방법으로 관계 모델링을 수행하

며, 그림 1에서 보는 것과 같이 이종 개체 관

그림 1. 개체 유형에 기반한 관계 모델링
Fig. 1 Relation modeling based on entity type.

2023년 05월 스마트미디어저널 31Smart Media Journal / Vol.12, No.4 / ISSN:2287-1322



계 모델링(Inter-entity relation)과 동종 개체

관계 모델링(Intra-entity relation)으로 나뉜

다. 적절한 관계를 정의하기 위해 개체 유형

이 ∈인 모든 개체 집합을 고려하고 각 개
체는   ∈∅  로 표현한다. 본

논문에서는 딥러닝 기반의 잠재 관계 모델링

을 통해 지식 그래프를 확장하여 개체 간의

관계성을 강화하고, 다중 지식 베이스의 이종

데이터 통합을 달성한다. 두 종류의 관계 모

델링에 대한 자세한 설명은 다음 장에서 소개

한다.

가. 이종 개체 관계 모델링

서로 다른 두 개체 유형 집합  및 가 관
계 를 기반으로 모델링 될 수 있는 경우, 일
부 개체인 ∈및 ∈에 대해  의
삼중항을 생성할 수 있다. 예를 들어,

   및   로 설정하면 두 개체
집합 간의 관계는 일부 영화 개체 ∈
와 일부 장르 개체 ∈의 관련성을 기반
으로 관계를 정의할 수 있고 다음과 같은 2개

의 삼중항인    와  를 생성할 수 있다. 만약 개
체 간 관련성 여부가 기존에 존재하지 않는

경우, 협업 필터링을 활용하여 두 개체 간의

새로운 유사 관계를 정의할 수 있다. 따라서

이와 같은 방식으로 지식 그래프에 더 많은

관계 정보를 추가할 수 있다.

나. 동종 개체 관계 모델링

두 개체가 속한 하나의 개체 유형 집합 가
관계 에 기반을 두어 모델링 될 수 있다면,
일부 개체 ∈에 대해   형식의 삼
중항을 생성할 수 있다. 예를 들어   
로 설정하면, 두 아이템  ∈ 간의 관계
는  의 아이템 유사도를 기반으로 정의할
수 있고, 다음과 같은 2개의 삼중항인   와  를 생성

할 수 있다. 또한, 지식 기반 개체 간의 새로운

관계도 정의할 수도 있다. 예를 들어, 모든 아

이템의 카테고리 집합(예: 영화 지식 베이스

의 로맨스, 판타지, 공포)은 아이템 목록을 기

반으로 카테고리의 유사도를 계산할 수 있으

므로 카테고리 개체 간의 유사 관계를 추가할

수 있다. 또한, 다중 지식 베이스의 이종 데이

터 통합 과정 중 동일한 개체 유형 집합에 속

하는 두 개체가 연결되는 과정에서 기존 지식

그래프에 존재하지 않았던 새로운 관계와 신

규 개체를 추가할 수 있다.

3. 사례 연구

이번 장에서는 앞서 소개한 개체 간 관계 모

델링으로 지식 그래프를 확장하는 세 가지 시

나리오를 소개한다. 먼저 단일 지식 베이스

상에서 지식 그래프를 확장하는 사례를 소개

한다. 그런 다음, 기존 지식 그래프의 개체와

신규 개체 간의 새로운 관계를 추가하는 사례

를 소개한다. 마지막으로 다중 지식 베이스를

활용하여 이종 데이터 간의 신규 관계 추가에

그림 2 협업 필터링에 기반한 관계 모델링 (시나리오 1)
Fig. 2 Relation modeling using collaborative filtering (Scenario 1)
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따라 지식 그래프를 확장하는 사례를 제시한

다.

가. 시나리오 1: 협업 필터링 기반 관계

모델링

지식 그래프에 사용자와 아이템의 피드백

정보를 추가한 기존 사례가 존재하지만[22],

이는 추가된 피드백 정보의 양이 데이터 희소

성 문제를 해결하기에 충분하지 않다. 첫 번

째 시나리오는 이러한 부족함을 보충하기 위

해 추천 시스템 알고리즘을 기반으로 예측 평

점과 아이템 간의 유사도 정보를 지식 그래프

에 추가 관계로 반영한다. 그림 2와 같이 (1)

기존의 아이템 지식 그래프을 기반으로, (2)

협업 필터링을 통해 사용자와 아이템 간의 선

호도와 아이템 간의 유사 관계를 유추한다.

예를 들어, 사용자 개체와 아이템 개체 사
이의 예측 평점이 특정한 임계치 이상으로 유

추되면 두 개체 간의 선호 관계를 추가할 수

있다. 또한, 아이템  개체와 아이템  개체
사이의 유사도가 특정 임계치 이상으로 유추

되면 두 아이템 개체 간의 유사 관계를 추가

할 수 있다. (3) 이렇게 신규 관계를 추가함으

로써, (4) 내부 지식 베이스의 지식 그래프를

확장할 수 있다. 시나리오 1상에서 고려할 수

있는 신규 관계와 구체적인 예시는 표 1과 같

다 .

Relation Type Relation Name Triplets

Inter–entity
relation

 
 

Intra–entity
relation

     
     

표 1 시나리오 1 기반 신규 관계 정보
Table 1 New Relations in Scenario 1

- 예측 평점 기반 관계 모델링: 사용자와 아

이템 개체 사이의 관계를 추가하기 위해 사

전에 정의한 이종 개체 관계인 와를 고려한다. 먼저, 이미 매겨진
평점에 따라 특정 사용자 가 아이템 에 특
정 임계치 이상의 평점을 주었다면, 해당 관

계를 지식 그래프에 추가한다. 따라서, 지식

그래프에 2개의 삼중항   및를 추가할 수 있다. 만약

결측 평점이라면, 협업 필터링을 통해 예측

한 평점이 특정 임계치 이상일 경우, 해당 관

계 역시 지식 그래프에 추가한다. 예측 평점

은 실제 평점과 비교하면 정확도가 다소 떨

어지므로 예측 평점에 대한 임계치는 기존

평점에 대한 임계치보다 높게 설정해야 한

다.

- 유사도 기반 관계 모델링: 사용자와 사용

자, 그리고 아이템과 아이템 사이의 관계를

추가하기 위해 사전에 정의한 동종 개체 관

계인  와 을 고려한다.

만약 협업 필터링에 의해 특정한 두 사용자

그림 3 신규 개체의 관계 모델링을 통한 지식 그래프 확장 (시나리오 2)
Fig. 3 Updated entity and relation in Knowledge Graph (Scenario 2)
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 , 의 유사도가 특정 임계치 이상으로 예상
되면,  관계를 지식 그래프에 추가
한다. 마찬가지로, 특정한 두 아이템  , 의
유사도가 특정 임계치 이상으로 예상되면,

 관계를 지식 그래프에 추가한다.

따라서, 지식 그래프에 2개의 삼중항  및   를 추가

할 수 있다.

나. 시나리오 2: 신규 개체의 관계 모델

링

본 논문에서 제안하는 관계 모델링은 사용

자 또는 아이템의 개체뿐만 아니라 지식 기반

의 개체도 다룬다. 따라서, 온라인 데이터베이

스(예: IMDB, DBpedia, Wikipedia)를 기반으

로 지식 기반의 신규 개체와 새로운 관계를

정의할 수 있다. 시나리오 2는 그림 3과 같이

(1) 기존 지식 그래프에 (2) 신규 개체 와가 추가된 경우에도, (3) 신규 관계 모델링
으로 와  간의 관계 또는 와  간의 관
계를 추가하여, (4) 지식 그래프를 확장하는

방법이다. 새로운 개체 유형이 추가되는 경우

와 이미 존재하는 개체 유형 집합 내에 새로

운 개체가 추가되는 경우로 나누어 시나리오

를 구성할 수 있으며, 시나리오 2상에서 고려

하는 신규 관계는 표 2와 같다.

- 새로운 개체 유형의 관계 모델링: 영화

지식 베이스에 새로운 개체 유형인 카테고리

개체가 추가되었고, 이 신규 개체들과 기존

지식 그래프 상의 개체 간 관계 모델링을 한

다고 가정한다. 이 경우, 신규 개체 유형인 카

테고리에 대해 다음과 같은 두 개의 관계(즉,

동종 개체 관계, 이종 개체 관계)를 생각해볼

수 있다. 먼저, 이종 개체 간 관계의 관점에서,

와  사이의 두 가지 관계, 즉 
와 을 정의할 수 있다. 아이템의 특
성 벡터를 기반으로 클러스터링하여 가장 유

사한 아이템이 속한 카테고리에 따라 해당 아

이템 개체와 카테고리 개체의 신규 관계를 정

의한다. 다시 말해, 아이템 가 카테고리

∈에 해당하는 경우, 지식 그래프에 2
개의 삼중항  와 
를 추가할 수 있는 뜻이다. 두 번째, 동종 개체

간 관계의 관점에서 유사 카테고리 개체 간

관계인  를 생각해볼 수 있다. 아
이템 특성 벡터의 클러스터링 결과, 두 아이

템에 해당하는 두 카테고리가 서로 유사한지

아닌지를 판단할 수 있고 만약 두 카테고리

사이의 유사도가 특정한 임계치를 넘는다면,

두 카테고리 개체 사이에 관계 
를 추가한다. 따라서 지식 그래프에 2개의 삼

중항인     와를 추가할 수 있다. 이러
한 관계는 IMDB나 Wikipedia와 같은 온라인

데이터베이스에 정의되어 있지 않으므로 결

과적으로 지식 그래프 상에 더 다양한 관계를

제공할 수 있다는 장점이 있다.

- 기존 개체 집합 내의 새로운 개체에 대

한 관계 모델링: 새로운 개체 유형뿐만 아니

라, 기존에 이미 존재하는 개체 유형을 가지

는 신규 개체가 추가되었을 때에도 관계 모델

링을 수행할 수 있다. 시간 까지 존재하
지 않았던 신규 개체 가 시간 에 추가되
었다고 가정한다. 개체 의 개체 유형이

∈인 경우, 집합 에서   ∪로
업데이트할 수 있다. 그런 다음, 집합 과 함
께 정의된 두 관계(즉, 동종 개체 관계, 이종

Relation Type Relation Name Triplets

Inter–entity
relation

  
  

Intra–entity
relation

      

표 2 시나리오 2 기반 신규 관계 정보
Table 2 New Relations in Scenario 2
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개체 관계)를 고려하여 개체 간의 새로운 관

계를 연결한다. 다시 말해, 해당 개체는 유형

이 이미 정해져 있고, 개체 유형이 해당하는

이종 개체 관계와 동종 개체 관계가 사전에

정의되어 있으므로, 구성된 관계를 기준으로

신규 개체와 다른 개체 사이의 관계를 모델링

할 수 있다. 이는 본 논문이 제안하는 방식이

실시간으로 유입되는 동적 데이터를 고려하

여 지식 그래프를 확장하는 것 또한 가능함을

보여준다.

다. 시나리오 3: 다중 지식 베이스 기반

지식 그래프 확장

마지막으로 여러 개의 외부 지식 베이스를

통합하여 이종 데이터 간의 상호 호환이 가능

한 지식 그래프 확장 사례를 소개한다. 해당

시나리오는 그림 4에 표현되어있다. (1) A 데

이터 셋과 IMDB, DBpedia, Wikipedia와 같은

외부 지식 베이스를 기반으로 구축한 두 개의

지식 그래프가 존재한다고 가정한다. 이때,

(2) 두 지식 그래프를 모두 활용한 개체 간 관

계 모델링을 통해 와  간의 관계 또는 
와  간의 관계와 같은 신규 관계를 추가하

고 지식 그래프를 확장할 수 있다. (3) 두 지

식 그래프는 앞서 소개한 두 시나리오상의 관

계 모델링을 활용하여 통합된 지식 그래프를

생성한다. (4) 이를 통해 A 데이터 셋은 기존

의 지식 그래프에 존재하지 않았던 새로운 개

체와 신규 관계 정보를 갖는 확장된 지식 그

래프를 얻을 수 있다.

이종 데이터의 통합을 위해 일반적으로 두

개 이상의 외부 데이터 집합을 고려해야 하지

만 본 시나리오에서는 간단하게 하나의 데이

터 셋과 해당 데이터 셋과 관련된 하나의 외

부 지식 베이스만 있는 상황을 고려한다. A

데이터 셋과 외부 지식 베이스는 시나리오 1

과 2의 방법을 통해 각각의 지식 그래프에 신

규 관계를 추가한다. 이렇게 확장된 두 지식

그래프를 시나리오 2의 방법으로 합치면 단독

데이터 셋에서는 유도할 수 없는 새로운 개체

와 신규 관계를 추가할 수 있다. 최종적으로

A 데이터 셋은 외부 지식 베이스의 이종 데이

터 통합으로 다양한 보조 정보를 반영한 지식

그래프를 얻을 수 있으므로 이로 인해 아이템

특성 벡터의 품질이 개선되고 추천 정확도가

향상된다. 이처럼 개체 간 관계 모델링을 통

그림 4 다중 지식 베이스 기반 이종 데이터의 통합을 위한 지식 그래프 확장 (시나리오 3)
Fig. 4 Expanded Knowledge graph for Integrating Heterogeneous Data based on Multiple Knowledge bases (Scenario 3)
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한 지식 그래프 확장 방식은 다중 지식 베이

스 상의 이종 데이터 통합을 달성한다.

4. 선호도 추론

확장된 지식 그래프를 활용한 임베딩 기반

학습 방법은 사용자와 아이템의 특성 벡터를

더욱 풍부하게 추출할 수 있으며, 이를 통해

추천 시스템의 선호도 예측 성능을 향상시킬

수 있다. 또한, 관계 모델링을 통해 추가된 정

점(개체)과 간선(관계)도 고정된 임베딩 공간

에서 임베딩을 진행하므로, 확장된 지식 그래

프는 KGCN, KGAT, MKGAT 등 기존 임베

딩 기반 학습 방법에 모두 적용할 수 있다.

Ⅳ. 실 험

본 논문에서의 실험은 Last.fm[23] 데이터

를 이용하여 지식 그래프의 개체 간 신규 관

계 추가가 실제 추천 정확도 향상에 얼마나

기여하는지 실험을 통해 검증하였다. 제안 방

법에 따라 확장된 지식 그래프의 성능을 증명

하기 위해 시나리오 1을 기반으로 실험을 수

행하였고, 이를 통해 시나리오 2와 3의 실현

가능성을 확인했다.

지식 그래프의 임베딩 기반 학습 모델인

KGCN[18]과 Ripplenet[24]을 사용하여 기존

지식 그래프(KGbase)와 확장된 지식 그래프

(KGextend) 사이의 성능을 비교하였다.

비교 실험을 위해 활용한 지식 그래프 기반

추천 시스템 모델에 대한 간단한 설명은 다음

과 같다.

Ÿ KGCN[18]: 지식 그래프 상에서 관련 아

이템 속성을 임베딩하고 그래프 합성곱 네

트워크 기법을 활용하여 사용자의 선호도를

예측하는 방식이다.

Ÿ Ripplenet[24]: 추천을 위해 지식 그래프

상에서 사용자의 선호도를 전파하는 메모리

네트워크 방식이다.

실험을 위해 Pytorch3을 기반으로 위 두 알

고리즘을 구현하였으며, 학습 데이터와 테스

트 데이터의 비율은 80%와 20%로 설정했다.

두알고리즘 모두 BCE(Binary cross-entropy)

를 손실 함수로 사용하였으며, Adam을 옵티

마이저(Optimizer)로 사용했다. KGCN의 학

습률, 배치 크기, 에포크 수 및 개체 차원 크기

는 각각 0.005, 32, 50 및 16으로 설정했고,

Ripplenet는 각각 0.001, 32, 50 및 16으로 설

정했다.

1. 데이터 집합과 지식 그래프 구성

Last.fm은 음악 청취 정보를 포함하는 온라

인 음악시스템으로, 음악가는 상품으로 취급

Knowledge graph KGbase KGextend

#User 1,872 1,872
#Item 3,846 3,846

#Entities on Knowledge base 5,520 5,520
#Total entities 5,547 5,873
#Relation types 60 61

#User-item interactions 92,835 94,835
#Item-item similarities 0 3,000
#Item knowledge triplets 15,518 18,518

표 3 지식 그래프의 상세 정보
Table 3. Statistics of Knowledge Graph

Model Precision@2 Precision@5 Recall@2 Recall@5 NDCG@2 NDCG@5

KGCN
KGbase 0.5505 0.5746 0.6945 0.9301 0.6702 0.8855

KGextend 0.5655 0.5736 0.7111 0.9303 0.6906 0.8840

RippleNet
KGbase 0.4090 0.4971 0.6233 0.8211 0.6406 0.8116

KGextend 0.4135 0.4973 0.6250 0.8221 0.6450 0.8125

표 4 정량적 비교평가 결과
Table 4 Comparative experimental results
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한다. 이러한 Last.fm 데이터 셋에 대한 지식

그래프를 구성하기 위해 Microsoft Satori[18]

를 활용하였다. 먼저, 전체 지식 그래프에서

신뢰 수준이 0.9보다 큰 삼중항의 하위 집합

을 선택하였다. 이를 통해 신뢰성이 높은 정

보에 한정하여 지식 그래프를 구성할 수 있

다. 그리고 하위 지식 그래프가 주어졌을 때,

유효한 음악가의 Satori ID의 이름과 삼중항

(head, type.object.name, tail) 중 술어 개체

명을 일치시켜 Satori ID를 수집한다. 일치하

지 않는 아이템이 있는 삼중항은 단순화를 위

해 제외하였다. 마지막으로, 추출한 아이템

ID를 모든 삼중항의 주어 개체와 일치시키고,

하위 지식 그래프와 일치하는 모든 삼중항을

선택하여 최종적으로 지식 그래프를 생성하

였다.

확장된 지식 그래프(KGextend)를 생성하기

위해 개체 간의 관계 모델링은 딥러닝 기반의

협업 필터링 알고리즘인 NCF(Neural

Collaborative Filtering)[4]를 활용했다. 이 알

고리즘은 0에서 1의 범위로 정규화한 사용자

의 아이템에 대한 평점을 기반으로, 새로운

예측 평점과 아이템 간의 유사도를 예측한다.

새로운 삼중항을 생성하기 위해 예측 평점과

아이템 간 유사도에 대한 임계치를 각각 1,

0.7로 설정하였다. KGextend로부터 추출한

삼중항 데이터에는 KGbase의 삼중항 데이터

대부분이 포함된다. 이를 통해 KGbase의 정

보를 보완하고 새로운 지식을 확장할 수 있

다. 지식 그래프와 확장된 지식 그래프의 세

부 사항은 표 3에 요약되어 있다.

2. 평가지표

추천 시스템에서 평가 지표로 널리 사용되

는 Precision과 Recall 그리고 NDCG

(Normalized Discounted Cumulative Gain)을

기반으로 서로 다른 지식 그래프의 모델 성능

을 평가하였다[4,18,26]. Precision@K는 상위

K개의 아이템 추천 결과 중 올바른 추천 아이

템의 비율을 의미하며, Recall@K는 사용자의

선호 아이템 목록에 대한 올바른 추천 아이템

의 비율을 의미한다. 또한, NDCG@K는 이상

적인 추천 조합 대비 실제 추천한 아이템 조

합이 얼마나 좋은지를 나타내는 지표이다. 실

험에서는 해당 데이터셋의 특성과 사용자 경

험을 고려하여, 추천 시스템이 사용자에게 보

다 적은 수의 아이템 중에서 최선의 선택을

하도록 돕기 위해 K 값을 상대적으로 작은

값인 2와 5로 설정하였다. 이를 기반으로 모

든 테스트 사용자와 아이템에 대한

Precision@K, Recall@K, 그리고 NDCG@K

의 평균으로 성능을 계산하였다.

3. 실험 결과

표 4는 두 개의 지식 그래프 기반 추천 알고

리즘(KGCN, RippleNet)을 활용하여 기존의

KGbase와 KGextend 간의 성능 비교를 보여

준다. 실험 결과, 관계 모델링에 의해 확장된

지식 그래프가 기존 지식 그래프보다 추천 시

스템의 성능이 향상된 것을 확인할 수 있다.

표 4에서 볼 수 있듯이 KGCN의 경우,

KGextend가 KGbase보다 Precision과 Recall,

그리고 NDCG가 각각 평균 1.27%와 1.21%

그리고 1.44%의 향상된 성능을 보여준다.

RippleNet에서는 각각 0.57%, 1.21%, 0.4%의

개선을 보여준다. 이는 확장된 지식 그래프에

추가된 신뢰도 높은 보조 정보가 많아졌기 때

문에 학습된 개체의 특성 벡터 품질이 향상되

었고, 따라서 사용자 선호도 추론의 정확도가

향상된 것을 의미한다.

해당 실험은 시나리오 1을 기반으로 수행되

었으며, 표 3에서 확인할 수 있듯이 기존의 지

식 그래프에 아이템 간의 유사 관계를 표현하

는 3,000개의 신규 관계를 추가하여 시나리오

1 기반의 지식 그래프(KGbase)를 확장하였

다. 또한, 사용자의 아이템에 대한 평점을 예
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측하여 2,000개의 선호 관계를 추가하였고 이

를 학습에 활용하였다. 이처럼 간단한 지식

그래프 확장만으로도 표 4와 같은 추천 시스

템 성능 향상을 이룬 것을 확인할 수 있다. 시

나리오 2와 3을 기반으로 더 많은 양의 신규

개체와 관계 정보를 추가한다면 더 큰 성능

향상을 기대할 수 있다. 즉, 단일 지식 베이스

뿐만 아니라 다중 지식 베이스를 추천 시스템

에 활용한다면 다양한 이종 데이터를 지식 그

래프 상에 표현하고 확장할 수 있으므로 기존

의 지식 그래프보다 풍부한 사용자와 아이템

의 특성 벡터를 얻을 수 있고 이로 인해 추천

시스템의 정확도가 향상될 것으로 예상된다.

Ⅴ. 결론 및 향후 연구

본 논문은 이종 데이터의 통합을 위해 개체

간 잠재 관계 모델링을 활용한 지식 그래프

확장 방법을 제안한다. 이 방법은 개체 유형

정보를 활용하여 지식 그래프에 개체 간의 잠

재 관계를 점진적으로 추가함으로써 확장된

다. 이를 통해 단일 지식 베이스 뿐만 아니라

다양한 외부 지식 베이스를 활용하여 이종 데

이터의 신규 개체와 잠재 관계를 지식 그래프

상에 추가하여 부족한 지식 데이터를 보완하

고 이종 데이터 통합을 달성한다. 본 논문에

서는 이 방법을 구체적으로 설명하기 위해 3

가지 실제 시나리오를 제시하였고, 간단한 방

식의 지식 그래프 확장이 기존 지식 그래프보

다 향상된 추천 성능을 제공하는 것을 확인하

였다.

본 논문에서 수행한 실험은 시나리오 1을

기반으로 한 확장된 지식 그래프에 대한 추천

시스템 성능을 검증한 것이다. 따라서, 향후

시나리오 2와 3에 대한 추가적인 실험을 통해

외부 지식 베이스로부터 확장된 지식 그래프

의 추천 시스템 성능을 보다 정량적으로 검증

할 계획이다. 또한, 본 실험에서는 음악 데이

터만 사용하였지만, 추후 영화나 여행과 같은

다양한 도메인 데이터와 관련된 실험을 진행

할 예정이다. 마지막으로, 임베딩 학습 방식

뿐만 아니라 경로 기반 학습 방식의 지식 그

래프 기반 추천 시스템 연구에도 적용할 수

있도록, 확장된 지식 그래프 상에서 효율적인

경로 추출 알고리즘을 추가적으로 제안할 계

획이다.
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