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요  약  본 논문에서는 단일 수신기가 사용되는 환경에서 정확한 거리 추정을 위해 심층 인공신경망 (Deep Neural 
Network, DNN)을 활용한 Smoothed Received Signal Strength Indicator (RSSI) 기반 거리 추정 기법을 제안한
다. 제안 기법은 거리 추정 정확도 향상을 위해 Data Splitting, 결측치 대치, Smoothing 단계로 구성된 전처리 과정
을 수행하여 Smoothed RSSI 값을 도출한다. 도출된 다수의 Smoothed RSSI 값은 Multi-Input Single-Output 
(MISO) DNN 모델의 Input Data로 사용되며 Input Layer와 Hidden Layer를 통과하여 최종적으로 Output Layer
에서 추정 거리로 반환된다. 제안 기법의 우수성을 입증하기 위해 제안 기법과 선형회귀 기반 거리 추정 기법의 성능을 
비교하였다. 실험 결과, 제안 기법이 선형회귀 기반 거리 추정 기법 대비 29.09% 더 높은 거리 추정 정확도를 보였다.

주제어 : 거리 추정, BLE 비콘, DNN, Feedback Filter, Smoothed RSSI

Abstract  In this paper, we propose a smoothed received signal strength indicator (RSSI)-based distance
estimation using deep neural network (DNN) for accurate distance estimation in an environment where
a single receiver is used. The proposed scheme performs a data preprocessing consisting of data 
splitting, missing value imputation, and smoothing steps to improve distance estimation accuracy, 
thereby deriving the smoothed RSSI values. The derived smoothed RSSI values are used as input data
of the Multi-Input Single-Output (MISO) DNN model, and are finally returned as an estimated distance
in the output layer through input layer and hidden layer. To verify the superiority of the proposed 
scheme, we compared the performance of the proposed scheme with that of the linear regression-based 
distance estimation scheme. As a result, the proposed scheme showed 29.09% higher distance 
estimation accuracy than the linear regression-based distance estimation scheme.

Key Words : Distance Estimation, BLE Beacon, DNN, Feedback Filter, Smoothed RSSI 



사물인터넷융복합논문지 제9권 제2호, 202372

1. 서론

무선 통신 기술과 하드웨어 및 센서 기술의 발전으로 
수집된 사용자 위치 정보에 기반하여 내비게이션, 물류 
추적과 같은 위치 기반 서비스가 지속적으로 증가하고 
있다 [1]. 일반적으로 Global Positioning System (GPS)
은 실외 위치 측위를 위해 보편적으로 사용된다 [2]. 이
는 GPS가 3개 이상의 GPS 위성으로부터 수신된 신호를 
이용하여 수 m 내외의 높은 정확도의 위치 정보를 제공
하기 때문이다. 그러나 실내에서는 건물 외벽 및 다양한 
장애물에 의한 전파 간섭으로 인해 GPS의 신호 수신이 
어렵다. 이러한 이유로 실내에서는 Wi-Fi, Bluetooth 
Low Energy (BLE), Ultra-wideband (UWB), Radio 
Frequency Identification (RFID) 등을 활용한 위치 
측위 방법이 주로 사용된다 [3,4,5]. 그 중에서도 특히 
BLE 기반의 위치 측위 방법은 낮은 전력 소모와 높은 접
근성으로 각광받고 있다 [6].

BLE 기반 위치 측위 서비스에는 매우 적은 전력 소모
만으로도 메시지 전송이 가능하고, 작은 크기 및 높은 사
용자 접근성을 특징으로 하는 BLE 비콘이 많이 사용된
다. 또한, BLE 비콘은 무선 통신을 위해 다른 디바이스
와 연결하는 시간이 짧고, 그 연결 과정이 상대적으로 간
편하다. BLE 비콘의 동작을 살펴보면 BLE 비콘은 주기
적으로 고유한 정보를 포함한 메시지를 불특정 다수에게 
송신한다. 이를 수신한 디바이스는 해당 메시지에 포함
된 정보를 통해 BLE 비콘을 식별할 수 있으며, 메시지 
수신 시 얻을 수 있는 수신 신호 강도 (Received Signal 
Strength Indicator, RSSI)가 해당 BLE 비콘과의 거리 
추정에 활용될 수 있다. 그러나 RSSI는 장애물 및 신호 
간섭 등에 의해 다중 경로 페이딩 및 신호 세기 감쇄로 
그 값의 편차가 크다. 이러한 큰 폭의 RSSI 값의 변동은 
큰 거리 추정 오차를 야기한다는 단점이 있다. 이를 해결
하고자, 삼변측량 (Trilateration), 핑거프린팅 
(Fingerprinting), 선형회귀 (Linear Regression) 등을 
이용한 다양한 연구들이 수행되었다 [7,8,9].

삼변측량 기법과 핑거프린팅 기법은 3개 이상의 수신
기와 BLE 비콘을 이용하여 거리를 추정한다. 삼변측량 
기법은 3개의 수신기에서 RSSI를 수집한 후 BLE 비콘으
로부터의 거리를 추정하는 기법이다 [7]. 각 수신기를 중
심으로 원을 그려 3개의 원의 접점을 찾고 BLE 비콘의 
위치를 판단한다. 핑거프린팅 기법은 서비스 영역을 미
리 임의의 여러 개의 셀로 나누고 특정 셀에 존재하는 수
신기를 통해 BLE 비콘의 RSSI를 수집하고 이를 데이터

베이스화한다 [8]. 이후, 수집된 RSSI 값을 기반으로 사
용자의 위치를 판단한다. 선형회귀 기반 거리 추정 기법
은 독립변수인 RSSI 값과 종속변수인 거리 간의 관계를 
모델링하여 거리를 추정한다 [9]. 삼변측량과 핑거프린팅
을 이용한 거리 추정 기법은 RSSI 값을 이용한 거리 추
정을 위해 다수의 수신기가 필요하다. 따라서, 비용 증가 
및 유지 보수 측면에서 단점이 있다. 선형회귀 기반 거리 
추정 기법은 RSSI 값과 거리 간의 선형적인 관계만을 나
타내므로, 단일 수신기가 사용되는 환경에서 RSSI 값을 
이용한 거리 추정 기법은 한계가 있다. 이를 해결하기 위
해 최근 심층 인공신경망 (Deep Neural Network, 
DNN) 모델과 결합한 RSSI 기반 거리 추정 기법이 연구
되고 있다 [10]. 하지만 단일 RSSI 값을 이용하여 거리를 
추정하는 방법 역시 RSSI 값의 변동이 큰 경우 거리 추
정 오차가 크다는 단점이 있다.

본 논문에서는 DNN 모델을 활용한 Smoothed RSSI 
기반 거리 추정 기법을 제안한다. 제안하는 기법은 단일 
수신기를 사용하는 환경에서 RSSI 기반 거리 추정의 정확
도를 향상시키는 것을 목표로 한다. 이를 위해, 제안 기법
에서는 변동성이 심한 RSSI 값의 이상치 및 결측치가 데
이터 분석에 미치는 영향을 최소화하기 위한 전처리 과정
이 수행된다. 전처리 과정에서는 수집된 데이터셋이 일정
한 시간 구간으로 분할된다. 이후, 분할된 각 데이터셋 내 
RSSI 값의 이상치 및 결측치를 Feedback Filter 및 Zero 
Padding을 통해 제거 및 대치하여 Smoothed RSSI 값이 
도출된다. 제안 기법은 거리 추정의 오차를 최소화하기 위
해, 전처리 과정을 통해 도출된 다수의 Smoothed RSSI 
값을 동시에 입력받아 거리를 추정하는 Multi-Input 
Single-Output (MISO) DNN 모델을 포함한다. MISO 
DNN 모델에 입력된 다수의 Smoothed RSSI 값은 
Input Layer의 입력값으로 사용된다. 이후, 다수의 
Hidden Layer를 거쳐 최종적으로 Output Layer에서 추
정 거리로 반환된다. MISO DNN 모델의 구현을 위해 
Tensorflow와 Keras를 사용하였다 [11]. 이후, 제안 기
법의 성능을 검증하기 위해 선형회귀 기반 거리 추정 기법
을 대조군으로 설정해 거리 추정 정확도를 비교하였다. 그 
결과 제안 기법은 선형회귀 기반 거리 추정 기법 대비 평
균적으로 29.09% 더 높은 정확도를 달성하였다.

본 논문의 구성은 다음과 같다. 2장에서는 제안하는 
시스템 모델을 설명한다. 3장에서는 제안하는 MISO 
DNN 모델을 활용한 Smoothed RSSI 기반 거리 추정 
기법에 대해 서술한다. 4장에서는 실험 환경 및 결과를 
서술한다. 마지막으로 5장에서 결론을 맺는다.
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2. 시스템 모델

[Fig. 1]은 본 논문에서 고려하는 시스템 모델을 보여준
다. 그림에서, 시스템은 BLE 비콘, 비콘 리시버, 서버 
(Server)로 구성된다. BLE 비콘은 Universally Unique 
Identifier (UUID), Major, Minor 및 수신강도를 포함한 
메시지를 주기적으로 브로드캐스트한다. UUID는 해당 
BLE 비콘이 사용되는 어플리케이션을 구분하기 위해 사
용된다. Major는 동일한 UUID를 갖는 BLE 비콘의 하위 
그룹 정보를 식별하기 위한 값이고, Minor는 동일한 
Major 그룹 내 각 BLE 비콘을 식별하기 위한 값이다. 수
신강도는 BLE 비콘의 송신 전력 세기를 나타낸다. 비콘 
리시버는 다수의 BLE 비콘들이 전송하는 메시지를 수신
하고 수신된 메시지 각각의 RSSI 값을 측정한다. 이후, 비
콘 리시버는 수신한 BLE 비콘 메시지로부터 Minor를 추
출한다. 이후, Minor, 측정된 RSSI 값, BLE 비콘 메시지 
수신 시간을 서버로 전송한다. 서버는 Database, 전처리 
과정 (Data Preprocessing), MISO DNN 모델을 포함한
다. Database에는 비콘 리시버로부터 전달받은 값들이 
저장된다. 전처리 과정에서 Data Splitting, 결측치 대치 
(Missing Value Imputation), Smoothing 단계가 순차
적으로 수행된다. MISO DNN 모델은 전처리 과정을 통
해 도출되는 다수의 Smoothed RSSI 값을 Input Data로 
입력받아 Output Layer에서 추정 거리를 반환한다.

Database

Data Preprocessing

Data Splitting

Missing Value 
Imputation

Smoothing

MISO DNN Model

Beacon 
Receiver Server

BLE 
Beacon

…

BLE 
Beacon

BLE 
Beacon

[Fig. 1] System model

3. 제안 기법

본 장에서는 단일 수신기를 사용하는 환경에서 다수의 
BLE 비콘으로부터 수집된 RSSI 값을 사용하여 실내에서 
거리를 추정하기 위해, MISO DNN 모델을 활용한 
Smoothed RSSI 기반 거리 추정 기법에 대해 자 세히 설
명한다. [Fig. 2]는 MISO DNN 모델을 활용한 
Smoothed RSSI 기반 거리 추정 기법의 파이프라인을 보
여준다. Raw Data는 Database에 저장된 Minor, RSSI, 

BLE 비콘 메시지 수신 시간을 포함한다. Data Splitting 
단계에서 Raw Data는 가장 먼저 일정한 시간 간격 t를 
기준으로 분할된다. 분할된 각 Raw Data는 Minor 값에 
의해 BLE 비콘 별로 m개의 데이터셋들로 나누어진다. m
은 BLE 비콘의 수와 동일하다. 이후, 각 데이터셋에서 
RSSI 값 만을 추출하여 하나의 벡터로 변환한다. 각 벡터
는 다수의 RSSI 값을 포함하며, 식 (1)과 같이 표현된다.

[ ]1 2 1, , , , (0 )i k kv RSSI RSSI RSSI RSSI i m−= ⋅ ⋅ ⋅ < ≤


(1)

식 (1)에서 i는 데이터셋의 인덱스를 나타낸다. k는 각 
벡터에 포함된 총 RSSI 값의 개수로, 벡터의 크기를 나
타내며 시간 간격 t 동안 수신된 BLE 비콘 메시지 수에 
의해 결정된다. Missing Value Imputation 단계에서는 
각각의 벡터가 1×n 형태로 변환된다. k가 n보다 큰 경
우, n번째 이후의 RSSI 값들은 벡터에서 제거된다. k가 
n보다 작은 경우, Zero Padding을 사용해 n-k개의 결
측치를 0으로 채운다. k와 n이 같은 경우 Missing 
Value Imputation 단계는 생략된다. Smoothing 단계
에서는 Missing Value Imputation 이후 도출된 벡터
에 포함된 RSSI 값의 이상치 보정을 위해 Feedback 
Filter가 사용된다. Feedback Filter를 통과한 RSSI 값
은 식 (2)와 같이 계산된다.

( ) 1' 1 ' (1 )j j jRSSI RSSI RSSI j nα α −= × + − × < ≤ (2)  
식 (2)에서 RSSI’

j는 값은 Feedback Filter에 의해 이상
치 보정이 완료된 RSSI 값이다. 는 0과 1 사이 
   ≤   구간의 실수값을 나타내며, Feedback 
Filter의 계수를 의미한다. 가 클수록 Feedback 
Filter에 입력되는 RSSIj 값에 더 큰 가중치가 부여된다. 
RSSIj는 Feedback Filter를 통과하기 이전의 벡터 내 j
번째 RSSI 값이다. RSSI´j-1는 Feedback Filter를 통과
한 벡터 내의 (j-1)번째 Smoothed RSSI 값을 나타낸다. 
값이 0인 RSSIj는 Feedback Filter를 통과하지 않는다. 
결과적으로, Feedback Filter는 (j-1)번째 Smoothed 
RSSI 값인 RSSI´j-1과 RSSIj 값을 이용하여 이상치 보정
을 수행한다. 최종적으로 전처리 과정을 통해 도출된 다
수의 Smoothed RSSI 값을 포함하는 벡터가 MISO 
DNN 모델의 Input Data로 사용된다.

MISO DNN 모델은 Input Layer, Hidden Layer, 
Output Layer로 구성된다. 각 Layer는 특정 개수의 노
드들로 구성되며, 각 노드들은 Layer 간 연결을 위한 활
성화 함수를 갖는다. 주로 Sigmoid, Hyperbolic 
Tangent, ReLU가 노드의 활성화 함수로 사용된다[12]. 
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각 노드는 활성화 함수에 따라 도출된 값을 다음 노드로 
전달한다. 각 Layer 간 노드들은 서로 연결되어 있으며, 
노드들을 연결하는 선은 가중치를 갖는다. 초기에 임의
로 설정된 가중치는 역전파 학습 (Back-propagation) 
알고리즘을 통해 학습을 거치며 Output Layer의 손실
을 줄이는 방향으로 갱신된다 [13]. 이에 따라, MISO 
DNN 모델의 Input Data는 각 Layer의 노드들을 거치
며 수행되는 가중치 연산을 통해 최종적으로 Output 
Layer에서 하나의 결과값으로 반환된다.

제안하는 Smoothed RSSI 기반 거리 추정 기법에 사
용된 MISO DNN 모델의 Input Layer는 n개의 노드로 
구성되며, 각 노드는 Input Data로 들어온 벡터에 포함
된 Smoothed RSSI 값과 일대일로 매핑된다. 또한, 역
전파 학습 과정에서 Input Layer에 가까워질수록 기울
기가 점진적으로 0에 수렴되는 기울기 소실 문제를 해결
하기 위해, MISO DNN 모델 내 노드의 활성화 함수로 
ReLU를 사용하였다 [14]. 결과적으로 MISO DNN 모델
에 입력된 다수의 Smoothed RSSI 값은 각 Layer를 거
치며 최종적으로 Output Layer에서 추정 거리를 나타
내는 하나의 값으로 출력된다.
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[Fig. 2] Proposed scheme
 

4. 실험 및 결과

본 장에서는 MISO DNN을 활용한 Smoothed RSSI 
기반 거리 추정 기법의 구현과 성능 평가를 위한 실험 환
경 및 실험 결과에 대해 서술한다.

4.1 실험 환경
본 실험에서는 비콘 리시버로부터 0.5~8m에 해당되

는 거리에 총 13개의 BLE 비콘을 배치하여 120시간 동
안 BLE 비콘 메시지를 수집하였다. BeaFon사의 i4와 

Raspberry Pi 4 Model B가 각각 BLE 비콘과 비콘 리
시버로 사용되었다 [15,16]. Database에 저장된 데이터
셋의 전처리를 위해 결정되어야 하는 시간 간격 t 및 벡
터의 크기 n 각각은 5초 및 5로 설정하였다. Feedback 
Filter 계수 는 0.7로 설정하였다. 자세한 실험 환경 변
수는 <Table 1>과 같다.

제안 기법에 활용되는 MISO DNN 모델의 구현을 위
해 Tensorflow와 Keras가 사용되었다. MISO DNN 모
델의 하이퍼 파라미터는 <Table 2>와 같다.

Parameter Value

Number of BLE Beacons 13

Distance between BLE Beacon and 
Beacon Receiver

0.5, 1.0, 1.5, 2.0, 2.5, 3.0, 3.5, 
4.0, 4.5, 5.0, 6.0, 7.0, 8.0m

Beacon Interval 500ms

Data Collection Time 120hours

Unit Time 5s

<Table 1> Experiment environment variable

Optimizer Learning rate Batch Size Epoch

Adam 0.0001 50 500

<Table 2> Hyperparameters for MISO DNN model

제안 기법의 성능 평가를 위해 기존 거리 추정 기법 
중 하나인 선형회귀 기반 거리 추정 기법을 대조군으로 
설정하였다. 제안 기법은 전처리 과정을 거친 RSSI값을 
포함한 벡터를 이용하여 거리 추정 값을 도출한다. 선형
회귀 기법은 전처리 과정을 거친 하나의 RSSI 값을 이용
하여 거리 추정 값을 도출한다. 이를 비교하기 위해 평가 
지표로는 Root Mean Square Error (RMSE)가 사용되
었다. RMSE는 실제 거리와 추정 거리 간의 오차를 의미
하며, RMSE 값이 0에 수렴할수록 높은 거리 추정 정확
도를 나타낸다. RMSE는 식 (3)에 의해 계산된다.

( )2ŷ y
RMSE

s
−

= (3)

식 (3)에서   및 y 각각은 추정 거리 및 실제 거리를 
나타낸다. s는 전체 데이터의 수를 나타낸다.

4.2 실험 결과
실험 환경에서 수집된 데이터셋은 총 1,956,668개의 

데이터 (RSSI, Minor, BLE 비콘 메시지 수신 시간)로 구
성되어 있다. Smoothed RSSI 기반 거리 추정 기법에 활
용되는 MISO DNN 모델의 학습 및 검증을 위해, 수집된 
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데이터셋을 7:3 비율로 학습 및 검증 데이터셋으로 나누어 
사용하였다. [Fig. 3]과 [Fig. 4]는 각각 MISO DNN을 활
용한 Smoothed RSSI 기반 거리 추정 기법과 선형회귀 기
반 거리 추정 기법의 결과를 히트맵 (Heatmap)으로 나타
낸다. 히트맵은 추정 거리와 실제 거리 쌍으로 식별되는 다
수의 셀로 구성된다. 히트맵에서 x축은 추정 거리 (Estimated 
Distance), y축은 실제 거리 (Actual Distance)를 나타낸
다. 히트맵에서 셀의 명도는 해당 거리 쌍의 추정 빈도를 
나타내며, 명도가 낮을수록 해당 거리 쌍의 추정 빈도가 높
음을 의미한다. 따라서, 거리 추정의 정확도가 높을수록 동
일하거나 유사한 추정 거리 및 실제 거리를 갖는 거리 쌍
의 추정 빈도가 높아 히트맵 상에서 우하향의 대각선 셀 
또는 인접한 셀들의 명도가 낮게 표시된다.

제안 기법은 기존 기법 대비 추정 거리와 실제 거리 값
이 서로 동일하거나 유사한 빈도가 더 높았다. 즉, 기존 기
법 대비 제안 기법의 히트맵에서 우하향 대각선에 해당되
는 셀과 동일하거나 인접한 셀의 명도가 더 낮음을 알 수 
있었다. 특히, 제안 기법은 x축 및 y축의 값이 4m 이하에 
해당되는 범위에서 상대적으로  정확하게 거리를 추정하였다.

[Fig. 3] Heatmap of proposed scheme

[Fig. 4] Heatmap of existing scheme

<Table 3>은 제안 기법과 기존 기법의 RMSE 값을 
나타낸다. 실험 결과는 제안 기법이 기존 기법 대비 
29.09% 더 높은 거리 추정 정확도를 보여주었다.

Scheme Proposed Scheme Existing Scheme

RMSE 1.17 1.65

<Table 3> RMSE of proposed and existing schemes

5. 결론

본 논문에서는 단일 수신기를 사용하는 환경에서 
RSSI 기반 거리 추정의 정확도를 높이기 위해 MISO 
DNN을 활용한 Smoothed RSSI 기반 거리 추정 기법을 
제안하였다. 이를 위해, 제안 기법에서는 RSSI 값의 이상
치와 결측치를 제거 및 대치하는 전처리 과정이 수행된
다. 또한, RSSI 값에 기반한 추정 거리의 오차를 최소화
하는 MISO DNN 모델이 활용된다. 제안 기법은 전처리 
과정을 통해 도출된 다수의 Smoothed RSSI를 Input 
Data로 받아 MISO DNN 모델의 Output Layer에서 
추정 거리로 반환한다. 제안 기법의 성능 평가를 위해 선
형회귀 기반 거리 추정 기법을 대조군으로 설정하여 거
리 추정 정확도를 비교하였다. 실험 결과, 제안 기법은 
선형회귀 기반 거리 추정 기법 대비 29.09% 더 높은 거
리 추정 정확도를 보였다.
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