
INTRODUCTION

임상연구에서 예측모형에 대한 수요와 연구는 계속 증

가하고 있다[1,2]. 예를 들어 소화기암연구에서는 유경성 

대장용종에서 내시경 협대역 영상에서의 여러 인자들을 

이용하여 T1 대장암 진단을 하기 위한 모형이나[3] 조기 

위암에서 병리학적 병기 정보를 활용하여 수술적 절제 후 

위 이외의 재발 위험을 예측하는 모형 등이 있다[4]. 이처

럼 환자의 기초적인 정보나 영상, 병리학적 소견들을 종

합하여 환자의 질병 상태를 진단하거나 예후를 예측하는 

것이 예측모형의 목적이고, 이를 위해 전통적으로 통계학

적 방법 중 다변수 회귀분석(multivariable regression 

model)을 이용해왔다[5]. 최근에는 단일 기관뿐 아니라 

다기관 자료를 활용하는 경우가 늘어나고 의료인공지능

에 대한 연구가 활발하게 이루어지면서 전통적인 통계 방

법을 포함하여 랜덤 포레스트, 딥러닝 등 머신러닝에 기

반한 모형들이 등장하였고, 모형 구축 방법이 복잡해짐에 

따라 예측모형 성능에 대한 다각도에서의 검증이 요구되

고 있다.

본 논문에서는 소화기암연구 분야에서의 예측모형 개발

과 검증의 형태를 조사하여 정리하고, 각 방법론에 대한 

설명과 장단점을 살펴보고자 한다.

MAIN SUBJECTS

소화기암연구 분야의 예측모형 연구 사례

소화기 연구의 예측모형 구축에 사용된 통계학적 모형

과 검증 방법을 조사하기 위해 PubMed에서 2019년 1월 

1일부터 2023년 6월 30일까지의 논문을 조사하였다.

조사 대상 학술지로는 소화기 분야 관련성과 impact 

factor를 종합적으로 고려하여 Gastroenterology, Gut, 
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Endoscopy, Gastrointestinal Endoscopy, Alimenta-

ry Pharmacology & Therapeutics, Gastric Cancer, 

Journal of Gastroenterology, 총 7개의 저널을 선정하

여 살펴보았다. 구체적인 PubMed 검색 쿼리는 Supple-

mentary Material에 명시했다.

검색 결과 총 462편의 논문을 선정하였고 초록을 기준

으로 예측모형 구축에 사용한 모형 방식과 검증 유형을 

분류했다. 두 개 이상의 예측모형 방식과 검증 유형을 사

용한 경우 각각 따로 세어서 중복된 경우도 있다.

모형분류 결과 예측모형 방식과 검증 유형을 각각 

Tables 1, 2에 정리했다. 소화기 연구에서는 딥러닝(deep 

learning)과 로지스틱 회귀(logistic regression)가 대표

적인 예측모형으로 활용되며, 모형 검증에는 외부 검증

(external validation)과 분할 샘플(split sample) 방법이 

주로 사용되는 것으로 나타났다. 초록에 구체적인 예측모

형 방식을 기술하지 않은 논문은 총 260편(56.3%)이었고, 

검증 방식을 파악할 수 없었던 논문은 총 123편(26.6%)이

었다. 

각 방법에 대한 간략히 소개는 다음과 같고, Table 3에 

각 모형의 장단점에 대하여 정리했다.

예측모형 구축 방법

딥러닝(deep learning)

딥러닝은 대용량 데이터에서 패턴을 인식하여, 이를 바

탕으로 예측, 분류, 의사 결정 등의 작업을 수행하는 인공

지능의 한 분야로, 매우 복잡한 비선형 관계를 모형화할 

수 있다는 강점이 있다. 이러한 딥러닝 모형은 여러 개의 

은닉층을 포함한 신경망으로 구성되어 있으며, 각 층은 

Table 1. Statistical and Machine Learning Methods Used for 
Deve loping a Prediction Model in Gastrointestinal Research

Method Frequency

Per method 217 (100.0)
   Deep learning 82 (37.8)
   Logistic regression 62 (28.6)
   Cox proportional-hazards regression 36 (16.6)
   Random forest 15 (6.9)
   Gradient boosting 5 (2.3)
   LASSO 4 (1.8)
   Support vector machine 3 (1.4)
   Others 10 (4.6)
Per article 462 (100.0)
   Classified 202 (43.7)
   Not classified 260 (56.3)

Values are presented as number (%).
LASSO, Least Absolute Shrinkage and Selection Operator.

Table 2. Validation Methods for a Prediction Model Used in Gas-
trointestinal Research

Method Frequency

Per validation method 366 (100.0)
   External validation External validation 227 (62.0)
   Internal validation Split sample 85 (23.2)

Cross validation 30 (8.2)
Not specified 12 (3.3)
Bootstrapping 11 (3.0)
Repeated random 

validation
1 (0.3)

Per article 462 (100.0)
   Classified 333 (72.1)
   Not classified 129 (27.9)
   Internal & external both used 38

Values are presented as number (%) or number only.

Table 3. Comparison of Machine Learning Methods: Advantages 
and Disadvantages

Models Advantages Disadvantages

Deep learning • Modeling complex 
nonlinear relation

• Expensive cost and 
time

• Overfitting
• Difficult to 

understand
Logistic 

regression
• Easy to understand • Multicollinearity 

Cox proportional-
hazards 
regression

• Time-to-event data
• Time-dependent 

covariate 

• Proportional hazard 
assumption

Random forest • Prevent overfitting • Difficult to 
understand

Gradient boosting • Parallel 
construction

• Prevent overfitting
• Handling missing 

value

• Memory 
consumption

• Difficult to 
understand

LASSO • Variable selection • Randomly select 
variable(s) when 
there are highly 
correlated variables

Support vector 
machine

• Effective in 
heterogeneous high 
dimensional data

• Rare event 
classification

• Difficult to tune 
parameters and 
select kernel

LASSO, Least Absolute Shrinkage and Selection Operator.
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입력 데이터의 다양한 특징을 추출하고 학습한다. 학습 

과정에서는 데이터의 특징점을 찾아내는 것이 중요하며, 

이를 위해 초기에는 무작위로 설정된 파라미터를 업데이

트 해 나가며 모형의 성능을 개선한다. 이러한 과정을 통

해 모형은 데이터의 복잡한 특징들을 자동으로 학습하게 

되며, 사전에 정의된 특징이 아닌, 데이터로부터 직접 특

징을 학습하므로, 전문가의 지식이 없어도 높은 성능의 

모형을 구축할 수 있다는 장점이 있다[6]. 하지만 이러한 

딥러닝 모형을 훈련하는 데에는 상당한 자원과 시간이 필

요하다. 이 과정에서 딥러닝은 학습 데이터의 노이즈를 

학습하면서 과적합이 발생할 수 있으며, 이는 모형의 일

반화 능력을 저하시켜 새로운 데이터에 대한 성능을 떨어

뜨릴 수 있다. 또한, 딥러닝 모형의 복잡한 구조는 해석을 

어렵게 만든다[7]. 딥러닝을 활용한 연구의 예로, Gong 

등[8]은 딥러닝을 활용해 내시경(endoscopy) 백색광 영

상에서 위 신생물(gastric neoplasms)을 실시간으로 자

동 감지하고 분류하는 시스템을 개발하였다.

로지스틱 회귀(logistic regression)

로지스틱 회귀는 이분형 분류 문제(예: 질병 유무)를 해

결하기 위한 통계 모형이다. 로지스틱 회귀는 종속변수의 

로짓(logit), 즉 관심 있는 범주에 해당할(예: 질병 발생) 

오즈비(odds ratio)에 자연로그를 취한 값이 독립변수들

의 선형 결합과 선형 관계를 맺는다고 가정한다. 이러한 

관계를 기반으로 독립변수의 선형 결합을 로지스틱 함수

(logistic function)를 통해 0과 1 사이의 확률값으로 해

석할 수 있다. 로지스틱 회귀는 독립변수들의 영향력을 

해석하는 데 유용하지만, 변수 간의 강한 상관관계, 즉 다

중공선성이 존재하는 경우나 관심 있는 범주에 해당하는 

대상자 수에 비해 예측인자가 많은 경우, 회귀 계수의 표

준 오차의 과대 추정을 초래하여 편향된 결과를 낳게 한

다[9]. 로지스틱 회귀를 활용한 연구의 예로, Geng 등[10]

은 식도 내시경 점막하 박리술(esophageal endoscopic 

submucosal dissection)을 받은 환자를 대상으로 로지

스틱 회귀를 활용하여 인구통계학적, 임상학적 변수와 협

착증(stenosis) 발생 간의 관계를 파악하였다.

콕스 비례 위험 회귀(Cox proportional-hazards regression)

콕스 비례 위험 회귀는 생존분석에서 주로 사용되는 모

형으로, 환자의 예후(생존이나 재발)와 같은 관심 사건이 

발생했는지 뿐만 아니라 관심 사건이 발생하기까지의 시

간을 함께 고려할 수 있어 예후 예측에 널리 쓰인다[11]. 

추정된 회귀 계수는 공변량과 위험함수의 관계를 나타내

며, 이는 모형의 해석에 있어 중요한 역할을 한다[12]. 콕

스 비례 위험 회귀의 핵심 가정은 ‘비례 위험 가정’으로, 

주어진 공변량에 따른 위험률 비(hazard ratio) 가 시간

에 따라 일정하다는 것이다. 이 가정이 타당하다면 콕스 

비례 위험 회귀를 통해 개개인의 위험률을 예측할 수 있

으며, 특정 변수가 위험률에 미치는 영향을 평가할 수 있

다. 그러나 현실에서는 비례 위험 가정이 종종 성립하지 

않는 경우가 많다. 이런 경우에 변수를 여러 계층으로 나

누는 계층화된(stratified) 콕스 비례 위험 회귀 모형을 사

용하거나, 시간 가변 공변량(time-varying covariate)을 

고려하는 것도 유용하다. 콕스 비례 위험 회귀를 활용한 

연구의 예로, Bae 등[4]은 후향적 코호트 디자인에서 조

기 위암으로 근치적 절제술(curative resection)을 받은 

환자를 대상으로 위외 재발(extragastric recurrence) 

무진행 생존 예측을 위해 콕스 비례 위험 모형을 활용해 

예측인자를 찾아내는 연구를 하였다.

랜덤 포레스트(random forests)

랜덤 포레스트는 의사 결정 나무를 활용한 앙상블 학습 

방법으로, 다수의 나무 모형을 독립적으로 훈련해 그들의 

예측을 통합함으로써 성능을 향상한다. 앙상블 학습은 여

러 모형의 결과를 결합해 단일 모형보다 우수한 성능을 

달성하려는 접근 방식이다. 랜덤 포레스트에서, 각 나무

는 데이터의 부트스트랩 샘플을 이용해 훈련되며, 각 노

드에서는 무작위로 선택된 변수의 부분 집합만을 고려하

여 샘플을 분할한다. 이렇게 하여, 각 나무는 조금씩 다른 

변수를 가지게 되어 모형의 다양성이 증가하고, 이에 따

라 과적합이 방지된다. 랜덤 포레스트는 여러 나무의 예

측을 종합함으로써 과적합의 문제를 완화하고, 일반화 능

력을 키운다. 더욱이, 병렬 계산의 이점으로 인해 랜덤 포

레스트는 큰 데이터 세트에서도 효율적으로 훈련될 수 있

다[13,14]. 랜덤 포레스트의 가장 큰 단점은 해석의 어려

움이다. 단일 의사 결정 나무의 단순함과 달리, 랜덤 포레

스트는 여러 나무 모형을 결합함으로써 복잡해진다[15]. 

랜덤 포레스트를 활용한 연구의 예로, Liwinski 등[16]은 

분변 마이크로바이옴(fecal microbiome)을 분석하여 자

가면역성 간염(autoimmune hepatitis)과 원발성 담즙

성 담관염(primary biliary cholangitis)을 랜덤 포레스

트를 활용해 효과적으로 분류하는 연구를 수행하였다.

Prediction Model Development and Validation

159www.jdcr.org

JDCR



그래디언트 부스팅(gradient boosting)

그래디언트 부스팅은 주로 결정 나무와 같은 약한 학습

기를 사용하여, 모형의 전반적인 성능을 점진적으로 향상

시키는 앙상블 방법이다. 이 방법은 각 학습 단계에서 발

생한 예측 오차를 줄이기 위해 새로운 모형을 순차적으로 

추가함으로써, 전체 모형의 오차를 조절하고 예측 성능을 

점차 개선한다[17]. 그러나, 높은 메모리 사용, 평가 속도 

지연, 순차적 학습으로 인한 병렬 처리의 어려움, 그리고 

복잡한 모형 구조로 인해 해석이 어렵다는 단점이 있다. 

이를 일부 개선하기 위해 eXtreme Gradient Boosting 

(XGBoost) [18], lightGBM [19] 등이 제안되었다. 그중 

가장 대표적으로 많이 쓰이는 XGBoost는 병렬 처리, 정

규화를 통한 과적합 방지 그리고 결측치 처리 기능을 제

공하여 빠른 속도와 높은 예측 성능 및 편의성을 제공한

다. 하지만 여전히 모형 해석의 어려움은 남아있다[20]. 

XGBoost를 활용한 연구 중 하나로, Kwon 등[21]은 위

암 수술 후 제2형 당뇨병 예측을 위한 점수를 만들고 비교

하는 연구를 진행했다.

라쏘(Least Absolute Shrinkage and Selection Operator)

라쏘(LASSO, Least Absolute Shrinkage and Selec-

tion Operator)는 회귀분석에서 변수 선택과 정규화

(regularization)를 동시에 수행하는 방법으로, 이는 특히 

모형에 넣고자 하는 예측인자 변수의 개수가 샘플의 수보

다 많은 고차원 자료에서 유용하다. 라쏘는 계수의 절댓값

에 비례하여 페널티를 부여함으로써 모형의 복잡도를 조

절하고 일반화 성능을 개선한다. 람다 파라미터로 조절되

는 페널티의 강도에 따라, 람다가 클수록 모형이 단순화되

며 일부 회귀 계수가 정확히 0이 되어 변수 선택이 가능하

게 된다. 이 특징은 모형이 더 해석하기 쉬워지게 하며, 불

필요한 변수를 제거하여 예측 성능을 향상시킨다[22,23]. 

그러나 라쏘는 변수 수가 샘플 수를 초과할 때 제한된 수

의 변수만을 선택할 수 있는 한계를 가지고 있으며, 높은 

상관관계를 가진 변수 그룹 내에서는 선택이 임의적일 수 

있어 문제가 된다[24]. 라쏘를 활용한 연구의 예로, Ali 등

[25]은 내시경소매위성형술(endoscopic sleeve gastro-

plasty) 후 재중재술(reintervention)의 가능성에 영향을 

미치는 변수 선정에 라쏘를 사용하였고, 후보 변수 26개 

중 11개를 선정하여 예측모형 구축에 활용하였다.

서포트 벡터 머신(support vector machine)

서포트 벡터 머신(support vector machine)은 데이

터를 잘 구분하는 결정 경계(또는 초평면)를 찾는 모형이

다. 서포트 벡터 머신의 목적은 서로 다른 범주의 데이터 

사이에 위치한 결정 경계의 마진을 최대화하는 것이다. 

여기서 마진은 결정 경계와 이 경계에 가장 가까운 샘플, 

즉 서포트 벡터 사이의 거리를 의미한다. 서포트 벡터 머

신의 일반화 성능은 마진을 최대화함으로써 향상될 수 있

다. 특히, 데이터가 선형적으로 구분되지 않을 때 커널 트

릭을 사용하여 데이터를 더 높은 차원으로 매핑함으로써 

데이터를 선형적으로 구분할 수 있게 만든다. 커널 트릭

은 원래의 변수 공간에서 선형적으로 구분이 어려운 경우

에도, 높은 차원에서는 구분이 가능하게끔 데이터를 변환

한다[26,27]. 서포트 벡터 머신은 고차원의 이질적 데이

터와 종속변수의 관심 범주 발생 빈도가 적은 데이터 세

트를 효율적으로 처리하는 장점을 가지고 있다. 하지만 

복잡한 파라미터 튜닝과 적절한 커널 선택 및 결합이 어

렵다는 단점이 있다[28]. 서포트 벡터 머신을 활용한 연구

의 예로, Yu 등[29]이 수행한 세포 외 소포 긴 RNA (ex-

tracellular vesicle long RNA) 프로파일링을 기반으로 

췌관 선암(pancreatic ductal adenocarcinoma) 검출

을 위한 진단 방법 개발 연구가 있다.

검증 방식

내부 검증(internal validation)

예측모형에서의 내부 검증은 모형의 학습 과정에 사용

한 데이터 세트를 통하여 모형의 성능을 평가하는 것이

다. 내부 검증은 사용하기 간단하고 드는 비용이 적다는 

장점이 있다. 하지만 모형이 학습한 데이터를 통해 모형

의 성능을 평가하는 것이기 때문에 새로운 데이터에 대한 

일반화 능력을 평가하기는 어렵다. 대표적인 방법으로는 

분할 샘플(split sample), 교차 검증(cross validation), 

부트스트랩핑(bootstrapping) 그리고 반복적인 무작위 

하위 샘플링 검증(repeated random sub-sampling) 방

법이 있다[30].

분할 샘플(split sample)

분할 샘플 검증은 예측모형에서 내부적으로 모형의 성

능을 평가하는 방법으로, 데이터 세트를 구축용 세트와 

검증 세트로 구분한다. 이 방법에서 모형은 구축용 세트
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를 통해 학습하며, 학습에 사용되지 않은 나머지 부분은 

모형의 성능을 측정하기 위한 검증 세트로 사용된다. 분

할 샘플 검증의 주요 목적은 구축용 세트로 학습된 모형

이 구축 과정에서 보지 않은 데이터에 대한 예측이 어느 

정도 가능한지 확인하는 것이다. 이 과정은 모형이 구축

용 데이터에 과적합되어 일반적인 패턴이 아닌 특정 데이

터의 노이즈를 학습했는지 평가하는 데 중요한 역할을 한

다. 학습과 검증에 할당되는 데이터의 비는 다양할 수 있

지만, 일반적으로 구축용 세트는 전체의 70–80%, 검증 

세트는 20–30%로 설정된다. 어떤 경우에는 구축용 세트

를 다시 훈련용과 구축 중 검증용으로 다시 분리하여 전

체 데이터를 세 부분으로 나누기도 하는데, 이때 구축 중 

검증용 자료는 모형의 파라미터를 최종 평가하기 이전에 

미세조정하는 데 사용되는 일종의 중간 평가 세트로 활용

될 수 있으며, 딥러닝 모형의 훈련 과정에서는 조기 종료

(early stopping) 규칙을 적용해 과적합을 방지할 수 있

다[31-33].

교차 검증(cross validation)

교차 검증은 모형의 일반화 능력을 정밀하게 평가하기 

위한 유용한 내부 검증 방법이다. 이 방식은 전체 데이터 

세트를 여러 개의 부분 집합으로 분리하고, 각 부분 집합

을 테스트 세트로 활용하며, 나머지는 모형 학습에 이용

한다. 이 과정을 모든 부분 집합에 대해 반복한다. k-겹 

교차 검증이 교차 검증의 대표적인 형태로, 데이터를 같

은 크기의 k개의 폴드로 나눈다. 각 폴드는 차례대로 테

스트 세트로 취급되며, 나머지 k–1개의 폴드는 훈련 세트

로 정의된다. 이러한 절차를 k번 반복한 후, 도출된 성능 

지표의 평균을 모형의 최종 성능으로 간주한다. 교차 검

증의 주된 이점은 모든 샘플이 훈련과 테스트에서 적어도 

한 번씩 사용된다는 점이며, 이에 따라 성능 평가가 특정 

데이터 세트에 의존하지 않고, 일반적으로 더 안정적이며, 

덜 편향된다. 이 방법은 데이터의 임의 분할로 인한 변동

성을 완화하므로, 모형의 일반화 능력에 대한 더 신뢰성 

있는 추정을 가능하게 한다. 그러나, 모형을 여러 번 학습

시켜야 하므로, 계산 비용이 상대적으로 높을 수 있다. 교

차 검증은 모형 선택, 하이퍼파라미터 조정 및 일반화 성

능 평가 등 다양한 모형화 작업에서 핵심적인 역할을 수

행한다. 때로는 데이터의 특성이나 분포에 따라 변형된 

교차 검증 방법, 예를 들어 계층화 교차 검증 등이 적용되

기도 한다[34].

부트스트랩핑(bootstrapping)

부트스트랩핑은 예측모형의 성능을 평가하는 데 있어 

널리 사용되는 재표본추출 방법이다. 이 방법은 동일한 

샘플을 여러 번 선택할 수 있게 함으로써 다양한 샘플 세

트 조합으로 생성한 모형을 활용한다. 이 과정을 통해, 모

형 성능의 변동성을 더욱 정밀하게 파악할 수 있게 되며, 

모형의 예측 불확실성에 대한 더 깊은 이해를 얻을 수 있

다. 부트스트랩핑을 검증 단계에서 활용하면, 모형이 미래 

데이터에 얼마나 잘 일반화될 수 있는지에 대한 거의 편

향되지 않은 평가를 할 수 있어, 과적합의 위험을 줄이고 

모형의 신뢰도를 높일 수 있다[35,36].

반복적인 무작위 하위 샘플링 검증(repeated random 

sub-sampling)

반복적 무작위 검증 방법은 데이터 세트를 여러 번, 무

작위로 훈련 데이터와 검증 데이터로 분할하는 방식이다. 

각 분할에서 모형은 훈련 데이터에 기반하여 학습하며, 

검증 데이터를 사용해 예측 정확도를 평가한다. 모든 분

할의 결과를 종합하여 평균을 내, 최종적인 결과를 도출

한다. 이 방법의 특징은 훈련 및 검증 데이터의 분할 비율

이 분할 수 즉, 반복 횟수에 영향을 받지 않는다는 점이며, 

이는 K-겹 교차 검증과는 대조된다. 추가적으로, 이 방식

에서는 일부 샘플이 검증 세트에 한 번도 포함되지 않을 

수 있거나, 반대로 여러 번 평가에 사용될 수 있다. 또한, 

무작위 샘플링의 변동성 때문에, 분석을 다른 무작위 분

할에 대해 반복할 때마다 결과가 달라질 수 있다[37].

외부 검증

예측모형에서 외부 검증은 모형의 학습이 완료된 후 독

립적인 데이터 세트를 사용하여 모형의 성능을 평가하는 

방법이다. 여기서, 독립적인 데이터란 시간이나 지리적 위

치로 분리될 수 있는 어떤 특정 데이터 세트를 의미한다. 

이러한 외부 검증은 모형의 성능에 대한 일반화와 새로운 

데이터에의 적용 가능성에 대한 보다 믿을 수 있는 평가

를 제공한다[30,36].

예측모형 연구에서 고려할 점

앞서 설명한 바와 같이 예측모형의 구축과 검증에 다양

한 방법들이 적용되고 있어 연구 계획 단계에서의 적절한 

선택이 중요하다.

예측모형의 구축에 사용할 모형 유형은 예측하고자 하

Prediction Model Development and Validation

161www.jdcr.org

JDCR



는 종속변수의 형태(분류/생존 등)에 따라 1차적으로 선

택할 수 있고, 이후 예측인자들과 종속변수의 관계, 대상

자 수와 변수의 개수의 비에 따라 모형을 탐색하여 선정

하게 된다. 최근 의료인공지능 연구가 활발하게 이루어지

면서 머신러닝이나 딥러닝을 활용한 예측모형 연구가 증

가하였으나 여전히 전통적인 통계학적 방법인 회귀분석

에 기반한 로지스틱 회귀분석과 콕스 비례 위험 회귀분석

도 많이 쓰이는 것으로 나타났다. 

적절한 성능을 가지는 모형 구축도 중요하지만 실제 임

상에서 유용하게 사용되려면 적절한 모형 적용 형태(pre-

sentation form)도 논문에서 정보를 얻을 수 있어야 한

다. 예를 들어 딥러닝이나 랜덤 포레스트 등의 머신러닝

을 사용한 예측모형은 실제 해당 프로그램(소프트웨어)을 

웹사이트 등을 통해 공개하여 접근 가능해야 임상 현장에

서 쓸 수 있는 모형이 된다. 

모형 구축에 필요한 대상자 수와 변수의 개수는 한 모

의실험 연구를 통해 events per variable이 10 이상이면 

모형이 안정적으로 추정된다는 점이 알려져 있어 이를 참

조하는 편이다[5]. 예를 들어 관심 있는 종속변수의 특정 

군에 해당하는 대상자가 50명이라면 50/10 = 5개의 변

수를 예측인자로 넣는 것이 적절하다고 판단하는 것이다. 

최근에는 모형에 들어갈 변수들의 분포를 설정하여 목표

하는 성능에 도달하는 데에 필요한 대상자 수를 실험적으

로 구하는 방법도 제안되었다[38].

대상자 수 선정 후 자료 수집 단계에 들어서면 검증 방

식을 검토해야 한다. 본 연구를 통해 조사한 결과 다기관 

외부 검증 방식이 많았고 그 다음으로 내부 검증 방식 중 

자료 분할 형태가 많았는데, 아무래도 현실적으로 다기관 

자료 수집이 어려운 연구 분야의 경우 단일 기관 자료를 

활용하여 예측모형 연구를 수행할 수밖에 없고, 이 때 단

순한 자료 분할보다는 교차 검증이나 부트스트래핑과 같

은 일반화 정도를 높일 수 있는 방식에 대한 검토도 필요

하다고 할 수 있겠다. 외부 검증이 필요한 경우 타기관 자

료나 공개 자료 등 외부 자료를 수집할 필요가 있는데, 외

부 검증 방식의 경우 최근에는 기관별로 분류한 자료를 

이용한 구축과 검증보다는 각 기관을 폴드로 고려해서 모

든 기관의 자료를 구축과 검증에 한 번씩 사용하도록 하

는 leave-one-hospital-out 방법을 사용하거나, 더욱 

다양한 구성의 대상자 집단 자료를 구축하여 정교한 검증

을 해야 한다는 주장들도 제기되고 있다[39].

CONCLUSION

본 논문에서는 소화기암연구 분야에서의 예측모형 연구

에 대해 구축 방법과 검증 방식 중심으로 리뷰하고 각 방

법론에 대한 소개를 하였다. 예측모형 연구를 준비하는 독

자들에게 예측모형에 대한 보고 가이드라인인 TRIPOD 

(Transparent Reporting of a multivariable predic-

tion model for Individual Prognosis Or Diagnosis) 

statement [5] 및 설명 문서[40]를 참고할 것을 권장하

며, 출간 준비 중으로 알려져 있는 머신러닝 등 인공지능

을 활용한 예측모형에 대한 가이드라인인 TRIPOD-AI 

statement [41]도 추후 유용하게 활용할 것으로 기대한

다.
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