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요    약

최근 비정형 자료인 텍스트를 벡터로 변환하고 이를 통해 다양한 목 으로 방 한 양의 자연어를 

분석하는 시도가 이루어지고 있다. 특히 코퍼스 규모가 제한 일 수밖에 없는 문 인 도메인의 

텍스트에 해서도 분석 수요가 증하면서, 해당 문 분야의 문서를 범용 문서와 함께 분석하기 

한 연구가 활발하게 이루어지고 있다. 특정 문어를 해당 문어 코퍼스 외부의 일반 인 범용어와 

함께 분석하기 해서는, 문어 임베딩 공간을 범용어 임베딩 공간과 일치시키는 것이 필요하다. 

기존에는 변환 행렬 는 매핑 함수 등을 통해 문어 코퍼스로부터 얻은 문어 임베딩 값을 범용어 

임베딩 공간으로 변환, 일치시키려는 시도가 있었지만, 변환 행렬을 기반으로 하는 선형 변환은 국지 인 

범 에서만 근사 인 변환 효과가 있다는 일반 인 선형 변환의 한계를 극복하지 못했다. 이러한 

선형 변환의 한계를 극복하기 해 최근에는 다양한 형태의 비선형 인 변환 방법이 제안되고 있으며, 

본 연구에서는 오토인코더(Autoencoder)와 회귀 모델을 동시에 학습하는 종단형 학습을 통해 문어 

임베딩 공간을 범용어 임베딩 공간으로 변환하여 임베딩 공간을 일치시키는 모델을 제안한다. 실제 

“보건의료” 분야의 R&D 문서에 해 임베딩 변환 실험을 진행한 결과, 제안 방법론이 기존의 

오토인코더를 활용한 방법 비 변환 정확도 측면에서 우수한 성능을 보임을 확인하 다.

키워드 : 텍스트 분석, 워드 임베딩, 워드 임베딩 변환, 지도학습 오토인코더, 종단형 학습

Ⅰ. 서  론

기술 발 과 인터넷 환경의 개선으로 인해 텍

스트 데이터의 양이 가 르게 증가하고 있다. 동

시에 컴퓨  기술  인공지능 알고리즘의 진보

는 텍스트 데이터에 한 정량 인 분석을 가능

 했다. 특히 Word2vec(Mikolov et al., 2013a)과 

같은 워드 임베딩(Word Embedding) 방법이 소개

되면서, 비정형 자료인 텍스트를 벡터(Vector)로 

변환하고 이를 통해 다양한 목 으로 방 한 양

의 자연어를 분석하는 시도가 이루어지고 있다. 

최근에는 제한 인 역사  사료와 같이 텍스트의 
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양이 한정 인 경우에 한 자연어 분석(오 호, 

2019)도 이루어지고 있다. 구체 으로 과거 사료

뿐 아니라 코퍼스 규모가 제한 일 수밖에 없는 

문 인 도메인의 텍스트에 해서도 분석 수요

가 증하면서, 해당 문 분야의 문서 분류, 

문어와 범용어의 유사도 분석, 는 문어 간 의

미 차이 분석 등을 목표로 한 연구가 활발하게 이

루어지고 있다. 특히, 한의학(오 호, 2019), 법률

(김성원, 박 렬, 2021; 할타르, 이말례, 2020), 그

리고 IT(김민호 등, 2021) 등 문어의 비 이 높

고 한 범용어와 동음이의어인 문어를 다수 

포함하고 있는 여러 분야에서 문어 임베딩을 

통해 문 분야의 텍스트를 이해하려는 시도가 

이어지고 있다.

특정 문어를 해당 문어 코퍼스 외부의 일반

인 범용어와 비교하기 해서는, 문어 임베딩 

공간을 범용어 임베딩 공간과 일치시키는 것이 필

요하다. 이는 각각의 코퍼스를 통해서 계산된 단

어 임베딩은 해당 코퍼스 내 문서를 기 로 계산

된 만큼, 동일한 단어라 할지라도 코퍼스별로 임

베딩 값은 서로 다르게 산출되기 때문이다. 이러

한 사유로 인해 코퍼스 간 임베딩 값의 단순 비교

가 불가능할 뿐 아니라 코사인 유사도 등의 평가 

기 이 의미를 갖기 어려우므로, 문어 임베딩 

공간과 범용어 공간의 일치는 문어와 범용어의 

혼합 분석을 해 반드시 필요한 과정이라고 할 

수 있다. 

기존 연구에서는 문어와 범용어의 혼합 분

석을 해 두 코퍼스를 혼합하여 문어와 범용

어를 모두 포함한 하나의 임베딩 공간을 생성하

고, 하나의 공간에서 각 용어의 임베딩 값을 계산

하고 이를 비교하는 시도(김병태, 김남규, 2021)

가 이루어졌다. 해당 연구에 따르면 문어와 범

용어 간의 공통 임베딩 공간을 통해 문어의 확

장된 의미 분석이 가능했지만, 범용어 코퍼스 

비 문어 코퍼스의 규모가 작을 경우에는 확장 

후 최종 임베딩 품질이 하됨을 확인했다. 이러

한 한계는 범용어 코퍼스 비 문어의 코퍼스 

규모가 작은 문어의 의미 분석 연구에서는 혼

합 임베딩 방법론이 충분한 성능을 나타내기 어

려움을 의미한다. 

혼합 임베딩 방법 외에도 변환 행렬(Transfor-

mation Matrix) 는 매핑 함수(Mapping Function) 

등을 통해 문어 코퍼스로부터 얻은 문어 임

베딩 값을 범용어 임베딩 공간으로 변환, 일치시

키려는 시도(Artetxe et al., 2016; Grave et al., 2019; 

Mikolov et al., 2013b; Xing et al., 2015)가 있었다. 

이들 연구는 우선 상이한 두 임베딩 공간을 일치

시키기 해 양 코퍼스에 공통 으로 존재하는 

단어들을 선정한다. 다음으로 선정된 공통 단어

를 기 로 두 임베딩 간 오차를 최소화하는 변환 

행렬을 계산하고, 이를 임베딩 공간 변환기로 활

용했다(Mikolov et al., 2013b). 공간의 변환은 이

후 여러 연구(Artetxe et al., 2016; Grave et al., 

2019; Xing et al., 2015)를 통해 직교 변환 행렬의 

특성을 활용하여 임베딩 변환 과 후 단어 간 의

미 계가 보존되는 변환으로 발 하여 재까지 

활용되고 있다. 다만, 변환 행렬을 기반으로 하는 

선형 변환은 국지 인 범 에서만 근사 인 변환 

효과가 있다는 일반 인 선형 변환의 한계를 극

복하지 못했으며, 이는 <그림 1>을 통해 설명될 

수 있다.

<그림 1> 선형 변환의 한계
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<그림 1>은 200차원의 R&D 문어 임베딩을 

t-SNE를 통해 2차원으로 도식화한 로, 각 은 

문어 임베딩 공간에서 각 문어가 차지하는 

치를 2차원으로 보여 다. 이 에서 범용어 공간으

로 변환이 원활하게 이루어지는 문어, 즉 문어

를 범용어 공간으로 선형 변환한 결과와 범용어 

임베딩 공간 내 실제 임베딩 값과의 코사인 유사도

가 높은 상  100개의 문어를 검은색으로 구별하

여 표시했다. 만약, 문어 변환이 역 으로 양호

하게 이루어진다면, 유사도 상  100개 단어는 체

으로 넓게 분포될 것으로 기 할 수 있다. 그러나 

<그림 1>에서 확인할 수 있듯이, 변환 결과가 양호

한 상  100개 단어는 분포의 외곽부에 집 되어 

있다. 이는 특정 문어 집단이 다른 문어들에 

비해 변환 효과가 상 으로 양호하게 나타난 것

으로 해석할 수 있으며, 선형 방법론이 나타내는 

국소 인 변환의 한계를 방증한다. 임베딩 공간 

변환은 체 단어에 해 동일한 선형 변환을 통해 

일 으로 이루어지기 때문에, 이러한 한계는 임

베딩 결과의 신뢰성을 훼손하는 큰 문제로 지 되

어 왔다. 특정 단어군에 한 변환 성능은 양호하지

만 그 외의 단어에 한 변환 성능이 떨어지는 등 

단어 간 변환 성능 격차가 클 경우, 임베딩 변환의 

평균 성능도 낮게 나타날 뿐 아니라 임베딩 변환 

자체에 한 신뢰도 역시 하되기 때문이다. 

이러한 선형 변환의 한계를 극복하기 해 최근

에는 다양한 형태의 비선형 인 변환 방법이 제안

되고 있으며, 이 가운데 특히 딥러닝 기반의 오토

인코더를 활용한 비선형 변환 시도가 이루어지고 

있다. 오토인코더는 신경망 구조  하나로서 입

력변수와 동일한 출력변수를 사용하며, 그 사이에 

차원을 압축한 잠재벡터(Latent Vector)를 포함함

으로써 압축된 입력변수 정보를 제공한다는 특징

이 있다(Baldi and Hornik, 2016). 이러한 오토인코

더의 잠재변수를 매개로 문어 임베딩을 범용어 

임베딩 공간으로 변환할 수 있으며, 특히 오토인

코더와 FFNN(Feed Forward Neural Network)을 조

합할 경우 기존 방법 비 문어 변환 성능이 우

월함(김 우 등, 2021)을 보 다. 다만, 기존 연구

는 오토인코더와 FFNN의 학습이 순차 , 독립

으로 이루어지기 때문에, 잠재변수의 학습 시 

FFNN에서 이루어지는 하  태스크(Task)의 성능

이 충분히 고려되지 못했다는 한계가 있다.

따라서 문어 임베딩 변환 시 오토인코더와 

FFNN을 활용하되, 오토인코더의 복원 정확도뿐 

아니라 FFNN의 하  태스크 정확도까지 감안한 

공동 손실 함수(Joint Loss Function)를 최소화하는 

학습을 통해 추가 성능 향상이 기 된다. 이와 같

이 오토인코더의 잠재변수에 FFNN이 추가된 오

토인코더를 지도학습 오토인코더(Le et al., 2018) 

라고 한다. 이러한 지도학습 오토인코더는 종단형

(End-to-End) 학습으로서, 역 인 최 해 도출이 

가능할 뿐 아니라 모델의 과 합 리스크를 여

다는 장 을 갖는다(Muller et al., 2005). 다만 다수

의 모델로 구성되어 있거나 모델의 구성이 복잡한 

경우에는 종단형 학습이 오히려 비효율 인 것으

로 알려져 있다(Muller et al., 2005). 그러나, 본 연

구에서 제안하고자 하는 문어 임베딩 변환 모델

은 오토인코더와 FFNN 각 1개로 구성된 단순한 

모델인 만큼, 종단형 학습의 단  비 장 이 클 

것으로 기 한다.

따라서 본 연구에서는 문어의 의미 분석을 

한 단계로서, 오토인코더와 임베딩 변환 태스

크를 동시에 학습하는 종단형 학습을 통해 문어 

임베딩 공간을 범용어 임베딩 공간으로 변환하여 

임베딩 공간을 일치시키는 모델을 제안한다. 구체

으로 본 연구에서는 오토인코더와 임베딩 변환 

태스크를 순차 으로 진행했던 기존의 방법론과 

다르게 종단형 학습을 제안함으로써, 모델의 성능

과 간결성 측면에서 보다 개선된 연구 방법론을 

제시하고자 한다. 체 으로 제안 모델은 오토인

토더의 잠재변수에 하  태스크를 한 분류 모델

을 직  연결하는 구조를 가지며, 구체 으로는 

40차원의 잠재벡터를 심으로 인코더와 디코더 

각각 완 연결계층(Dense Layer) 5개와 2개의 스킵

연결로 구성된다. 한 제안 방법론을 통해 문어 
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임베딩 값을 범용어 공간으로 변환하고, 변환된 

임베딩과 해당 문어의 범용어 공간 내 실제 존재

하는 임베딩의 코사인 유사도를 비교하여 제안 방

법론의 성능을 평가하고자 한다.

본 논문의 이후 구성은 다음과 같다. 제Ⅱ장

에서는 오토인코더  종단 학습에 한 기존 

연구를 소개한 뒤, 제Ⅲ장에서는 문어 임베딩

을 범용어 공간으로 변환하는 과정에서 지도학

습 오토인코더를 활용하는 방법을 제안한다. 제

Ⅳ장에서는 제안 방법론의 성능 평가를 한 실

험 과정  결과를 소개하고, 마지막으로 제Ⅴ장

에서는 본 연구의 기여와 추후 연구 과제를 서

술한다.

Ⅱ. 련 연구

2.1 문어 변환

문어 임베딩 공간을 범용어 공간으로 변환하

면, 범용어와의 직  비교를 통해 문어의 의미를 

분석할 수 있다. 를 들어 N개의 단어에 해 M차

원의 임베딩 값으로 구성된 N × M 차원의 문어 

임베딩 행렬이 있을 때, 이 행렬과 M × M 차원의 

변환 행렬(Transformation Matrix) 는 매핑 함수

(Mapping Function)와의 행렬곱을 통해 원본 행렬

을 N × M 차원의 새로운 임베딩 값으로 환

(Artetxe et al., 2016; Grave et al., 2019; Mikolov 

et al., 2013b; Xing et al., 2015)함으로써 임베딩 공간

의 변환이 가능하다. 일반 으로 양쪽 코퍼스에 

공통 으로 존재하는 단어를 기 으로, 환된 임

베딩과 실제 존재하는 임베딩 간 오차를 최소화하

는 행렬을 임베딩 공간 변환기로 활용한다

(Mikolov et al., 2013b). 이후, 변환 행렬이 직교 행

렬이 되도록 제약조건을 추가하여, 환 의 단어 

간 의미 계를 보존할 수 있게 되었다(Artetxe et 

al., 2016; Grave et al., 2019; Mikolov et al., 2013b; 

Xing et al., 2015). 이는 선형 환 후의 기하학

인 정보를 유지하는 직교 행렬의 성질을 이용한 

것으로, 이러한 변환 방법을 로크루스테스

(Procrustes) 변환이라 한다. 로크루스테스 변환

은 계산이 용이할 뿐 아니라 단어 간 기존 의미 

계를 보존할 수 있다는 장  때문에 단어의 의미 

변화 분석에 여 히 빈번하게 활용되고 있다. 

다만 로크루스테스 변환을 포함한 일반 인 

선형  변환 방법은 앞서 <그림 1>을 통해 확인한 

바와 같이 변환 성능이 국지 으로 차이를 보인다

는 한계가 있다(Nakashole and Flauger, 2018). 실제

로 선형 변환을 이용한 기계 번역의 경우 유사한 

언어 간 번역에서도 성능이 높지 않게 나오는 등 

많은 한계를 보 다(Søgaard et al., 2018). 즉 선형 

변환은 특정 군집 단어에 해서는 변환 성능이 

양호하지만 타 군집에 해서는 변환 성능이 떨어

지는 등 군집 별로 성능의 편차가 크기 때문에, 

임베딩 변환 결과의 안정성  신뢰성을 보장할 

수 없다. 

이러한 선형 변환의 한계를 극복하기 해 최근 

비선형 변환에 한 다양한 연구(Nakashole and 

Flauger, 2018) 가 이루어지고 있다. 특히, 임베딩 

변환이 자주 쓰이는 분야  하나인 이  언어 사  

구축(Bilingual Lexicon Induction)  기계 번역

(Machine Translation) 분야에서는 단어 번역을 

해 딥러닝 기반의 오토인코더가 리 활용되고 있

다. 구체 으로는 독일어와 어 각각의 워드 임베

딩에 해 디노이징 오토인코더를 활용하여 단어 

번역, 즉 임베딩 변환 성능을 개선한 연구(Kim et 

al., 2019)도 수행된 바 있다. 뿐만 아니라 오토인코

더 기반의 GAN 모형을 활용하여 번역의 성능을 

개선한 연구(Zhang et al., 2020), 오토인코더와 

FFNN을 조합한 비선형 임베딩 변환을 통해 문

어의 의미를 분석한 연구(김 우 등, 2021) 등, 오토

인코더를 활용하여 임베딩 변환의 성능을 향상시

킨 사례가 다수 보고되고 있다. 

2.2 오토인코더

오토인코더란 신경망 기반 모형  하나로서, 
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<그림 2> 일반 인 오토인코더 구조

<그림 3> 지도학습 오토인코더 구조

동일한 입력변수와 출력변수 사이에 병목층을 

심으로 좌우 칭되는 은닉층 구조를 갖는다는 특

징이 있다(<그림 2>). 오토인코더는 출력변수가 

입력변수를 최 한 정확하게 복원할 수 있도록 은

닉층의 가 치를 학습하게 된다. 이때, 병목층을 

잠재변수라고 하며, 일반 으로 입력변수보다 낮

은 차원으로 설정한다. 잠재변수에 입력변수 고유

의 정보와 차원을 압축하여 장하는 방식은 텍스

트 분석뿐 아니라 이미지 분석, 디노이징 등 다양

한 모델에서 활용되고 있다(Bank et al., 2020).

오토인코더 내의 잠재변수는 입력변수의 정보

를 압축하여 장할 뿐 아니라, 잠재변수 자체가 

분류 등 다양한 하  태스크에 사용될 수 있다는 

특징을 갖는다. 특히 오토인코더 내 잠재벡터에 

하  태스크를 연결하여 오토인코더와 하  태스

크를 동시에 학습하는 경우, 잠재변수는 입력변수

를 잘 복원하기 한 정보뿐 아니라 하  태스크

를 정확하게 수행하기 해 필요한 정보까지 함께 

압축하게 된다. 이러한 구조를 지도학습 오토인코

더(Supervised Autoencoder)라고 하며, 그 구조는 

<그림 3>과 같다. 실제로 오토인코더의 잠재변수

에 하  태스크 수행을 해 FFNN을 추가한 오토

인코더가 오토인코더와 FFNN을 순차 으로 학습

하는 것에 비해 높은 성능을 보임을 MNIST  
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CIFAR-10 데이터를 통해 확인하 으며(Le et al., 

2018), 최근 지도학습 오토인코더는 분자 특성 분

석에까지 활용(Oliveira et al., 2022)되는 등 그 범

가 확 되고 있다.

다만, 일반 인 신경망 구조와 마찬가지로, 오토

인코더 역시 은닉층이 깊어짐에 따라 기울기 소실

(Vanishing Gradient)이 발생할 우려가 있다. 기울기 

소실 문제를 해결하기 해 이미지 분석 모델인 

ResNet(He et al., 2016)은 은닉층의 입력을 그 로 

출력값에 더해주는 스킵연결(Skip Connections)을 

제안했으며(<그림 4>), 이 방법은 결과 으로 기울

기 소실을 극복하고 모델의 학습 효율을 향상시켰

다. 최근에는 은닉층의 입력과 출력을 연결하는 

것에 그치지 않고, 오토인코더의 인코더와 디코더

를 직  연결하여 이미지를 복원(Oliveira et al., 

2022)하는 등 다양한 변형 구조에 한 연구가 이

어지고 있다. 스킵 연결은 이미지 연구뿐 아니라, 

하  모델의 클러스터링 성능 개선(조인수 등, 

2021), 트랜스포머(Transformer) 기반의 텍스트 분

석(Kapoor et al., 2012), 그리고 다  이블 분류 

문제(김무성, 김남규, 2021) 등 다양한 형태의 텍스

트 분석에도 리 용되고 있다.

<그림 4> 일반 인 스킵 연결 구조

2.3 종단형 학습

복잡한 문제 해결을 해 차 딥러닝 모델의 

규모가 확 되면서, 라미터를 조정하거나 변수

를 가공(Feature Engineering)할 때 도메인 지식에 

한 의존이 심화하는 문제가 요하게 다루어지

게 되었다. 이에 도메인 지식 없이도 규모의 데

이터와 모델을 일시에 학습함으로써 강건한 결과

를 얻으려는 시도가 이루어지고 있다. 이러한 학

습 방법을 종단형(End-to-End) 학습이라고 하며, 

자율주행  장애물을 인식하는 태스크에 처음으

로 용(Muller et al., 2005)되었다. 해당 연구는 

CNN 모델을 기 로 주변 이미지와 운 자의 회

피 기동을 각각 입력변수와 출력변수로 하는 종단

형(End-to-End) 학습 모델을 제안했다. 한 본 모

델을 통해 종단형 학습이 장애물 인식 과정에서 

모델의 과 합 리스크를 이고, 역 인 최 해

를 도출할 수 있음을 보 다. 

장애물 인식 모델을 통해 종단형 학습의 효과를 

확인한 이후, 다양한 분야에서 종단형 학습이 활

용되었다. 우선, 음성 인식 분야에서는 음성 일

로부터 특성을 포착하는 모델, 음소를 추출하는 

모델 등을 각각 학습하는 기존 근에서 벗어나, 

음성 일로부터 바로 음성을 인식하는 신경망 모

델(Lewis et al., 2017)이 제안되었다. 한 이미지 

분석 분야에서도, 도메인 분류기와 조명 측기를 

동시에 학습함으로써 이미지의 색 항상성 모델의 

성능을 향상시킨 연구(김 우, 김남규, 2021)도 수

행된 바 있다. 뿐만 아니라, 기존 데이터가 충분치 

않은 경우 데이터 증강 모델과 측 모델의 동시 

학습(김 우, 정호 , 2020)을 통해 성능 개선이 

가능함을 보이는 등, 종단형 모델을 용한 성능 

개선 사례가 다수 보고되고 있다. 

종단형 학습에 한 정 인 연구 결과와 함께 

종단형 학습의 한계도 최근 다루어지고 있다

(Glasmachers, 2017). 특히, 소규모의 모델이 다수 

포함된 종단형 학습 모델의 경우, 개별 모델의 학습

이 충분히 이루어지지 못해서 체 모델의 성능을 

떨어뜨릴 수 있다. 그리고 모델의 일부분을 미세하

게 수정하고자 하는 경우에도 체 모델을 다시 

학습해야 한다는 은 학습 효율성 하의 요인으

로 지 되고 있다. 특히, 모델의 복잡도가 높고 규모

가 큰 경우에는 종단형 학습 보다 단계 인 순차 

학습의 결과가 더 좋을 수 있음이 알려져 있다. 



 지도학습 오토인코더를 이용한 문어의 범용어 공간 매핑 방법론

2023. 2. 99

Ⅲ. 제안 방법론

3.1 방법론 개요

본 장에서는 문어 임베딩 변환을 해 <그림 

5>의 방법을 제안한다. 우선 2 에서는 Phase 1을 

통해 문어 코퍼스 내에서 분석 상이 될 문

어를 선정하고, 문어 공간 임베딩과 범용어 공

간 내 임베딩을 계산하는 방법을 소개한다. 이를 

바탕으로, 3 에서는 오토인코더와 회귀 모델로 

이루어진 지도학습 오토인코더 모델인 Phase 2의 

학습 과정을 설명한다. 마지막으로 4 에서는 학

습된 모델을 이용해 문어를 범용어 임베딩 공간

으로 변환하는 Phase 3을 구체화한다.

<그림 5> 제안 방법론 개요

3.2 데이터 처리

본 에서는 <그림 5>의 Phase 1, 즉 데이터 

처리 과정에 해 소개한다. 문어 코퍼스 내 문

서의 과제명과 연구내용을 결합하여, 이에 해 

Okt(Open Korea Text) 형태소 분석기를 활용하여 

형태소 분석을 실시하 다. 한 텍스트 정규화

(Text Normalizaion)를 해 코퍼스의 텍스트 내 외

국어, 특수기호, 조사, 공백 등을 제거하는 처리

를 수행했다. 한편 문어 코퍼스 내 처리 된 

텍스트 데이터를 벡터로 변환하기 해 Word2vec 

모델을 활용하 으며, 이를 통해 각 단어에 한 

200차원의 임베딩을 도출하 다. 다만 범용어에 

한 임베딩은 별도로 도출하지 않고, 기존의 

Word2vec 내에 사 학습된 200차원의 임베딩 결

과를 그 로 활용했다. 

이후의 분석은 문어 코퍼스 내 문서별 TF-IDF

(Term Frequency–Inverse Document Frequency) 상

 10개의 단어로 구성된 핵심어 집합에 해서만 

진행했다. 모든 문어가 아닌 핵심어만을 상으

로 분석을 수행하는 이유는, 문어 코퍼스 내 등장 

빈도가 히 낮은 단어는 단어의 임베딩을 충분

히 신뢰할 수 없고, 반 로 지나치게 자주 등장하는 

문어는 범용어의 특성을 갖기 때문이다. 이러한 

과정을 통해 기존 연구(김 우 등, 2021)와 동일한 

방법으로 문어를 선정하고, 각 단어가 200차원의 

문어 공간에서 갖는 임베딩을 도출하 다.

다음으로, 앞서 선정된 핵심 문어와 범용어에 

해 양 측에 공통으로 존재하는 단어(공통어)를 

선별했다. 문어와 범용어 간 공통어는 Word2vec

을 통해 문어 코퍼스로부터 직  계산한 문어 

공간 내 임베딩과 Word2vec에 내재된 범용어 공간 

내 임베딩을 동시에 갖는다. 따라서 공용어를 통해 

문어 임베딩을 범용어 공간으로 변환하는 변환

기 학습이 가능하다. 
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<그림 6> 제안 모델의 개념  구조와 실제 구조

3.3 지도학습 오토인코더를 통한 문어 

임베딩 변환 

본 에서는 <그림 5>의 Phase 2, 즉 지도학습 

오토인코더의 구조  학습 과정을 소개한다. 

문어 임베딩 값을 범용어 임베딩 공간으로 변환하

기 한 지도학습 오토인코더의 구조는 <그림 6>

과 같다. <그림 6(a)>는 오토인코더 모델과 회귀 

모델으로 이루어진 구조를 개념 으로 도식화하

여 보인다. 오토인코더의 입력과 출력으로 문어 

공간 임베딩을 사용하고, 잠재변수에 연결된 회귀 

모델의 출력변수는 범용어 공간 임베딩을 사용한

다. 한편 <그림 6(b)>는 <그림 6(a)>를 구 하기 

한 구체 인 구조를 나타낸다. <그림 6(b)>에서 

오토인코더 내 인코더와 디코더는 5개의 완 연

결계층(Fully Connected Layer)으로 구성되어 있으

며, 잠재변수는 40차원으로 설정하 다. 이 게 

구성된 오토인코더는 입력된 문어의 임베딩을 

정확하게 복원하는 작업을 수행하며, 이를 해 

복원 결과와 실제 임베딩 간 오차의 제곱합을 단
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어별로 평균(MSE)한 손실 함수를 최소화하도록 

오토인코더 가 치에 한 학습이 진행된다. 

문어 임베딩을 범용어 임베딩으로 환하기 

해 오토인코더 내 잠재변수에 5개의 완 연결

계층으로 구성된 FFNN을 연결했다. 본 FFNN은 

40차원의 문어 잠재변수를 200차원의 임베딩 

값으로 변환하는 회귀 모델(Regressor)로, 입력변

수인 문어 잠재변수를 범용어 공간으로 변환한 

결과와 실제 범용어 공간 내 임베딩 값과의 오차

가 최소화되도록 학습한다. 결과 으로 지도학습 

오토인코더는 <그림 6>과 같이 잠재변수를 심

으로 인코더, 디코더, 회귀 모델이 연결된 구조를 

갖는다. 이로써 오토인코더의 손실 함수와 회귀 

모델의 손실 함수의 가 합이 최소가 되도록 하는 

종단형 학습이 가능해진다. 

다만, 이와 같은 구조에서는 오토인코더가 다

수의 은닉층으로 구성되어 있으므로 값의 달 과

정에서 기울기 소실이 발생할 우려가 있다, 특히 

본 제안 모델은 오토인코더뿐 아니라 잠재변수에 

연결된 회귀 모델까지 동시에 학습하는 만큼, 단

순한 오토인코더에 비해 기울기 소실이 발생할 가

능성이 더욱 크다. 따라서 본 연구에서는 모델 내 

인코더와 디코더, 그리고 회귀 모델에 스킵연결을 

추가하여 기울기 소실 가능성을 일 수 있는 구

조를 제안한다. 구체 으로는 <그림 6>과 같이 인

코더, 디코더, 회귀 모델 각각에 해 동일하게 첫 

번째 완 연결계층의 입력과 두 번째 완 연결계

층 출력을 스킵연결하고, 세 번째 완 연결계층의 

입력과 네 번째 완 연결계층의 출력을 스킵연결

했다. 그리고 스킵연결의 입력과 출력 간의 차원

을 맞추기 해 스킵연결 은닉층(Skip-Connection 

Hidden Layer)을 추가했다.

3.4 추론

본 에서는 학습된 지도학습 오토인코더를 사

용하여, 문어 임베딩을 범용어 임베딩 공간으로 

변환하는 추론 과정에 해 설명한다. 추론 시에

는 <그림 6>의 인코더와 회귀 모델만을 활용하며 

디코더는 사용하지 않는다. 즉, 변환하고자 하는 

문어의 임베딩 값을 오토인코더 내 인코더에 입

력변수로 제공하여, 해당 단어의 잠재변수를 계산

한다. 이 게 계산된 잠재변수는 회귀 모델의 입

력으로 사용되며, 회귀 모델은 최종 으로 해당 

문어의 범용어 공간 내 임베딩 값을 반환한다.

Ⅳ. 실험

4.1 실험 개요

본 장에서는 제안 방법론을 활용하여 실제 데이

터의 문어 임베딩을 범용어 임베딩 공간으로 변

환한 실험의 과정과 결과를 소개한다. 분석에 사

용할 문어 코퍼스는 2011년부터 2020년까지 국

가 R&D 과제 내 “보건의료” 분야의 문서 총 

77,578건의 제목과 요약문으로 선정했다. 이들 문

서에 해 특수 문자, 어, 숫자 등을 제외하고 

형태소 분석을 실시한 뒤, Word2vec 모델을 통해 

200차원의 문어 임베딩 벡터를 계산했다. 한 

각 문서별로 TF-IDF가 높은 단어 10개씩을 선정하

고 복을 제거하여 최종 으로 19,117개의 문

어를 분석 상인 핵심어로 추출했으며, 범용어는 

키피디아의 용량 말뭉치를 사  학습한 뒤 공

개되어 실무뿐 아니라 학술 으로 리 쓰이는 범

용 모델인 Word2vec 모델 내 30,185개의 단어와 

해당 단어의 임베딩을 사용하 다.

최종 으로 <표 1>과 같이 19,117개의 문어

와 30,185개의 범용어에 해 공통으로 존재하는 

공통어 7,317 단어를 선별하고, 이들 단어들이 

문어 공간과 범용어 공간 각각에서 갖는 임베딩을 

모델의 학습  평가에 활용했다. 구체 으로 

7,317개의 공통어  80%에 해당하는 5,854개는 

학습용으로 사용하고, 나머지 1,463개는 학습에는 

사용하지 않고 테스트에만 사용했다.

<그림 7>은 제안 모델인 지도학습 오토인코더 

모델(A)과 비교 모델인 순차 오토인코더 모델(B)
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과의 성능 비교를 한 실험 과정이다. 지도학습 

오토인코더 모델은 문어 공간 임베딩을 오토인

코더 내 인코더의 입력과 디코더의 출력으로 활용

한다. 이와 동시에 문어 공간 임베딩의 잠재변

수를 입력으로 하고 범용어 공간 내 임베딩을 출

력으로 하는 회귀 모델 학습을 진행한다.

문어 데이터 범용어 데이터

학습 상 

문서

국가 

R&D과제  

“보건의료” 

제목  요약문

Word2vec

 사 학습 자료

문서 77,578건 2,203,153건

단어
19,117개

(핵심어)
30,185개

공통어

7,317개

학습용 테스트용

5,854 1,463

<표 1> 분석 데이터

<그림 7> 실험 체 로세스

반면, 비교 모델은 문어 공간이 아닌 범용어 

공간 내 임베딩 값을 입력  출력으로 활용하여 

오토인코더를 1차 으로 학습한다. 제안 모델과 

달리 오토인코더의 학습이 완료된 이후에 문어 

공간 내 임베딩을 입력변수로 하고 오토인코더에

서 계산된 범용어 공간 기반의 잠재벡터를 출력변

수로 하는 회귀 모델을 학습함으로써, 문어 공

간의 임베딩을 범용어 공간으로 변환하게 된다. 

제안 모델과 비교 모델의 오토인코더는 각각 문

어 공간의 임베딩과 범용어 공간의 임베딩을 입출

력 변수로 활용했다는 에서 근본 인 차이가 있

으나, 이를 제외한 나머지 오토인코더의 구조는 

동일하다. 즉, 두 모델 모두 2개의 스킵연결과 5개

의 완 연결계층을 갖는 인코더와 디코더, 그리고 

40차원의 잠재벡터로 구성된다. 회귀 모델 역시 

제안 모델과 비교 모델 모두 동일하게 2개의 스킵

연결이 포함된 5개의 완 연결계층으로 구성된

다. 한 활성화 함수(Activation Function) 역시 두 

모델 모두 동일하게 ‘ReLU’를 사용했다. 모델의 

학습과 추론 등을 포함한 모든 실험은 Python을 

사용하여 진행했으며, 구체 인 H/W  S/W 환경

은 <표 2>와 같다.

HW

GPU GeForce GTX 1060

CPU Intel(R) i7-8700 3.20GHz

Memory 16GB

SW

Python 3.7.11

Tensorflow-gpu 2.3.1

Keras 2.4.3

<표 2> 실험 환경

학습이 완료된 이후의 추론 과정은 다음과 같

다. 우선 제안 모델은 문어 공간의 임베딩이 학

습된 인코더와 회귀 모델을 거치면서 추론, 즉 범

용어 공간으로의 임베딩으로 변환된다. 그리고 비

교 모델은 회귀 모델과 디코더를 통해 문어 공

간의 임베딩이 범용어 공간으로 변환된다.

기존 모델 비 제안 모델의 변환 성능을 평가
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하기 해 모델 별 변환 결과와 실제 범용어 공간 

내 존재하는 임베딩 간의 코사인 유사도를 분석했

다. 즉, 제안 모델의 추론 결과를 기 로 계산한 

코사인 유사도 평균과 비교 모델의 추론 결과로 

계산한 코사인 유사도의 평균을 비교하여, 이 값

이 더 큰 모델이 상 으로 우수한 성능을 보이

는 것으로 단했다. 이를 해 체 공통어의 

20%에 해당하는 1,463개의 단어를 테스트용 데이

터셋으로 활용하여, 각 모델의 임베딩 변환 성능

을 비교했다. 

4.2 문어 변환 결과 

본 에서는 실제 실험을 통해 나타난 제안 모

델과 기존 모델의 성능을 비교한다. 이를 해 테

스트용 데이터인 공통어 1,463개에 해 각각의 

모델로 임베딩 변환을 진행한 후, 변환된 결과와 

해당 단어의 실제 임베딩 간의 코사인 유사도를 

산출하고 평균을 취하여 평가 지표로 삼는다. 이

때, 오토인코더의 복원 손실과 회귀 모델의 변환 

손실 간 가 치 구성의 변화에 따라 체 모델의 

성능이 향을 받음은 당연하다. 따라서, 복원 손

실 가 치(α)와 변환 손실의 가 치(1-α)를 변화시

키며 동일한 실험을 반복 수행하 으며, 그 결과

를 <표 3>에 요약하 다

복원 손실 가 치(α)

10% 30% 50% 70% 90%

변환 정확도 0.400 0.394 0.410 0.407 0.395 

복원 정확도 0.574 0.589 0.630 0.643 0.640 

<표 3> α 변화에 따른 모델 성능 변화

<표 3>를 통해 가 치가 변화함에 따라 회귀 

모델의 변환 정확도와 오토인코더의 복원 정확도

가 변화하는 양상을 확인할 수 있다. 일반 으로 

가 치(α)의 변화에 따라 변환 정확도와 복원 정

확도는 서로 역의 상  계를 가지며 변화할 것

으로 상할 수 있다. 그러나 <표 3>에서 복원 정

확도와 변환 정확도 간의 강한 역의 상  계는 

찾아볼 수 없으며, 이는 <그림 8>을 통해 시각

으로 더욱 명확하게 확인할 수 있다. 

<그림 8> α 변화에 따른 모델 성능 변화 양상

구체 으로 살펴보면 복원 손실 가 치(α)가 증

가함에 따라 복원 정확도는 반 으로 향상되었

으나, 가 치가 50% 이상일 때는 가 치(α)의 증

가에 따른 복원 정확도의 개선이 미미하거나 오히

려 감소하는 경우도 발생하 다. 한편 변환 손실 

가 치(1-α)의 변화와 변환 정확도의 계는 뚜렷

이 나타나지 않았다. 본 실험을 통해 복원 손실과 

변환 손실 간의 균형이 필요함을 알 수 있었으며, 

최  균형을 찾기 해 다양한 가 치 조합에 

한 반복 실험이 필요함을 확인하 다. 이후 부분

에서는 반복 실험 결과 변환 정확도가 가장 높을 

뿐 아니라 복원 정확도 역시 양호한 성능을 보여

 모델, 즉 복원 손실 가 치와 변환 손실 가 치

를 각각 50%로 가 합한 모델로 실험을 수행한 

결과를 소개한다.

기존 모델과 제안 모델의 평균 코사인 유사도를 

정리한 <표 4>에 따르면 제안 모델이 기존 모델 

비 코사인 유사도의 평균이 소폭 높음을 알 수 

있다. 이는 제안 모델의 변환을 통해 실제 임베딩 

값과 더 유사한 벡터를 도출할 수 있음을 의미하

는 것으로, 제안 모델의 성능이 상 으로 우수

함을 나타낸다. 
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기존 모델 제안 모델

변환 정확도 0.394 0.410

복원 정확도 - 0.633

<표 4> 모델 간 성능 비교

본 연구에서는 제안 모델의 특성을 보다 세 하

게 악하기 해, 평균 코사인 유사도뿐 아니라 

개별 단어의 변환 결과를 분석하는 추가 실험을 

수행하 다. <표 5>는 기존 모델 비 제안 모델

의 코사인 유사도 증가폭이 가장 크게 나타난 주

요 5개 단어를 보인다. 를 들어 단어 “항우울제”

의 경우 기존 모델의 변환 결과는 코사인 유사도

가 0.15 정도로 매우 낮았으나, 제안 모델을 용

할 경우, 코사인 유사도가 0.54로 폭 개선됨을 

알 수 있다

기존 모델 제안 모델 성능 차이

치매 0.29 0.78 +0.49

항우울제 0.15 0.54 +0.39

폐암 0.29 0.61 +0.32

천식 0.49 0.76 +0.27

흉부 0.45 0.71 +0.26

<표 5> 코사인 유사도 개선 상  주요 단어

반면 제안 모델을 통한 성과 개선이 미미했던 

단어들은 <표 6>에 요약하 다. 이 표에 제시된 단

어들은 기존 모델을 통한 변환에서 나타난 코사인 

유사도와 제안 모델을 통한 변환에서 나타난 코사

인 유사도가 서로 동일하게 나타난 단어들이다. 

기존 모델 제안 모델 성능 차이

컨트롤러 0.85 0.85 0.00

카트리지 0.76 0.76 0.00

휴 용 0.73 0.73 0.00

이 0.64 0.64 0.00

포인트 0.57 0.57 0.00

<표 6> 모델 간 코사인 유사도가 유사한 주요 단어

<표 5>와 <표 6>의 비교를 통해 흥미로운 사실

을 발견할 수 있다. 제안 모델의 코사인 유사도는 

두 표에서 크게 다르지 않게 나타난 반면, 기존 

모델의 코사인 유사도는 <표 6>에 비해 <표 5>에

서 하게 낮게 나타난다. 즉 기존 모델을 통한 

변환 결과 코사인 유사도가 낮게 나타난 단어일수

록 제안 모델을 통한 큰 폭의 성능 개선을 기 할 

수 있음을 암시한다. 한 <표 5>에 나타난 단어, 

즉 기존 모델에서의 변환 성능이 조하게 나타난 

단어들의 경우 문 코퍼스인 “보건의료” 문서에

서 사용이 빈번한 단어라는 특징이 있고, <표 6>

에 나타난 단어들은 <표 5>의 단어들에 비해 문

이지 않은 범용 코퍼스에서도 자주 사용되는 단

어들이라는 특징이 있다. 즉 문성이 높은 단어

일수록 기존 모델을 통한 변환의 성능은 낮게 나

타나지만, 제안 모델의 경우 이러한 문어에 

한 변환 성능도 우수하게 나타났음을 알 수 있다. 

<그림 9>는 실제 임베딩과 각 모델의 변환 결과 

간의 단어별 코사인 유사도를 정렬하여 도식화한 

산 도이다. 그림에서 코사인 유사도가 높은 왼쪽 

구간에서는 두 모델의 변환 정확도가 큰 차이를 

보이지 않지만, 가로축의 오른쪽 부분, 즉 코사인 

유사도가 낮은 구간에서는 제안 방법이 기존 모델 

비 변환 결과가 양호함을 확인할 수 있다. 이는 

<표 5>  <표 6>에서 나타난 상과 일맥상통하

는 결과로, 변환 품질이 좋지 않은 구간에서 제안 

방법이 기존 방법 비 양호한 변환 결과를 제공

함을 나타낸다. 

한편 <그림 10>은 <그림 9>와 동일한 가로축에 

해 제안 모델과 기존 모델 간의 코사인 유사도

의 차이를 세로축으로 도식화한 결과이다. <그림 

10>의 부분의 구간에서 차이 값이 양수(+)로 나

타남을 확인하 으며, 이는 제안 방법이 반 으

로 기존 방법 비 변환 성능이 높음을 나타낸다. 

특히 우측 구간, 즉 변환 결과가 좋지 않은 구간의 

경우 두 모델의 유사도 값의 차이가 더욱 크게 나

타나며, 제안 방법이 기존 모델 비 최  0.1 가량 

코사인 유사도가 높게 나타난 경우도 확인하 다. 
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이를 통해 제안 모델의 성능이 반 으로 우수하

며, 특히 변환이 쉽지 않은 단어들에 해 제안 

모델이 기존 모델 비 뛰어난 변환 성능을 제공

하는 것을 알 수 있다.

<그림 9> 백분  순 에 따른 모델 간 코사인 

유사도 추이

<그림 10> 백분  순 에 따른 코사인 유사도 

개선 정도

이처럼 변환 정확도가 낮은 구간에서 제안 모델

이 기존 모델 비 우수한 성능을 보인 이유는, 

제안 모델이 오토인코더와 회귀 모델을 동시에 학

습함으로써 잠재변수의 품질을 개선하 기 때문

인 것으로 단한다. 즉, 종단형 학습을 거치면서 

제안 모델의 잠재 변수는 기존 모델과 달리 임베

딩의 변환에 기여할 수 있는 정보까지 학습할 수 

있었으며, 그 결과 기존 모델로는 임베딩 변환이 

어려웠던 구간에서 제안 모델이 큰 폭의 성능 개

선을 가져온 것으로 단한다. 

V. 결  론

최근 다양한 텍스트 데이터 분석에 한 수요가 

늘어남에 따라, 뉴스와 같은 범용 인 코퍼스뿐 

아니라 의학, 법률과 같은 문 분야에서도 텍스

트 분석에 한 필요성이 제기되고 있다. 다만 

문 분야의 경우, 코퍼스의 규모가 상 으로 작

아 만족스러운 수 의 텍스트 분석이 이루어지기 

어려웠다는 한계가 있다. 이에 본 연구는 기존 사

학습 언어 모델로 임베딩된 범용어 공간에 문

어를 추가하는 방법을 제안했다. 제안 모델은 선

형 모형을 통한 임베딩 변환의 한계를 극복한 기

존 오토인코더 활용 모델을 계승하되, 오토인코더

와 회귀 모델을 동시에 학습하는 구조로 개선되었

다. 한 본 연구에서는 실험을 통해 지도학습 오

토인코더 모델이 기존 오토인코더 모델 비 개선

된 변환 성능을 보 고, 특히, 변환 정확도가 낮은 

구간에서 제안 모델의 성능이 우수하게 나타남을 

확인했다. 

본 연구는 최신 딥러닝 기술을 활용하여 단어 

벡터의 비선형 변환 방법을 제안하 으며, 특히 

기존의 임베딩 변환 모델과 달리 오토인코더와 회

귀모델을 종단형으로 연결하여 성능을 향상시켰

다는 에서 학술  기여를 인정받을 수 있다. 특

히, 변환 정확도가 낮은 구간에서 기존 모델 비 

제안 모델의 성능이 개선되었다는 것이 특징 이

며, 종단형 연결 구조의 경우 모델의 간결함으로 

인해 추후 다른 모델과 연계하여 다양한 후속 연

구에도 활용될 수 있을 것으로 기 한다. 한 제

안 방법을 통해 기존 범용 언어 모델에 문어를 
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추가하게 되면, 추가 사 학습과 같은 컴퓨  부

담이 없이 문어에 한 다양한 분석이 가능하

다. 이는 소규모 코퍼스는 데이터가 충분치 않아 

분석 결과의 신뢰성이 담보되기 어렵고, 코퍼스 

내 단어가 충분하지 않아서 다양한 단어 간 비교

를 통한 의미 악이 쉽지 않다는 한계를 제안 방

법론이 극복하 음을 의미한다. 본 연구는 선행 

연구와의 비교를 해 보건의료 분야를 상으로 

분석을 실시했으나, 제안 방법론은 특정 분야에 

종속되지 않고 실무 으로 다양한 분야의 문 코

퍼스에 용 가능할 것으로 기 된다. 이와 같이 

소규모 코퍼스인 문 코퍼스를 포함할 수 있게끔 

텍스트 분석 범 를 확장한 은 본 연구의 실무

 기여로 인정받을 수 있다. 

본 연구에서는 제안 모델의 성능을 기존 모델과 

비교하기 해, 기존 연구가 수행된 환경과 동일

한 실험 환경을 구성하여 코퍼스 내 문서별 

TF-IDF 상  10개의 단어로 핵심어 집합을 구성하

여 실험 결과를 제시하 다. 하지만 제안 모델의 

성능은 핵심어 집합의 규모  특성에 따라 상이

하게 나타날 가능성이 충분히 있으므로, 향후 다

양한 환경에서 반복 으로 실험을 수행하여 제안 

모델의 특성을 더욱 세 하게 확인할 필요가 있

다. 이외에도, 제안 모델을 학습하기 해 문어 

코퍼스와 범용어 코퍼스에 동시에 출 하는 공통

어만 활용했다는 은 본 연구의 한계로 지 될 

수 있다. 소수의 공통어만으로는 충분한 학습이 

이루어지지 않을 수 있기 때문이다. 본 제안 모델

이 사용한 오토인코더는 공통어가 아닌 순수 문

어에 한 학습도 가능하다는 특성을 활용하여, 

향후 연구에서는 오토인코더 학습 시에는 체 

문어를 활용하여 더욱 성능을 개선할 수 있을 것

으로 기 한다. 즉, 지도학습 오토인코더의 구

조를 응용하여 오토인코더 학습 시에는 문어 

체를, 그리고 회귀 모델 학습 시에는 공통어만 활

용하는 학습을 구 함으로써, 본 연구에서 제안한 

문어 임베딩 변환 방법론의 성능을 개선하기 

한 시도가 이루어져야 한다.
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Abstract

Recently, attempts have been made to convert unstructured text into vectors and to analyze vast amounts 

of natural language for various purposes. In particular, the demand for analyzing texts in specialized 

domains is rapidly increasing. Therefore, studies are being conducted to analyze specialized and gen-

eral-purpose documents simultaneously. To analyze specific terms with general terms, it is necessary 

to align the embedding space of the specific terms with the embedding space of the general terms. So 

far, attempts have been made to align the embedding of specific terms into the embedding space of 

general terms through a transformation matrix or mapping function. However, the linear transformation 

based on the transformation matrix showed a limitation in that it only works well in a local range. 

To overcome this limitation, various types of nonlinear vector alignment methods have been recently 

proposed. We propose a vector alignment model that matches the embedding space of specific terms 

to the embedding space of general terms through end-to-end learning that simultaneously learns the au-

toencoder and regression model. As a result of experiments with R&D documents in the “Healthcare” 

field, we confirmed the proposed methodology showed superior performance in terms of accuracy compared 

to the traditional model.
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Keywords: Text Analysis, Word Embedding, Terminology Mapping, Supervised Autoencoder, 

End-to-End Learning
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