
<Review Article> 

ISSN 2288-8403(Online) 

한국표면공학회지

J. Surf. Sci. Eng.

Vol.56, No.6, 2023.

https://doi.org/10.5695/JSSE.2023.56.6.353

부식 검출과 분석에 적용한 영상 처리 기술 동향

김범수, 권재성, 양정현*

경상국립대학교 기계시스템공학과

Trends in image processing techniques applied to corrosion detection and analysis

Beomsoo Kim, Jaesung Kwon, Jeonghyeon Yang* 

Department of Mechanical System Engineering, Gyeongsang National University, Tongyeong, Gyeongnam, 
53064, Korea

(Received 13 November, 2023 ; revised 30 November, 2023 ; accepted 01 December, 2023)

Abstract

  Corrosion detection and analysis is a very important topic in reducing costs and preventing disasters. 

Recently, image processing techniques have been widely applied to corrosion identification and 

analysis. In this work, we briefly introduces traditional image processing techniques and machine 

learning algorithms applied to detect or analyze corrosion in various fields. Recently, machine learning, 

especially CNN-based algorithms, have been widely applied to corrosion detection. Additionally, 

research on applying machine learning to region segmentation is very actively underway. The 

corrosion is reddish and brown in color and has a very irregular shape, so a combination of techniques 

that consider color and texture, various mathematical techniques, and machine learning algorithms 

are used to detect and analyze corrosion. We present examples of the application of traditional image 

processing techniques and machine learning to corrosion detection and analysis.
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1. 서   론

 부식은 화학적 또는 전기화학적 반응, 마찰 등 여

러 원인으로 발생 되어 점진적으로 진행되면서 변

색 및 부식생성물 같은 이상 현상으로 소재를 열

화시킨다. 부식은 금속 제품 사용 효율성을 떨어

뜨리고, 경제적 손실을 발생시킨다. 따라서 효율

적인 방법으로 부식을 검출하고 분석하는 것은 금

속 제품의 안정성을 증가시키고 유지 관리 비용을 

감소시킬 수 있다[1~4].

  부식 검사는 무게, 부피, 전기화학, 자기측정 등 

정량적 검사[5~8]와 육안 검사 그리고 광학 현미

경, 공초점 현미경, 레이저 스캐닝 현미경, 주사 

반사 측정법 등 정성적 검사가 있다[9]. 일부 정량

적 검사는 시간이 많이 소요되고, 실험실 외부에

서 검사하기가 힘들다[9]. 육안 검사는 검사자의 

숙련과 경험이 중요하고 정량 분석이 어렵다. 또

한 검사자가 접근하기 어렵거나 위험한 곳에서는 

육안 검사가 힘들다[10~12].

  최근에는 부식 검출과 분석에 영상 처리 기법

을 많이 적용하고 있다. 영상 처리 기법은 카메라, 

UVA[11], 그리고 능동형 적외선 열화상 촬영[9] 

등에서 취득된 영상을 다양한 알고리즘으로 처리
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비파괴 검사 방법으로 검사 및 분석이 빠르고, 부

식에 관한 기하학적 정보 및 통계 데이터를 쉽게 

구할 수 있다[13, 14].

  부식 부위는 대게 표면 질감이 거칠고(rough 

texture), 주로 붉은색과 갈색을 띠며, 매우 불규

칙한 기하학적 형태다. 이러한 부식 특징을 반영

해서 영상에 부식이 있는지를 판별하거나 부식을 

분석하기 위해 다양한 영상 처리 기법들이 사용되

고 있다[10, 15~20].

  부식 판별은 색상 공간 정보를 이용하거나, 머

신 러닝을 이용하여 부식이 있는지 없는지에 대

한 이진 분류(binary classification)와 부식이 어

느 정도인지를 판별하는 다중(multiclass) 판별

이 있다[15, 16, 20~27]. 부식 부위에 대한 기하

학적 정보나 특정 부식 영역의 색상 통계 데이터

를 구하기 위해서는 영상에 부식 부위를 경계 짓

기 위해 경계선 검출(edge detection)이나 영

역 분할(image segmentation) 등이 선행되어

야 한다. 부식 분석에는 색상 정보를 이용하거나

[28~30] 고전적인 Canny 경계선 검출 방법부터 

머신 러닝을 이용한 경계선 검출 기법 등 다양한 

방법들이 사용된다[31]. 부식 부위 영역 분할에는 

Grabcut[32], 유역 분할(Watershed)[33, 34], 

그리고 최근에 활발히 연구되고 있는 머신 러닝을 

이용한 기법들이 사용되고 있다[35, 36].

  머신 러닝 알고리즘은 명시적으로 각 영상 데

이터에 참값(label)을 부여한 후에 훈련(train)

과 테스트를 거쳐 학습시킨 모델에 새로운 영

상 데이터를 입력하여 출력을 얻는 지도 학습

(supervised learning)과, 레이블 없이 입력된 영

상으로만 의미 있는 결과를 구하는 비지도 학습

(unsupervised learning) 으로 구분된다. 비지도 

학습에는 비슷한 특징을 갖는 것끼리 묶어 구별하

는 군집화(clustering), 입력 데이터의 차원을 축

소하는(dimensionality reduction) 것이 있다. 

군집화 방법인 K-means 군집화[37, 38], 밀도 

기반 군집화 (DBSCAN, Density-based spatial 

clustering of applications with noise)[39, 

40], 퍼지 C-평균 (Fuzzy C-means) 군집화[41] 

가 부식 영역 분할에 사용되었다.

  벡터의 Norm과 내적을 기반으로 개발된 

SVM(Support Vector Machine)[42]은 지도 

학습 이진 분류(binary classification) 알고리

즘으로 주어진 영상 데이터에 부식이 있는지 여

부를 판별하는데 적용되었다[43]. 또한 신경망

(Neural network) 구조를 갖는 심층 신경망

(deep learning) 모델들도 부식 판별과 분석에 많

이 적용되고 있다[2, 26, 44, 45].

  본 연구는 부식 검출과 분석에 적용된 영상 처

리 기술과 적용 사례를 살펴보고 몇 개의 기법

을 적용한 예를 보인다. 2 장에서는 색상 공간

을 설명하고, 3 장에서는 Grabcut, 유역 분할, 

그리고 비지도 학습 머신 러닝 알고리즘을 이

용한 영역 분할 방법과 적용 사례를 소개한다. 

4 장에서는 지도 학습인 SVM, 콘볼루션 신경

망(CNN, Convolutional Neural Network), 

Holistically-Nested Edge, Faster R-CNN 방

법을 간략히 살펴 보고 그 응용 사례를 소개한다. 

5 장에서는 SVM 을 적용해서 시편의 부식 여부를 

판정하는 문제를 예를 들어 보이고, 시편의 부식 

영역 분할을 K-means,  퍼지 C-평균, DBSCAN, 

HED 을 적용한 예를 보인다. 그리고 시간에 따른 

시편 단면 부식 진행 상태를 색상 공간 정보를 이

용해서 통계 처리할 수 있음을 보인다.

2. 컬러 모델
  

  디지털 영상 처리(digital image processing)

는 카메라나 스캐너 같은 영상 취득 장치로 실세

계 아날로그 영상을 부호화한 디지털 영상에서 의

미 있는 정보를 얻거나, 영상을 개선, 변형하는 것

이다. 영상 분류, 특징 추출, 패턴 인식 등에서 영

상 처리 기법이 광범위하게 사용되고 있다. 일반

적으로 영상에서 정보를 식별하거나 인식할 때 중

요한 요소는 색상이다. 따라서 컬러 영상을 분석

하거나 디스플레이 장치에 사용할 때 목적에 맞는 

컬러 모델을 사용한다[46, 47].

2.1 RGB 모델

  RGB 모델은 빛의 3원색인 빨강(Red), 녹색

(Green), 파랑(Blue)을 기본 채널로서 색을 표현

하고, 각 컬러 채널은 일반적으로 8 bit로 이산화

한다. 따라서 각 채널은 0 부터 255 까지 수치화

할 수 있다. 가장 널리 사용되는 RGB 모델은 색을 

혼합하면 명도가 올라가는 가산 혼합 방식으로 비

디오 디스플레이에 적합하고, 영상을 표현하는데 

변환(transform)이 필요 없다. 그러나 RGB 모델

이 비선형 불연속 공간이므로 색상(hue)의 변화를 

따라가기가 어렵고, 색조는 조명(illumination) 
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영향을 많이 받는다[47]. 

2.2 HSV 모델

  HSV(hue, saturation, value) 모델은 직관적

으로 컬러를 다루기 위한 색상 공간이다. Hue는 

색상 자체이며, 채도(saturation)는 색의 맑고 탁

한 정도를 나타내고, 명도(value, intensity)는 색

의 밝고 어두운 정도를 나타낸다. HSV 모델을 사

용하면 영상에 반영된 조명 영향을 낮출 수 있다

[48]. H, V, S 값은 식(1), (2), (3)과 같이 RGB 값

에서 구한다[46].
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이다.

  HSV 모델은 색상을 원의 각도로 나타내고 있는 

Hue 값으로 색상 정보를 직관적으로 구할 수 있

지만 부식의 특징인 붉은색이 0° 를 기준으로 양

방향으로 분포하고 있어 붉은 계열 색상은 0° 에

서 숫자 불연속성이 발생하므로 Hue 값을 이용

한 통계 처리가 쉽지 않다. Hue 모델을 이용해서 

부식을 판별할 때 각도의 불연속을 고려하여 (0°

-22°), (350°-359°) 두 범위를 사용한 연구도 있

다[48].

2.3 CIELab 모델

  국제 조명 위원회(CIE, Commission inter-

nationale de l'éclairage)가 제안한 CIELab 공간

은 인간이 동일하다고 인식하는 색 차이가 CIELab 

공간의 동일한 유클리드 거리에 해당되게 하여 지

각적 균일성을 보장한 국제표준이다. 색상 모델

은 CIELab 이지만 좌표는 L*, a*, b*로 표시한다. 

CIELab 모델은 1931 CIE 색상 일치 함수에서 파생

된 XYZ 삼색 자극값(Tristimulus value)으로 정의

한다[49, 50].

*Y L
116
16= +-                                            (4)

*X X a Y500n

3

= +
-b l                                   (5)

Y Y Yn

3
=

-
                                                 (6)

*Z Z b Y200n

3

= - +
-b l                                 (7)

여기서 Xn,Yn  그리고 Zn은 인간 눈이 백색(white)에 

해당되는 광원(illuminant)에 반응하는 삼색 자극

값이다. 따라서 L*, a*, b* 는 다음과 같이 구해진다

[50](이하 L*, a*, b* 를 L,a,b 로 표기한다).
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  Lab 칼라 모델에서 색상은 3D 공간 위치에 따

라 결정된다. 그림 1-(c) 에서와 같이 색상 밝

기 L은 0 이면 검정색을, 100 은 백색이고, 채도

(chorma) a 에서 양수 값은 빨간색을 나타내고 

음수 값은 녹색을 나타낸다. 색상 b 가 양수 값이

면 노란색을 나타내고 음수 값은 파란색을 나타낸

다.

  RGB 모델은 컴퓨터 그래픽, 영상처리, 영상 분

석, 저장할 때 주로 사용된다. 특히 RGB 모델은 

디스플레이 화면에 정보를 표시하는 데 변환이 필

요 없어 다양한 응용 프로그램의 기본 색 공간으

로 이용된다. HSV 모델은 사람이 시각적으로 색

상 정보를 직관적으로 인식할 수 있어, 컴퓨터 그

래픽, 영상 분석 등에 많이 사용되지만, Hue 가 

원[0°~360°] 각도에 따라 분포되어 0° 에서 숫

자의 불연속성이 존재한다. Lab 모델에서 색상은 

3D 공간 위치 정보로 구할 수 있으므로 유클리드 

거리 공간 개념을 쉽게 적용할 수 있다. 따라서 색

상 차이 평가, 색상 매칭 시스템, 그래픽 아트 등

에 널리 사용된다[46, 47].

  

 3. 영상처리 기법  

 일반적으로 영상을 이용한 부식 검출이나 분석은 

그림 2 와 같이 영상을 취득한 후, 전처리, 경계선 

검출, 영역 분할 과정을 거친다.

3.1 영상 취득과 전처리

  전처리(preprocessing)는 취득된 이미지에서 

노이즈를 제거하거나 이미지 화질을 개선하는 작

업이다. 노이즈 제거에는 Mean 필터, 가우시안

(Gaussian) 필터, Wiener 필터, 마스크(mask) 

필터 등이 많이 사용되고 있다[51]. 이미지 화소

(pixel)들이 너무 어두운 값이나 밝은 값 쪽으로 

몰려 있을 때 이미지를 회색조(grayscale)로 변환

한 후에 회색조 값들의 누적분포함수를 바탕으로 

회색조 값의 빈도수를 균일하게 분포시켜 밝기 값

을 균등화하면 이미지의 손실된 대비(contrast)가 

복구되어 화질을 향상 시킬 수 있다[51].

3.2 경계선 검출

  컴퓨터는 영상을 포함한 모든 객체를 내부적으로

는 숫자로 처리한다. 영상에서 경계선은 이웃 픽

셀 간의 숫자 변화폭이 큰 지점이다. 따라서 영상

의 밝기 변화는 구배(gradient)를 사용하거나 가

우시안 미분을 사용해서 검출한다. 일차 미분인 

구배를 사용한 경계선 검출 방법으로는 Robert 

방법, Sobel 방법, Prewitt 방법 등이 있고[52], 2

차 미분인 가우시안을 사용한 방법으로는 Canny 

방법[53], LOG(Laplacian of Gaussian) 방법

[54], DOG(difference of Gaussian) 방법[55] 

등이 있다.

  Canny 경계선 검출은 이미지를 가우시안 필터

로 노이즈를 제거하고, 회색조 변환, 구배 계산, 

최댓값이 아닌 픽셀값 억제, 그리고 사용자가 설

정한 최대, 최소 임계값(threshold value)을 기준

으로 구해진 경계선을 구한다[53].

  [56] 에서는 Canny 경계선 검출과 모폴로지

(morpology) 연산을 사용하여 금속 영상에서 부

식 부위를 검출했다.

3.3 영역 분할(Image segmentation)

  부식 면적 계산이나, 부식 색상 등을 분석하기 위
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Fig. 2. Corrosion detection and analysis process using 
image processing.
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해서는 영상에서 부식 영역을 추출하는 것이 필

요하다. 영역 분할은 이미지에서 개체(object)

나 관심 있는 영역을 추출하기 위해 픽셀들을 구

분하는 것이다. 영상에서 개체를 추출하는 방

법으로는 사용자와의 상호 작업(interactive)

이 필요한 것과 자동으로 하는 것으로 나누어 볼 

수 있다. Intelligent Scissors, Magic Wand, 

Bayes Mate, Grabcut 들은 사용자의 상호 작업

을 통해서 영상에서 배경(background)과 전경

(foreground)을 분할 한다. 

  자동으로 영상을 분할하는 알고리즘들은 영상 

픽셀의 불연속성을 이용한 영역(region) 기반 분

할과 픽셀의 유사성을 이용한 경계선(edge) 기반 

방법으로 나누어 볼 수 있다. 이 방법들은 영상 픽

셀의 색상 정보, 경계선 같은 특징을 이용한다.

  3.3.1 Grabcut[32]

  그림 3- (a )와 같이 사용자가 객체(전경, 

foreground) 외곽에 사각형을 그려주면 사각형 

바깥의 모든 픽셀은 배경 픽셀 집합(background, 

TB)이고, 사각형 내부는 객체 픽셀 집합(TF)과 미

분류된(unknown) 픽셀 집합(TU)이 섞여 있는 영

역으로 분할된다. 입력 영상 배열을 로 정의하고, 

각 픽셀은 분할 배열 에 매핑시켜 전경과 배경을 

분리한다. 여기서 N 은 전체 픽셀수 이며, 는 번째 

픽셀의 컬러 값이고,  는 번째 픽셀의 분할 정보로

서 0 이면 배경이고, 1 이면 전경에 해당된다.

  그림 3-(b)와 같이 입력 영상에서 각 픽셀이 객

체에 속하는지 배경에 속하는지를 구하기 위해 

배경과 객체에 대한 가우시안 혼합 분포(GMM, 

Gaussian Mixture Model) 를 식 11과 같이 정

의한다. 

, , ( , ), ( , )a k a k a ki r n R= ^ h" ,               (11)

  여기서 π는 가중치(weight ) ,  μ는 평균, 

{ , , ..., }k K1 2i ! , 그리고 ∑는 공분산이다. 분할

을 위해 전경과 배경의 두 연결 링크를 에너지 함

수인 식 12 로 정의한다.

, , , , , , ( , )E a k z U a k z V a zi i= +^ ^h h        (12)

  여 기 서  V ( a , z )  는  경 계 선  특 성 이 고 ,  

( , , , ) ( , , , )U a k z D a k zn n n
n

N

1

i i=
=

/ 이며, D $ =] g

( | , , ) ( , ), ( )log logp z a k a k pn n n n n $i r- - 은 가우

시안 분포 확률 함수, $r] g는 혼합 가중 계수이

다. 따라서 식 12 에 정의된 에너지 함수를 최소화

하는 a*를 찾는 것은 다음과 같이 전역 최솟값을 

찾는 문제로 귀결된다.

( , , , )arg minE k z*a a i=
a

                     (13)

Grabcut 알고리즘은 다음과 같다.

step 1. TU 영역의 모든 화소  n에 대해서 

( , , , )arg mink D k zn
k

n n n n
n

a i=   을 구한다.

step 2. 영상 데이터  z로 부터 GMM 파라미터를 

갱신한다.  

step 3. 식 (13)으로 부터 영상 분할  α*를 구한다.

step 4. 에너지 함수가 수렴할 때 까지 step 1~3 

단계를 반복한다.

  [57] 에서는 시험편의 부식 영역 비율을 계산하

기 위해 영상에서 시험편을 Grabcut 으로 추출하

여 강판의 부식 비율을 계산하였다. [58] 에서는 

철판 표면의 부식 영역을 Grabcut 을 이용해서 

분리하였고, 부식이 있는 영상 샘플에서 등간격으

로 영역을 추출하기 위해 Grabcut 을 사용했다. 

[59] 에서는 UAV로 자연 환경에 놓인 철탑 영상

을 취득한 후에 영상에서 배경을 제거하고 철탑만

을 분리하기 위해 Grabcut 을 사용하였고, 철탑

의 부식 영역을 R-CNN 모델을 사용하여 녹 발생

률, 녹 신뢰도, 녹 히트맵을 분석하였다.
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segmentation process
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4. 머신 러닝 기법  

  비지도 학습 머신 러닝은 정답(label)을 주지 않

고 데이터의 특성을 추론하는 것으로 K-means 

군집화[37],  DBSCAN 군집화[39],  Fuzzy 

C-means 군집화[41] 등이 있다. 지도 학습 머신 

러닝은 데이터 , , ...x i N1( )i =! +  와 함께 정답  

, , ...y i N1( )
argt et
i =" , 을 네크워크 모델  ( , )F : i 에 

입력하면 모델이  ( , )y F x y( ) ( ) ( )
arg

i i
t et
i-i= 로 예측

하게끔 네트워크의 파라미터 θ 를 학습시키는 것

이다[71]. 지도 학습 머신 러닝에는 Support 

v e c t o r  m a c h i n e ,  선 형  회 귀 ( L i n e a r 

regression), Logistic regression, Naive 

Bayes, 선형 판별 분석(Linear discriminant 

analysis), 결정 트리(Decision trees), K-최근접 

이웃(K-nearest  neighbor) ,  인공 신경망

(Artificial neural networks), 콘볼루션 뉴럴 네

트워크(Convolution neural networks) 등이 있

다[18, 26, 33].

4.1 K-means 군집화 

  K-means 클러스터링은 주어진 입력 데이터를 

유사한 특성을 갖는 픽셀을 하나의 군집으로 묶

고, 이러한 군집 K 개를 생성한다. K 개 군집을 만

들기 위해서 중심점(centroid) K 개를 임의로 설

정한 후 각 픽셀로부터 유사성을 바탕으로 이 픽

셀값과 픽셀이 속한 군집의 중심점 간의 평균 거

리를 최소화하는 과정을 일정 오차 범위로 수렴할 

때까지 반복한다[72].

  [3]에서는 영상을 HSV와 CIELab로 각각 색상 

변환한 후에 색상 변환된 각 영상에 K-means를 

적용하여 부식 영역을 분리해 내는 방법을 제시하

였다. [38] 에서는 강판 영상을 히스토그램 평활화

하고, K-means 로 몇 개의 클러스터로 분할하고 

분할된 각 영역의 색상을 HSV 컬러 공간으로 변

환하여 각 영역의 색상 분포 및 Hue 범위를 구하

는 방법을 제시했다. [73] 그림자나 조명이 일정하

지 않은 영상을 HSV 변환한 후에 Hue 채널 영상

에 K-means 를 적용하여 부식을 검출하는 방법

을 제안했다.

4.2  밀도 기반 군집화

  반경  є과 클러스터를 구성할 최소 픽셀 수 

MinPts 가 주어지면 밀도 기반 군집화 (Density-

based spatial clustering of applications 

with noise, DBSCAN)는 주어진 반경 안에 픽셀

이 MinPts 이상으로 존재하는 픽셀들로 클러스터

를 생성한다. 입력 영상 데이터 D 에서 임의의 픽

셀 p 의 є-이웃 픽셀은 p 와의 거리가  є보다 작

은 픽셀이다. p 의 이웃 픽셀 수가 MinPts 보다 크

면 p를 핵심(core) 픽셀이라 하고, 핵심 픽셀의 є-

이웃 픽셀을 외곽 픽셀 그리고 핵심 픽셀도 아니

고 이웃 픽셀에도 속하지 않는 픽셀을 노이즈 픽

셀이라 한다. 임의의 핵심 픽셀  p의 є-이웃 픽

셀은  p로 부터 직접 밀도 기반 도달가능한 관계

(direct density reachable)라고 한다. 픽셀  p의 

є-이웃 픽셀 Ч 가 또 다른 핵심 픽셀이면  Ч의 є-

이웃 픽셀들은 픽셀  p로 부터 밀도 기반 도달 가

능(density reachable) 하다. 따라서 픽셀  p,Ч가 

임의의 픽셀  r로 부터 밀도 기반 도달 가능하면 

픽셀 p,Ч 는 주어진 є과 MinPts 조건하에서 밀도 

기반 연결(density connected) 관계이다[74].

DBSCAN 알고리즘은 다음과 같다.

1. 입력 : 영상 데이터, 반경 є, 최소 픽셀 수 

MinPts

2. 군집화 과정

step 1. 데이터로 부터 핵심 픽셀 조건을 만족하

는 임의의 픽셀을 선택한다.

step 2. 밀도 도달 가능한 픽셀들을 구하고, 이 픽

셀들을 코어 픽셀과 외곽 픽셀을 구분하고, 여기

에 속하지 않은 픽셀을 노이즈 픽셀로 지정한다.

step 3.  반경 안에 있는 핵심 픽셀을 연결한다.

step 4. 연결된 핵심 픽셀들로 하나의 군집을 만

든다.

step 5. 모든 외곽 픽셀들을 처음 속한 군집에 할

당한다.

  [75] 에서는 저장탱크 표면의 영상 밝기 변화로 

인해 발생하는 분할 문제를 해결하기 위해 영상을 

슈퍼픽셀로 분할하고 각 슈퍼픽셀의 특징을 바탕

으로 DBSCAN 으로 전체 영상을 분할하는 방법

을 제안했다. [40] 에서는 용융아연도금 강판 부

식 영상에 DBSCAN 과 K-means 를 적용하여 각

각 색상의 유사성을 기준으로 클러스터를 구했다. 

K-means 는 사용자가 지정한 K 만큼 영역을 분

할하고 DBSCAN은 반경과 클러스터를 구성할 최

소 픽셀 수만 주면 이에 맞추어 클러스터를 생성
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하게 된다. 따라서 유사한 특성을 갖는 픽셀들이 

K-means 에서는 지정된 K 때문에 분할될 수 있

지만 DBSCAN에서는 하나의 영역으로 나올 수 

있다. 그리고 생성된 각 클러스터의 색상 분포와 

전체 강판 영상에서 차지하는 면적 비율을 쉽게 

계산할 수 있음을 보였다.

4.3 퍼지 C-평균 군집화

  퍼지 C-평균[76]은 K-means 와 유사하게 픽셀  

pi를 사용자가 설정한 군집에 퍼지 멤버쉽을 이용

해서 할당한다. 영상 픽셀 개수가 N개이고, 군집 

개수가  M개일 때, 식 15 로 정의된 목적 함수를 

최소화하는 반복 최적화 방법이다.

,J u p c m1ij
m

i j
j

M

i

N
2

11

31< < #= -
==

//       (15)

  Fuzzy C-means 군집화 알고리즘은 다음과 같

다.

step 1. 군집 개수 K와 수렴 조건  ,0 1!; ;e 를 

정하고, 각 픽셀 pi 가 특정 군집에 속할 멤버쉽 행

렬  U를 무작위로 초기화한다.

,k U u0 ( )
ij

0 ; ;= =                                 (16)

step 2. 각 군집의 중심점  C c( )k
j; ;= 과 픽셀이 특

정 군집에 속할 멤버쉽  uij계산한다.
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   k=k+1
   U(k)=|uij|

step 3. if ∥U(k)-U(k-1)∥＜є stop, else repeat 

step 2.

  식 (10) 에서 볼 수 있듯이, 픽셀  pi가 중심점  cj

에 가까우면 비용함수  는 최소화 된다.

  [41] 에서는 약 1년에 걸친 부식 시간 동안 실험

된 강철 영상 156 개에서 특징을 추출한 후에 주

성분분석(PCA)으로 차원을 축소한 것에 퍼지 C-

평균을 적용하여 시간에 따른 철강 표면을 분류하

는 방법을 제안했다. [77] 에서는 영상을 이용한 

불량/정상 샘플 분류 방법을 각 샘플에서 특징 백

터를 뽑아내기 위해 PCA를 사용하였고 퍼지 C-

평균을 이용해서 불량 여부를 판별하는 알고리즘

을 제안했다.

4.4 Support vector machine(SVM)

  1990년대 Vapnik이 발표한 SVM[78] 은 지도

학습 머신 러닝 알고리즘으로 훈련 데이터를 기반

으로 비확률적 이진 선형모델을 만들어 새로운 입

력 데이터가 어느 클래스에 속하는지를 판별한다. 

식 18 과 같이  n개의 훈련 데이터가 있을 때

( , ) , ,

, ...,

D x y x R y

i n

1 1

1

i i i
p

i; ! != -

=

" " ,,       (18)

  여기서  xi는 입력 벡터이고, 클래스 2 개를 {1,-

1} 라 표현하고, (xi,yi)는  xi가 클래스  yi에 속해 있

음을 나타낸다. SVM 은 훈련 데이터들을  yi에 따

라 선형적으로 분리할 초평면(hyperplane)을 구

하는 알고리즘이다. 이 초평면은 식 19 로 부터 구

한다.

w x b 0: + =                                   (19)

 w Rb! 는 초평면에 수직한 벡터이고  b∈R이다. 

그림 4-(a) 와 같이 n 개의 입력 데이터와 이 데이

터를 선형적으로 분리하는 많은 초평면 중에서, 

입력 데이터들과 거리가 가장 먼 초평면은 벡터 

내적과 norm을 이용하면 식 20 과 같이 최적화 

문제로 귀결된다.

,

. . ( , )

min w w

s t y x w b 1 0i i $+ -

                   (20)

  식 20 은 primal Lagrangian 를 이용해서 와  

를 구할 수 있다. 그림 4-(b) 에서 점선으로 표현

된 초평면 간의 거리  d를 마진(margin) 이라 하

고, 이 두 개의 초평면에 있는 데이터를 support 

vectors 라 한다. 그림 4-(c) 와 같이 새로운 입력 

데이터는 구해진 초평면을 이용하여 어느 클래스

에 속하는지를 판별된다.

  사회 기반 시설물에 발생한 소공 부식(pitting 
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corrosion) 위치를 정확히 찾기 위해 선형 모집단 

크기 감소(Linear Population Size Reduction) 

메타휴리스틱스(Metaheuristics) 알고리즘과 

SVM으로 훈련된 모델에 새로운 입력 영상이 입력

되면 소공 부식이 있을 것 같은 관심 영역(Region 

of Interest)을 추출하는 알고리즘이 연구되었다 

[79]. 산, 염기, 염분 등 다양한 환경에서 여러 유

형의 스테인레스 강의 부식 거동 예측을 의사결정

트리(DT), SVM, 랜덤 포레스트(Random forest), 

배깅 분류기의 예측 성능을 비교한 연구가 발표되

었다[80]. [45] 에서는 입력 영상을 BOW(Bag of 

Words) 기반으로 추출된 특징을 SVM 으로 훈련

한 모델로 부식을 분류하는 방법을 제시했다. [43] 

에서는 입력 영상을 여러 컬러 공간으로 변환하

고, 변환된 각각 영상에 Fourier 변환으로 노이즈

가 제거된 영상에서 추출된 특징을  SVM 으로 훈

련한 모델로 부식을 분류하는 방법을 제시했다. 

[33] 에서는 배관 부식을 판별하기 위해 영상에서 

GLCM 으로 추출된 특징을 SVM 으로 훈련하는 

방법을 제시했다.

4.5 인공 신경망과 합성곱 신경망

  지도 학습 머신 러닝은 정답이 있는 데이터 세트

로 모델을 학습시키는 것으로 일반적으로 그림 5 

와 같이 기능을 나누어 볼 수 있다. 입력 데이터

를 훈련용과 테스트용으로 무작위 분류한 후에 훈

련 데이터를 모델에 입력해서 출력과 정답을 비교

해서 오차가 발생하면 모델의 파라미터나 하이퍼 

파라미터를 갱신한다. 훈련이 끝난 모델은 테스트 

데이터로 모델을 평가한다.

  4.5.1 인공 신경망 (ANN, Artificial Neural Network)

  

  그림 6 에 표현된 인공 신경망은 입력층(input 

layer), 은닉층(hidden layer), 출력층(output 

layer)으로 구성된다. 입력층에 입력 벡터를 인가

하면, 은닉층의 각 뉴런(neuron)은 모든 입력 뉴

런 값에 가중치(weight)를 곱한 값들의 합이 전달

된다. ANN 에서 입력이 2D 영상일 때 2차원 배

열은 1차원 벡터로 변환되어 입력층에 인가된다. 

그림 7 의 은닉층의 뉴런 a( )11 는 식 21 과 같이 앞

에 있는 레이어의 모든 뉴런 출력값과 가중치의 

선형결합 형태로 구한다.

a w a b( )
,
( ) ( )
i

i

n

1
1 0

1
1
1

1v= +
=

d n/                      (21)

  여기서  , ( , ..., )a i n1( )
i
0 = 는 앞에 있는 레이어의 

뉴런 값,  w1,i는 가중치,  b( )11 는 편향값(bias) 이

고, $v] g는 활성화 함수(activation function) 

이다.

Fig. 4.  support vector machine (a) input data and hyperplanes, (b) support vectors lie on 
the marginal hyperplane, (c) new input data and classification

Fig. 5. Supervised machine learning process
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  ANN은 입력 데이터를 클래스로 분류하는 것

과 입력 데이터를 토대로 다른 값을 예측하는 회

귀(regression)로 나누어 볼 수 있다. 분류 ANN 

에서 출력값과 목푯값 간에 오차(=목적값 - 출력

값)가 있으면 이 오차를 줄이기 위해서 비용 함

수를 정의하고 이 비용 함수가 최소가 되도록 경

사 하강법(gradient descent)과 역전파(back 

propagation) 알고리즘을 사용해서 가중치  wj와 

편향 b 를 갱신하는 과정을 반복한다[71].

입력: X: 훈련 데이터 세트, η: 학습률(learning 

rate), є: 허용 오차, C(X;ω,b): 비용 함수 

초기화 :  ω,b를 임의의 값으로 초기화한다.

종료 조건 : 최대 반복 횟수 또는 C(X;ω,b)＜є

종료 조건이 만족될 때까지 다음 훈련을 반복한

다.

step 1. 초기화: 0iV~ =
step 2. 훈련 데이터 세트 각 데이터에 대해 다음 

과정을 수행한다.

  (2-1) 순방향 : 입력 데이터를 입력층에 인가하

여 출력층에서 출력을 구한다.

  (2-2) 오차를 구한다.

  (2-3) 역방향: 가중치와 편향 값을 갱신한다.

C

b b
b
C

j j
j

!

!

~ ~ h
d~
d

h
d
d

-

-

step 3. 훈련이 종료되면  ω,b로 신경망 모델을 구

축한다.

  4.5.2 합성곱 신경망(CNN, Convolution Neural Network)  

  

  C N N 은  기 본 적 으 로  콘 볼 루 션  계 층

(Convolution layer), 풀링 계층(Pooling layer), 

완전 연결 계층(fully-connected layer)으로 구

성된다. 콘볼루션 계층은 격자 모양의 2D 구조로 

ANN의 벡터 형태인 1D 계층에 비해 영상과 같

은 2D 데이터를 처리하기에 매우 효율적이다. 그

림 8에서 입력 데이터는 그림 9 와 같이 콘볼루션 

계층에서 입력 데이터와 커널 필터로 콘볼루션 연

산을 한 후에 활성화 함수으로 결괏값을 구한다. 

콘볼루션 계층은 입력 데이터의 특징(feature) 추

출에 효율적이다. 또한 콘볼루션 계층은 슬라이딩 

윈도우를 통해 동일한 콘볼루션 커널과 입력의 다

른 위치에서 반복적으로 계산하므로, 매개변수가 

공유되어 훈련 매개변수 크기가 너무 커지는 것을 

효과적으로 방지한다[81].

  풀링 계층은 콘볼루션 계층의 결괏값인 특징 맵

(feature map)의 크기를 축소하는 역할을 하는 

개념으로 콘볼루션 계층간의 연결 수를 줄여 계산 

부담을 줄인다. 대표적인 풀링 방법으로는 예를 

Fig.  6. Neural network structure with two hidden layers

Fig. 7.  ANN

Fig. 8. A generic CNN Architecture
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들어 2×2 영역에 있는 요소 4 개 중 최댓값을 취

하는 최대 풀링(max pooling) 또는 4개의 평균값

으로 하는 평균(average pooling)이 있다. 이렇

게 몇 개의 콘볼루션 계층과 풀링 계층이 반복 연

결되어 콘볼루션과 풀링 연산을 한 후에 마지막에

는 풀링 계층이 벡터 형태인 완전 연결 계층에 연

결된다.

  최근에는 CNN 의 다양한 변형 아키텍쳐가 연

구 개발되고 있으며[81], 여러 아키텍쳐가 부식 

판별이나 분석에 이용되고 있다[82, 83]. 열전 파

이프(thermoelectric metallic) 벽 내부 표면의 

다양한 부식 수준을 식별하는데 TCNN(texture 

CNN)을 이용한 연구가 보고되었다[22]. [84] 에

서는 U-Net 을 기반으로 부식 검출하는 방법을 

제시했다. [26] 에서는 철 구조체의 부식을 검출

하기 위해 부식 질감과 색상 특징을 ANN 에 입

력으로 하는 방법을 제시했다. [85]에서는 다양한 

조명과 환경을 고려한 부식 검출 알고리즘을 개

발하기 위해 실험실에서 만든 훈련 데이터 5000 

개로 ANN 을 훈련시킨 후 강철 교량의 부식 검

출에 적용했다. [86]에서는 의미론적 분할을 위

해 수정된 고해상도 네트워크(HRNetV2, High-

Resolution Network as modified for sematic 

segmentation)로 부식을 픽셀 수준으로 분할하

는 방법을 제시했다. [2] 에서는 CNN을 기반으로 

하는 앙상블 딥 러닝 프레임워크로 구조물의 부식

을 분류하는데 적용했다.

4.6 R-CNN 과 Faster R-CNN

  영 상 에  포 함 된  각  객 체 를  구 별 해  내 는 

R-CNN(Regions with CNN features)[87] 은 

입력 영상에서 객체가 있을 가능성이 있는 영역

(region proposals, 그림 11에서 파란색 박스)

을 선택적 검색(selective search)[88]로 약 2000 

개 이내로 찾는다. 각 선택적 영역을 5개의 레이어

와 2개의 완전 연결 계층(fully connected layer)

을 가진 CNN 에 입력하여 특징(feature)을 찾

고, 이를 선형 SVM로 분류하고 선형 회귀(linear 

regressor) 로 객체에 꼭 맞는 박스를 그린다.

  R-CNN 아이디어를 바탕으로 많은 객체 탐지 모

델들이 개발되고 있다. R-CNN[89]은 학습이 여

러 단계로 진행되어 학습 시간과 검출 시간이 많

이 소요된다. Fast R-CNN 은 입력 영상을 CNN 

에 인가하여 특징 맵(feature map)을 구하고, 입

력 영상에서 선택적 검색으로 영역 제안(region 

proposals) 을 구한다. 영역 제안을 특징 맵에 투

영하여 관심 영역(ROI, Region of Interest)을 구

하고, RoI 풀링 계층(Pooling layer)은 RoI 로 부

터 크기가 고정된 특징을 구하고, 이 특징들을 두 

개의 완전 연결 계층에 각각 인가하여 한 계층에

Fig. 9.  Convolution process

Fig. 10. R-CNN architecture 
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서는 Softmax 를 이용해서 객체를 예측하고, 다

른 계층에서는 객체 경계 박스(bounding box)를 

구한다. Fast R-CNN 은 2000 개의 영역 제안이 

CNN 에 매번 입력될 필요 없이 단 한 장의 입력 

영상으로 특징 맵을 구하고 RoI 풀링 계층 출력인 

고정 크기를 갖는 특징 벡터를 이용하여 R-CNN 

보다 빠르게 객체를 판별할 수 있다.

  Faster R-CNN[90]은 fast R-CNN 에서 이

용된 선택적 검색 대신 RPN(Region Proposal 

Network) 이 CNN 으로 생성된 특징 맵에서 다

양한 크기의 직사각형 경계 박스인 anchor 박스

(그림 12 에서 붉은색 박스)를 생성한다. RPN 에

서 구한 제안 영역은 RoI pooling 계층에 입력되

고, Softmax 분류 계층과 경계 상자 회귀 분석기

는 RoI pooling 계층 출력을 입력 받아 영상에서 

분류된 객체의 정확한 위치를 표시해 준다.

  [20] 에서는 Faster R-CNN, SSD-Mobile net 

및 SSD Inception V2를 포함한 심층 신경망 모

델을 사용하고 앵커 박스 최적화로 최적화하여 선

적 컨테이너 표면의 부식 결함을 자동으로 검사

하는 방법을 제안했다. [91] 에서는 FCN(Fully 

Convolutional Networks), U-Net 및 Mask 

R-CNN으로 입력 영상에서 부식 영역을 분리하

고 유역 분할 알고리즘으로 경계선을 구한 후 부

식 영역을 분할 하는 방법을 제시했다.

4.7 전체적으로 중첩된 경계선 검출

  심층 신경망 러닝(deep learning) 기반 경계선 검

출 알고리즘에는 CDEN, RINDNet, COB, AMH-

Net, DeepEdge, HED, RCF, RCN, VCF 외 많은 

알고리즘이 있다[31]. 전체적으로 중첩된 경계선 검

출(HED, Holistically-Nested Edge Detection)

[92]은 그림 13 과 같이 콘볼루션 계층과 max 

pooling 을 갖는 VGGNet[93] 을 바탕으로 종단간 

학습(end-to-end) 방식으로 경계선를 훈련하고 예

측한다. 훈련 데이터 , , , , ...S X Y n N1 2n n= =^ h" ,  
에서 Yn은 입력 영상  에 Xn대해 HED 가 예측해 주

길 바라는(ground truth) 이진 영상 경계선 맵이

다. 훈련 데이터로 학습된 HED 모델에서 새로운 

영상을 입력하면 모델의 콘볼루션 계층 conv1_2, 

conv2_2, conv3_3, conv_4_3, conv5_3 의 출력

(side outputs)를  디콘볼루션(deconvolution) 하

여 경계선을 구한다.

Fig.  11. Faster R-CNN structure [36] 

Fig. 12. HED architecture. side output from the conv1_2, conv2_2, conv3_3, conv_4_3, conv5_3 
layers
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5. 예  제 

5.1 분류(classification) 문제

  Scikit-learn[94-sklearn] 패키지 SVM 으로 영상

에 부식이 있는지를 판별하기 위해 부식이 아닌 샘

플(1, norust) 70 장, 부식 샘플(0, rust) 79 장[90]

으로 모델을 훈련시켰다. 훈련 결과를 평가하기 위

해 그림 13 에서와 같이 영상 3개를 테스트했다. 부

식 분류는 부식 확률이 50 %를 넘으면 부식으로, 

그렇지 않으면 부식 아닌 것으로 분류한다. 그림 13 

의 (a)는 부식이 있는 시편으로 확률 1.0 으로 부식

으로 분류하였고, (b) 는 사과로서 부식 확률 0.22 

로 부식이 아님으로 판정하였다. SVM은 해바라기 

영상 (그림13-(c))을 확률 0.56 로 부식으로 분류했

다. 훈련에 사용된 이미지는[95] 주로 창문이나 현

관과 같은 격자형 샘플과 빨간색 원형 물체를 부식

이 아닌 샘플(norust)로 구성되었다. pixabay 에

서 해바라기 사진 8장을 norust 샘플에 추가한 후 

다시 훈련을 거친 다음 그림 13 의 (c) 영상을 테스

트한 결과 부식 확률 0.43 으로 부식이 아닌 것으로 

분류되었다. 따라서 지도학습 머신러닝은 용도에 

맞게 잘 정의된 매우 많은 샘플로 훈련해야 성능이 

향상됨을 보여준다[96].

5.2 Segmentation 문제

  그림 14-(a) 시편으로 비지도학습 방법인 

K-means,  Fuzzy C-means, DBSCAN 그리고 지

도학습 방법인 HED를 이용해서 영역 분할을 구

한 예를 보인다. 그림 14-(b) 와 (c) 는 각각 5 개 영

역(K=5) 로 했을 때 K-means와 Fuzzy C-means 

결과이고, 그림 14-(d) 는  일때 DBSCAN 결과로

서 하얀 실선으로 경계가 구분된 2303 개의 영역

이 구해졌다. 이 예에서 같은 클러스터 개수에 대해 

K-means와 Fuzzy C-means 는 거의 동일한 분할 

결과를 보여줬다. K-means와 Fuzzy C-means는 

사용자가 클러스터 개수를 일일이 지정해야 하지만 

DBSCAN 은 반경  이 주어지면 클러스터를 자동 생

성하는 장점이 있다. 그러나 이 방법들로 부식을 분

석하기 위해서는 어느 클러스터가 부식에 해당되는

지를 지정해야 한다.

Fig. 13. (a) Sample specimen, rust with probability 1.0, (b) Apple(source: pixabay), no 
rust with probability 0.22, (c) Sunflower(source: pixabay), no rust with probability 0.42

fig.14. (a) Sample specimen (b) K-means with K=5 (c) 
Fuzzy C-means with k=5 (d) DBSCAN with є=5, (e) HED 
output(edge) (f) HED segment using blob(binary large 
object)
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5.3 Pixel 칼라 분포 문제

  그림 16과 17은 각각 열연용융아연도금강판

(HGI) 을 30일, 360일 동안 외부에 노출했을 때 샘

플 단면의 부식 색상을 Lab 공간에서 분석한 결과

다. 그림 16-(a) 와 그림 17-(a) 는 a 대 b의 점 분

포도이다. 30일 노출한 그림 16-(a)에서 a의 평균

은 157.59, 표준편차는 8.81 이고, 360일 노출한 

그림 8-(a)에서 a의 평균은 141.68, 표준편차는 

5.64 이다. 이 샘플은 노출 시간이 길수록 단면 색

상이 그림 1의 (c) 에 있는 Lab 공간에서 원점 방향

으로 이동하고, 표준편차도 8.81 에서 5.64로 작아

진다는 것은 색상이 평균 색상으로 밀집하고 있음

을 보여준다. 그림 16-(b) 와 그림 17-(b) 는 a 대 L

의 점 분포도이다. 그림 16-(a),(b), 그림 17-(a),(b) 

점 분포도의 가운데 검은 점선은 해당 변수의 평균

을 양쪽 푸른색 점선은 표준편차선이고, 점 분포도

의 위쪽과 우측 그래프는 점 분포도에 대한 커널밀

도추정(kernel density estimate) 이다. 30일 노출

한 그림 16-(b) 에서는 L 이 상당히 넓게 분포하고 

있으며 색상이 225 이상까지 분포되어 있어 상대적

으로 밝은 색상이 존재함을 보여주고, 360일 노출

한 그림 17-(b) 에서는 a 와 L 분포가 좁아지고 상

단이 약 220 으로 색상이 어두운 쪽으로 이동하는 

것을 보여준다. 그림 16-(c) 와 그림 17-(c) 는 Lab 

분포를 3차원 공간에 플롯한 것으로 그림 17-(c) 

는 그림 16-(c) 에 비해 색상 분포가 밀집함을 잘 

보여준다. 이와 같이 픽셀의 색상을 분석할때 Lab 

모델은 유클리드 거리정보를 이용할 수 있으므로 

평균과 표준편차를 사용하여 색상 분포 분석에 유

용함을 보여준다.

6. 결  론

  본 논문에서는 부식 분석이나 판별에서 사용되는 

다양한 영상 처리 기법을 소개하였고, 전통적인 영

상 처리 기법과 머신 러닝을 적용한 예를 보였다. 

부식은 색상이 붉은색 계통과 갈색 계통이 대부분

이고 표면이 거칠고 매우 불규칙한 형태이고 조명 

영향도 많이 받으므로 영상 처리 기법을 적용할 때 

알맞은 색상 공간과 효과적인 기법을 고려할 필요

가 있다. 부식 판별이나 분석을 하기 위해서는 부식 

영역을 경계선으로 표시하거나 부식 영역 분할이 

필요하다. 최근에는 SVM 이나 CNN 기반 알고리

즘 등 머신 러닝 알고리즘들이 부식 판별에 많이 적

용되고 있다. 또한 영역 분할에도 머신 러닝을 적용

한 연구가 매우 활발히 진행되고 있다. 그러나 지도 

기반 머신 러닝 알고리즘을 부식 검출과 분석에 적

용해 높은 정확도를 얻기 위해서는 많은 데이터가 

필요하다.
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