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Ⅰ. 서론
1)

매력적인 상품과 서비스를 제공하는 경쟁사로의 

빈번한 고객전환(customer switching) 및 심화하는 

시장경쟁에 따라, 금융시장에서 마케팅 비용부담이 

증가하고 있다[1]. 따라서 신용카드를 비롯한 금융서

비스 분야의 기업이 고객유지를 위해 개별 고객 또는 

고객 그룹들을 식별하여 각각에 차별화된 가치를 창

출하여 제공하는 것이 중요한데, 이는 고객세분화

*** 경상대학교 경영대학 교수(단독저자)

(customer segmentation)의 필요성과 목적이 될 수 

있다[2]. 또한 고객세분화는 경쟁사로 이탈하는 신용

카드 고객의 평생가치 위험을 줄이는 마케팅 활동 또

는 고객가치 분석의 첫 단계일 수 있다[2, 3].

데이터를 통한 신용카드 고객의 세분화는 대개 k-

평균과 같은 군집분석으로 이루어지는데[4-6], 분석목

적이나 필요에 따라 데이터의 일부 특성을 선별적으

로 선택할 수 있다. 군집분석을 포함한 데이터마이닝 

분야에서 전체 데이터가 아니라 특성선택을 통한 선

별적 데이터의 분석으로 개선된 성능의 모델을 구성
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<Abstract>

Clustering analysis is used in various fields including customer segmentation and
clustering methods such as k-means are actively applied in the credit card customer
segmentation. In this paper, we summarized the input features selection method of k-means
clustering for the case of the credit card customer segmentation problem, and evaluated its
feasibility through the analysis results. By using the label values of k-means clustering results
as target features of a decision tree classification, we composed a method for prioritizing
input features using the information gain of the branch. It is not easy to determine
effectiveness with the clustering effectiveness index, but in the case of the CH index, cluster
effectiveness is improved evidently in the method presented in this paper compared to the
case of randomly determining priorities. The suggested method can be used for effectiveness
of actively used clustering analysis including k-means method.
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할 수 있다[6]. 군집분석의 성능개선을 위한 특성선택

은 여러 방식으로 이루어질 수 있으나[6, 7], 본 논문

에서는 의사결정나무 분류를 활용하고자 한다.

의사결정나무 분류(decision tree classification)의 

경우, 인공신경망과 보완적인 또는 결합한 형태의 성

능개선 분석방식이 연구되고 있으나[8, 9] k-평균을 

포함한 군집분석의 입력특성 선택을 위해 모델이 구

성되는 연구사례는 찾기가 어렵다. 본 논문에서는 이

러한 의사결정나무 분류를 군집분석의 특성선택에 

활용하는 방안을 정리하고자 하며, 신용카드 고객세

분화 사례에 적용하고 효과를 확인하고자 한다.

Ⅱ. 이론적 배경

2.1 신용카드 고객세분화와 k-평균

고객세분화는 큰 고객그룹에 대해 사회적, 행위적 

및 소비적 특성 등에 기반하여 특성값이 유사한 고객

들끼리 구성된 여러 작은 고객그룹들로 분리하는 것

을 의미한다[10]. 고객세분화를 통해 분리된 고객 그

룹별 특징을 식별하는 것은 고객의 소비행위와 선호

도를 명확히 하여 고객 그룹별 차별화된 상품과 서비

스 제공을 지원할 수 있다[5, 11].

신용카드 분야의 고객세분화에서도 여러 특성들이 

선택되어 활용된다. 예를 들어 고객의 가입정보, 신용

카드 사용정보, 신용정보 등이거나[4], 고객의 이용서

비스영역, 이용업종, 이용시간대 등이기도 하고[5], 이

용업종, 이용시간대, 이용지역, 거래실적, 할부실적,

현금서비스실적, 인구통계학적 변수 등이 선택되기도 

한다[7]. 그리고 신용카드 분야에서 활발히 이루어지

는 고객세분화 방식으로 k-평균 분석이 폭넓게 활용

된다[2, 4, 7, 12, 13].

k-평균 방식은 비지도 학습(unsupervised learning)

알고리즘으로서 목표특성(target feature)이 요구되지 

않고 대량의 데이터를 빠르게 처리하는 장점이 있다.

군집의 수를 의미하는 k는 사전에 정하는 것이 필요

하며, 적절한 k의 값은 흔히 실루엣(silhouette) 값 등

을 통해 결정된다[14]. k-평균 방식은 분석할 전체 데

이터 세트(data set)를 미리 정해진 k개의 군집으로 

나누는 다음의 단계들로 처리되며[15], 군집분석의 결

과인 k개의 군집에 대해 각 군집의 특징을 파악하는 

과정이 추가로 이루어진다.

(1) 데이터 세트에서 무작위로 선택한 k개의 개체

를 각각 k개의 군집(cluster) 중심으로 선정

(2) 각 데이터 개체를 유클리디언(Euclidean) 거리

가 가장 가까운 군집 중심에 할당

(3) 현재의 군집에 할당된 데이터 개체들에 대해 

군집의 새로운 중심을 재계산

(4) 새로운 군집 중심이 수렴(convergence) 기준을 

충족하지 않으면, 단계 (2)로 이동

k-평균은 기본적으로 수치형 특성의 유클리디언 

거리로 계산되는 유사성(similarity)을 통해 이루어지

며, 이론적인 명료성(simplicity)과 계산의 신속성

(speed)의 장점을 가진 것으로 평가된다[16]. k-평균 

방식은 목표특성(target feature)이 요구되지 않고 데

이터 개체들이 가지는 특성값의 유사성으로 계산되

므로, 군집화 성능은 분석에 사용되는 특성에 많이 

의존하게 된다[6]. 이때 지나치게 많은 수의 특성은 

군집분석의 성능에 부정적일 수가 있고, 범주형 특성

이 포함되면 k-평균에 필요한 수치형 값으로 변환 및 

유사성 산정에 어려움이 있다[17].

k-평균을 포함한 군집분석에 대한 결과의 평가는 

흔히 군집유효성지수(clustering validity index)로 불

리는 측정치를 활용한다[18]. 군집분석 결과인 여러 

군집별로 동일 군집에 속한 개체 간의 유사도가 클수

록 응집도가 높고, 다른 군집에 속한 개체 간의 유사

도가 클수록 분리도가 낮은데, 대개 응집도와 분리도

의 비율로써 군집유효성지수를 계산한다. 이때 응집

도와 유사도의 계산방식 등에 따라 여러 군집유효성
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지수가 존재한다. <표 1>의 DB지수(Davies-Bouldin

score)와 CH지수(Calinski-Harabasz score)가 사용 빈

도가 높고 우수하다고 알려져 있으며[18], 본 논문에

서도 활용하기로 한다.

2.2 k-평균 입력특성 선택과 의사결정나무

분석모델의 입력특성(input feature) 선택은 데이터

마이닝 분야의 중요한 주제 중 하나이며, 모델의 성

능개선을 위해 가용한 전체 특성의 부분집합(subset)

을 발견하는 차원축소(dimensionality reduction) 문

제를 의미한다[6]. 낮은 차원의 데이터를 통한 과적합 

위험의 감소, 복잡성 감소를 통한 모델의 일반화 수

준 향상 등도 특성선택의 결과인 적은 수의 특성으로 

이루어지는 분석의 장점일 수 있다[19, 20].

군집분석에서도 전체 데이터가 아니라 선별적 특

성을 통해 분석 결과의 개선을 도모하는데[6], 군집분

석을 통한 고객세분화에서 분야의 경험적 특성으로

써 적절히 체계화된 입력특성의 선택[7]이 그 사례가 

될 수 있다. 미리 정한 기준으로 특성을 평가하여 선

택하거나 또는 가능한 모든 특성의 조합에 대해 군집

화 영향을 평가하여 특성을 선택할 수도 있는데[6],

이러한 경우 분류분석에 비해 군집분석 결과의 정확

도에 대한 객관적 측정방식이 상대적으로 부족하다

는 지적이 있으며[6, 21] 선택할 특성의 효과적 탐색

이 어려운 것으로 판단되기도 한다[21].

한편 의사결정나무는 분석할 집단에 대해 선택한 

특성의 특정 값을 기준으로 분리하는데, 분리된 그룹

별 개체들의 목표특성에 대한 불순도(impurity)가 최

소화되도록 분지(splitting) 과정을 반복하여 트리(tre

e) 형태의 분류모형을 구성한다[9]. 의사결정나무의 

구성에는 CART(Classification and Regression Trees),

CHAID(CHi-square Automatic Interaction Detectio

<표 1> DB지수 및 CH지수[18]

종류 계산식 및 설명

DB
지수

( : 군집 의 개체 수)

• {군집 내 중심과 개체 간 거리(응집도)의 합} ÷
{군집들의 중심점 간 거리(분리도)}

• DB지수값이 작을수록 군집분석 결과가 우수

CH
지수

• {군집 중심점과 전체 중심점 간 거리(분리도)} ÷
{군집 내 개체와 중심점 간 거리(응집도)}

• CH지수값이 클수록 군집분석 결과가 우수

<그림 1> 의사결정나무 분류 사례
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n), C4.5 등의 알고리즘이 활용된다. 의사결정나무 분

류의 분지특성이나 말단노드로 분류된 레이블(label)

값이 인공신경망의 입력특성으로 활용되기도 하며[8,

22, 23], 의사결정나무 분지의 정보이득(inforrmation

gain) 효과가 큰 특성이 인공신경망의 입력특성으로 

선택되기도 한다[9]. 즉, <그림 1>과 같이 깊이가 3인 

의사결정나무에서 상위에 존재하여 정보이득이 큰 P

URCHASES_FREQUENCY, BALANCE_FREQUENC

Y, ONEOFF_PURCHASES_FREQUENCY 등의 순서

로 입력특성을 선택하여 인공신경망의 예측력을 개

선한다는 것이다. 이와 같은 의사결정나무 분지를 활

용한 입력특성 선택의 방식을 k-평균과 같은 군집분

석에서 이용할 수 있는 방안을 본 논문에서 정리하고

자 한다.

Ⅲ. 연구 범위 및 내용

k-평균과 같은 군집분석의 입력특성 선택을 위해 

의사결정나무의 분지특성을 활용하는데 있어서, 고려

할 수 있는 사항으로 군집분석과 의사결정나무 분류

분석에서 서로 공유하는 방향성을 가지도록 하는 것

이다. k-평균의 분석방향은 유사성 기반의 k개의 군

집화로 두고, 의사결정나무 분류는 k개의 군집분석 

결과를 분류의 목표특성으로 하는 것을 두 분석방식

의 방향성 공유로 생각할 수 있다.

의사결정나무 분류에서 먼저 선택되는 분지변수는 

정보이득이 크므로 분류효과가 크다고 평가할 수 있

고, 분지변수로 선택되지 못하거나 늦은 순서의 깊이

(depth)에서 선택되는 특성은 전체 데이터에 대한 분

류효과가 적은 것으로 판단할 수 있다. 이 두 가지 경

우에서 첫 번째의 경우는 특성을 선택하는 우선순위

로써 활용할 수 있고, 두 번째는 모든 특성이 선택된 

상황에서 비효율적인 특성으로 선택하여 제외하는 

순서로 고려할 수 있다.

이와 같이 분석방향의 공유, 특성의 선택 또는 제

외하는 측면들을 고려하여 본 논문의 연구범위를 

<그림 2>와 같이 단계별 내용으로 구성하였다. 첫 번

째 단계에서는 신용카드 고객세분화에 활용할 가치

가 있는 데이터를 확인 및 수집, 그리고 필요한 전처

리를 수행한다. 본 논문에서 활용할 모형은 의사결정

나무와 k-평균 모형이므로, 결측 데이터의 처리나 데

이터값의 정규화 등이 필요하다. 두 번째 단계에서는 

적절한 군집의 수 k를 결정하고 이에 따른 k-평균 분

석을 한다. 분석결과인 군집 레이블(label)을 추가한 

고객 데이터로써 세 번째 단계인 의사결정나무 분류

를 처리한다. 이때 목표특성으로 군집 레이블 값을 

활용한다. 네 번째 단계에서는 의사결정나무의 분지

특성 선택과 분지에 따른 불순도(impurity)에 따라 k-

평균 입력특성 순위를 정하는 기준을 제안한다. 다음 

단계에서는 기준에 따라 선택한 분지특성으로 k-군집

의 처리 및 군집결과 유효성 평가를 진행하고, 최종 

단계에서는 앞 단계의 k-평균 군집의 입력특성 선택

방식에 대해 타당성을 확인하기로 한다.

<그림 2> 연구 범위 및 내용
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Ⅳ. 의사결정나무 분류를 활용한 k-평균 
입력특성 선택

4.1 데이터 및 의사결정나무 구성

고객세분화를 위한 k-평균은 고객 간 수치형 속성

데이터로 계산되는 거리유사도로써 분석되므로, 이에 

필요한 고객 데이터는 기본적으로 수치형 값을 가진

다. 고객세분화를 위한 k-평균의 입력특성 선택에 활

용할 의사결정나무는 분류의 목표값이 필요하며, 본 

논문에서는 k-평균과 의사결정나무 분류가 공유하는 

분석방향으로 k개의 군집결과를 의사결정나무 분류

의 목표특성으로 구성하였다. 이를 위해서는 의사결

정나무의 구성에 앞서 k-평균 군집화가 필요한데, 이

를 포함한 의사결정나무의 구성은 다음 순서에 따라 

이루어졌다.

(1) 실루엣(silhouette) 또는 엘보우(elbow) 방법 등

을 통하여 군집의 수(k)를 결정하고[14], 개별 군집에 

포함된 고객별 데이터에 해당 군집의 레이블 값을 포

함시킨다.

(2) 개별 군집을 의미하는 군집 레이블 값을 목표

변수로 하여 의사결정나무를 구성한다. 이때 분지의 

깊이를 충분히 하여, 가능한 한 모든 특성이 분지특

성으로 선택될 수 있도록 한다. 의사결정나무는 <그

림 1>의 사례와 같이 구성될 수 있는데, <그림 1>의 

각 노드에서 분류되는 군집의 레이블 값(cluster_0,

cluster_3 등)을 확인할 수 있다.

4.2 k-평균 군집의 입력특성 선택

군집 레이블 값을 목표특성으로 하여 정보이득을 

최대화하도록 분지가 이루어지는 의사결정나무의 분

지특성은 다음의 특성을 가진다고 할 수 있다. 첫 번

째로 의사결정나무 분지에 보다 늦게 선택되어 의사

결정나무에 위치하는 깊이(depth)가 깊은 특성일수록 

의사결정나무의 전체 불순도를 낮추는 효과가 작다.

이는 의사결정나무 분류에서 분지특성이 가지는 일

반적인 특성이다. 두 번째로 늦게 선택되는 분지특성

은 개체 수가 상대적으로 적은 하위의 노드에서만 정

보이득효과를 가지는 과적합(overfitting)의 가능성이 

커진다는 것이다. 이러한 분지특성은 전체 데이터에 

대한 분류효과가 크지 않다고 볼 수 있다.

이상의 두 가지 특성을 고려하여, 군집 레이블 값

을 목표특성으로 하는 의사결정나무의 분지특성으로

부터 k-평균 군집화의 입력특성 선택기준을 구성할 

수 있다. 본 논문에서는 전체 특성으로부터 군집유효

성 효과가 적을 것으로 고려되는 특성을 제외하는 방

식으로 다음과 같이 구성하였다.

(1) 상위 계층의 분지특성을 먼저 선택하고, 동일한 

깊이의 분지특성들에 대해서는 불순도가 낮은 그

룹의 분지특성에 우선순위를 부여하여 선택

(2) 이미 선택된 분지특성은 무시하고, 모든 특성이 

선택되도록 깊이를 낮춰가며 (1)을 반복

(3) 모든 특성에 우선순위가 부여되면, 위 (1) 및 (2)

를 멈춤.

(4) 우선순위가 낮은 특성을 제외해가면서, 군집효율

성을 고려하여 k-평균의 입력특성 선택

<그림 1>의 의사결정나무에 위 과정을 적용하면,

PURCHASES_FREQUENCY→BALANCE_FREQUEN

CY→ONEOFF_PURCHASES_FREQUENCY→BALA

NCE→CASH_ADVANCE_TRX→CASH_ADVANCE

→PURCHASES_TRX로 7개의 특성에 대해 우선순위

가 만들어진다. 우선순위가 낮아서 군집유효성 효과

가 작을 것으로 판단되는 PURCHASES_TRX, CASH_

ADVANCE, CASH_ADVANCE_TRX, BALANCE 등

의 순서로 전체 7개의 특성으로부터 1개씩 빼가면서,

나머지 특성들에 대하여 군집효율성을 고려하여 입

력특성으로 선택할 수 있을 것이다. 이때 군집분석의 

최소 입력특성의 수(N)가 필요할 수 있으며, 만일 N=

4이라면 PURCHASES_TRX→CASH_ADVANCE→C
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ASH_ADVANCE_TRX까지의 순서로 각 특성이 제외

된 나머지 4개까지 입력특성으로 선택될 수 있을 것

이다.

4.3 입력특성 선택 및 k-군집 유효성

k-평균 군집분석의 결과에 대해 군집유효성지수로

써 평가할 수 있다[18]. 분류분석에 비해 군집분석 결

과의 정확도에 대한 객관적 측정방식이 부족하다는 

지적은 있으나[6, 21], 본 논문에서는 제안되고 있는 

기존의 여러 군집유효성 지수중에서 DB지수 및 CH

지수를 함께 활용하기로 한다. 동일한 군집에 속한 

개체 간의 응집도와 타 군집에 속한 개체 간의 분리

도의 비율 개념으로써 계산되는 DB지수 및 CH지수

는 서로 응집도와 분리도가 개념적으로 역수관계에 

있다. 따라서 DB지수는 작을수록, CH지수는 클수록 

군집결과가 더 우수하게 평가된다.

앞서 의사결정나무 분지에 따른 우선순위로 포함

되는 특성 값에 대한 k-평균 군집결과를 DB지수 및 

CH지수의 측정치로 평가하여 최종적으로 k-평균 입

력특성 선택여부를 판단할 수 있다. 그리고 최소 입

력특성의 수(N)가 정해져 있다면, N개 이상의 입력특

성을 군집유효성지수를 참고하여 선택할 수 있을 것

이다.

Ⅴ. 사례 데이터를 통한 적용 및 평가

5.1 사례 데이터 및 의사결정나무 구성

신용카드 고객의 세분화 사례연구[24]에서 활용되

는 데이터를 본 논문에서도 활용하기로 한다. 이 데

이터는 캐글 사이트(www.kaggle.com)를 통해 공개

되고 있으며, <표 2>와 같은 특성으로 요약된 6개월

간의 신용카드 지불거래 내역을 8,950명의 고객을 대

상으로 포함하고 있다. CUST_ID는 본 논문의 분석내

용과 관계가 적으므로 제외하고, 결측치가 포함된 경

우를 제거한 8,636명의 데이터 값을 표준화 스케일링

(scaling)한 후 분석하기로 한다.

실루엣Silhouette) 값 및 엘보우(Elobow) 방식의 도

표를 <그림 3>과 같이 확인하여, 군집 수 k=7로 결정

할 수 있다. 다음으로 표준화 스케일링된 8,636명의 

데이터를 대상으로 k-평균으로 군집화한 후, 7개의 

군집을 의미하는 레이블 값 0, 1,…,6을 목표특성으로 

하는 의사결정나무를 구성할 수 있다. 이때 군집화를 

위한 입력특성의 선택에 가능한 한 모든 특성이 포함

될 수 있도록, 의사결정나무의 깊이(depth)에 제한을 

두지 않고 <그림 4>와 같이 구성할 수 있다. 의사결

정나무의 일부를 확대하여, 각 노드의 분류값

(cluster_5, cluster_6 등) 등을 포함한 구성형태를 시

각적으로 확인할 수 있다.

<표 2> 사례 데이터에 포함된 특성

특성 이름 내용

CUST_ID
BALANCE

PURCHASES
ONEOFF_PURCHASES

INSTALLMENTS_PURCHASES
CASH_ADVANCE

BALANCE_FREQUENCY
PURCHASES_FREQUENCY

ONEOFF_PURCHASES_FREQUEN
CY

PURCHASES_INSTALLMENTS_F
REQUENCY

CASH_ADVANCE_ FREQUENCY

PURCHASES_TRX
CASH_ADVANCE_TRX

CREDIT_LIMIT
PAYMENTS

MINIMUM_PAYMENTS
PRC_FULL_PAYMENT

TENURE

신용카드 보유자 ID
일일 평균 잔고의 월

평균값

지난 1년간 총 구매금액

일시불 구매 총금액

할부 구매 총금액

현금선불 총 금액

잔고가 존재한 월의 비율

구매가 발생한 월의 비율

일시불 구매가 발생한 월의

비율

할부 구매가 발생한

월의 비율

선불 구매가 발생한 월의 

비율

평균 구매금액

현금선불 평균 구매금액

신용구매 한도

12개월간 청구서에 의한

지불금액

12개월간 최소 청구 금액

청구금액을 완불한 월의

비율

카드 보유 개월 수
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4.2절에서 정한 입력특성 우선순위에 따라, 전체 

깊이가 20인 <그림 4>의 CART방식으로 구한 의사결

정나무로부터 특성을 <표 3>과 같이 선택할 수 있었

다. 깊이 8까지 입력특성 선택을 진행했을 때, 17개 

특성이 모두 선택되었음을 알 수 있다. PURCHASES

_FREQUENCY는 최상위노드(root node)의 특성이며,

PRC_FULL_PAYMENT는 깊이 8의 노드에서 선택된 

분지특성이다.

5.2 입력특성의 선택과 군집유효성

군집결과의 군집 레이블 값을 목표특성으로 한 

<그림 4>의 의사결정나무로부터 우선순위에 따라 구

한 <표 3>의 특성들이 다음 두 경우에 효과를 가지는

지 확인하고자 한다. 첫 번째는 <표 3>의 17개 특성

중에서 우선순위에 따라 포함되어야 할 최적의 입력

특성을 선택하는 것이다. 두 번째는 우선순위로 정한 

특성들이 k-평균 입력특성으로서 가지는 군집유효성

의 개선효과 여부이다. 이를 위해 다음과 같이 군집

유효성지수를 비교하는 방식을 진행하였다.

(1) <표 3>의 전체 특성으로부터 시작하여 후순위 특

성을 1개씩 제외해가며, k-평균 군집화 결과의 군

집유효성지수를 계산하여 비교한다. 이를 통해 

<그림 3> 실루엣 및 엘보우 처리결과

<표 3> 우선순위별 입력특성

순위 특성 (깊이, 지니지수)

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16
17

PURCHASES_FREQUENCY (1, 0.780)
BALANCE_FREQUENCY (2, 0.566),

ONEOFF_PURCHASES_FREQUENCY (2, 0.643)
BALANCE (3, 0.091)

CASH_ADVANCE_TRX(3, 0.319)
CASH_ADVANCE(3, 0.386)
PURCHASES_TRX(3, 0.500)

CASH_ADVANCE_ FREQUENCY(4, 0.224)
PURCHASES (4, 0.350)

INSTALLMENTS_PURCHASES (5, 0.31)
MINIMUM_PAYMENTS (5, 0.500)

CREDIT_LIMIT (5, 0.500)
PURCHASES_INSTALLMENTS_FREQUENCY (6, 0.278)

PAYMENTS (7, 0.133)
TENURE (7, 0.32)

ONEOFF_PURCHASES (7, 0.523)
PRC_FULL_PAYMENT (8, 0.48)

<그림 4> 군집 레이블값이 목표특성으로 구성된 의사결정나무
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최선의 군집유효성지수를 보이는 특성집합을 선

택할 수 있다.

(2) 전체 17개 특성에서 시작하여, 랜덤(random)하게 

정한 순서로 특성을 1개씩 제외하여 구한 k-평균 

군집화의 군집유효성지수를 위 (1)의 경우와 비교

한다. 이를 통해 <표 3>의 경우가 다른 입력특성 

대안보다 군집유효성이 개선되는지 확인이 가능

하다.

위 (1)의 방식으로 전체 17개 특성으로부터 시작하

여 1개의 특성(PURCHASES_FREQUENCY)까지 줄

어들수록, k-평균 군집결과에 대한 두 가지 군집유효

성지수가 모두 개선되어 가는 <그림 5>의 경향을 보

인다. 1개 특성에 대한 군집결과의 CH지수는 아주 

큰 값(190,300.9)이어서 그림에 표시되지 않았다. DB

지수와 CH지수는 각각 작거나 클수록 군집유효성이 

우수하게 평가되는데, <그림 5>에서 1개의 특성만으

로 군집화할 때 군집유효성이 높게 나타난다. 최소 

입력특성의 수 N=8이라면(제외된 특성의 수가 9이

하), DB지수로 평가하는 경우 <표 3>의 

CREDIT_LIMIT 이하의 후순위 특성은 제외할 때 

<그림 5>의 (1)에서 1.136의 DB지수값으로서 군집유

효성이 우수하다. 반면, CH지수의 경우에도 DB지수

와 같이 특성의 수가 적을수록 군집유효성이 대체로 

좋게 나타난다. 미세하지만, 4개 순위까지의 특성이 

제외된 경우가 3개 또는 5개 순위까지 제외된 경우보

다 우수하게 나타난다.

<그림 5>와 같이 군집유효성지수를 위해 데이터의 

특성을 과도하게 줄이는 것이 비현실적이므로, 전체 

17개의 특성 중에서 제외가능한 특성의 수를 10개까

지(최소 입력특성의 수 N=7) 고려하였다. <표 3>의 

우선순위로 선택한 특성들로부터 후순위인 17순위의 

특성부터 하나씩 제외한 데이터들에 대해 k-평균 군

집화를 하였다. 동시에 랜덤하게 선택한 같은 수의 

특성(랜덤 특성)으로 구성된 데이터에 대하여, k-평균 

군집화를 하고 군집유효성지수를 계산하여 비교하였

다. 비교의 객관성을 위해 다수의 랜덤하게 구성한 

특성집합을 구성하여 비교하였으며, <표 3>의 특성집

합과 랜덤하게 선택한 6개의 특성집합 ‘RND1’ ~

‘RND6’의 경우에 대하여 k-평균 군집결과의 DB지수

와 CH지수를 비교한 결과는 각각 <그림 6>과 <그림

7>과 같다.

DB지수로 비교한 <그림 6>에서, <표 3>의 특성과 

랜덤특성 간에는 군집유효성에 있어서 일관적인 차

이가 있다고 보기 어렵다. 그러나 CH지수로 비교한 

<그림 7>을 보면, <표 3>의 특성과 랜덤특성 간에는 

군집유효성 차이가 뚜렷하며, 모든 랜덤특성에 대해

서 <표 3>의 특성이 우수한 군집유효성을 보인다. 이

와 같이, 군집유효성지수의 종류에 따라 의사결정나

무를 이용한 입력특성 선택방식의 군집유효성 개선

효과의 측정에 차이가 나타난다.

(1) 특성 제외에 따른 DB지수의 변화

(2)특성 제외에 따른 CH지수의 변화

<그림 5> 특성의 제외에 따른 군집유효성지수
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5.3 입력특성 구성방안의 타당성

의사결정나무를 활용한 k-평균 입력특성 방안을 

제안하고, 신용카드 고객세분화의 데이터를 통해 적

용 및 평가한 결과로써 다음 사항을 확인할 수 있다.

(1) k-평균 군집 레이블 값을 목표변수로 하는 의사결

정나무로부터 우선순위로 구한 입력특성에서, 우선순

위가 낮은 입력특성부터 순서대로 제외하면 군집유

사성지수가 개선되는 결과를 가져온다. 그런데 입력

특성의 수가 적어지면 랜덤 특성에서도 DB지수나 

CH지수가 개선되는 경향이 있으므로, 의사결정나무

를 통해 정해진 입력특성의 우선순위대로 반드시 군

집유효성이 개선된다고 확신하기 어렵다.

(2) 의사결정나무의 분지특성 우선순위로 선택한 입

력특성과 랜덤하게 선택한 입력특성에 대해 비교하

면, CH지수로 평가하는 경우 군집유효성의 분명한 

개선이 있는 것으로 확인된다. 그런데 DB지수의 경

우 군집유효성의 차이가 분명히 확인되지 않는다. 따

라서 군집유효성지수에 따라 개선효과가 다르게 평

가될 수 있다.

Ⅵ. 결론 및 토의

본 논문에서는 최근 여러 분야[25, 26]에서 활발히 

응용되는 의사결정나무 분류를 활용한 k-평균 군집화

의 입력특성 선택방안을 정리하고, 신용카드 고객세

분화 문제에 적용하여 타당성을 평가하였다. 세부적

인 정리내용으로는 의사결정나무와 k-평균이 분석의 

방향성을 공유하도록 k-평균의 군집결과 레이블 값을 

의사결정나무 분지의 목적특성으로 구성하였으며, 의

사결정나무의 정보이득을 고려한 분지특성으로써 k-

평균의 입력특성을 선택하는 방안을 정리하였다. 군

집유효성지수를 통한 평가에서 본 논문의 입력특성 

우선순위가 반드시 군집유효성을 개선하는 것으로 

판단하기는 어려우나, CH지수로 평가하는 경우 랜덤

한 우선순위로 정한 입력특성보다는 본 논문에서 제

시한 방식의 군집유효성 개선효과가 충분히 나타나

(1) RND1과 비교 (2) RND2와 비교 

(3) RND3과 비교 (4) RND4와 비교 

(5) RND5와 비교 (6) RND6과 비교 

<그림 6> 선택한 입력특성(<표 3>)과 랜덤특성 간의 DB지수 비교

(1) RND1과 비교 (2) RND2와 비교 

(3) RND3과 비교 (4) RND4와 비교

(5) RND5와 비교 (6) RND6과 비교

<그림 7> 선택한 입력특성(<표 3>)과 랜덤특성 간의 CH지수 비교
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는 것으로 판단된다. 그런데, DB지수로는 군집유효성 

개선효과를 확인하기가 어려웠다.

본 논문에서 시사하는 바로는, 첫 번째로 k-평균을 

비롯한 군집분석에서 입력특성 선택방안의 대안이 

될 수 있는 방안을 제시하였다는 점이다. 효과적인 

군집분석을 위해서는 군집방식의 선택에 못지않게 

입력특성의 선택이 중요하기 때문이다. 두 번째로는 

k-평균과 같은 군집분석의 타당성 평가에서 군집유효

성지수의 활용에 어려움이 있다는 것이다. 분류분석

에 사용되는 정확도나 정밀도 등과 같은 뚜렷한 성과 

측정치와 달리, 군집분석의 군집유효성지수는 지수별

로 응집도와 분리도의 계산식이 상이하여 효과적이

고 일관적인 평가가 쉽지 않다는 점이다.

본 논문의 한계점으로 지적될 수 있는 사항은 제시

한 방식의 실험적 적용 및 평가가 신용카드 고객세분

화의 사례 데이터에 국한되어 이루어졌다는 것이다.

따라서 이론적 또는 경험적 측면에서 일반화하기에

는 다소 부족한 면이 있으며, 이에 대한 추가적인 향

후 연구가 필요한 것으로 사료된다. 또한 군집유효성 

평가에서 군집유효성지수의 값이 보다 일관적일 수 

있도록 개선된 측정지수의 연구가 필요한 것으로 보

여진다.
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