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Abstract

This study proposes a deep learning algorithm to predict crop yield using GIS (Geographic Information System) 
to extract soil properties from Soilgrids and soil suitability class maps. The proposed model modified the structure 
of a published CNN-RNN (Convolutional Neural Network-Recurrent Neural Network) based crop yield prediction 
model suitable for the domestic crop environment. The existing model has two characteristics. The first is that it 
replaces the original yield with the average yield of the year, and the second is that it trains the data of the predicted 
year. The new model uses the original field value to ensure accuracy, and the network structure has been improved 
so that it can train only with data prior to the year to be predicted. The proposed model predicted the yield per unit 
area of autumn cabbage for kimchi by region based on weather, soil, soil suitability classes, and yield data from 
1980 to 2020. As a result of computing and predicting data for each of the four years from 2018 to 2021, the error 
amount for the test data set was about 10%, enabling accurate yield prediction, especially in regions with a large 
proportion of total yield. In addition, both the proposed model and the existing model show that the error gradually 
decreases as the number of years of training data increases, resulting in improved general-purpose performance 
as the number of training data increases.
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초   록

본 연구는 GIS를 통해 토양정보를 수집하고 가공하여 농산물 생산량을 예측하는 모델을 제안한다. 농산물 생산
량 예측 딥러닝 알고리즘은 공개된 CNN-RNN 농산물 생산량 예측 모델 구조를 변경하여 국내 농산물 자료 환경에 
적합하도록 새롭게 구축하였다. 기존모델은 두 가지 특징을 가지고 있는데 첫 번째는 농산물의 생산량을 해당 필지 
값이 아닌 당해 평균값으로 대체한다는 것이고 두 번째는 예측하는 연도의 데이터까지 학습한다는 것이다. 새로운 
모델은 해당 필지의 값을 그대로 사용하여 데이터의 정확성을 확보하고 예측하고자 하는 연도 이전의 데이터만 가지
고 학습할 수 있도록 네트워크 구조를 개선하였다. 제안한 CNN-RNN 모델은 1980년부터 2020년까지의 기상정보, 
토양정보, 토양적성도, 생산량 데이터를 학습하여 김장용 가을배추의 지역별 단위면적당 생산량을 예측한다. 2018
년부터 2021년까지 4개 연도별 자료에 대하여 계산하고 생산량을 예측한 결과, 테스트 데이터셋에 대한 오차백분율
이 약 10% 내외로 실제값과 비교하여 정확도 높은 생산량 예측이 가능했고, 특히 전체 생산량 비중이 큰 지역에서의 
생산량은 비교적 근접하게 예측하는 것으로 분석되었다. 또한 제안모델과 기존모델은 모두 학습자료 연도 수가 증가
할수록 점점 오차가 작아지므로 학습데이터가 많아질수록 범용 성능은 향상되는 결과를 나타낸다.

핵심어 :  딥러닝, 농산물 생산량 예측, CNN, RNN, LSTM, 하이퍼파라미터 최적화
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1. 서 론

농산물 가격 안정화를 위해서는 농산물의 생산량을 예측
해야 할 필요가 있다. 농작물 생산량 예측은 기상자료 기반
의 선형회귀 모델을 사용하는 것으로부터 공간자기상관을 
포함한 비선형모델 등 다양한 회귀모형 적용이 이루어졌다
(Choi, 2016). 이후 기계학습과 빅데이터 기술을 도입한 연
구들이 진행되어 Lee et al. (2017)는 미국 중서부를 대상으
로 최적의 농산물 예측 시스템을 가려내기 위하여 MARS 
(Multivariate Adaptive Regression Splines), SVM (Support 
Vector Machine), RF (Random Forest), ERT (Extremely 
Randomized Trees), ANN (Artificial Neural Network), DNN 
(Deep Neural Network) 총 6가지의 인공지능을 비교 분석하
여 DNN이 가장 우수한 성능을 보였으며 수확하기 한 달 전
에 옥수수와 콩의 생산량을 예측하는 것이 가능하다는 것을 
확인했다(Kim et al., 2019). Kim and Kim(2021)은 농산물 생
산성과 연관 있는 63개 요인을 선정하고, 예측 모델 연구를 위
해 머신러닝 알고리즘 중 Ridge Regression, Random Forest, 
XGBoost 3가지의 알고리즘에 대하여 MAE와 RMSE 값으로 
평가한 결과, XGBoost가 가장 성능이 좋은 것으로 나타났다
(Kim and Kim, 2021). 
배추 생산량 예측에 대해서는 Lee and Moon(2015)이 선
형 방정식을 사용하여 농산물의 생산 단수, 면적, 기후 요소
를 예측하였고, 생육도일에 따른 배추의 생장 모델과 데이터
를 직접 만들고 회귀분석 이용하여 생산 수량을 예측하는 식
을 도출하였다(Lee and Moon, 2015). Kim and Kim(2015)은 
배추 생산성에 영향을 미치는 기상요인을 정량화하고 재배부
적합지역을 선별하여 최대생산량을 얻는 정식시기 도출 연구
를 수행하였다. 또한 Lee et al. (2017)은 봄과 가을배추의 정
식시기에 따라 실시간으로 측정되는 생육지표 값과 재배기간
에의 기상요소를 기반으로 배추의 생산량을 예측하는 연구
를 수행한 바 있다. 
최근 들어서는 DNN을 사용한 농산물 예측 시스템 연구
가 활발히 이루어지고 있다. Khaki and Wang(2019)은 DNN 
농산물 예측 모델을 설계하여 2017년 농산물 생산량을 예
측하였는데, 이는 비교군이었던 Lasso (The Least Absolute 
Shrinkage and Selection Operator), SNN (Shallow Neural 
Networks), RT (Regression Tree)보다 월등히 좋은 성능을 보
여주었다(Khaki et al., 2019). 그다음 해에는 CNN과 RNN을 
이용한 딥러닝 모델을 설계하여 2018년 미국 오하이오주의 콘
벨트 옥수수 생산량을 예측했고, 당시 다른 딥러닝 모델보다 
우수한 예측력을 보여주었다(Khaki et al., 2020). 

국내 농산물 예측 알고리즘은 지금까지 특정 작물에 대한 
변수를 일일이 계산한 회귀모형이 주축이 되어 왔다. 본 연구
는 기존 Khaki et al. (2020)의 모델을 우리나라 환경에 맞게 
수정 및 개선하였다. 학습 데이터는 GIS 정보를 이용해 세계 
어디에서나 얻을 수 있는 토양정보와 기상정보 및 국내 작물
에 특화된 지역별 토양적성도를 사용한다. 토양정보와 기상정
보는 특정 작물에 국한되지 않으며 토양적성도는 과수류부터 
인삼류까지 국내에서 재배되는 총 64가지 작물에 대한 데이터
를 제공한다. 본 연구는 데이터의 수나 농산물의 종류에 상관
없이 적용 및 확장할 수 있는 국내 작물에 특화된 새로운 농
산물 생산량 예측 Framework를 제안한다.

2. 연구 데이터

2.1 사용 데이터

농산물 예측을 위한 딥러닝 학습 데이터 구축은 한 지역
에 대해 장시간 축적된 데이터가 필요하다. 그런데, 장기간 자
료 축적되었다고 해도 현대적인 농업의 기준과 시스템이 마련
된 1980년대 이후부터의 데이터만 수집 가능하므로 한 지역
에 대한 데이터는 줄어들 수밖에 없다. 이 문제를 해결하기 위
해 한 지역이 아닌 다양한 지역의 데이터를 모아 하나의 데이
터셋을 구성한다.
다양한 지역을 하나의 데이터셋으로 사용하면 수집할 수 
있는 모든 데이터의 연도와 지역이 일치하지 않는 문제가 발
생한다. 데이터가 누락되어 있거나 지역이 새로 생기고 없어
지는 등의 경우가 이에 해당한다. 본 연구에서는 학습 데이터
에 지역과 연도가 동일하게 존재하는 데이터만 추출하여 사
용하며 기상정보, Soilgrids, 토양적성도, 생산량을 학습 데이
터로 사용한다. 
기상정보는 기상청에서 API (Application Programming 

Interface)로 제공하는 누적 강수량(mm), 일조량(hr), 지면 온
도(℃), 최고기온(℃), 최저기온(℃), 증기압(hPa) 총 6가지를 
사용한다. 일별 기상정보는 주별 평균값을 사용하는데, 주별 
평균값임에도 불구하고 여전히 값이 누락된 데이터는 해당 
기상인자의 평균값으로 대체한다. 읍면동 별로 수집한 데이
터는 통계청에서 제공하는 생산량의 지역적 단위와 일치시키
기 위해 시군구별 평균을 계산한다.

Soilgrids란 World Soil Information(ISRIC)에서 제공하
는 전 세계 토양 속성 예측 시스템이다(Poggio et al., 2021). 
Soilgrids는 250미터의 공간 해상도에서 6개의 표준 깊이 간
격에 따라 물의 pH, 토양 유기 탄소 함량, 벌크 밀도, 거친 파
편 함량, 모래 함량, 미사 함량, 점토 함량, 양이온 교환 용
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량(CEC), 총 질소 밀도, 토양 유기 탄소 밀도, 유기 탄소 스
톡, 총 11가지 토양 속성값을 제공한다. Soilgrids는 Fig. 1과 
같이 지도로 표출할 수 있는 TIFF 형식으로 제공된다. GIS
를 활용하여 속성값을 환원하는 과정은 다음과 같다. 우선 
Soilgrids로부터 필요한 항목별로 VRT (Virtual XML)와 
OVR (Overview VRT)파일을 다운로드한다. 다운받은 VRT 
파일과 OVR의 메타데이터를 이용하여 우리가 원하는 지역
의 TIFF 파일 URL 경로를 추출한다. 미리 확보한 국내 읍면
동 좌표를 기준으로 해당 좌표별 TIFF 파일을 가져온다. 마지
막으로 읍면동 좌표의 경계와 중심점 값을 평균하여 최종 속
성값을 구한다. 이러한 방법으로 6가지 깊이 별 11가지 속성정
보를 추출하여 학습 파라미터로 사용하였다.
국립농업과학원에서 제공하는 작물별 토양적성도는 작물
별 생육에 유리한 토양 환경 분석을 통해 특정 지역을 Fig. 2
와 같이 최적지, 적지, 가능지, 저위생산지, 기타로 구분한다
(National Honam Agricultural Experiment Station, 2003). 토
양적성도를 학습 데이터로 사용한 이유는 토양적성도 값이 
기존 농산물 생산량 관련 연구에서 중요하게 여겨지는 경사, 
토질, 배수등급, 침식등급, 토성 등 작물 생장의 핵심 요인을 
분석하여 나온 값이기 때문이다. 또한 단순한 지표 값들의 나
열이 아니라 농업전문가들의 판단기준을 더해 산출된 값으로 
그 신뢰성이 높다. 토양적성도는 공공데이터에서 Open API를 
통해 제공한다. 읍면동별 최적지, 가능지, 저위생산지, 기타의 
면적을 시군구 단위로 합친 뒤 각 해당 면적을 백분율로 환산
하여 사용하였다.

Fig. 1. Soil organic carbon stock map from Soilgrids.org 

Fig. 2. Soil suitability class from Korean Soil Information System

배추의 시군구별 생산량은 통계청에서 제공하는 API를 통
해 수집한다. 10a당 생산량을 사용하고 단위는 kg이다. 이 중
에 2015년에 새로이 편입한 세종특별시와 누락데이터가 포함
된 제주특별시는 학습에서 처음부터 제외했다. 생산량은 CNN
으로 특징을 추출한 기상정보, Soilgrids, 토양적성도 값과 함
께 RNN layer에 들어가 시계열적 생산량 예측에 사용되었다.

2.2 배추 데이터의 특성

본 연구는 농산물 중에서도 특히 가격변동이 심한 배추를 
대상으로 한다. 배추 데이터의 특성을 파악하기 위해 탐색적 
데이터 분석과 통계적 데이터 분석을 했다. 대상이 된 데이터
는 통계청에서 얻을 수 있는 1980년부터 2021년까지의 노지
가을배추 생산량이다. 배추데이터 및 학습을 위한 데이터 선
택에 앞서 배추 데이터가 가진 특성을 살펴볼 필요가 있다. 우
리나라 노지가을배추 생산량 그래프는 Fig. 3과 같다. 비교를 
통해 데이터의 특성을 더 명확하게 분석하기 위해 기존모델의 
옥수수 데이터와 그 차이를 비교하였다.

Fig. 3. Average yield of field grown autumn cabbage, 
South Korea from 1980 to 2021(Unit : kg per 10 acre)
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Fig. 4. Average corn yield in Corn Belt, USA from 1980 to 
2018 (Unit : bushels per acre)

첫 번째로 기존모델에서 사용한 옥수수 데이터는 콘벨트
의 옥수수 수확량을 예측 목표로 하고 있다. Fig. 4 콘벨트
의 경우 토지의 대부분이 옥수수밭이어서 옥수수라는 작물
이 대표성을 갖지만, 한국에서는 배추를 많이 생산하는 지역
일지라도 배추가 지역의 대표성을 띠지는 않는다. 즉, 작은 면
적의 농장에 비해 해당 필지에 대한 토양정보나 기상정보와의 
밀접성이 떨어진다. 따라서 농지의 면적이 작고 지엽적인 한국
의 경우 농산물 생산량 예측을 위해서는 더욱더 필지와 밀접
성이 높은 세밀한 정보가 필요하다. 두 번째로 노지가을배추 
10a당 평균 생산량이 계속 증가하는 추세가 아니다. 1997년에 
IMF의 여파로 배추생산량이 급격히 줄었고 98년과 99년에
도 하락 추세를 이어갔다. 2000년 이후에 조금씩 회복되는 추
세를 보이지만 2003년에는 중국산 김치 수입의 증가로, 2010
년에는 태풍 및 폭염으로 배추생산량이 급감했다. 가장 최근
인 2021년에는 그 수치가 1980년도나 2010년과 비슷한 최저
수준으로 떨어졌다. 세 번째로 그래프가 들쭉날쭉하다. 이것
은 전년도에 배추 생산량이 많으면 이듬해에는 배추를 생산하
지 않는 농민들의 심리와 사회적 요인이 반영되었기 때문이다. 
다음으로 통계적 데이터 분석을 했다. 지역별 연도별로 노
지가을배추 생산량을 비교한 결과 1980년에는 경기도, 충청
남도, 경상북도가 각각 18.9%, 16.3%, 15.1%로 가장 큰 비율
을 차지했다. 이후에 경기도와 경상북도의 비율은 점점 작아
지고 전라남도와 충청남도의 생산 비율이 점점 커지기 시작
하여 90년도에는 충청남도가 가장 큰 비율을 차지했다. 2000
년대부터는 전라남도가 치고 올라오기 시작하여 2010년에는 
전라남도가 22.7%로 주산지가 되었다. 그 추세는 2021년까지 
이어져 현재 전라남도는 가을노지배추 생산량의 27.9%를 차
지할 정도로 커졌다. 
서울특별시, 부산광역시, 대구광역시, 인천광역시, 광주광
역시, 대전광역시, 울산광역시, 세종특별자치시, 제주특별시
가 전체 배추생산량에 미치는 영향은 미미하다. 덧붙여 세종
특별시는 2015년에 배추생산량 통계에 새로 편입되었고 그 생

산량이 10,000kg을 넘기지 못할 정도로 영세하다. 따라서 4
년 연속의 데이터를 학습하고 다음 연도의 생산량을 예측하
는 본 모델에 적용하기에는 학습 데이터가 없다는 점과 생산
량 결괏값이 너무 작아 오히려 모델에 혼란을 가중시킬 가능
성 때문에 학습 데이터에서 배제했다. 마찬가지로 제주도 역
시 2017년과 2020년도의 데이터가 0으로 아예 누락되어 이상
치로 분류하고 전체 학습 데이터에서 배제했다.

3. 제안 모델

Khaki et al. (2020)가 발표한 모델에서는 1980년부터 2018
년도까지 약 5만 건의 지역별 생산량 데이터를 사용하였다. 그
러나 데이터셋을 구성할 때 y값에 해당 지역의 생산량을 사용
한 것이 아니라 같은 년도의 모든 지역에 대한 평균 생산량으
로 바꾸었다. 이는 지역별 데이터를 사용하여 지역 전체 값을 
예측하기 위한 알고리즘이다. 또한 특정 연도의 생산량을 예
측하기 위해서는 예측하려는 연도의 데이터까지 학습시켜야 
한다는 문제가 있다. 예측하려는 연도의 데이터는 아직 존재
하지 않는 데이터로 그 역시 예측값이나 전년도 값으로 대체
해야 하기 때문에 데이터가 부정확해진다. 본 연구가 제안하
는 수정 모델은 앞에서 언급한 두 가지 문제점을 개선하기 위
해 평균 생산량 대신 y값을 그대로 사용하고 예측하기 전 t년
도의 데이터를 가지고 이듬해의 생산량을 예측한다.

3.1 배추 데이터의 상관 분석

학습 파라미터로 사용하려는 데이터가 얼마나 생산량과 
밀접하게 관련이 있는지 파악하기 위하여 단위 면적당 생산
량과 기상정보, Soilgrids, 토양적성도 변수 간의 상관 분석
(Pearson Correlation Coefficient)을 했다. 참조 연구에서는 
상관성 분석 대신 역전파 할 때 가중치를 업데이트한 파라미
터에 1을 더하는 방식으로 어떤 인자가 생산량 예측 결괏값에 
가장 큰 영향을 주었는지를 파악하였다. 그러나 본 연구는 특
정 학습 파라미터를 사용하는 것 자체가 얼마나 유효한 결과
를 도출할 수 있는지를 검증하기 위해 학습 이전에 데이터 자
체에 대한 상관 분석을 했다. 귀무가설은 "생산량과 해당 변
수는 관계가 없다"고 유의성을 판단하기 위하여 p-value를 구
했다. P-value는 통계적 유의성을 판단하기 위해 사용하는 기
준으로 사회과학 분야에서는 0.05를 그 값으로 한다. P 값이 
0.05 미만이면 귀무가설을 기각하고 변수 간 유의한 차이가 
있다는 결론 내릴 수 있다. 본 분석에서는 p < .001 이면서 상
관계수가 ±0.3 이상인 변수에 대하여 단위면적당 생산량과 
유의미한 상관관계가 있다고 판단한다. 유의미한 상관관계가 
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있는 변수들의 목록은 Table 1과 같다. 단위 면적당 생산량과 
양의 상관관계를 보이는 변수는 해당 배추밭의 '생산력'을 측
정하는 척도일 것으로 판단한다. 60-100cm 깊이에서의 물의 
pH가 높을수록 생산력이 좋다. 배추의 토양적성도 가능지 면
적이 클수록, 토양의 종합적 요인이 배추 생장에 유리할수록 
생산력이 좋다. 60-100cm 깊이에서 토양이 모래-흙의 중간 토
질일수록 생산력이 좋다. 일반적으로 음의 상관관계가 있는 
변수들은 Table 2와 같다. Table 2는 다음과 같이 해석할 수 있
다. 약한 음의 상관관계를 보이는 변수는 pH 7에서 양이온 교
환용량, 유기 탄소 함량, 질소, 토양 유기 산소, 유기 탄소 밀도 
총 5가지가 있다. 각 함유량에 반비례하여 생산량이 증가한다.

Table 1. Cor index and p-Value of positively correlated 
yield and training data

Table 2. Cor index and p-value of negatively correlated 
yield and training data 

Sort Variable Cor
Soilgrids cec_mean_0-5cm -0.409
Soilgrids ocs_mean_0-5cm -0.397
Soilgrids ocs_mean_5-15cm -0.397
Soilgrids ocs_mean_15-30cm -0.397
Soilgrids ocs_mean_30-60cm -0.397
Soilgrids ocs_mean_60-100cm -0.397
Soilgrids ocs_mean_100-200cm -0.397
Soilgrids cec_mean_5-15cm -0.393
Soilgrids nitrogen_mean_5-15cm -0.346
Soilgrids cec_mean_15-30cm -0.330
Soilgrids soc_mean_15-30cm -0.324
Soilgrids cec_mean_30-60cm -0.313
Soilgrids cec_mean_60-100cm -0.311
Soilgrids ocd_mean_0-5cm -0.304
Soilgrids soc_mean_5-15cm -0.302

3.2 수정 모델 구조

본 연구는 Khaki and Wang(2019)이 만든 농산물 생산량 
예측 Framework의 구조를 변경한 모델을 제안한다. CNN으
로 특징을 추출하고 RNN으로 시계열적 특성을 반영하는 모
델의 전체적 구조는 그대로 채택하되 그 외 데이터, 네트워크, 
데이터 학습 구조 및 하이퍼파라미터 값은 모두 새롭게 구성
했다(Fig. 5). Base 모델의 입력 데이터는 기상, 토양, P(기간별 
정식 비율), 당해 평균 생산량 Ymean인 반면 제안한 모델의 입
력 데이터는 기상, 토양, AD(토양적성도), 지역별 고유 생산량 
값 Y를 그대로 사용했다. Base 모델은 예측하고자 하는 년도 
k의 4년 전 데이터부터 예측 연도 k의 데이터까지 입력 데이터
로 사용했다. 특히 k년도의 입력 데이터와 Y값은 아직 존재하
지 않으므로 기상, 토양, P는 예측값으로 넣고 Y값은 전년도 
값으로 대체하였다. 반면 새로 제안하는 모델은 예측하려는 
년도를 k로 두고 k-4부터 k-1까지의 실제 데이터만을 입력 데
이터로 사용하였다.

Fig. 5. Structure of Proposed Model

W, S, Y, AD는 각각 기상정보, Soilgrids, 생산량, 토양적성
도를 의미한다. W는 날씨 정보를 의미하고 일 년을 주(week)
로 표현하여 52개의 데이터로 구성되어 있다. 각 데이터는 일
별로 수집한 뒤 주별 평균을 내어 사용했다. 이런 방식으로 
총 6개의 날씨 요소를 각각 W-CNN에 넣어 특징을 추출한 
뒤 다시 하나로 합쳐 Dense Layer에 넣고 60개의 값을 뽑아
낸다. Soilgrids 데이터도 마찬가지 방법으로 12개의 값을 뽑
아낸다. AD는 토양적성도 비율을 의미하고 특징을 추출하는 
AD-CNN을 거쳐 4개의 값으로 도출된다. Yield는 수확량을 
의미하는데 이 값은 따로 Conv Layer를 거치지 않고 그대로 
사용했다. 이렇게 축약된 데이터는 LSTM Layer에 들어가게 
된다. LSTM의 이전 셀의 정보가 잊히지 않고 그대로 전달되
는 특징을 이용해 4년 치 데이터를 학습하고 마지막 5번째 연
도의 생산량을 예측한다.

Sort Variable Cor
Soilgrids phh2o_mean_60-100cm 0.384

soil suitability possible area 0.379
Soilgrids phh2o_mean_100-200cm 0.330
Soilgrids silt_mean_60-100cm 0.313
weather 3rd week of August vapor pressure 0.308
weather 4th week of December vapor pressure 0.307
weather 2nd week of January vapor pressure 0.307
weather 1st week of February vapor pressure 0.302
weather 1st week of September vapor pressure 0.300
weather 4th week of July vapor pressure 0.300
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 Table 3. Structure of W-CNN to extract features of 
weather information (FS, NF, S, and Padding are kernel 
size, number of filters, stride, and padding, respectively)

Table 4. Structure of S-CNN to extract characteristics 
of Soilgrids

Table 5. Structure of AD-CNN to extract characteristics 
of soil suitability classes

AD-CNN
Input size 5x1

Layer name FS NF S Padding
Conv1 3 16 1 valid
Conv2 3 16 1 valid

Fully-connected 4
          Output size            4x1

4. 실험 및 분석

전체 학습할 수 있는 데이터는 572개이고 이 중에서 5년 연
속의 데이터를 가지고 있는 지역을 대상으로 무작위한 연도 5
개를 뽑아 test 데이터셋으로 사용하였다. 하나의 test 데이터
셋은 5년 연속 데이터로 구성된다. 5개의 데이터셋에는 총 25
개의 데이터가 사용된다. 더 많은 데이터를 사용할 수도 있지
만 본 모델의 구조상 5년도 연속으로 존재하는 데이터만 학습 
가능하다는 점에서 25개 데이터 공백은 단순히 25개만 비는 
것이 아니라 test 연도의 4년 앞, 뒤 및 중간 데이터 모두를 사
용할 수 없게 만들기 때문에 학습용 데이터 보존을 위해 test 
데이터를 줄였다. 대신 2018년부터 2021년도를 예측 데이터
로 두어 test 데이터의 부족함을 보완하고 실제 예측 성능 향
상을 꾀했다. 2018년을 예측하는 모델의 경우 2017년도의 데
이터까지, 2019년 모델은 2018년도의 데이터까지 학습하는 방
법으로 예측 연도 전년도까지의 데이터만 학습하도록 하였다.
새로 제안한 모델의 성능을 분석하기 위해 기존모델의 핵
심 아이디어인 y값을 평균한 값으로 대체한 데이터와 y값을 
그대로 사용한 데이터 두 가지를 학습시키고 평균 오차를 비
교하였다(Table 6). 가중치 초기화 method로는 HeNormal
을 사용했다. Optimizer로는 Adam을 사용했고 초기 학습률
은 2.46E-5로 설정하였다. epoch는 3830으로 주었다. Loss는 
MAE（Mean Absolute Error)를 metric으로는 Pearson COR 
(Correlation Coefficient)를 사용했다. 각 W-CNN과 S-CNN 
및 AD-CNN에서는 ReLU를 활성화 함수로 사용하였고 해당 
CNN에서 추출한 특징을 모아 Fully-connected layer에 넣을 
때는 ELU를 사용했다.
제안모델과 기존모델의 결과 모두 연도가 증가할수록 점점 
오차가 작아지는 것으로 보아 학습하는 데이터가 많아질수
록 범용 성능은 향상된다는 것을 알 수 있다. 제안모델과 기
존모델의 test 결과를 비교하면 2018년도를 제외하고는 제안
한 모델의 오차가 더 작다. 이를 통해 y값을 그대로 사용하
는 제안모델이 평균값으로 치환한 기존모델에 비해 범용 성
능이 더 우수하다는 것을 알 수 있다. Prediction 결과는 2019
년과 2021년도에 대해 기존모델의 오차가 더 작다. 이것은 기
존모델이 당해의 평균값을 예측하는 데 특화되었기 때문에 
예측값의 분산이 작아서 실제값에 더 가까운 값을 예측하게 
된 것이다.
하이퍼파라미터를 달리하여 여러 모델을 학습시켰을 때 

test 데이터의 최저 오차는 392.62kg, 평균 오차 백분율은 
10% 내외로 대부분 근사하게 예측할 수 있었으나, 2021년 예
측 모델만은 다른 어떤 모델보다도 유독 오차가 컸다. 그 이

W-CNN
Input size 52x1

Layer name FS NF S Padding
Conv1 3 16 1 valid
Conv2 3 16 1 valid

Average pooling 2 2 - 1 valid
Conv3 3 32 1 valid
Conv4 3 32 1 valid

Average pooling 2 2 - 1 valid
Conv5 3 64 1 valid
Conv6 3 64 1 valid

Average pooling 2 2 - 1 valid
Conv7 3

Fully-connected 64
Fully-connected 32
Fully-connected 16

Output size 16x1

S-CNN

Input size 6x1

Layer name FS NF S Padding

Conv1 3 16 1 valid

Conv2 3 32 1 valid

Average pooling 2 2 - 2 valid

Output size 16x1
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유는 첫 번째로 학습 데이터 부족으로 과적합 되었기 때문이
고 두 번째로 2021년의 가을노지배추 생산량이 기존의 패턴
을 벗어나 큰 폭으로 하락하였기 때문이다. 통계청에 따르면 
2020년 7~9월 대비 배추 가격이 하락한 영향으로 2021년 재
배면적이 줄었고, 2021년 배추가 형성되는 시기인 9~10월에 
고온과 병해가 발생해 10a당 생산량이 감소했다고 한다. 또한 
기존의 패턴은 대부분 한 연도의 생산량이 좋으면 이듬해에
는 생산량이 떨어지지만, 2021년은 2019, 2020년에 이어 3년 
연속 생산량이 하락하고 있다.

5. 결 론

Table 6은 2018년부터 2021년까지 실제 생산량과 기존모델, 
제안모델의 결괏값을 비교하고 오차를 백분율로 나타낸다. 생
산량의 경우 2018년을 기점으로 2019년부터 2021년까지 생산
량이 지속해서 줄어들고 있는 것을 확인할 수 있다. Test 결과
는 학습 전에 완전히 분리한 test 데이터셋으로 검증한 결과로 
모델의 범용성을 확인하기 위해 사용되었다. Prediction 결과 
역시 학습데이터와 완전히 분리된 또 다른 검증 데이터셋으로
써 실제로 예측을 얼마나 잘하는지를 확인하고자 사용되었
다. 결과를 전반적으로 분석하면 생산량 예측의 평균 오차는 
대략 10%(1,000kg) 내외이다. 배추 한 포기를 약 3kg로 가정
한다면 1,000kg은 약 330포기 정도라고 볼 수 있다. 2021년의 
예측 결과와 같이 기존의 패턴에서 벗어나는 경우에도 그 오
차는 660포기 정도로 가을노지배추 정식 전에 작황을 예측하
는 용도로써 무리가 없을 것으로 판단한다. 또한 기존 패턴을 
벗어난 2021년과 같은 데이터를 누적하여 기존 모델을 지속해
서 전이 학습시키기 때문에 데이터가 쌓여갈 수록 새로운 패
턴에 대한 예측력은 점점 좋아질 것으로 기대된다. 
다만 현재 모델은 학습 데이터에 대해서는 완성도가 높지
만, validation에 대한 cor는 학습에 한계가 있는 것으로 보아 
아직 모델의 네트워크나 하이퍼파라미터를 개선할 여지가 
남아있다. 과적합을 피하기 위해서 가중치에 L1, L2 규제 및 
dropout을 추가하고 네트워크의 크기를 적절하게 줄이는 방

법을 취할 수 있다. 또한 데이터 증강을 통해 새로운 데이터
를 생성하는 것도 성능 향상에 좋은 방법이 될 수 있다. 그리
고 무엇보다 배추의 생산력에 영향을 미치는 자연재해와 심
리 사회적 요인을 학습 데이터에 반영하고 배추가 생산되는 
읍면동 값에 밀접한 토양정보를 사용한다면 더욱 좋은 성능
을 보일 것이다.
현재 연구는 앞으로 두 가지 다른 방향으로 발전시킬 수 있
다. 첫째로 모든 지역을 평균한 생산량과 상관관계가 높은 지
역만 학습하여 모든 지역에 대한 전체 생산량을 예측하도록 
하는 것이다. 이 방법은 지역별로 각기 다른 패턴을 배제하고 
비슷한 패턴만 학습시킴으로써 예측의 정확도를 높일 수 있
다. 두 번째는 필지별 데이터만 현재 모델에 전이 학습 시켜 
정확도가 높은 필지별 생산력을 예측하는 것이다. 현재 통계
청에서는 작물별로 1980년도부터 누적된 약 680개의 데이터
를 제공하는데 이는 시군구 17개에 지나지 않아 데이터의 양
이 적을 수밖에 없다. 이에 읍면동 단위 혹은 필지에 해당하
는 자료를 얻을 수 있다면 데이터의 양을 늘려 모델의 예측 정
확도를 높이는 방법이 될 수 있다. 이를 위해서는 앞으로 필지
별 혹은 읍면동 별로 누적된 생산량 데이터 확보가 우선되어
야 할 것이다. 또는 해외에서 데이터를 얻어 모델의 정확도를 
개선해 나갈 것이다.
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