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  요 약 고혈압과 같은 만성질환은 발병의 원인은 다양한 요인들이 복합적으로 작용하기 때문에

생애주기에 따라 차별화된 관리가 필요하다. 본 연구는 머신러닝을 이용해 고혈압 발병에 영향을 미

치는 요인들의 생애주기별로 차이를 분석한다. 이를 위해, 질병관리청의 국민건강영양조사 데이터에
대한 전처리 및 변수 선택 과정을 거쳐 총 35개의 변수를 활용했다. 분석결과, 트리기반 머신러닝

모델 중 XGBoost가 중년과 노년 모두 예측 성능이 높은 모델로 나타났다. 변수중요도를 통해 도출

된 생애주기별 고혈압 위험요인을 살펴보면 중년의 경우 개인특성 요인, 유전적 요인, 영양섭취 요
인이 고혈압 위험요인으로 나타났고, 노년의 경우 영양섭취 요인, 식생활 요인, 생활습관 요인이 고

혈압 위험요인으로 도출되었다. 본 연구 결과는 생애주기별 고혈압 관리에 유용한 기초자료로 사용

될 수 있을 것으로 기대된다.

핵심주제어: 고혈압, 트리기반 머신러닝, 생애주기, 변수중요도

Abstract Chronic diseases such as hypertension require a differentiated approach according

to age and life cycle. Chronic diseases such as hypertension require differentiated management

according to the life cycle. It is also known that the cause of hypertension is a combination of
various factors. This study uses machine learning prediction techniques to analyze various

factors affecting hypertension by life cycle. To this end, a total of 35 variables were used

through preprocessing and variable selection processes for the National Health and Nutrition
Survey data of the Korea Centers for Disease Control and Prevention. As a result of the study,

among the tree-based machine learning models, XGBoost was found to have high predictive

performance in both middle and old age. Looking at the risk factors for hypertension by life
cycle, individual characteristic factors, genetic factors, and nutritional intake factors were found

to be risk factors for hypertension in the middle age, and nutritional intake factors, dietary

factors, and lifestyle factors were derived as risk factors for hypertension. The results of this
study are expected to be used as basic data useful for hypertension management by life cycle.

Keywords: Hypertension, Tree-based Machine Learning, Lifecycle, Feature Importance
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1. 서 론

고혈압이란 수축기 혈압이 140mmHg 이

상이거나 이완기 혈압이 90mmHg 이상일

때를 말하며, 국내 사망 원인 2, 3위인 심근

경색, 협심증과 같은 심혈관 질환의 주요 요

인이다(Lee, 2013). 고혈압은 주요 만성질환

으로 유병률이 높고 합병증으로 인한 사망

률 또한 매우 높은 질환으로 알려져 있다

(Samadian et al., 2016). 국내 고혈압 환자

수는 지속적으로 증가하는 추세로, 2014년

약 1,045만 명에서 2021년 약 1,375만 명으

로 약 31.58% 증가하였다(KSH, 2022).

고혈압, 당뇨와 같은 만성질환의 경우 연령

또는 생애주기에 따라 유병률이 다르며, 신체적

특성, 삶의 질, 건강행태 등의 특성적인 차이가

있을 수 있다. 따라서 고혈압 관리를 위해서는

차별적인 접근이 필요하다(Lee and Cho, 2016;

Kim and Min, 2020). 또한, 고혈압의 경우 단일

요인이 원인이 되어 발생하는 병이 아니라, 유전적

요인, 식습관, 영양섭취, 운동 부족, 스트레스 등과

같은 다양한 요인들이 복합적으로 작용하여 발생

하기 때문에 고혈압 유병에 영향을 미치는 요인을

분석함에 있어 이러한 다양한 측면의 변수들을 종

합적으로 고려할 필요가 있다(Lee, 2018; KSH,

2018).

최근 머신러닝, 딥러닝 등 기계학습 및 알고리즘

의 발전으로 이를 활용하여 다양한 질병들을 예측

하고 진단하기 위한 연구들이 활발하게 진행되고

있다. 머신러닝을 이용한 고혈압 진단 및 예측 모

델 연구들에서는 소득·가구원 수·성별·결혼 여부

등의 사회경제적 요인, 음주·흡연·근력운동·유산소

운동 등과 같은 건강행태, 가족력, 건강지표 및 식

생활 요인 등 다양한 요인들을 사용하고 있다. 하

지만 기존의 연구에서는 고혈압이 복합적인 요인

으로 발병하는 병임에도 불구하고 사회인구학적

요인, 식생활 요인 등 개별적인 요인만을 독립변수

로 활용하여 분석을 진행한 경우가 대부분이다.

따라서 본 연구는 기존 선행연구에서 밝혀진 고

혈압에 영향을 미치는 요인들을 유형에 따라 분류

하고, 트리기반 머신러닝 알고리즘인 Random

Forest(RF), XGBoost(XGB), LightGBM(LGB) 등

을 사용하여 고혈압을 예측하는 분류기를 생성하

여, 변수중요도 기반으로 생애주기별 고혈압의 위

험인자를 파악하여 제시하는 것을 목적으로 한다.

본 연구는 다음과 같이 구성된다. 2장에서 관련

문헌 연구를 설명하고, 3장에서는 분석에 사용된

데이터와 처리 방법 및 분석 방법에 대해 설명하

고, 4장에서는 분석결과를 제시한다. 5장에서는 연

구의 최종 결론을 제시한다.

2. 이론적 배경

2.1 고혈압에 영향을 미치는 요인

영양소 섭취량, 식생활 및 생활습관, 인구 사회

학적 특성, 가족력, 임상학적 특성 등 다양한 유형

의 변수에 대해서 고혈압에 미치는 영향이 유효한

변수를 찾아내는 연구가 활발하게 진행되고 있다.

Gu et al.(2012)은 국민건강영양조사 자료를

이용하여 한국인 성인을 대상으로 영양섭취기준

대비 영양소 섭취 수준에 따른 고혈압 유병 위

험도를 분석하였다. 이를 통해 고혈압 유병 위

험에 대한 식생활 및 생활습관 요인의 영향력을

규명하였으며, 총 12가지 영양소 중 단백질, 인,

칼륨, 철, 티아민, 리보플라빈, 나이아신 등의 영

양소 섭취량이 상대적으로 높은 사람들은 고혈

압 유병 위험이 낮았다. 또한, 나트륨 섭취량이

2000mg~4900mg 이하의 섭취 수준을 보인 대상

자는 고혈압 유병 위험이 상대적으로 낮다는 것

을 밝혔다. Kim(2019)은 제6차 고령화 연구패널

조사를 활용하여 고혈압 유병률에 영향을 미치

는 위험요인에 대한 연구를 진행하였다. 65세

미만 성인과 65세 이상 노인으로 연구군을 구분

하였으며, 주관적 건강상태, 당뇨병 유무, 심장

질환 유무, BMI 등의 요인이 위험요인으로 나

타났다. 또한, 연구군 별로 고혈압에 영향을 미

치는 위험요인이 다른 것을 밝혔다. Byeon et

al.(2015)은 생활습관을 중심으로 고혈압의 발생

위험 확률을 예측할 수 있는 모형을 개발하기

위해 사회인구학적 특성, 임상 건강 행위 특성,

입원과 관련된 내역 등을 활용하여 중년 고혈압

을 예측하는 연구를 진행하였다.
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고혈압의 경우 다양한 요인이 복합적으로 작

용하는 질환임에도 불구하고 선행연구들은 단일

혹은 몇 가지의 요인을 설명변수로 활용하여 분

석을 진행하고 있어, 고혈압에 영향을 미치는

다양한 요인들을 모두 포함하지 못하는 한계를

가진다. 본 연구에서는 이러한 한계를 보완하여

고혈압에 영향을 미치는 다양한 요인들을 유형

화해 종합적인 분석을 진행한다.

2.2 머신러닝을 활용한 연구

머신러닝 및 딥러닝 등 기계학습 및 알고리즘

의 발전으로 이를 활용하여 고혈압을 포함한 다

양한 질병들을 예측하고 진단하기 위한 연구들

이 활발하게 진행되고 있다.

Lim(2018)은 국민건강영양조사 자료에 포함되

어 있는 인구사회학적 특성, 개인과거병력, 건강

설문, 건강검진 자료를 활용하여 심근경색증 및

협심증 발생을 예측하고, 주요요인을 찾기 위해

B-LASSO 모형을 제안했다. Lee and Lee

(2020)는 폐경 이후 여성의 골다공증 유병 여부

를 예측하는 연구를 위해 트리기반 머신러닝 모

델을 이용하였다. 연구 결과 모든 모델에서 나

이는 골다공증 유병 여부를 예측하는데 가장 큰

영향력을 보인 변수이며, 가장 좋은 성능을 보

인 XGBoost를 이용하여 변수선택 후 모델의 성

능을 높였다. Hong el al.(2022)은 농촌진흥청의

소비자 패널데이터와 건강보험공단의 진료 데이

터를 연계하여 식품 소비 특성을 통한 대사성

질환자군과 대조군을 나누어 식품소비에 따른

대사성 질환 분류모델을 비교하는 연구를 진행

했다. 로지스틱 회귀, 의사결정나무, XGBoost를

활용하여 분류모델을 생성하고 모델의 예측 정

확도를 비교하였으며, 가장 높은 성능을 보인

모델은 XGBoost였다.

머신러닝을 사용하여 고혈압을 진단 및 예측하

는 연구들을 살펴보면, Lee(2021)는 사회인구학적

변수들만을 사용하여 한국인 성인 고혈압 예측

모델을 제안했다. 해당 연구에서는 wrapper-based

feature subset selection method, Naive Bayes

model 등을 사용하여 활용성이 높은 고혈압 예

측 모델을 제시했다. 또한 남녀 각각에 대한 고

혈압 예측 모델을 제시하였으며, 전체적으로 남

성보다는 여성에서의 고혈압 예측 성능이 높은

것으로 나타났다. LaFreniere et al.(2016)은 캐

나다 1차 의료 감시 네트워크(CPCSSN) 데이터

를 활용하여 고혈압을 예측하는 연구를 진행했

다. 환자의 현재 건강상태, 의료 기록 및 인구

통계학적 요인들을 중 고혈압에 중요한 위험요

인들을 추출하였다. 추출된 요인들을 활용하여

인공신경망 모델인 ANN을 사용하여 개인의 고

혈압 여부를 예측하는 모델을 제시하였다.

AIKaabi et al.(2020)은 로지스틱 회귀, 의사결

정 나무, 랜덤 포레스트 등의 머신러닝 기법을

활용하여 고혈압 발병을 예측하기 위한 모델을

구축하고, 모델 간 비교를 목적으로 연구를 진행

하였다. 연구를 위해 카타르 바이오 뱅크의 데이

터를 사용하였으며, 사회인구학적 변수, 생활 방

식 변수를 활용하여 고혈압을 예측하는 모델을

구축하였다. 연구 결과 가장 높은 정확도를 보인

모델은 랜덤 포레스트였으며, 성별, 콜레스테롤

유병 여부, 당뇨병 유병 여부, 허리둘레 등의 요

인이 고혈압 예측에 중요한 요인으로 나타났다.

고혈압 예측 및 위험요인과 관련한 선행연구

를 살펴보았을 때, 대부분의 연구에서는 성별을

기준으로 연구대상의 차이를 비교하였다. 또한

고혈압의 경우 생애주기에 따라 유병률이 다르

지만(Lee and Cho, 2016; Kim and Min, 2020)

이러한 차이를 고려하지 않고 고혈압 유병 여부

를 예측하거나 고혈압 위험요인을 분석한 연구

가 대부분이었다. 따라서 본 연구에서는 생애주

기 별로 고혈압에 영향을 미치는 요인을 찾고,

트리기반 머신러닝 알고리즘을 활용하여 고혈압

을 예측하는 분류기를 생성하고, 변수중요도를

기반으로 생애주기별 고혈압의 위험 인자를 파

악하는 것을 목적으로 한다.

3. 데이터 및 연구 방법

3.1 분석자료 및 연구대상

본 연구에서는 질병관리청에서 제공하는 국민

건강영양조사 원시 데이터를 활용하였다. 수집
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된 데이터의 범위는 2016년부터 2020년까지이

며, 5년간의 데이터를 통합하여 분석에 사용하

였다. 국민건강영양조사 데이터는 횡단적 데이

터이며, 건강설문조사, 검진조사, 영양조사 등 3

가지 부문으로 구성되어 있다.

고혈압을 예측하기 위해 사용된 설명변수는

고혈압에 영향을 미치는 요인과 관련된 선행연

구를 참고하였으며, 관련 분야의 전문가들과의

협의를 통해 ‘유전적 요인’, ‘개인특성’, ‘생활습

관 요인’, ‘식생활 요인’, ‘영양섭취 요인’으로 구

분되는 47개의 특성을 추출하였다.

분석을 위해 추출된 데이터의 수는 22,914명

이며, 만 19세 이하의 참가자 224명은 분석에서

제외하였다. 또한 생애주기별 고혈압 위험요인

을 확인하기 위해 데이터를 생애주기 기준에 따

라 나누었다. 생애주기의 경우 연구 분야 및 연

구자에 따라 분류하는 기준이 다르다. 본 연구

에서는 건강행태학적 특성을 반영한 연구를 참

고하여 20~39세는 청년기, 40~64세는 중년기, 65

세 이상은 노년기로 구분하였다(An, 2010; Kim

and Jung, 2019). 본 연구에서는 사용되는 청년

데이터의 경우 정상군과 고혈압군 간의 높은 편

향을 보였다. 이러한 목표변수의 편향은 머신러

닝 모델이 제대로 학습되지 않고, 새로 입력되

는 데이터의 예측 성능이 저하되는 문제가 발생

할 수 있어 청년 데이터는 본 연구에서 제외하

였다(Mun et al., 2016; Yoon and Bang 2021).

Life Cycle Total Normal Hypertensive
Youth
(20~39)

6,296 5,683 613

Middle age
(40~64)

10,175 5,855 4,320

Old age
(more than 65 age)

6,443 1,308 5,135

Table 1 Number of data used for analysis

3.2 데이터 전처리

본 연구에서 사용되는 국민건강영양조사의 경

우 변수들에 존재하는 결측치의 비중이 높았다.

일반적으로 결측치를 제거하고 분석을 진행하지

만, 결측치 제거 시 데이터의 수가 적어져 학습

할 수 있는 데이터가 부족하게 되면 올바른 예

측을 할 수 없다. 따라서 본 연구에서는 결측치

를 범주형 변수의 경우 최빈값, 수치형 변수는

평균값으로 대치하는 보간법을 사용하여 처리했

다. 또한, 수치형 변수들의 상관관계를 확인하여

높은 상관관계를 보이는 변수들은 연구에서 제

외하고, 수치형 변수들의 범위와 크기 차이의

문제를 해결하기 위해 표준화 작업을 진행하였

다. 전처리를 완료한 후 최종적으로 선택한 변

수는 총 35개이며, 이를 유형화한 결과는 Table

2와 같다.

3.3 분류 모형 구축

전처리를 수행한 후 훈련 데이터(Train Data)

와 검증 데이터(Test Data)를 7:3의 비율로 나

누었고, 훈련 데이터를 활용하여 분류 모형을

학습하였다. 머신러닝 분류는 훈련 데이터의 입

력변수와 목표변수인 고혈압 여부를 동시에 입

력받아 학습하는 지도학습(Supervised Learning)

방법으로 모형을 구축하였다. 구축된 모형으로

결과를 추론할 때, 훈련 데이터셋을 대상으로

고혈압 유무를 예측하고 실제값과 비교하여 분

류 모형을 평가하였다.

본 연구에서는 분류 알고리즘으로 다수의 의사

결정 트리를 학습하여 예측하는 앙상블 모델인

Random Forest, XGBoost, LightGBM을 사용하

였다. Random Forest란 전체 특성 중 무작위로

일부만 선택해 하나의 결정 트리를 만들고 선택

된 설명변수의 집합 중 가장 최적의 결과를 내

는 알고리즘으로 모든 변수를 사용하여 최적의

결과를 내는 의사결정 나무의 단점인 과적합 문

제를 보완한 방법이다(Kim, 2019). XGBoost는

랜덤 포레스트와 다르게 다수의 트리 결합보다

는 트리의 오차를 보완하는 방식으로 학습하는

방식인 그레디언트 부스팅(Gradient Boosting)

모델에서 발전한 모델이다(Chen et al, 2016;

Son, 2021). LightGBM은 XGBoost와 같은 그래

디언트 부스팅을 기반으로 하는 알고리즘으로,

다른 GBM 알고리즘 보다 분석을 수행하는 속

도가 빠르다는 장점이 있는 알고리즘이다
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(Guolin Ke et al, 2016). 이러한 트리 기반 모델

은 비선형적이고 비모수적인 모형으로, 데이터

에 대한 가정이 없이 자유롭게 사용할 수 있으

며, 종속변수에 영향을 미치는 요인들을 직관적

으로 탐색할 수 있다는 장점이 있다(Lee and

Lee, 2020; Oh et al., 2021).

3.4 평가 지표

본 연구에서 사용된 데이터는 정상군의 데이

터가 고혈압 군의 데이터보다 많은 편향이 존재

하기 때문에 학습된 모형의 성능을 평가하기 위

해 혼동행렬(Confusion Matrix)을 통한 정확도

(Accuracy), 정밀도(Precision), 재현율(Recall),

F1 score를 성능평가지표로 사용하였다. Fig. 1

은 평가 지표에 대한 수식을 나타낸 표이다.

4. 분석결과

4.1 분류 모형 평가

Table 3은 35개의 변수를 활용하여 각 모델별

로 중년 및 노년의 고혈압 유병 여부를 예측한

결과이다. 중년 데이터의 경우 정확도 및 고혈

Factor Explanatory Variable

Genetic
Factors
(4)

Chronic disease doctor
diagnosis family history,
Hypertension doctor
diagnosis(father),
Hypertension doctor
diagnosis(mother),
Hypertension doctor
diagnosis(siblings)

Personal
Characteris
tics
(7)

Sex, Personal Income,
Household income, Household
Member, Marital Status, Body
Mass Index(BMI), Diabetes

Lifestyle
(5)

Smoking, Drinking,
strength training day(1

week),
Cardiovascular exercise,

Fasting time

Dietary
Factors
(3)

Breakfast frequency per
week, Lunch frequency per
week, Dinner frequency per

week

Nutritional
Factors
(16)

Water, Protein, Fat,
Cholesterol, Carbohydrate,
Dietary fiber, Sugar, Calcium,
Ferrum, Sodium, Vitamin A,
Thiamine, Riboflavin, Niacin,

Folate, Vitamin C

Table 2 Final Variable

Fig. 1 Confusion Matrix / Performance Indicators

Life Cycle Middle age Old age
Model Random Forest XGBoost LightGBM Random Forest XGBoost LightGBM
Accuracy 70.03 70.95 70.46 78.89 79.41 78.22
Precision 55.63 58.88 60.03 98.05 98.18 95.91
Recall 68.00 68.30 66.96 80.00 80.35 80.50
F1-Score 61.18 63.24 63.30 88.10 88.38 87.53

Table 3 Detect Model Performance Indicators
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Middle age

No
Random Forest XGBoost LightGBM
Feature Weight Feature Weight Feature Weight

1 BMI
0.1430 ±
0.0112

BMI
0.0952 ±
0.0104

BMI
0.0878 ±
0.0079

2
Hypertension doctor

diagnosis (siblings)
0.0541 ±
0.0080

Sex
0.0393 ±
0.0079

Sex
0.0363 ±
0.0098

3 Sex
0.0510 ±
0.0095

Diabetes
0.0292 ±
0.0100

Diabetes
0.0346 ±
0.0048

4 Diabetes
0.0305 ±
0.0104

Hypertension doctor
diagnosis (siblings)

0.0252 ±
0.0073

Hypertension doctor
diagnosis (siblings)

0.0253 ±
0.0104

5 Household members
0.0271 ±
0.0059

Water
0.0129 ±
0.0068

Water
0.0173 ±
0.0018

6
Hypertension doctor

diagnosis (mother)
0.0221 ±
0.0032

Sugar
0.0093 ±
0.0043

Riboflavin
0.0106 ±
0.0066

7 Sugar
0.0199 ±
0.0061

Household members
0.0072 ±
0.0050

Vitamin A
0.0085 ±
0.0045

8

Chronic disease

doctor diagnosis

family history

0.0184 ±
0.0040

Household
Income

0.0068 ±
0.0052

Household members
0.0079 ±
0.0020

9 Smoking
0.0177 ±
0.0054

Riboflavin
0.0060 ±
0.0019

Dietary fiber
0.0062 ±
0.0071

10
Household

Income
0.0174 ±
0.0020

Vitamin A
0.0057 ±
0.0055

Fat
0.0061 ±
0.0070

Table 4 The Importance of Variables by Life Cycle 

Old age

No
Random Forest XGBoost LightGBM
Feature Weight Feature Weight Feature Weight

1 BMI
0.0011 ±
0.0010

Riboflavin
0.0038 ±
0.0023

Riboflavin
0.0099 ±
0.0033

2 Riboflavin
0.0007 ±
0.0003

BMI
0.0037 ±
0.0053

BMI
0.0048 ±
0.0038

3 Sugar
0.0006 ±
0.0004

Personal Income
0.0023 ±
0.0017

Thiamine
0.0034 ±
0.0021

4 Thiamine
0.0005 ±
0.0005

Cardiovascular
Exercise

0.0016 ±
0.0022

Cardiovascular
Exercise

0.0023 ±
0.0018

5 Water
0.0005 ±
0.0003

Breakfast frequency

per week
0.0013 ±
0.0012

Lunch frequency per

week
0.0019 ±
0.0011

6 Sodium
0.0004 ±
0.0005

Thiamine
0.0013 ±
0.0018

Vitamin C
0.0019 ±
0.0017

7 Potassium
0.0004 ±
0.0003

Household

Income
0.0010 ±
0.0008

Smoking
0.0017 ±
0.0007

8
Household

Income
0.0004 ±
0.0004

Hypertension doctor

diagnosis (father)
0.0009 ±
0.0004

Sodium
0.0017 ±
0.0019

9 Diabetes
0.0004 ±
0.0003

Lunch frequency per

week
0.0008 ±
0.0008

Personal Income
0.0013 ±
0.0018

10 Smoking
0.0003 ±
0.0004

Folate
0.0008 ±
0.0023

Sex
0.0013 ±
0.0010

Table 5 The Importance of Variables by Life Cycle in Old age
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압을 고혈압으로 잘 예측한 지표인 Recall 값

모두 XGBoost가 높게 나왔기 때문에 중년 데이

터의 적합한 모델은 XGBoost으로 볼 수 있다.

노년 데이터의 경우 정상군보다 고혈압군으로

데이터가 편향되어 모델의 정밀도(Precision)와

재현율(Recall)이 정확도에 비해 높은 값을 보였

다. 노년의 경우 정확도 및 F1 Score는

XGBoost가 다른 모델에 비해 높았으며, Recall

값의 경우 세 가지 모델 모두 큰 차이를 보이지

않았지만, 정밀도와 재현율의 조화평균 값인 F1

Score의 값이 높은 XGBoost가 적합한 모델이

라고 할 수 있다.

4.2 변수중요도

학습이 완료된 모델을 활용하여 고혈압의 위

험인자를 확인하기 위해 변수중요도를 측정하였

다. 변수중요도를 측정하기 위해 Permutation

Feature Importance(PFI)를 활용하였다. PFI는

각 변수가 모델의 의사결정에 공헌한 정도를 상

대적으로 정량화하는 알고리즘으로, 모델의 성

능이 감소하는 수치를 계산하여 변수의 중요도

를 측정하는 방법으로 계산이 빠르고, 사용범위

가 넓으며, 일관된 변수의 중요도를 측정할 수

있다는 장점이 있다(Jeon el al., 2021; Oh el al.,

2022). Table 4와 Table 5는 각각 중년과 노년

을 대상으로 PFI를 사용하여 고혈압 분류에 공

헌도(Weight)가 가장 높은 상위 10개의 변수를

모델별로 나타낸 표이다. 중년의 경우 모든 모

델에서 공통적으로 BMI가 가장 중요한 변수로

나타났다. 또한 고혈압 의사 진단여부(형제자

매), 성별, 당뇨병 유병 여부, 수분 섭취가 상위

에 배치되었다. 또한 상위 변수들 간 순서의 차

이만 존재할 뿐 비슷한 변수들이 상위에 나타났다.

모델 간 차이점으로는 Random Forest의 경우

만성질환 가족력 여부, 흡연 여부가 고혈압 위

험요인으로 나타났으며, XGBoost와 LightGBM

의 경우 영양섭취 요인이 상위에 나타났지만,

리보플라빈, 비타민 A, 식이섬유, 지방 등으로

차이를 보였다.

노년의 경우 XGBoost, LightGBM 모델에서

는 리보플라빈이, Random Forest에서는 BMI가

중요한 변수로 나타났다. 노년의 경우 모델 간

요인의 차이가 다양하게 나타났으며, XGBoost

와 LightGBM의 경우 유산소 신체활동 변수 및

식생활 요인의 변수가 상위에 나타났고

Random Forest의 경우 영양섭취 요인이 상위에

나타났다.

5. 결 론

본 연구는 생애주기별 고혈압 위험요인을 도

출하여 제시하는 것을 목적으로 한다. 이를 위

해 트리기반 머신러닝 알고리즘을 사용하여 고

혈압을 예측하는 머신러닝 모델을 구축하였다.

구축된 모델을 바탕으로 도출된 변수중요도를

기반으로 생애주기별 고혈압의 위험인자를 파악

하였다.

중년과 노년 모두 XGBoost 기반의 모델이 고

혈압 환자를 분류하는 성능이 우수하게 나타났

다. 기계학습 모델을 이용하여 생애주기별 고혈

압 위험요인을 도출한 결과, 중년의 고혈압 위

험요인의 경우 사용된 XGBoost, Random

Forest, Light GBM 모두 상위에 분포한 요인들

이 일치하였다. 또한 성별·당뇨병 유병 여부·가

구원 수·가구 소득분위·개인 소득분위 등과 같

은 개인특성 요인, 당·비타민 A·지방·리보플라

빈·수분·식이섬유 등과 같은 영양섭취 요인 그

리고 만성질환 가족력 여부·고혈압 의사진단 여

부(형제자매) 등과 같은 유전적 요인이 중년 고

혈압의 위험요인으로 도출되었다. 노년의 경우

중년과 마찬가지로 BMI가 고혈압 위험요인으로

도출되었다. 하지만 노년의 경우 리보플라빈 또

한 고혈압 위험요인으로 상위에 도출되었다. 뿐

만 아니라 당·염분·티아민·엽산·칼륨 등 영양섭

취 요인이 다양하게 도출되었다. 또한 1주일 아

침식사 빈도·1주일 점심식사 빈도 등 식생활 요

인이 주요 위험요인으로 도출되었으며, 유산소

신체활동 일수·흡연 여부 등과 같은 생활습관

요인이 고혈압 위험요인으로 도출되었다.

분석 결과, 중년과 노년 모두 공통적으로

BMI가 높은 주요 위험인자로 도출되었으며, 영

양섭취 요인 또한 공통적인 위험인자인 것을 확
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인할 수 있었다. 하지만 중년의 경우 유전적 요

인 및 개인특성 요인이 위험인자로 도출된 반

면, 노년의 경우에는 식생활 요인 및 생활습관

요인이 주요 인자로 도출된 것을 확인하였다.

이처럼 생애주기에 따라 고혈압의 위험요인의

요소가 다르므로 생애주기별 고혈압 관리를 위

한 차별화된 접근이 필요할 것이다.

본 연구에서는 중년, 노년 간 고혈압 위험요

인의 차이점을 도출하였으며, 해당 결과를 바탕

으로 생애주기별 고혈압 관리에 대한 유용한 기

초자료로 사용될 수 있다는 점에서 의의를 가진

다.

그럼에도 불구하고 본 연구는 다음과 같은 한

계점을 가진다. 첫째, 본 연구에서 사용된 국민

건강영양조사의 경우 단면적 조사이기 때문에

해당 데이터만을 가지고는 고혈압의 위험인자와

의 인과관계를 설명하는데 한계가 있다. 둘째,

선행연구를 통해 고혈압에 영향을 미치는 요인

및 위험요인을 선정하였지만, 제공하는 모든 변

수가 포함되지 못해 고혈압과의 연관성에 대해

의미 있는 분석을 하지 못한 한계를 가진다. 셋

째, 청년 데이터의 경우 데이터의 불균형으로

인해 연구에 포함할 수 없었다. 향후 이러한 불

균형 문제를 해결하기 위해 다양한 샘플링 방법

을 시도해 보거나, 관련 데이터 확보가 이루어

진다면 이러한 문제점을 해결할 수 있을 것이

다.
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