
JKSCI
한국컴퓨터정보학회논문지

Journal of The Korea Society of Computer and Information 

Vol. 27 No. 10, pp. 19-28, October 2022

https://doi.org/10.9708/jksci.2022.27.10.019

A Self-Supervised Detector Scheduler for 

Efficient Tracking-by-Detection Mechanism

1)Dae-Hyeon Park*,  Seong-Ho Lee*,  Seung-Hwan Bae**

*M. S. candidate, Vision & Learning Laboratory, Inha University, Incheon, Korea 

*Full-time Researcher, Vision & Learning Laboratory, Inha University, Incheon, Korea

**Associate Professor, Dept. of Computer Engineering, Inha University, Incheon, Korea

[Abstract] 

In this paper, we propose the Detector Scheduler which determines the best tracking-by-detection 

(TBD) mechanism to perform real-time high-accurate multi-object tracking (MOT). The Detector 

Scheduler determines whether to run a detector by measuring the dissimilarity of features between 

different frames. Furthermore, we propose a self-supervision method to learn the Detector Scheduler 

with tracking results since it is difficult to generate ground truth (GT) for learning the Detector 

Scheduler. Our proposed self-supervision method generates pseudo labels on whether to run a detector 

when the dissimilarity of the object cardinality or appearance between frames increases. To this end, we 

propose the Detector Scheduling Loss to learn the Detector Scheduler. As a result, our proposed 

method achieves real-time high-accurate multi-object tracking by boosting the overall tracking speed 

while keeping the tracking accuracy at most. 

▸Key words: Multi-Object Tracking, Tracking-by-Detection Scheduling, Dissimilarity Learning, 

Self-Supervised Learning, Quality Measure

[요   약]

본 논문에서는 실시간 고성능 다중 객체 추적을 수행하기 위해 최적의 TBD (Tracking-by-detection) 

메커니즘을 결정할 수 있는 Detector Scheduler를 제안한다. Detector Scheduler는 서로 다른 프레임 간

의 특징량 차이를 측정하는 것으로 검출기 실행 여부를 결정하여 전체 추적 속도를 향상한다. 하지

만, Detector Scheduler의 학습에 필요한 GT (Ground Truth) 생성이 어렵기 때문에 Detector Scheduler를 

추적 결과만을 통해 학습 가능한 자가 학습 방법을 제안한다. 제안된 자가 학습 방법은 프레임 간의 

객체 카디널리티와 객체 외형 특징량의 비유사도가 커질 때 검출기를 실행할 수 있도록 의사 레이블

을 생성하고 제안된 손실함수를 통해 Detector Scheduler를 학습한다. 

▸주제어: 다중 객체 추적, 검출 기반 추적 스케줄링, 비유사도 학습, 자가학습, 품질 측정
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I. Introduction

다중 객체 추적(Multi-Object Tracking)의 주요 패러

다임인 검출 기반 추적(Tracking-by-detection)[1, 2, 3, 

4]은 시간적 흐름에 따라 검출 객체 간의 지역/전역적 연

관(association)을 수행해 트랙을 생성한다. 따라서 고성

능 검출기를 사용할 경우 객체 위치에 의한 불확실성을 감

소하게 하여 다중 객체 추적 정확도(Multi-Object 

Tracking Accuracy, 이하 MOTA)를 높일 수 있다. 하지

만 검출 기반 추적에서 검출기를 실행하기 위한 연산 비용

이 연관을 위한 연산 비용보다 훨씬 높기 때문에 전체 추

적 속도가 하락하는 문제가 발생한다. 

본 연구에서는 이 문제를 해결하기 위해 높은 연산 비용

이 필요한 검출기를 매 프레임마다 실행할 필요 없이 추적

을 진행할 수 있는 방법을 제시한다. 본 방법은 인접 프레

임 간의 유사한 컨텍스트(context)를 가진 특정 프레임에

서 객체 카디널리티(cardinality)와 객체 외형

(appearance)의 변화가 적다는 점을 이용한다. 이를 통해 

검출 없이 모션 모델로 추적을 수행할 수 있는 프레임을 

결정하여, 검출 기반 연관 없이 객체를 추적할 수 있는 모

션을 학습할 수 있다. 

결과적으로 검출기 실행 없이 모션 모델로 추적을 수행

함으로써 전체 추적 속도를 향상할 수 있다. 이를 위해 우

리는 일정 간격(즉, 프레임 도메인 내 균일 샘플링)마다 검

출기 실행 스킵(skip)을 적용할 수 있다. 그러나 이 간격은 

동일한 시퀸스 내에서도 다를 수 있기 때문에 최적 간격을 

찾는 것은 어려운 일이다. 예를 들어 객체의 모션(motion) 

변화가 증가하거나 추적 품질이 낮아질 때 MOTA를 유지

하기 위해서는 검출기를 더 빈번히 실행함으로써 간격을 

더 좁혀야 한다. 따라서 우리는 실시간 다중 객체 추적을 

수행하기 위해 감소를 최소화하며 전체 추적 속도를 향상

할 수 있는 최적의 검출 시점(키 프레임)을 찾는 것을 목표

로 한다. 

이를 위해 일부 최근 연구[4, 5]는 이전 프레임과 현재 

프레임 간의 추적 결과의 바운딩 박스(bounding box) 쌍

(pair)을 서로 비교하고, 바운딩 박스 간의 일치 정도가 낮

을 경우 검출기를 실행한다. 그러나 트랙 초기화 및 종료

는 검출 기반 연관 없이 수행될 수 없으므로 추적 품질 뿐

만 아니라 객체 카디널리티 또한 고려되어야 한다. 따라서 

추적 객체의 바운딩 박스 또는 외형 특징량만을 비교[5, 6, 

7]하는 것만으로는 두 변동 사항을 모두 측정할 수 없다. 

이를 해결하기 위해 우리는 현재 프레임과 키 프레임 간의 

컨볼루션 특징량의 차이를 측정하는 방법을 제안한다. 또

한, 온라인 다중 객체 추적이 실행되는 동안, MOT에 대한 

최적의 검출 기반 추적 메커니즘을 결정할 수 있는 

Detector Scheduler를 제안한다. 그러나 Detector 

Scheduler에 대한 GT가 없기 때문에 지도 학습

(Supervised learning)을 사용할 수 없다. 또한, 이에 대

한 GT를 만드는 것은 추적기와 검출기의 성능에 의존하기 

때문에 무의미할 수 있다. 따라서 본 연구에서는 자가 학

습을 통해 Detector Scheduler를 학습한다. 또한, 본 연

구에서는 검출기 실행 여부를 나타내는 의사 레이블

(pseudo label)을 제안한다. 검출기 실행 유무에 따른 다

중 객체 추적 결과 기반 객체 카디널리티(cardinality) 및 

객체 위치정보(localization) 차이를 통해 새로운 

Detector Scheduling 손실 함수를 제안한다. 본 손실 함

수를 최소화함으로써 MOTA를 최대한 유지하면서 MOT 

전체 속도를 높이는 최적의 검출 기반 추적 메커니즘을 결

정할 수 있다. 이 메커니즘은 검출 기반 추적 방법의 정확

성에 따라 적응적으로 결정될 수 있다. 결과적으로 본 연

구의 주요 기여는 다음과 같다. 첫째로 실시간 및 고성능 

추적을 위한 최적의 검출 기반 추적 메커니즘을 결정할 수 

있는 Detector Scheduler 제안, 둘째로 자가 학습 방법

을 통해 Detector Scheduler 학습을 위한 의사 레이블 

및 Detector Scheduling 손실 함수를 제안한다. 

Baseline과 비교해 MOTA를 5.8% 줄이는 것만으로 속도

를 47.0% 향상시켰다. 또한, 우리는 광범위한 절제 실험과 

MOT 벤치마크 데이터 셋에서 최신 MOT 모델 간의 성능 

비교를 제공한다. 우리의 Detector Scheduler는 단일 

NVIDIA Titan Xp를 사용하여 MOT16 테스트 셋에서 

MOTA 74.5%, 20.6Hz 속도를 달성한다. 

본 연구은 다음과 같이 구성된다. 2장에서는 본 연구와 

연관된 기존 연구에 대해 기술하고, 3장에서는 본 연구의 

핵심인 Detector Scheduler에 기술한다. 4장에서는 본 

연구에서 제안하는 Detector Scheduler를 결합한 모델을 

MOT 벤치마크 챌린지 데이터 셋에서 절제 실험을 수행하

고, 최신 다중 객체 추적기와 비교 평가를 수행한다. 최종

적으로 5장에서는 본 연구의 결론을 기술한다.

II. Related Works

이 장에서는 본 연구와 연관된 기존 연구에 대해 기술한다.
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1. Tracking-by-detection

검출 기반 추적(Tracking-by-detection)은 먼저 검출

기를 사용하여 주어진 이미지에서 객체 위치를 결정한 다

음, 연속 프레임 간에 검출 결과를 연결하여 식별 가능한 

ID를 갖는 트랙을 생성하는 추적 방법이다. 검출 기반 추

적 방법은 SDE (Seperated Detection and Embedding) 

[2, 8]와 JDE (Joint Detection and Embedding) [1, 3, 

4]로 구분된다. 두 방법의 주요 차이점은 검출 작업과 연

관 작업이 동일 네트워크에서 처리하는지에 대한 여부로 

설명할 수 있다. SDE는 검출 및 연관 작업이 독립적으로 

학습된 서로 다른 네트워크를 사용한다. 한편, JDE는 검출 

및 연관 헤더를 백본 네트워크에 연결하여 동시에 학습한

다. 따라서 JDE는 저수준(low-level)의 특징량을 공유하여 

추적 속도를 향상한다. 그러나 두 방법 모두 전체 프레임

에 대해 검출기를 적용하고 있어 검출 단계는 여전히 전반

적인 MOT 연산 비용에 크게 영향을 미친다. 

2. Key-Frame Scheduling

MOT 전체 속도를 향상시키기 위해 검출기 실행을 스킵 

하는 방법이 고려될 수 있다. 이때 고정 프레임 간격을 갖

는 검출기 실행 스킵 방법[9, 10]은 그 단순성 때문에 일반

적으로 사용된다. 하지만 객체 카디널리티 오류 및 객체 

위치정보 오류로 인한 추적 객체 손실을 고려하지 않고 검

출을 결정하는 키 프레임을 선택하기 때문에 MOTA를 저

하시킬 가능성이 있다. 이를 해결하기 위해 일부 적응형 

샘플링 방법[5, 7, 11]은 object region과 region feature

를 비교하여 키 프레임을 선택한다. 예를 들어, [7]은 객체 

크기 및 연속 프레임 간의 모션 차이를 고려하여 키 프레

임을 결정한다. [6, 11]은 이 문제를 강화 학습 문제로 규

정하고, 객체 위치정보 비유사도을 바탕으로 키 프레임을 

결정한다. 하지만 이런 방법들은 프레임 간의 객체 카디널

리티 변동을 고려하지 않는다. 본 연구에서는 검출 기반 

추적 스케줄링을 위해 프레임 간의 비유사성을 측정하여 

객체 위치정보 및 카디널리티를 본 연구에서 제안하는 손

실 함수에 반영할 수 있는 방법을 제시한다.

3. Self-Supervised Learning

자가 학습[12, 13]은 레이블이 없는 데이터로 모델을 학

습하기 위한 의사 레이블을 생성한다. 자가 학습을 사용하

여 MOT 모델의 일반화 능력을 향상하기 위한 몇 가지 연

구가 있다. [4]는 사람 검출 데이터 셋을 사용하여 재식별

(Re-ID)에 대한 일반화 방법을 개선한다. [14]는 

spatial-correlation learning의 constraint [15]를 적용

하기 위해 자가 학습 손실 함수를 활용한다. [16]은 자가 

학습을 사용하지 않고 Re-ID 모델을 학습시키기 위해 

SORT [2]를 사용하여 의사 레이블(pseudo label)을 생성

한다. 본 연구에서는 마찬가지로 MOT에 대한 자가 학습

을 활용한다.

III. Methodology

Fig. 1에서는 본 연구에서 제시하는 MOT에 대한 

Detector Scheduler의 Detector Scheduling Network에 

대해 기술한다. 이 장에서는 Detector Scheduler의 각 구

성 요소들(Detector Scheduling Network, 의사 레이블 및 

Detector 손실함수, 자가학습)에 대해 자세히 설명한다.

1. Detector Scheduling Network

Fig. 1. Detector Scheduling Network

1장에서 논의한 바와 같이 Detector Scheduler의 학습 

목표는 다중 객체 추적에서 검출기 실행 여부를 결정하는 

것이다. 이를 위해 현재 번째 프레임의 특징량 F과 키 프

레임의 특징량 F을 뺀 특징량 P ∈
C ×H ×W을 통해, 두 

특징량 간의 차이를 계산한다. 이 때 P 는 다음과 같다.

P t  F  F  (1)
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Detector Scheduling Network는 P 를 입력으로 하여 

detector scheduling probability  를 출력한다. 이 

때,  가 낮은 경우, 프레임에서 검출기를 실행하도록 

유도한다. 구체적으로 P 를 × ConvBlocks에 입력한 

다음, × ConvBlocks에 차례대로 입력한다. 여기서 각 

Blocks은 컨볼루션, 배치 정규화 및 Leaky ReLU 활성화 

함수(  ) 레이어들을 포함한다. × 및 컨볼루션 

레이어의 출력 채널 크기는 각각 C 및 1이다. 연속 컨볼루션 

연산 후 특징량을 H× 차원을 갖는 특징 벡터로 평탄화

(Flatten)한 다음 64, 64, 1개의 뉴런으로 3개의 Fully 

Connected Layers를 적용하여 를 출력한다. 마지막으

로, 시그모이드 함수 ⋅로  를 계산할 수 있다. 

2. Detector Scheduler Training via 

Self-Supervision

Detector Scheduler는 다음과 같은 근거에 기반하여 

자가 학습 방법으로 학습된다. 첫째로, MOT에 대한 검출 

기반 추적 메커니즘 학습을 위한 사용 가능한 공개된 GT 

또는 정의된 가이드라인이 없다. 둘째로, 추적기와 검출기 

간의 성능 의존성이 강하기 때문에 GT를 생성하는 것이 

어렵다. 정확도와 속도는 trade-off 관계이기 때문에 특정 

성능에 맞는 GT를 생성하는 것은 까다로운 일이다. 따라

서 본 연구에서는 키 프레임과 현재 프레임의 추적 결과 

간의 비유사성을 측정하여 검출기 실행 여부를 나타낼 수 

있는 의사 레이블 생성 방법을 제안한다. 구체적으로 본 

연구에서는 두 프레임 간의 객체 카디널리티 및 객체 위치

정보 오류를 측정한다. 결과적으로 본 연구에서 제안하는 

자가 학습 방법은 추적 결과에 따라 적응적으로 의사 레이

블을 생성할 수 있다. 

3. Quality Measure of Tracking without Detection

N 프레임의 시퀀스가 주어질 때, 프레임 에서 검출기 

D를 실행함으로써 검출 결과 

D      dt
i yt
i
i  

∣D t∣를 생성한다. 여기서 d는 객

체 에 대한 바운딩 박스이고,  는 번째 프레임에서 

탐지된 객체 수다. 본 연구에서는 현재 프레임인 번째 프

레임에서   d

 

  

∣∣
를 평가하기 위해 트랙 


  T  를 위한 온라인 검출 기반 추적 문

제를 공식화한다. 이 때 T는 추적기, d

와 


는 각각 트

랙 에 대한 추적 결과와 추적 식별 레이블(track 

identity label)이다.  는 번째 프레임에서의 트랙들의 

개수이다.

본 연구에서는 객체 모션을 예측하기 위해 칼만 필터

[17]를 사용한다. 번째 프레임에서 검출기 실행을 스킵하

면 추적 문제를 
  T   로 공식화할 수 있다. 

일반적으로, 이 문제는 프레임  까지의 추적 결과 

  를 기반으로 한 예측값을 통해 해결될 수 있다. 대부

분의 경우 검출을 수행하여 추적하는 
 의 추적 품질

이 
 보다 높다. 하지만 

 에 대한 추적 연산 비

용은 
 에 비해 높기 때문에 MOT 정확도를 최소한으

로 줄이면서 
 의 수를 늘리는 것을 목표로 한다. 전

체 프레임에서 최적의 
 를 찾기 위해 


 ≈

 일 경우, 번째 프레임에서 검출 없이 추

적이 가능하다는 가정을 세운다. 따라서 객체 카디널리티

와 객체 위치정보 측면에서 
 의 추적 결과가 

 

의 추적 결과와 유사하다면 본 가정은 성립될 수 있다. 따

라서 최적의 
 를 찾는 문제는 전체 프레임에서 


 ≈

 를 찾는 문제로 변환할 수 있다. 이를 위

해 
 ≈

 를 추정하기 위해 두 방법 간의 객체 

카디널리티와 객체 위치정보 유사성을 정의한다.

3.1 Cardinality Measure

객체 카디널리티 유사성 측정 방법은 1장에서 논의한 

바와 같이, 
 와 

  간의 객체 카디널리티가 추

적 품질의 척도로 고려되어야 한다. 따라서, 우리는 


 와 

  사이의 객체 카디널리티를 비교하고, 객

체 카디널리티 유사성 척도 를 다음과 같이 정의할 

수 있다


 

 

min  


⋅ ln  

 
 

  (2)




는 
 와 

 사이의 객체 카디널

리티의 비율이다. 이를 [0, 1] 사이의 값으로 정규화하기 

위해, 우리는 다음과 같이 계산할 수 있다.


 

  min
 


 


 


 

  (3)
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위 식 2에서  인 경우, 두 추적 방법이 같은 개

수의 트랙을 생성했음을 나타낸다. 즉, 번째 프레임에서 

트랙 초기화 및 종료가 일어나지 않음을 의미한다. 따라서 

가 높을수록 
 의 추적 품질이 높으며, 아니라면 

추적 품질이 낮다는 것을 의미한다.

3.2 Localization Measure

객체 위치정보 유사성 측정 방법은 
 와 

 사

이의 바운딩 박스 d 사이의 비유사성을 평가하기 위해, 

본 연구에서는 객체 위치정보 유사성 척도 를 정의한

다. 두 방법 간의 바운딩 박스 쌍이 주어지면, 

IoU(Interest of Union)를 사용하여 두 바운딩 박스 쌍 간

의 유사성을 평가할 수 있다. 따라서, 우리는 을 다음

과 같이 정의할 수 있다. 


 

 







  




d
  d

  

  (4)

여기서 
 는 

 와 
 간에 매칭된 트랙 쌍에

대한 카디널리티다. 그리고  간의 관련성을 결정하

기 위해 우리는 
 와 

 의 바운딩 박스로 구성된 

bigraph를 정의한다. 그리고 
 에 대한 각 노드는 


 에 대한 모든 노드와 연결된다. 이때 엣지 가중치

(edge weight)는 연결된 노드 간의 IoU 점수를 사용하여 

평가한다. 이 그래프의 최대 가중치 일치 쌍은 헝가리안 

알고리즘[18]에 의해 최적으로 결정될 수 있다. 그런 다음 

일치된 쌍의 평균 IoU 점수를 계산하여 을 평가한다.

4. Pseudo Labeling and Detector Scheduling Loss

Detector Scheduler를 학습하기 위해, 우리는 의사 

GT 레이블 
  을 생성한다. 학습 데이터 N개 프

레임의 시퀀스가 주어지면 온라인 추적기 T와 검출기 D

를 실행하여 각 프레임에서 의사 레이블(pseudo label)을 

생성한다. 이를 통해 매 프레임마다 
 와 

 를 

생성할 수 있다. 번째 프레임의 각 레이블 는 이진 레

이블이며, 검출 없는 추적 방법(TO=1) 또는 검출 기반 추

적 방법(TD=0)을 나타낸다. 그리고 
 와 

 를 비

교하여 와 의 유사성을 평가한다. 따라서 를 다

음과 같이 정의할 수 있다. 

    ⋅ ≧   ⋅  
  (5)

이때 는 의사 레이블 임계값(threshold)이다. 이때, 

⋅ ≧  일 경우 추적 방법 
 와 

 

의 추적 품질은 비슷하다. 따라서 해당 프레임에서는 검출 

없는 추적 방법 
 를 유도한다. 반대의 경우, 객체 위

치정보 혹은 객체 카디널리티 오류로 인해 추적 품질이 저

하된 경우이므로, 검출 기반 추적 방법 
 을 유도한

다. 따라서   일 때는 번째 프레임에서 추적 속도를 

향상할 수 있으며,   일 때는 검출 기반 연관을 통해 

MOTA를 향상시킬 수 있다. 본 연구에서는 를 통해 

Detector Scheduler를 학습하기 위한 손실함수 

을 제안한다.

 log   log    

(6)

5. Tracking by Detector Scheduler

Detector Scheduler를 구현하기 위해 MOT 데이터 셋 

[19]에서 최신(state-of-the-art) 모델의 정확도와 속도를 

나타내는 FairMOT [4]를 baseline으로 사용한다. 따라서 

본 연구에서는 그림 1에 제안된 네트워크와 baseline을 

결합한다. 각 프레임의 기존 트랙과 연관되지 않은 검출 

결과가 주어질 때, IoU 연관 방법을 통해  번째 프레

임의 트랙과 번째 프레임의 검출 결과를 연관하여 트랙 

초기화를 수행한다. 

그리고  을 추론하여 각 프레임의 추적 동작을 결

정한다. 만약  ≦ det라면 검출 기반 추적(TD) 방법

을 수행한다. 따라서 검출기를 사용해 검출 결과를 도출한 

뒤 기존 트랙과 연관시킨다. 반대로    det일 때, 

검출 없는 추적(TO) 방법을 수행하며, 칼만 필터로 모션을 

예측해 트랙을 도출한다. 또한, 트랙 종료를 위해 트랙 신

뢰도(track confidence)를 정의하고 연관된 검출 결과의 

분류 점수(classification score)로 초기화한다. 그리고 검

출 없는 추적이 발생할 때, 스케일링 계수(본 실험에서는 

0.9로 설정)로 트랙 신뢰도를 감소시킨다. False Positive

를 줄이기 위해 추적 신뢰도가 0.5 미만일 때 트랙을 종료

한다. 전체 추적 속도를 더욱 높이기 위해, 다음과 같이 

 ≧ det일 때, Detector Scheduler를 사용하지 않

고  를  번째 프레임으로 전파하여    를 

계산한다. 
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DR MOTA↑ FP↓ FN↓ Hz↑

Baseline

100% 72.9% 1,409 3,204 19.3

80.0% 57.4% 1,068 6,210 23.5

75.0% 53.5% 930 7,005 24.9

66.6% 46.9% 801 8,253 27.9

Detector Scheduler

(Ours)

100% 72.9% 1,409 3,204 18.9

80.3% 69.2% [3.7%↓] 1,881 3,307 23.1 [22.2%↑]

74.1% 68.1% [4.8%↓] 1,924 3,523 25.1 [32.8%↑]

66.3% 67.1% [5.8%↓] 1,852 3,753 27.8 [47.0%↑]

Table 1. Detailed comparison with the baseline on MOT15 dataset.

     ⋅    ≧ det     det
  (7)

여기서 는 0.83으로 설정한다.    det일 때 

Detector Scheduler를 실행하고,  ≧ det일 때 객

체의 모션 모델만으로 객체를 추적한다. 이 예측 기반 추

적은 
 ≈

  일 때 실행할 수 있으며, 

 ≧ det일 때 
 ≈

 라고 고려한다.

IV. Experiments

이 장에서는 Detector Scheduler의 효과를 증명하기 

위해 SOTA 모델 간의 비교와 광범위한 절제 실험을 수행

한다.

1. Datasets

실험에 사용할 데이터 셋은 baseline이 MOTChallenge 

데이터 셋으로 학습하였기 때문에 본 모델 또한 이 데이터 

셋으로 학습한다. Detector Scheduler를 학습하기 위해 

MOT17 학습 데이터 셋을 사용한다. 이 학습 데이터 셋은 

14-30Hz 프레임의 동적/정적 카메라에서 캡처된 7개의 

시퀀스로 구성된다. SOTA 모델 간의 비교 평가를 위해 

MOT16, MOT17 및 MOT20 테스트 데이터 셋에서 

Detector Scheduler를 실행하고 챌린지 서버에서 성능을 

평가한다. 절제 실험(ablation study)의 경우 MOT15 학

습 데이터 셋을 검증 데이터 셋으로 활용한다. 단, 학습에 

사용되었던 중복된 시퀀스는 사용하지 않는다. 이때 중복

되어 절제 실험에 사용되지 않는 시퀸스는 Venice-2, 

ADL-Rundle-8, ADLRundle-6, ETH-Pedcross2이다.

2. Evaluation Metric

평가 메트릭(Evaluation Metric)은 MOTChallenge 

[19]에서 일반적으로 사용하는 메트릭[20]을 사용한다. 

Multi Object Tracking Accuracy (MOTA↑), ID F1 

score (IDF1↑), False Positive (FP↓), False Negative 

(FN↓), ID Switches (IDs↓), 다중 객체 추적 속도(Hz↑). 

여기서 ↑와 ↓는 각각 더 높거나 낮을수록 더 우수한 

MOT 결과임을 나타낸다. 또한, 검출기 실행 수를 총 프레

임 수로 나누어 검출기 실행 비율(Detection Run, 이하 

DR)을 평가한다. 1장에서 설명한 바와 같이, 검출기 실행 

비율은 검출 기반 추적 방법의 정확도과 속도에 가장 큰 

영향을 미친다. 일반적으로 DR이 증가할수록 정확도는 높

아지지만 속도는 느려진다.

3. Implementation details

앞서 언급한 바와 같이, 우리는 FairMOT [4]를 

baseline으로 사용한다. 앞서 제안한 Detector 

Scheduling Network를 baseline에 결합하여 Detector 

Scheduler를 구현한다. 절제 실험의 경우, 먼저 동일한 

학습 설정으로 MOT17 학습 데이터 셋에서 baseline을 학

습한다. 그 후, 학습된 baseline을 프리징(freezing)하고, 

식 6의 를 최소화하는 것으로 Detector 

Scheduler를 학습한다. 또한, MOTChallenge 테스트 데

이터 셋에서 평가하기 위해, MIX 데이터 셋[4]에서 학습된 

baseline를 프리징하고, 스크래치로 우리의 모델을 학습

한다. 3장 4절에서 의사 GT를 생성하기 위해, 사전 학습

된 baseline을 사용하여 
 와 

 를 생성한다. 우 

리는 추적 품질 측정을 사용하여 두 방법 간의 유사성 

⋅ 을 계산하고, 식 5를 사용하여 를 생성한

다. 또한   ,   인 Adam 옵티마이저를 

사용한다. Detector Scheduler는 서로 다른 시퀀스의 6

개의 이미지를 포함한 미니 배치로 30 epoch 동안 추적기

를 학습한다. 우리는 학습률(Learning Rate)을 5e-5로 설

정하고, 20개의 epoch에서 0.1의 비율로 decay한다. 

Detector Scheduler는 i7-8700K CPU와 단일 Titan Xp

로 구성된 PC에서 Detector Scheduler를 실행한다.
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Tracker MOTA↑ IDF1↑ FP↓ FN↓ IDs↓ Hz↑

MOT16

QDTrack [21] 69.8% 67.1% 9,861 44,050 1,097 20.3

CTracker [22] 67.6% 57.2% 8,934 48,305 1,897 6.8

LM_CNN [23] 67.4% 61.2% 10,109 48,435 981 1.7

HTA [24] 62.4% 64.2% 19,071 47,839 1,619 19.7

TraDeS [25] 70.1% 64.7% 8,091 45,210 1,144 22.3

Tube_TK [26] 64.0% 59.4% 10,962 53,626 1,117 1.0

GSDT [27] 74.5% 68.1% 8,913 36,428 1,229 1.6

CenterTrack [28] 69.6% 60.7% 10,458 42,805 2,124 17.5

SOTMOT [29] 72.1% 72.3% 14,344 34,784 1,681 16.0

Ours 74.5% 72.3% 8,614 36,856 1,016 20.6

MOT17

QDTrack [21] 68.7% 66.3% 26.589 146,643 3,378 20.3

CTracker [22] 66.6% 49.0% 22,284 160,491 5,529 6.8

TraDeS [25] 69.1% 63.9% 20,892 150,060 3,555 17.5

Tube_TK [26] 63.0% 58.6% 27,060 177,483 4,137 3.0

GSDT [27] 73.2% 66.5% 26,397 120,666 3,891 4.9

CenterTrack [28] 67.8% 64.7% 18,498 160,332 3,039 17.5

PermaTrack [30] 73.8% 68.9% 28,998 115,104 3,699 11.9

Ours 73.0% 71.3% 23,622 125,664 3,114 20.6

Table 2. Comparison with the SOTA trackers on MOTChallenge 16/17 test sets

4. Ablation study

Detector Scheduler의 영향: MOTA와 추적 속도 간의 

trade-off를 조사하기 위해, 일정 간격으로 검출기 수행 

스킵을 적용한다. 따라서 각 추적기는 일정 간격으로 검출

기 실행을 스킵한다. #4TD-#1TO (DR=80%), 

#3TD-#1TO (DR=75%), #2TD-#1TO (DR=66.6%), 서로 

다른 3가지의 간격을 적용한다. 여기서 #TD와 #TO는 각

각 검출 기반 추적 방법과 검출 없는 추적 방법을 적용하

는 프레임의 수다. Detector Scheduler의 경우, det를 

변경하는 것으로 3가지 검출기 실행 스킵 체계와 유사하도

록 Detector Scheduler의 DR을 조정한다. Table 1은 

Detector Scheduler와 baseline 간의 자세한 비교 결과

를 나타낸다. 그리고 DR=100%일 때(즉, 모든 프레임에서 

검출기를 실행) 두 추적기가 동일한 MOTA를 달성한다는 

것을 확인할 수 있다. 하지만 Detector Scheduler와 

baseline 간의 정확도 차이는 DR이 감소할수록 더 커진

다. 구체적으로 DR=100%의 baseline과 비교하여 

DR=66%의 Detector Scheduler는 MOTA를 5.8%를 줄

이는 것으로 속도를 47.0% 향상할 수 있다. 그러나 

DR=66%의 baseline은 DR=100%를 사용할 때와 비교하

여 MOTA를 26%까지 저하시킨다. 유사한 DR을 가진 다

른 추적기와 비교하여, 우리의 Detector Scheduler는 더 

나은 MOTA와 속도를 보여준다. 이러한 결과로부터, 우리

의 방법이 전체 추적 속도를 높이는 동시에 MOTA 감소를 

최소화하는 데 매우 효과적이라는 것을 보여준다.

5. Comparison with state-of-the-arts methods

최신 추적기 모델과 비교 평가를 위해 MOT16 및 

MOT17 테스트 셋에서 Detector Scheduler를 평가한다. 

비교를 위해, 우리는 Private Detector를 사용하는 온라

인 추적 방법과 비교한다. 우리는 이때 det을 0.5로 설정

했다. Table 2에 나타난 바와 같이, 우리의 Detector 

Scheduler는 다른 모델보다 더 높은 MOTA를 보여주면

서 놀라운 속도를 달성한다. 이 비교를 통해, 우리의 방법

이 추적 정확도를 유지하면서 전체 추적 속도 향상에 실제

로 효과적이라는 것을 입증한다.

V. Conclusions

본 논문에서는 실시간으로 작동 가능한 고성능 다중 객

체 추적을 위해 최적의 검출 기반 추적 메커니즘을 결정할 

수 있는 Detector Scheduler를 제안한다. 제안된 방법에

서는 의사 레이블과 Detector Scheduling 손실 함수 기

반으로 Detector Scheduler를 학습한다. 결과적으로, 검

출 유무에 따른 추적 차이를 줄임으로써 자가 학습 방법을 

통해 Detector Scheduler를 학습시킬 수 있다. 또한, 광

범위한 절제 실험과 SOTA 모델 간의 비교를 통해, 본 방

법이 MOTA의 손실을 최소화하면서 전체 추적 속도를 높

이는 데 유리하다는 것을 검증한다. 본 스케줄링 방법은 

추후 실시간 작업이 필요한 산업 로봇 및 자율 주행 차량 

등에 관한 분야로 확장할 수 있으리라 기대한다. 우리는 

본 방법이 향후 실시간 MOT의 중요한 가이드라인이 될 

수 있으리라 믿는다.
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Fig. 2. Qualitative Results on MOT16 datasets
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