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역순 워크 포워드 검증을 이용한 암호화폐 가격 측

An Accurate Cryptocurrency Price Forecasting using Reverse 
Walk-Forward Validation
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요    약

암호화폐 시장의 규모는 날이 갈수록 커져가고 있으며, 표 인 암호화폐인 비트코인의 경우 시가총액이 500조를 넘어섰다. 이에 

따라 암호화폐의 가격을 측하려는 연구도 많이 이루어졌으며, 이들은 부분 주식가격을 측하는 방법론과 유사성을 띄는 연구들이

다. 하지만 선행연구를 비춰 봤을 때 주식가격 측과 달리 암호화폐 가격 측은 머신러닝의 정확도가 우 에 있는 사례가 많다는 , 

개념 으로 주식과 달리 암호화폐는 소유로 인한 수동  소득이 없다는 , 통계 으로 시가총액 비 하루 거래량의 비율을 살펴봤을 

때 암호화폐가 주식 비 최소 3배이상 높다는 이 도출되었다. 이를 통해 암호화폐 가격 측 연구에는 주식 가격 측과 다른 

방법론이 용되어야 함을 본 논문에서 주장하 다. 우리는 기존에 주가 딥러닝 측에 사용되던 워크 포워드 검증를 응용한 역순 
워크 포워드 검증을 제안하 다. 역순 워크 포워드 검증은 워크 포워드 검증과 달리 검증 데이터셋을 테스트 데이터셋에 시계열상으

로 바로 앞에 부분으로 고정시켜놓고, 훈련데이터를 훈련 데이터셋에 시계열상으로 바로 앞 부분부터 서서히 훈련 데이터셋의 크기

를 늘려가면서 검증에 한 정확도를 측정한다. 측정된 모든 검증 정확도  가장 높은 정확도를 보이는 훈련 데이터셋의 크기에 
맞춰서 훈련 데이터를 삭시킨 뒤 검증 데이터와 합쳐서 실험 데이터에 한 정확도를 측정하 다. 분석모델로는 로지스틱 회귀분

석과 SVM을 사용했으며, 우리가 제안한 역순 워크 포워드 검증의 신뢰성을 해서 분석 모델 내부 으로도 L1, L2, rbf, poly등의 다양

한 알고리즘과 정규화 라미터를 용하 다. 그 결과 모든 분석모델에서 기존 연구보다 향상된 정확도를 보임이 확인되었으며, 평
균 으로도 1.23%p의 정확도 상승을 보 다. 선행연구를 통해 암호화폐 가격 측의 정확도가 부분 50%~60%사이에서 머무르는 걸 

감안할 때 이는 상당한 정확도 개선이다.

☞ 주제어 : 암호화폐, 가격 측, 머신러닝

ABSTRACT

The size of the cryptocurrency market is growing. For example, market capitalization of bitcoin exceeded 500 trillion won. Accordingly, 

many studies have been conducted to predict the price of cryptocurrency, and most of them have similar methodology of predicting stock 

prices. However, unlike stock price predictions, machine learning become best model in cryptocurrency price predictions, conceptually 

cryptocurrency has no passive income from ownership, and statistically, cryptocurrency has at least three times higher liquidity than stocks. 

Thats why we argue that a methodology different from stock price prediction should be applied to cryptocurrency price prediction studies. 

We propose Reverse Walk-forward Validation (RWFV), which modifies Walk-forward Validation (WFV). Unlike WFV, RWFV measures accuracy 

for Validation by pinning the Validation dataset directly in front of the Test dataset in time series, and gradually increasing the size of the 

Training dataset in front of it in time series. Train data were cut according to the size of the Train dataset with the highest accuracy among 

all measured Validation accuracy, and then combined with Validation data to measure the accuracy of the Test data. Logistic regression 

analysis and Support Vector Machine (SVM) were used as the analysis model, and various algorithms and parameters such as L1, L2, rbf, 

and poly were applied for the reliability of our proposed RWFV. As a result, it was confirmed that all analysis models showed improved 

accuracy compared to existing studies, and on average, the accuracy increased by 1.23%p. This is a significant improvement in accuracy, 

given that most of the accuracy of cryptocurrency price prediction remains between 50% and 60% through previous studies.
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1. 서   론

융자산에 한 가격 측에 심이 많아지면서, 많은 

사람들이 암호화폐 가격 측에도 심을 가지기 시작했

다. 회귀분석, SVM[1], Random forest 같은 통 인 머신 
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러닝 기법[2] 뿐만 아니라 ANN[3], RNN, LSTM[4]를 비롯

한 딥러닝 기반 측 기법도 활발하게 연구되고 있다. 기

반이 되는 데이터 련해서도 다양한 연구가 이루어지고 

있는데, 단순 거래 데이터[5], SNS에서 사람들의 반응[6], 

 시세[7]를 독립변수로 넣어서 암호화폐 가격을 측하

는 연구가 이 졌었다. 그리고 이러한 연구 방향은 투자

를 통한 이익 창출의 측면에서 주식과 유사한 제를 가

진 채 진행되어왔다. 문제는 이러한 암호화폐 가격 측 

연구들의 제가 암호화폐 가격 데이터의 변동성을 제

로 포함하지 못하고 있다는 것이다. 암호화폐 가격만 높

고 도, 특정 암호화폐에 투자한 100만원이 약 14개월 

뒤 5조 이상의 자산가치를 가진다는 건1 주식시장 역사상 

최  등락폭을 보 던 미시시피 회사와 남해해운을 기

으로 계산해도 불가능한 것이다. 재까지 암호화폐 가격 

측에 한 연구는 주식 가격 측에 한 연구와 그 궤

를 같이 해왔지만, 존하는 모든 연구성과를 뛰어넘기 

해서는 ‘주식 데이터와 구별되는 암호화폐 데이터만의 

특징’을 잡아낼 필요성이 있다 단되었다.

이에 본 논문에서는, 기존 주식시장의 데이터와 암호

화폐 거래데이터의 통계 값 분석을 통해 암호화폐 데이

터만의 특성으로 어떤 게 있는지를 가설로서 도출해낸 

후, 해당 가설을 기존 방법론에 변용한 뒤 기존 방법론을 

용한 결과와 비교하 다. 통계  기술과 개념  분석을 

통해 암호화폐의 가격변동의 휘발성이 주식보다 유의미

하게 더 크다는 것을 밝 냈다.

이러한 암호화폐 가격 데이터만의 특성을 반 하기 

해 우리는 새로운 검증 분할 방법론을 본 논문에서 제안

하 다. 본 논문에서 우리는 주가 측을 포함한 기존 시

계열 데이터를 딥러닝을 통해 분석할 때 기용하던 워크 

포워드 검증을 응용해서 역순 워크 포워드 검증을 새로 

개발하 다. 역순 워크 포워드 검증은 주어진 시계열 데

이터  학습데이터로 얼마나 오래된 데이터까지 쓸 지

를 결정하게 해 다. 학습데이터의 크기를 다르게 해 가

면서 학습데이터의 크기별 검증 정확도를 산출해 낸 뒤, 

최고의 검증 정확도를 산출해낸 학습데이터의 크기로 실

험데이터에 한 모델을 학습시킨다. 

역순 워크 포워드 검증이 암호화폐 가격 측에 있어서 

정확도 향상을 가져오는지를 검정하기 해 암호화폐의 

일종인 이더리움의 1시간단  가격변동 데이터를 사용하

다. 해당 시각의 가격 데이터부터 5시간 의 가격데이

1 https://econoimst.co.kr/2021/10/31/stock/virtualCurrency/ 
20211031184650977.html

터까지 독립변인으로 사용하 고, 분석 모델로는 로지스

틱 회귀분석과 SVM을 기용하 다.

암호화폐 가격 측 선행연구는 딥러닝보다 머신러닝

이 측정확도의 측면에 있어서 다소 우세한 상태이고, 

역순 워크 포워드 검증의 신인 워크 포워드 검증이 딥

러닝에서만 기용되는 방법론이므로 워크 포워드 검증을 

용한 측정확도를 베이스라인(bassline)으로 용하지 

않고 훈련 데이터와 검증 데이터를 학습데이터로 사용했

을때의 측정확도를 베이스라인(bassline)으로 정했다. 

그 결과, 모든 실험에서 베이스라인(bassline)과 비교했을 

때 정확도가 상승하는걸 밝 냈다.

와 같은 결과를 통해 본 논문은 분석에 있어서 암호

화폐 가격데이터와 주가 데이터의 차이를 밝 냈으며, 역

순 워크 포워드 검증의 원리  범용성을 통해 이  암호

화폐 가격 측 연구의 정확도를 끌어올리는 정 인 

요소를 개발했음을 주장한다.

2. 련연구  문제정의

2.1 암호화폐 가격 측

이하 선행연구들은 어떤 데이터를 사용했는지, 어떤 

모델을 사용했는지를 기반으로 분류되었다. 분석 모델의 

측면에서는 통 인 머신 러닝을 이용한 것과 

DNN/CNN/RNN으로 표되는 딥러닝을 이용한 것들로 

구분이 된다. 이를 표로 나타내면 표 1와 같다.

표 1의 통  머신 러닝 기법은 뉴런과 이어로 이

루어진 인공신경망을 이용한 기법을 제외한 모든 연구 

방법론을 의미한다. [2]의 경우 이더리움 암호화폐의 가

격 데이터가 평균값 비 상당히 큰 분산 값을 가지고 있

다 단하고, 특정 기간 동안의 가격 데이터만을 이용하

다. 이 게 삭 시킨 가격 데이터에서 1시간마다 1개

씩, 하나의 데이터 안에 가격이라는 변수 하나가 존재하

는 형태 는데, 여기에 해당시간에서 1~5시간 이 의 가

격데이터를  넣어서 독립변수의 가격데이터를 6개로 증

식시켰다. 종속변수는 해당 시간 의 암호화폐 가격 데이

터와 1시간 이후의 가격데이터의 차이를 –1과 +1로 이

진화시켜서 만들어냈다. 이 게 만들어낸 데이터셋을 로

지스틱 회귀분석, 나이  베이즈 분류, SVM, Random 

forest, 자기회귀 이동평균(Auto-regressive Integrated 

Moving Average;ARIMA), RNN을 통해 학습시켰다. 그 결

과 자기회귀 이동평균 모델이 61.17%의 정확도를 보
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(표 1) 기존 암호화폐 가격 측 연구의 분류

(Table 1) Related works of Crypto price prediction

거래 데이터
거래데이터  

외부 데이터 포함

통  머신러닝 
기법

[1], [2] [6], [8], [9], [10]

딥러닝 기법 [3], [4], [5] [7]

여줘서 가장 성능이 좋음을 입증했고, 그 다음으로 로지

스틱 이진 회귀 분석이 56.94%의 정확도를 보여주었다. 

약 10개월에 달하는 데이터셋에, 다른 연구들이 부분 

하루단 로 거래데이터를 정리한 것과 달리 1시간 단

로 데이터가 기록이 된 만큼 데이터의 수가 딥러닝을 이

용하기에 충분했을 것이다. 그럼에도 불구하고 인공 신경

망을 이용하지 않은 통  머신 러닝 기법이 정확도가 

더 높게 나왔고, 이는 기존 주식가격 데이터에 존재하지 

않는 암호화폐 가격 데이터만의 고유한 특성이 있음을 

방증한다. 이 외에도 [1]에서는 2012년부터 2018년까지 

비트코인 가격 데이터를 일단 로 정리한 데이터를 SVM

과 로지스틱 회귀분석을 통해 분석했으며, 분석과정에서 

데이터의 특정 부분으로부터의 의존성을 낮추기 해 10

겹 교차 검증(10-fold cross-validation)을 분석과정에 용

하 다.

이와는 달리, 암호화폐의 거래기록 외의 데이터까지 

이용해서 가격을 측하려는 시도도 있었다. [6]의 경우 

구  트 드, 트 터 게시 , 비트코인 가격을 분석에 사

용하 다. 이들은 트 터 게시 을 처리 후 감정분석을 

진행하 으며, 일별 트 터 게시  수와 구  트 드로 

독립변수를 추출해냈다. 측하는 날짜를 t라 가정하면, 

술한 과정을 통해 t-l(l은 임의의 숫자)일부터 t-1일까지 

정리된 데이터를 독립변수로 최종 지정하 다. 이 게 정

리된 독립변수와 비트코인 가격이라는 종속변수를 기반

으로 그 디언트 부스 (Gradient boosting) 알고리즘을 학

습시켰고, l=3일 때 57.84%의 정확도를 산출해냈다. [8]의 

경우에도 이와 유사하게 트 터의 게시  수  감정분

석 결과와 비트코인 가격 데이터를 Autoregressive 

Intergrated Moving Average Exogenous Model(ARIMAX)와 

LSTM 기반 인공신경망으로 학습시켰으나, ARIMAX가 

LSTM 기반 인공신경망보다 더 정확한 측을 하 다고 

발표하 다. [9]의 경우 감정분석보다는 트 터/뉴스 헤

드라인 속 특정 단어의 빈도에 따른 가격 측을 로지스

틱 선형 회귀분석, 선형 SVM, 나이  베이즈 모델을 통

해 시도하 다. 총 세 종류의 암호화폐에 해당 측연구

를 실시한 결과 비트코인  라이트코인에서 로지스틱 

회귀 분석이 가장 좋은 퍼포먼스를 보 다.

이처럼 트 터 게시 의 내용을 통해 암호화폐 가격을 

측하는 연구도 있었던 반면, 반 의 의견을 개진한 선

행연구도 있었다. [10]에 따르면 감정분석에 기반한 연구

들은 암호화폐 가격이 상승하던 시기와 맞물려 진행된 

것들이 많으며, 암호화폐에 한 트 터 게시 의 체

인 경향은 언제나 정 이라는 을 지 했다.

통  머신러닝을 이용한 암호화폐 가격 측 연구의 

상당수가 암호화폐 거래 데이터외의 외부데이터(주로 트

터  구 )을 기반 데이터셋으로 기용했다면, 딥러닝

을 모델로 기용한 선행연구( 는 딥러닝이 가장 좋은 정

확도를 보인 연구)의 경우 상당수가 암호화폐 거래 련 

데이터만을 이용하여 연구되었다. [5]의 경우 암호화폐 

가격 뿐만 아니라 시간당 거래횟수, 해당 시 에 채굴된 

비트코인의 개수, 시간당 신규 생성된 암호화폐 주소의 

수 등을 독립변수로 이용했으며, 로지스틱 회귀분석, 

SVM, 인공신경망을 통해 한 시간 이후의 암호화폐 가격

을 측했다. 그 분류의 정확도에 있어서 2개의 은닉층을 

이용한 인공신경망이 55.1%로 가장 높은 측정확도를 

보여주었다. [3]의 경우에도 2개의 은닉층을 이용해서 비

트코인/비트코인캐시/ 시코인의 가격을 일 단 와 1시

간 단 로 측하 다. [4]의 경우에는 의 두 연구보다 

훨씬 시계열 데이터에 합한 것으로 알려진 LSTM을 

RNN과 혼합해서 학습모델로 기용하 다.

외부데이터를 포함한 딥러닝 학습을 통해 암호화폐 가

격 측을 하려는 시도도 있었다. [7]의 경우 비트코인 거

래 데이터와 동일시기  거래 데이터, 트 터 게시 의 

감정분석을 CNN/LSTM/RNN으로 학습시키는 연구를 진

행했다. 회귀 측 결과  거래 데이터를 포함한 분석은 

암호화폐 거래 데이터만을 사용한 경우보다 회귀 측의 

정확도가 떨어지는 걸로 밝 졌고, 트 터 게시 에 한 

감정분석 결과를 포함할 경우 암호화폐 거래 데이터만으

로 학습시켰을 때 보다는 회귀 측의 정확도가 높은 걸

로 나타났다.

의 내용과 더불어 가격변동의 방향 측의 정확도가 

주로 50%~60%사이의 값으로 산출된다는  한 주목할 

필요가 있다. [2], [11]의 연구결과를 살펴보면 여타 분야

의 이진 분류문제의 정확도와 달리, 암호화폐 가격 측의 

이진분류 정확도는 부분의 모델에서 60%이하의 값을 

가진다. 물론 [12]처럼 이진 분류 정확도가 60%이상을 상

회하는 경우도 많지만, 이 경우 여러 분석모델을 혼합시

킨 앙상블 모델을 기용했을 때 60%를 넘긴것이지, 각 모
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델단 로 분석결과를 살펴보면 딥러닝 기  58.84%, 

통  머신러닝 기  59.45%의 최 치를 가질 뿐이었다. 

이처럼 암호화폐 가격 측 선행연구들은 분석 상이 

사회경제 인 역에 있음을 감안해도 주가 측 연구보

다 떨어지는 측 정확도를 보인다. [3]에 따르면 암호화

폐 가격에 향을 주는 사회경제  요인이 주가에 향

을 주는 요인보다 많기 때문으로 볼 수 있다. 주가 측 

연구 비 더 많은 사회경제  요인들이 암호화폐 가격

에 향을 주기 때문에 독립변인을 어떻게 설정해도 동

일한 종류의 독립변인으로 분석된 주가 측 연구보다도 

정확도가 떨어질 수 밖에 없다.

2.2 주식 가격 측

주식 가격 측연구도 암호화폐 가격 측연구와 마찬

가지로 어떤 데이터를 사용했는지, 어떤 모델을 사용했는

지를 이용해서 분류가 가능하다. 이를 이용하여 선행연구

들을 분류하면 표 2와 같다. 후술할 주식 가격 측 선행

연구들을 보면, 암호화폐 가격 측 연구와 방향성/데이터

수집방식/학습모델 구축의 측면에서 선후 계 는 유사

성이 있음을 확인할 수 있다. 

(표 2) 주식 가격 측 선행연구의 분류

(Table 2) Related works of stock price prediction

거래 데이터
거래데이터  

외부 데이터 포함

통  

머신러닝 기법
[13], [14] [15]

딥러닝 기법 [16] [17]

[13]의 경우, 로지스틱 회귀분석을 기반에 둔 모델을 

이용해서 다음달 심천 개발 주식 A(Shenzhen Development 

stock A)의 가격을 측하 다. [14]에서는 SVM을 다 변

수를 용할 수 있는 모델로 확장시킨 구조  서포트 벡

터 머신(Structural support vector machine)을 이용해서 매

달 가격을 측하여 투자 한 결과 10%에서 17%의 수익

률을 산출해냈다. 단순히 지표를 따라 투자한 경우 –

17%~9%의 수익률을 낸다는 과 비교하면 충분히 의미

있는 결과인 것이다. [15]에서는 이러한 데이터 분석에 트

터 게시 에 한 감정 분석 데이터를 포함시켜서 연

구했다. 나이  베이즈 분류모형과 Random Forest로 트

터 게시 의 감정분석을 진행시킨 후, 분석된 데이터를  

기반으로 인도네시아 주식 시장에 상장된 회사들의 주가

를 일단 로 측하 다.

딥러닝 학습모델을 기용한 선행연구들의 경우 부분

베이스라인(Bassline)을 자기회귀 이동평균 기법으로 정

했다. [16]의 경우 인도니 티50에 포함된 세 회사(Infosys, 

TCS, Cipia)의 주가를 세 학습모델 모두 오류율의 측면에서 

자기회귀 이동평균 모델보다 뛰어난 정확도를 보여주었

다. [17]의 경우 여기서 한 발 더 나아가서 265000개의 경제 

신문기사를 포함한 가격 측을 시도하 다. RNN을 학습모

델로 기용하여 분석한 결과 자기회귀 이동평균 모델을 

이용한 분석보다 평균 비오차(Mean absolute percentage 

error; MAPE)가 상당히 감소함을 확인할 수 있었다.

상술한 학습모델, 방법론, 데이터 수집 방법등은 이

에 서술한 암호화폐에서도 유사하게 이용되었다.

2.3 Walk-forward Validation

주식 가격 측을 포함한 시계열 데이터 분석에 있어

서 워크 포워드 검증 방법론은 고려할 만한 선택지  하

나로 인지되어왔다[18, 19, 20]. 그림 1에 나온 것처럼 워

크 포워드 검증 방법론은 하나의 데이터에서 여러 개의 

훈련-검증 데이터 을 만들어서 분석모델로 하여  

된 학습을 하도록 만들었다. 여러 개의 검증 데이터를 하

나의 분석모델에 용하기에 딥러닝 분석 모델에 쓰 다.

(그림 1) 워크 포워드 검증 방법론

(Figure 1) Walk-forward Validation

특히 [20]에 따르면, 데이터 분석에 있어서 일반 으로 

사용되던 교차 검증 방법론은 시계열 분석에 있어서 데

이터의 앞뒤순서를 반 하지 못한다는 한계에 부딪혔었

다. 시간순서에 따른 데이터의 변화가 시계열 데이터에서

는 요시 되는데, 교차 검증 방법론을 쓰게 되면 미래의 

데이터를 기반으로 과거의 데이터를 측하게 되는 상황

이 생기기 때문이다. 이 때문에 딥러닝을 이용한 시계열 
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분류 암호화폐 KOSPI NASDAQ

소분류 비트코인 이더리움 삼성 자 SK 하이닉스 APPLE Microsoft

하루 거래량

(백만 원/달러)
27138 12252 1012938 36299 13939 8655

시가 총액

(백만 원/달러)
723039 336857 454160000 79350000 2580000 2130000

비율(%) 3.75 3.64 0.22 0.46 0.54 0.41

(표 3) 암호화폐, 한국 주식시장(KOSPI), 미국 주식시장(NASDAQ)거래소의 시가총액 1/2 의 하루 거래량, 시가총

액 그리고 총액 비 하루 거래량

(Table 3) The Daily trading volume, market capitalization and ratio of daily trading volume per 

market cap on cryptocurrency, the Korean stock market(KOSPI), and the U.S. stock 

market(NASDAQ) exchanges.

데이터 분석에 있어서는 워크 포워드 검증 방법론이 기

용되게 되었다.

2.4 문제 정의

술한 주식/암호화폐 가격 측 연구들의 공통된 방

법론  제는 ‘과거의 데이터를 통해 미래를 분석한다’

는 이다. 그리고 더욱 정확한 분석을 해 부분의 암

호화폐 선행연구들은 상당히 긴 시계열 데이터를 학습용 

데이터로 기용하 다. 하지만 [17]에서 ‘주가가 조하거

나 변동성이 높은 시기에는 측결과가 제 로 부합하지 

않는 경우가 있다’라고 보고된 이 술된 거 한 학습

데이터 기용의 반론으로 작용할 수도 있다. 즉, 암호화폐 

가격 측에 있어서 ‘가격이 조하거나 변동성이 높은 

시기’는 극단치(outlier)로 작용하는 것이 아닌 데이터 

체에 일반 으로 자리잡은 경향으로 야 할 수도 있다. 

주식 가격 측분야에서는 딥러닝 기반 학습모델의 성능

의 비교 상으로 기재되면 자기회귀 이동평균 모델

이[16,17] 암호화폐 가격 측연구에서는 오히려 딥러닝 

기반 학습모델보다 뛰어난 정확도를 보이는 경우가 많았

던 것이 이를 방증한다. 암호화폐는 주식과 달리 가격변

동에 있어서 경향의 휘발성을 가지며, [2]에서 주장된 ‘암

호화폐 가격데이터의 분산 값이 평균에 비해 지나치게 

높은 것’도 이를 뒷받침하는 근거  하나이다.

암호화폐 가격변동 경향의 휘발성은 개념 인 부분에

서도 근거를 가진다. 주가 측의 상인 주식의 경우 상

당수의 회사가 주기 인 배당을 시행하고 있다. [21]를 비

롯한 수많은 선행연구에서 은퇴 후 한 배당수익을 

얻기 한 주식 포트폴리오의 구성을 설명하고 있다는 

에서 주식의 배당을 통한 수익이 시세차익을 통한 수

익보다 사람들의 심이 지 않다는 을 방증한다. 하

지만 암호화폐의 경우에는 이러한 정기 인 배당수익이 

존재하지 않는다. 그나마 배당과 가까운 수익이라고 한다

면 포크, 스테이킹 정도가 있지만 포크는 정기 으로 이

루어지는 것이 아니며, 포크를 통해 새로 생성된 암호화

폐의 가치가 오른 뒤 매각해서 수익이 실 된다. 스테이

킹 한 비정기 으로 이루어지며, 배당과 달리 자산소유

자가 직  신청해야 한다는 차이를 가진다. 정리하면, 주

식은 시세차익 외에도 배당을 통해 수익을 낼 수 있지만, 

암호화폐를 통한 수익창출은 시세차익에 집  되어있다.

이러한 가격변동의 휘발성은 통계 값 분석을 통해서도 

입증할 수 있다. 표 3은 각 융자산의 시가총액 비 하

루동안의 거래량을 달러로 표 한 것이다. 암호화폐와 비

교할 주식으로는 한국 KOSPI 시가총액 1/2 인 삼성 자

와 SK 하이닉스, 미국 NASDAQ 시가총액 1/2 인 

APPLE과 Microsoft이다. 물론 의 통계값에는 많은 외재

변수가 있다. 우선, 주식시장과 달리 코인 거래소는 24시

간 연 무휴로 거래가 이루어진다. 한 이더리움의 경우 

작년부터 NFT열풍으로 인해 그 이용도가 높아진 것 한 

사실이다. 하지만 이러한 외재변수를 부 고려해도 암호

화폐 자산의 총액 비 거래량이 최소 2배이상 많다고 볼 

수 있다, 이러한 많은 거래량은 [17]이 주식시장에서 가끔 

발생하는 환경으로 지 한 ‘가격이 조하거나 변동성이 

높은 시기’  ‘변동성이 높은 시기’가 암호화폐 거래 시

기의 다수를 차지하는 근거로 볼 수 있는 것이다.
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3. Method

3.1 Reverse walk-forward validation

술했듯이 이 부터 시계열 데이터 분석에 있어서 훈

련과 검증을 진 으로 진행하는 워크 포워드 검증기법

이 사용되어왔다[18, 19, 20]. 하지만 이 기법은 그림 1에 

있는 것처럼 검증 데이터가 일정 치에 고정되는 것이 

아니라 계속 바 는 것이기에 최종 으로 측해야 하는 

부분인 실험데이터의 가격변동 경향과 다를 확률이 무 

높다. 술한 가격변동 경향의 휘발성은 독립변인으로 사

용된 데이터의 시간 와 종속변인으로 사용된 데이터의 

시간 가 차이가 날수록 설명력이 감소함을 의미한다. 이

를 기반으로 그림 1의 워크 포워드 검증 방법론을 보면, 

훈련 데이터의 시작 이 실험데이터와 시간상으로 무 

떨어져 있는 것도 문제가 되며 해당 훈련 데이터에 해 

검증의 역할을 해주는 검증 데이터가 시간상으로 떨어져 

있다는 것도 문제가 된다. 검증 데이터를 통해 실험데이

터에 용했을 때의 측력이 향상되었는지를 확인해야 

하는데, 검증 데이터가 실험 데이터와 시간상으로 거리가 

있게 되면 그만큼 실험 데이터의 가격변동 경향을 검증 

데이터가 제 로 포함하지 못할 확률이 높다.

뿐만 아니라 워크 포워드 검증 방법론은 딥러닝에서만 

쓸 수 있다는 도 암호화폐 가격 측 연구에 있어서는 문

제가 된다. 선술했듯이 암호화폐 가격 측 연구에서는 딥

러닝을 이용한 연구보다 통  머신러닝을 이용한 연구가 

더 높은 정확도를 가지는 경우가 많은데, 이 경우에 워크 

포워드 검증 방법론을 이용하기 요원해지기 때문이다. 

암호화폐 가격 측 연구에 있어서 워크 포워드 검증 

방법론이 가진 의 두 문제 을 개선하기 해 우리는 

워크 포워드 검증 방법론을 응용한 역순 워크 포워드 검

증 방법론을 개발하 다. 그림 2에 있는 것처럼 검증 데

이터를 실험 데이터의 바로 앞부분으로 고정시키고, 훈련 

데이터를 검증 데이터 앞부분에서부터 서서히 늘리는 방

식으로 분석을 진행하려 한다. 모든 검증 정확도를 확인 

후 가장 검증 정확도가 높게 나오는 훈련-검증 데이터

을 훈련 데이터로 선정한 뒤  실험 데이터를 측할 것이

다. 이를 통해 어느 시간 까지 훈련 데이터로 써야 측 

정확도가 높게 나오는지를 알아낼 수 있다.

역순 워크 포워드 검증 방법론는 기존 역순 워크 포워

드 검증 방법론의 암호화폐 연구로의 용에 있어서 지

된 문제 을 보완할 수 있다. 워크 포워드 검증 방법론

의 문제   하나는 훈련 데이터와 검증 데이터가 실험 

(그림 2) 역순 워크 포워드 검증 방법론

(Figure 2) Reverse Walk-forward Validation

데이터와 시간 상으로 떨어져 있게 되어서 실험 데이터

의 가격변동 경향이 반 되어있지 않을 공산이 크다는 

것이었다. 하지만 역순 워크 포워드 검증 방법론은 검증 

데이터를 실험 데이터 바로 앞에 배치시킴으로 인해 검

증 데이터와 실험 데이터의 가격변동 경향의 차이를 최

소화시켰다. 뿐만 아니라 워크 포워드 검증 방법론에서는 

시간상으로 가장 에 생성된 데이터부터 훈련 데이터

로 추가시키면서 학습을 진행했지만, 역순 워크 포워드 

검증 방법론의 훈련 데이터는 실험데이터와 시간상 인

한 순으로 데이터를 추가시키면서 학습을 하기에 어느 

시 까지의 훈련 데이터가 측에 도움이 되는지를 이

보다 정확히 알아낼 수 있다. 마지막으로 역순 워크 포워

드 검증 방법론은 워크 포워드 검증 방법론과 다르게 하

나의 훈련-검증 데이터 을 해서 학습하는 것이 아

니라, 각 훈련-검증 데이터 의 검증 정확도를 비교하여 

최고의 검증 정확도를 보인 훈련-검증  하나만을 최종 

실험 데이터에 한 정확도 도출에 사용한다. 이를 통해 

기존 워크 포워드 검증 방법론과 달리 딥러닝을 이용한 

분석뿐만 아니라 통  머신러닝을 이용한 분석에도 충

분히 이용될 수 있게 되었다. 이는 암호화폐 가격 측에

서 통  머신러닝 기법이 여 히 의미있는 측정확도

를 보인다는 에서 더더욱 의미있다.

4. 실   험

본 논문에서는 [2]와 유사한 실험설계를 한 뒤 정확도가 

얼마나 증가했는지를 통해 암호화폐 가격변동 경향의 휘

발성이 존재함을 증명하려 한다. 아래 서술된 실험은 

Google Colaboratory를 통해 진행되었다.
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4.1 데이터셋

캐 (Kaggle)에 있는 이더리움 가격 데이터셋2을 통해 

데이터를 수집하 다. 해당 데이터셋은 1시간을 단 시

간으로 가지며, 해당 시간 내에 시작가격(Open), 마감가격

(Close), 최고가격(High), 최 가격(Low)이 기입되어있다. 

이러한 데이터셋을 불러온 뒤 2018년 2월 27일 00시부터 

2018년 12월 3일 00시까지의 데이터만 사용하 다. 시간 

내에 가격데이터 에서는 시작가격 데이터만 사용한다.

4.2 데이터 분할

총 4종류로 데이터를 분할하 다. 8:1:1의 비율로 훈련, 

검증, 실험 데이터를 1차 으로 분할하 고, 최종 으로 

실험데이터를 검증하기 해 훈련 데이터와 검증 데이터

를 합친 제 2의 훈련 데이터를 추가로 장해놓았다. 제 

2의 훈련데이터는 실험데이터의 정확도를 검증하기 한 

학습데이터로 사용된다.

4.3 특성 공학(Feature Engineering)

[2]에서 데이터를 삭시킨 뒤 연구를 진행했던 이유는 

평균 비 분산값이 무 높아서 이를 안정화시키기 함

이었다. 하지만 삭시킨 뒤에도 평균 220, 표 편차 122

로 그다지 안정 인 통계값을 보여주지 못하 다. 이에 우

리는 모든 가격 데이터를 이  단 시간 비 변화율로 변

환하 다.

이후에는 [2]과 동일하게 이  단 시간의 가격데이터

를 입력값에 추가시켰다. 기존에 특정 단 시간에 존재하

는 가격 데이터를 Pt라 하고, 여기서 t가 해당 단 시간을 

의미하는 것이라 가정하면, 해당 단 시간의 입력값으로 

Pt뿐만 아니라 Pt-1, Pt-2, Pt-3, Pt-4, Pt-5까지 들어간 것이다.

그리고 마지막으로 단 시간 직후의 가격변동률을 이

용해서 라벨(Label) 데이터를 생성했다. 라벨(Label) 데이

터가 후술할 분석에서 종속변인으로 작용할 것이다.

4.4 분석 모델

4.4.1 로지스틱 회귀분석

로지스틱 회귀분석은 통  머신러닝의 방법론  하

나로, [2]에서도 딥러닝을 포함한 모든 분석모델  측

2 https://www.kaggle.com/datasets/prasoonkottarathil/ethereum- 
historical-dataset?select=ETH_1H.csv

율 2 를 기록하 다. 로지스틱 회귀분석은 독립변수를 

시그모이드 함수를 거치게 하여서 0과 1사이 값을 만들

어내며, 해당 값에서 0.5이상일 경우 1, 아닐 경우 0의 라

벨 값을 측해내도록 설계되었다. 해당 로지스틱 회귀분

석은 사이킷 런(Scikit-Learn) 라이 러리를 이용하 다.

4.4.2 Support Vector Machine(SVM)

로지스틱 회귀분석과 마찬가지로, SVM은 통  머신

러닝의 방법론  하나이다. [2]에서는 딥러닝을 포함한 모

든 분석모델  측율 3 를 기록하 다. SVM은 학습데

이터를 기반으로 각 분류값의 결정경계를 학습하여 추후 

들어오는 데이터를 결정경계를 기 으로 구분해 다. 해

당 SVM은 사이킷 런(Scikit-Learn) 라이 러리를 이용하

다.

4.5 결과 비교방법

라벨을 이진변수로 지정했기에 측정확도(Prediction 

accuracy)에 기반해서 결과를 비교할 것이다. 가격이 다음 

단 시간에 오르는 비율과(라벨 기  1) 

내려가는 비율(라벨 기  0)이 크게 비 칭을 이루고 있

지 않기 때문이다. 비교 상이 되는 베이스라인(Bassline)

정확도는 각 모델의 제 2의 훈련 데이터를 삭시키지 않

고 온 히 학습에 이용했을 때의 정확도로 정하 다.

5. 실험결과

그림 3은 세부조건을 다양하게 분화시킨 상태에서 훈

련 데이터의 크기에 따른 로지스틱 회귀분석 검증 정확

도를 나타낸 것이다. 비교의 객 성을 해 Penalty 라

미터로 L1, L2를 모두 사용했으며, L1 Penalty의 최 화 

알고리즘으로는 saga, L2 Penalty의 최 화 알고리즘으로

는 sag를 기용하 다. 한 정규화 강도를 조 하는 C 

라미터로는 L1-saga와 L2-sag에 동일하게 0.1과 0.01을 모

두 용하 다. 그림 3의 의 그래 는 L1 Penalty, saga 

알고리즘을 이용했을 때의 그래 이고 에 그래 는 L2 

Penalty, sag 알고리즘을 이용했을 때의 그래 이다.

그림 4는 세부조건을 다양하게 분화시킨 상태에서 훈

련 데이터의 크기에 따른 SVM 검증 정확도를 나타낸 것

이다. 비교의 객 성을 해 Kernel 라미터로 rbf, poly

를 사용했다. 한 정규화 강도를 조 하는 C 라미터로

는 rbf와 poly에 동일하게 10과 1을 모두 용하 다.
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모델 세부 라미터1 세부 라미터2(C) 베이스라인(Bassline) Result of RWFV

로지스틱 회귀분석

L1 + saga
0.1 57.0% 58.1%

0.01 55.9% 57.0%

L2 + sag
0.1 57.4% 58.5%

0.01 57.4% 58.8%

Support Vector 
Machine

rbf
10 56.5% 57.5%

1 57.0% 58.9%

poly
10 55.0% 56.0%

1 55.0% 56.2%

(표 4) 측 결과 정확도

(Table 4) Predicted Results Accuracy

(그림 3) 훈련 데이터 크기에 따른 검증 정확도(로지스틱 회

귀분석)

(Figure 3) Validation accuracy on the size of Train 

data(Logistic regression)

(그림 4) 훈련 데이터 크기에 따른 검증 정확도(Support 

Vector Machine)

(Figure 4) Validation accuracy on the size of Train 

data(Support Vector Machine)
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그림 4의 의 그래 는 rbf Kernel, 아래의 그래 는 

poly Kernel일 경우의 그래 이다.

그림 3과 그림 4를 보면 모든 방법론에서 훈련 데이터 

의 크기가 커질수록 검증 정확도가 높아지는 것을 볼 수 

있다. 하지만 훈련 데이터의 크기가 가장 큰 상태가 가장 

높은 검증 정확도를 보이지는 않는다. 한 부분의 그

래 에서 간에 검증 정확도의 상승이 정체되거나, 아  

하락하기도 한다. 이는 문제정의에서 언 한 ‘가격변동 

경향의 휘발성’으로 인해 바 는 경향이 아  새로운 것

이 아닌, 정해진 경향이 주기 으로 주 경향으로 상승했

다가 다른 경향에게 자리를 양보하는 패턴의 반복으로 

해석할 수 있다. 

를 들어, 가격변동 경향이 2개여서 훈련 데이터가 

간크기일 때에는 검증 데이터의 경향과 아  다른 경

향의 데이터가 학습데이터로 추가되어 검증 정확도가 정

체  하락한 것일 수 있다. 한 훈련데이터가 간보다  

더 큰 크기를 가질 경우 검증 데이터의 경향이나 훈련 데

이터 반부의 경향과 유사한 경향의 데이터가 학습데이

터로 추가되어 검증 정확도가 상승한 것으로 해석할 수 

있다. 물론 이러한 경향이 2개 이상일 수도 있고, 한 번에 

여러 개의 경향이 동시에 용되었을 확률도 있다. 하지

만 그 어떤 상황에서도 경향은 주기성을 가지며, 특정 시

기에 반 된 가격변동 경향은 언젠가는 다시 가격변동에 

향을 미치게 된다는 것을 알 수 있다. 

그림 3과 그림 4를 통해 각 모델과 세부 라미터 값에

서 검증 정확도가 최고치인 훈련 데이터 크기를 도출해

냈으며, 해당 크기만큼 삭시킨 제 2의 훈련 데이터와 

삭시키지 않은 제 2의 훈련 데이터의 실험 데이터에 

한 정확도를 표 4에서 비교해보았다. 

[2], [11], [12]에서 제시된 것처럼 암호화폐 가격 측 

연구의 정확도는 부분 60%를 넘기기 힘들다. 즉, 그 안

에서 조 이라도 정확도의 상승이 있다면 작은 수치여도 

충분히 의미가 있다고 단하 다. 한 이러한 정확도 상

승이 우연이 아님을 증명하기 해 하나의 모델 안에서 4

개의 세부 라미터 조건을 설정하 고, 총 8종류의 실험

에서 정확도가 부 상승했음을 알 수 있다. 이를 통해, 

본 논문에서 제시되었던 역순 워크 포워드 검증 방법론

이 유의미한 측 정확도 상승을 가져온다고 볼 수 있다.

6. 결   론

본 논문에서는 시계열 데이터 분석으로서 주가 측 연

구와 암호화폐 가격 측 연구들이 비슷한 방법론, 비슷한 

틀 아래 연구되어왔다는 을 지 하 다. 통계 , 개념

인 비교를 통해 주식과 암호화폐의 차이 을 찾아내었고, 

이를 ‘암호화폐 가격변동 경향의 휘발성’이라 명명하 다. 

그리고 이러한 휘발성을 분석 방법론에 반 하기 해 

기존 시계열 분석에서 쓰이던 워크 포워드 검증 방법론

을 응용한 역순 워크 포워드 검증 방법론을 개발하여 제

안하 다. 역순 워크 포워드 검증 방법론은 암호화폐의 

가격변동 경향은 시간의 흐름에 따라 바 다는 것을 

제로 만들어졌다. 분석 상이 되는 실험 데이터로부터 얼

마나 시계열상으로 떨어진 데이터까지를 훈련 데이터로 

쓸 지를 실험 데이터 바로 앞 시간 에 배치된 검증 데이

터로 검증해낸다. 이를 통해 어떤 시 까지 훈련 데이터

로 기용하는 것이 더 좋은 측 정확도를 보이는지를 알

아낼 수 있게 되었다.

새로 개발한 역순 워크 포워드 검증 방법론을 검증하

기 해 로지스틱 회귀분석과 SVM을 분석 기법으로 기

용하 으며, 해당 방법론의 정확도 향상이 일반 임을 증

명하기 해 각 분석기법마다 4개의 세부 라미터 설정

값을 실험모델로 채택하 다. 암호화폐 가격 측 연구에

서는 여 히 통  머신러닝이 측 정확도 측면에 있

어서 딥러닝보다 다소 우세하기에 통  머신러닝을 분

석 기법으로 채용한 것이다. 이로인해 워크 포워드 검증 

방법론을 이용한 측정확도가 베이스라인(Bassline)이 

아닌 시계열상으로 선행되는 90%의 데이터를 학습데이

터로 한 측정확도가 베이스라인(Bassline)이 되었다. 

술했듯이 워크 포워드 검증 방법론은 딥러닝에 용할 

것을 제로 한 방법론이기 때문이다.

그 결과 총 8개의 실험모델에서 모두 베이스라인

(Bassline) 비 정확도가 상승한 것으로 나타났다. 특히 

SVM에서는 최  1.9%p의 측 정확도 상승을 보여주었

다. 암호화폐 선행연구들이 부분 50%~60%사이의 측

정확도를 보인다는 을 감안했을 때, 이는 상당한 수

의 측 정확도 개선이라 볼 수 있을 것이다.
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