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Ⅰ. 서 론

최근 들어 인공지능은 다양한 분야에서 발전을 지속

하고 있다. 2000년대 초반에 시작된 DNN(Deep Neural

Networks) 기술[1, 2]을 시작으로 급속도의 발전을 이

루기 시작하였고 AlphaGo를 통해 바둑 분야에서 인간

대표를 이김으로써 대중에게도 인공지능의 발전을 알

리게 되었다. 최근 들어서는 자율주행, 의료 인공지능,
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자율운용 로봇, 스마트팜, 무인국방, 스마트 홈 등 다양

한 산업 분야에서 인공지능이 적용되며 발전이 지속되

고 있다.

이렇게 인공지능이 폭발적인 발전을 이룰 수 있었던

이유로 크게 3가지가 꼽힌다. 첫 번째로 대규모의 병렬

컴퓨팅 기술의 발전이다. GPU등의 병렬 컴퓨팅 기술

및 클라우드 컴퓨팅 기술이 발전하면서 많은 인공지능

개발자들이 쉽게 대규모의 계산 자원을 확보할 수 있었

고 이로 인해 인공지능 계산에 많은 계산 자원을 적용

할 수 있었다. 두 번째로는 방대한 양의 데이터가 확보

된 것이다. 통신기술이 발달하면서 서로 다른 장소에서

발생하는 데이터들을 쉽게 모을 수 있게 되었다. 또한

모바일 및 IoT 기기가 발달하면서 다양한 환경에서 많

은 데이터를 수집할 수 있게 되었고 이로 인해 인공지

능 학습에 사용할 데이터의 확보가 용이해졌다. 마지막

으로는 딥러닝 방법론이 등장한 것이다. 딥러닝 기법을

통해 기존의 인공지능 이론의 한계를 극복함으로써 새

로운 수준의 인공지능 개발이 가능해졌다.

하지만 이런 급속한 발전에도 불구하고 현재의 인공

지능의 지능 수준은 실제 인간의 지능과 비교하였을 때

아직도 한참 걸음마 수준에 불과하다. AlphaGo가 이세

돌과 바둑 대국 때 사용한 계산 자원은 그림.1에서 보

이듯이 Google에서 자체 개발한 48개의 TPU가 들어간

서버급 컴퓨터를 사용하였다 [3]. (이후 발표한 Alpha

Go Zero는 4개의 TPU 사용함) 바둑만 수행하도록 특

화된 시스템임에도 불구하고 많은 공간을 차지하고 많

은 양의 전력을 소모한다. 반면에 인간의 뇌는 1.3~1.4

kg의 무게를 가지며 단지 20W만의 전력을 소모하면서

도 현재의 인공지능과는 다르게 범용적으로 다양한 일

을 수행할 수 있다.

이런 인공지능과 실제 인간의 두뇌의 기술 간극을

좁히기 위해 인간의 뇌의 동작 원리를 흉내 낸 차세대

인공지능이 개발되고 있는데 이 연구를 두뇌모사 컴퓨

팅(Neuromorphic computing)이라고 하며 SNN(Spiking

Neural Networks)는 두뇌모사 컴퓨팅의 주요한 연구

분야 중 하나이다. SNN 방식은 두뇌가 뉴런(Neuron)과

시냅스(Synapse)로 이루어진 것과 뉴런간의 신호 전달

이 스파이크(Spike) 형태의 신호 전달되는 것을 흉내내

어 인공신경망을 구성하는 것을 말한다.

SNN 방식의 차세대 인공지능 연구는 대기업에서는

Intel의 Loihi[4], IBM의 TrueNorth[5], Qualcomm의

Zeroth[6] 등의 뉴로모픽 칩 형태로 개발되고 있다. 또

한 유럽, 미국, 중국에서도 국가 과제 및 대학의 연구

결과물로 SpiNNaker[7], BrainScaleS[8], DynapSE[9],

Neurogrid[10] 등 활발하게 연구가 진행되고 있다.

하지만 이런 SNN 기반의 인공지능 연구는 뉴로모픽

HW를 개발하는 연구 중심으로 이루어지고 있으며 이

를 위한 소프트웨어적인 연구[11]는 아직 미비한 현실

이다. 본 논문에서는 SNN 신경망을 뉴로모픽 HW에서

사용할 수 있는 형태로 변환하는 SNN 컴파일러 매핑

알고리즘에 대하여 소개한다.

Ⅱ. 컴파일러 전체 구조

그림.2는 본 논문에서 제안하는 SNN 컴파일러의 전

체 구조를 나타낸다. SNN 컴파일러는 입력으로 SNN

신경망 정보와 뉴로모픽 하드웨어 구조 정보를 받아들

인다. 또한 현존하는 SNN 시뮬레이터(ex. CARLSim

[12], Neuron[13], BRIAN[14] 등)를 사용하여 SNN에서

어떤 형태로 스파이크를 주고받는지의 트레이스를 추

출하여 컴파일러 내부적으로 최적화를 수행할 때 사용

하게 된다.

SNN 컴파일러는 내부적으로 크게 4개의 파트로 나

눌 수 있다. (1)파싱모듈에서는 텍스트 형태로 입력으로

들어온 신경망과 뉴로모픽 하드웨어 정보를 파싱하여

입력으로 받아들이고, 그 내용 중 일부는 내부적으로

그림 1. AlphaGo 가 이세돌과 바둑 대국 때 사용한 서버
Figure 1. The AlphaGo server that used for a match against
Sedol Lee
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처리할 수 있는 신경망 그래프 및 하드웨어 그래프 형

태로 변환하여 저장한다. (2)파티셔닝 모듈에서는 목표

뉴로모픽 컴퓨팅 환경의 구조 정보를 반영하여 신경망

그래프를 하나의 뉴로모픽 코어에서 구동 시킬 수 있는

크기의 그래프(클러스터)로 분할한다. (3)매핑 모듈에서

는 신경망 그래프를 뉴로모픽 컴퓨팅 환경에서 최소한

의 통신을 통해 최적 수행이 가능하도록 세부적으로 분

할된 클러스터들을 각 뉴로모픽 코어에 할당하는 작업

(매핑)을 진행한다. (4)코드 생성 모듈에서는 매핑된 결

과를 타겟 뉴로모픽 시스템에서 동작할 수 있도록 코드

를 생성하는 작업을 진행한다.

Ⅲ. 파티셔너

입력으로 들어올 SNN 신경망은 응용의 분야와 종류

에 따라서 그 크기가 매우 다양하다. 작게는 몇백개의

뉴런으로 구성된 신경망부터 크게는 몇백만, 몇천만개

의 뉴런으로 이루어진 대규모 신경망도 존재한다. 뉴로

모픽 시스템을 구성하는 뉴로모픽 코어 각각은 한번에

처리할 수 있는 뉴런의 개수가 제한되어 있어서 크기가

큰 신경망의 경우에는 신경망을 분할하여 각각의 뉴로

모픽 코어에 분산하여 수행하는 작업을 하게 된다.

파티셔닝 알고리즘은 상황에 따라여러가지알고리즘

을사용할수있으나본 SNN 컴파일러에서는 Kernighan-

Lin 알고리즘(KL 알고리즘)[15]을 사용하였다. KL 알고

리즘은 그래프를 파티셔닝 하는 알려진 유명한 알고리즘

으로 CAD 분야에서 자주 사용된다. 이 알고리즘은 휴리

스틱 알고리즘으로 주어진 문제에 대하여 최적 결과를

찾아주지는 못하지만 NP complete 문제에 대하여 그리

디(greedy)하게 지역 최적화 결과를 빠른 시간내에 찾

을 수 있어 많이 사용되는 알고리즘이다.

본 SNN 컴파일러에서는 KL 알고리즘에 제약조건으

로 파티셔닝 되어 나누어질 클러스터들에 최대 뉴런의

개수와 최대 시냅스의 개수를 제한을 두어, 파티셔닝

후에 생성된 클러스터가 하나의 뉴로모픽 코어에서 수

행될 수 있도록 하였다. 해당 조건하에서 대형 신경망

을 파티셔닝하여 여러 개의 작은 신경망 클러스터로 쪼

게는 작업을 진행하였다.

Ⅳ. 매핑 알고리즘

본파티셔닝 알고리즘을 통하여 클러스터링 된 신경

망은 매핑 모듈에서 뉴로모픽 컴퓨팅 시스템을 구성하

는 노드들에 할당된다. 매핑 모듈은 Clustered SNN 그

래프를 입력으로 받아들인다. 또한 매핑할 뉴로모픽 하

드웨어 구조 그래프를 입력으로 받아들여서 해당 뉴로

모픽 하드웨어 상에 클러스터를 매핑하게 된다. 입력으

로 받아들이는 그래프의 구조는 표 1과 같다.

매핑 알고리즘은 입력된 SNN 그래프를 정해진 뉴로

모픽 하드웨어 시스템에 최적 매핑하여, 정확성을 유지

하면서도 수행속도 향상 및 에너지 소모 감소를 목표로

한다. 매핑 알고리즘은 SA(Simulated Annealing, 담금

질 기법)을 기반으로 하여 구현하였다. SA는 전역 최적

화 문제를 풀기 위하여 많이 사용하는 확률적 메타 알

고리즘으로 탐색 공간이 방대할 경우에 많이 사용하며,

최적값을 찾기는 어렵지만, 최적 값에 근사한 결과를

그림 2. SNN 컴파일러 전체 구조
Figure 2. The overall structure of SNN compiler
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정해진 시간 내에 찾아낼 수 있어 많이 사용하는 알고

리즘이다.

그림 3. SA 기반 매핑 알고리즘 전체 동작 흐름표
Figure 3. An flowchart of the SA based mapping algorithm

입력
데이터

구조

Clustered
SNN 그래프

Node : 파티셔닝 모듈에서 SNN의 뉴런들을 추
후 NMU 에서 동작 가능한 사이즈로 분
할하여 만든 작은 뉴런 그룹(클러스터)

Edge : 각 node 내부의 뉴런에서 발생하는 스파
이크정보중, 클러스터외부로나가는스
파이크 정보가 외부의 다른 node로 연결
하는 edge로 표현되어있음

하드웨어
그래프

Node : NoC 상에존재하는각각의NMU를하나
의 node 형태로 구성함

Edge : NoC 상의통신연결상태를 edge로표현함

표 1. 입력 그래프 구조
Table 1. A input graph struction

그림.3은 매핑 알고리즘의 동작 구조를 나타낸다. 먼

저 입력으로 받은 클러스터들에 대하여 특성 분석을 통

하여 정리를 수행하고, 그 이후 클러스터들을 뉴로모픽

하드웨어 시스템이 랜덤 매핑하고 매핑 결과에서 예상

되는 통신 오버헤드를 측정한다. 그 이후 본격적인 SA

단계를 수행하게된다. SA 단계에서는몇 가지 클러스터

들을 랜덤으로 재구성하게 한다. 그리고 변동된 매핑 결

과를 바탕으로 전체 통신 오버헤드를 측정한 뒤 새로운

매핑 결과에서 통신 오버헤드가 더 적을 것으로 예상되

면 해당 매핑 결과를 업데이트를 한 뒤 다시 SA 단계

를 반복 수행한다. 만약 통신 오버헤드가 더 나빠지는

것으로 예측되면 해당 단계의 매핑 구성을 버리고 그

전 단계의 매핑 상태를 복구한 뒤 SA를 다시 수행한다.

SA 단계를 계속 반복을 하면 전체 통신 오버헤드가 줄

어드는 방향으로 매핑 결과가 변화하게 된다.

Ⅴ. 실 험

1. 실험환경

본 논문에서 제안한 매핑 알고리즘의 성능을 검증하

기 위하여 시뮬레이션을 통하여 매핑 결과를 예상하였

다. 본 SNN 컴파일러는 다양한 NMU HW 구조를 반

영하여 코드 생성이 가능하다. 본 실험에서는 NMU 하

드웨어는 27x27개의 node array를 가지는 NoC 기반의

NMU 컴퓨팅 시스템을 가정하였다. 노드간의 연결은

simple mesh 구조로 한 노드에 가장 근접한 4개의 다

른 노드가 라우터를 통하여 연결된 환경을 가정하였다.

라우터 간의 라우팅 알고리즘은 XY 라우팅 알고리즘을

사용하는 것으로 설정하였다.

컴파일러 결과 검증을 위하여 입력으로 손글씨 인식

을 위해 기존에 연구되어 공개된 신경망[12]을 사용하

였다. 해당 신경망은 총 3178개의 뉴런과 2661294개의

시냅스로 이루어져 있다. 신경망에 자극을 주기 위한

이미지는 Yann LeCun 연구팀이 공개한 MNIST[16]의

데이터셋 일부를 사용하였다.

2. 실험결과

매핑 결과의 성능을 검증하기 위하여 신경망의 클러

스터들을 NMU의 노드 상에 다양한 매핑 방식으로 매

핑을 한 뒤 비교를 하였다. SA 기반 매핑 알고리즘을

적용할 때에는 SA 수행 횟수를 바꿔가면서 결과를 컴

파일하였고 서로 다른 각 수행횟수의 결과들을 각각 비

교하였다. 표 2 는 매핑 후 생성된 신경망 코드를 NoC

기반의 NMU 환경에서 수행하는 것을 시뮬레이션한 결

과를 보여준다. 무작위로 파티션들을 배치한 결과는

Random Mapping 으로 표기하였고 SA를 수행한 매핑

결과는 SA Mapping 으로 표시하였다. SA Mapping 에

이어지는 괄호안의 횟수는 SA를 반복한 횟수를 나타낸

다.
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Random Mapping 한 결과와 비교를 하였을 때 SA

Mapping을 적용한 경우 예상되는 스파이크 통신 시간

이 줄어드는 것을 확인할 수 있었다. SA Mapping에서

는 SA를 반복한횟수를다르게하자예상스파이크통신

시간이 줄어드는 것을 보여주었다. Random mapping와

비교하였을 때 SA 를 1000번 수행한 결과 전체 수행속

도가 1.35배 상승하는 것을 확인할 수 있었다. 또한 SA

를 10000번, 100000번 수행하였을 때 Speed-up은 각각

2.08배, 3.96배 상승 하였다. 이로 인해 SA mapping의

최적화가 올바르게 수행된 것을 확인할 수 있다. SA를

반복 수행하면 그 증가하는 횟수만큼 컴파일 시간도 증

가하였는데 표. 2에서 SA mapping을 조건을 다르게 하

여 수행하였을 때 걸리는 컴파일 타임을 확인할 수 있

다. SA를 수행함으로써 얻을 수 있는 성능증가도 있으

나 그에 따라 컴파일 시간도 증가하므로 적당한 목표

성능을 만족시키는 반복 횟수를 채택하는 것이 중요하

다.

Ⅵ. 결 론

본 논문에서는 SNN 신경망을 입력으로 받아 뉴로모

픽 컴퓨팅 시스템에서 사용할 수 있는 코드를 생성하는

SNN 컴파일러의 구조를 설명하고, 컴파일러 내부에서

사용한 알고리즘들을 설명하였다. 매핑 알고리즘에서는

자체적으로 설계한 SA 기반의 매핑 알고리즘을 제안하

였고 그 효과에 대하여 실험에서 결과를 확인하였다.

SA 단계를 증가시키면 뉴로모픽 컴퓨팅 시스템 내부

계산 자원간의 스파이크 통신 오버헤드를 줄일 수 있지

만 그에 따른 컴파일 시간도 같이 증가하기 때문에 SA

수행 횟수를 적절한 횟수로 제한을 하는 것이 필요하다

는 것을 확인할 수 있었다.
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