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으로 생성되고 있다[1]. 화력 발전은 석유나 석탄과 같은 화

석연료를 연소하여 얻은 증기로 터빈을 돌려 전력을 생산하

는 단순한 형태의 전력 생산 방식이다. 화력 발전은 0.05∼

0.177달러/kWh의 낮은 단가로 전력을 생산할 수 있지만[2], 

화석연료의 연소 과정에서 다량의 이산화탄소나 질소 산화

물, 미세먼지 등과 같은 유해 성분이 배출된다는 단점이 존재

한다[3]. 또한, 화석연료는 매장량이 한정되어 있어서 언젠가

는 고갈되어 더는 사용할 수 없다[4].

화석연료의 연소 과정에서 배출되는 유해 성분 중 이산화

탄소는 대표적인 온실가스로 지구온난화의 주범으로 꼽히고 

있다[5]. 온실가스는 지구의 지표면에서 우주로 발산하는 적
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최근 화석연료의 무분별한 사용으로 인한 자원고갈 문제 및 기후변화 문제 등이 심각해짐에 따라 화석연료를 대체할 수 있는 신재생에너지에 

대한 관심이 증가하고 있다. 특히 신재생에너지 중 태양광 에너지는 다른 신재생에너지원에 비해 고갈될 염려가 적고, 공간적인 제약이 크지 않아 

전국적으로 수요가 증가하고 있다. 태양광 발전 시스템에서 생산된 전력을 효율적으로 사용하기 위해서는 보다 정확한 태양광 발전량 예측 모델이 

필요하다. 이를 위하여 다양한 기계학습 및 심층학습 기반의 태양광 발전량 예측 모델이 제안되었지만, 심층학습 기반의 예측 모델은 모델 내부에서 

일어나는 의사결정 과정을 해석하기가 어렵다는 단점을 보유하고 있다. 이러한 문제를 해결하기 위하여 설명 가능한 인공지능 기술이 많은 주목을 

받고 있다. 설명 가능한 인공지능 기술을 통하여 예측 모델의 결과 도출 과정을 해석할 수 있다면 모델의 신뢰성을 확보할 수 있을 뿐만 아니라 

해석된 도출 결과를 바탕으로 모델을 개선하여 성능 향상을 기대할 수도 있다. 이에 본 논문에서는 BiLSTM(Bidirectional Long Short-Term Memory)

을 사용하여 모델을 구성하고, 모델에서 어떻게 예측값이 도출되었는지를 SHAP(SHapley Additive exPlanations)을 통하여 설명하는 설명 가능한 

태양광 발전량 예측 기법을 제안한다.
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외선 복사열을 흡수 또는 반사하여 지구 표면의 온도를 생물

들이 서식하는데 적합한 영상 15도로 유지하는 데 도움을 주

는 기체이다. 하지만 온실가스가 필요 이상으로 증가하게 되

면, 지구의 평균 기온이 상승하게 되는 지구온난화 현상이 발

생하게 된다. 지구온난화로 인하여 해수면 상승 및 생태계 교

란 등의 기후변화 문제가 발생할 수 있다[6].

이러한 기후변화 문제나 자원고갈 문제 등을 해결할 수 있

는 수단으로 스마트 그리드 기술이 많은 주목을 받고 있다[7]. 

스마트 그리드는 ICT(Information and Communication 

Technology)를 기존의 전력망에 접목한 차세대 지능형 전

력망 구조를 의미한다. 스마트 그리드는 전력 공급 업체와 소

비자 간에 실시간 정보를 교환함으로써 에너지 효율을 향상

할 수 있다[8]. 또한, 스마트 그리드는 수소, 풍력, 바이오, 태

양광 에너지와 같은 신재생 에너지에 바탕을 둔 분산 전원의 

활성화를 통해 기존의 발전설비에 들어가는 화석연료의 사용

량을 줄일 수 있다[9].

신재생 에너지를 이용한 발전 중 태양광 발전은 다른 에너

지원에 비해 고갈될 염려가 전혀 없고, 부지 선정의 제약성이 

크지 않으며, 초기 투자비용이 상대적으로 적다는 등의 장점

으로 인하여 최근 관심 및 수요가 급증하고 있다[10]. 태양광 

발전 시스템에서 생산된 전력을 효율적으로 사용하기 위해서

는 정확한 태양광 발전량 예측 모델이 필수적이다. 정확한 예

측 모델은 안정적인 전력 공급 및 운영을 가능하게 하며, 불

필요한 에너지 손실을 줄임으로 인하여 경제적인 이득을 극

대화 할 수 있다[11].

과거에는 태양광 발전량 예측 방법으로 통계적 기법들이 많

이 사용되었고, 최근에는 기계학습 기법과 심층학습 기반의 

예측 모델에 관한 연구가 활발히 진행되고 있으며 좋은 예측 

성능을 보여주고 있다[12]. 하지만 뛰어난 성능을 보여주는 심

층학습 기반의 예측 모델은 모델 내부에서 일어나는 의사결정 

과정을 설명하기가 어렵다는 단점이 존재한다. 의사결정 과정

에 대한 설명이 없다면 예측 모델을 통해 생성된 결과가 어떤 

과정을 통해 도출 되었는지 알 수 없고, 그에 따라 모델의 신

뢰성이 저하된다. 이러한 문제점을 해결하기 위하여 설명 가

능한 인공지능에 대한 연구가 활발하게 진행되고 있다[13]. 

설명 가능한 인공지능이란 인공지능 모델의 학습 과정과 

예측 결과를 해석하여 출력값이 생성되는 과정을 설명할 수 

있도록 하는 기술을 말한다[14]. 인공지능 모델의 예측 결과 

도출 과정을 해석할 수 있다면 모델의 신뢰성을 확보할 수 있

을 뿐만 아니라 해석된 도출 과정 결과를 바탕으로 모델을 개

선하여 성능 향상을 기대할 수도 있다. 이에 본 논문에서는 

BiLSTM(Bidirectional Long Short-Term Memory)을 사

용하여 모델을 구성하고, 모델의 예측값 도출 과정을 SHAP

(SHapley Additive exPlanations)을 통하여 설명하는 설명 

가능한 태양광 발전량 예측 기법을 제안한다.

본 논문의 구성은 다음과 같다. 2장에서는 태양광 발전량 

예측과 관련된 연구를 소개하며, 3장에서는 제안하는 기법에 

대하여 자세하게 설명한다. 4장에서는 다양한 기계학습 및 

심층학습 기반의 예측 모델들과 제안한 기법의 성능을 비교 

분석한다. 마지막으로 5장에서는 결론 및 향후 연구 방향으

로 본 논문의 끝을 맺는다.

2. 관련 연구

2.1 통계적 기법 기반의 태양광 발전량 예측

과거 태양광 발전량 데이터의 통계적 특성을 통해 통계적 

모델을 설계하는 것은 태양광 발전량 예측의 대표적인 접근

법이다. Massida et al.[15]은 날씨 예보 데이터를 MARS

(Multilinear Adaptive Regression Splines)의 입력으로 

사용하여 독일 보쿰에 위치한 태양광 발전소의 하루 후의 발

전량을 예측하였다. 적은 수의 샘플을 사용했음에도 불구하

고 제안한 방법은 우수한 결과를 보여주었다. Halabi et al.

[16]은 일조 지속 시간 및 기온과 같은 다양한 기상 변수를 

활용한 퍼지 알고리즘 기반의 월별 태양광 발전량 예측 기법

을 제안하였다. 제안하는 기법에는 PSO(Particle Swarm 

Optimization), GA(Genetic Algorithm), DE(Differential 

Evolution)가 포함되며, 다양한 평가지표에서 우수한 성능을 

보여주었다.

2.2 기계학습 기반의 태양광 발전량 예측

최근 컴퓨팅 기술의 비약적인 발전으로 인하여 기계학습 

및 심층학습 기반의 예측 모델에 대한 연구가 활발하게 이루

어지고 있으며 통계적 기법보다 우수한 성능을 보여주고 있

다. Jeong et al.[12]은 기상 데이터를 다양한 기계학습 모델

들의 입력으로 사용하여 일사량 및 태양광 발전량을 예측하

였다. 비교한 기계학습 모델에는 SVM(Support Vector 

Machine), RF(Random Forest) 등이 있고, RF가 가장 

좋은 성능을 보였다. Frank et al.[17]은 IoT(Internet of 

Things) 시스템에 사용되는 태양광 발전량을 예측하기 위해 

기상 데이터를 사용하였고, 다양한 기계학습 모델들의 성능을 

비교하였다. DT(Decision Tree), KNN(K-Nearest Neighbor), 

SVM, RT(Random Tree), RC(Random Committee) 등의 

성능을 비교한 결과, RT와 RC가 좋은 성능을 보여주었다.

2.3 심층학습 기반의 태양광 발전량 예측

Almonacid et al.[18]은 태양광 발전량 예측을 위해 ANN

(Artificial Neural Network)을 사용하였고, 전통적인 수학

적인 모델들과의 비교를 통해 해당 모델의 우수성을 증명하

였다. ANN 모델은 낮은 조도, 각도 및 스펙트럼 효과와 같은 

일부 2차적인 효과까지 고려하기 때문이다. Wang et al.[19]

은 풍속, 기온, 습도 등의 날씨 데이터를 수집한 후 LSTM

(Long Short-Term Memory)을 통해 시간적 패턴을 임베딩

하고, CNN(Convolutional Neural Network)을 통해 변수 

사이의 관계를 학습하여 미래의 태양광 발전량을 예측하는 

모델을 구성하였다. 제안한 심층학습 기반의 하이브리드 모

델이 다양한 단일 모델보다 우수함을 보였다.
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3. 데이터 수집 및 전처리

본 논문에서는 제주, 부산, 인천, 하동 지역의 태양광 발전

소에서 수집된 태양광 발전량 데이터를 사용하였다. 데이터

는 공공데이터포털에서 제공된는 공공 데이터이며, 2018년 

1월 1일부터 2019년 12월 31일까지 1시간 단위로 수집되어

있다. Table 1은 각각의 장소에서 수집된 데이터의 통계적인 

분석을 보여준다.

수집한 데이터를 통해 예측 모델을 구성하기 위해서는 태양

광 발전량과 밀접한 관계를 갖는 다양한 외부 변수들을 고려해

야 한다[20]. 본 논문에서는 보다 정확한 태양광 발전량 예측 

모델을 구성하기 위해서 시간 데이터와 기상 데이터를 고려하

였다. 태양광 발전량은 태양광 패널의 표면에 입사하는 일사량

에 직접적인 영향을 받는데 태양광 패널에 입사 가능한 일사량

의 최대치는 계절 및 시간에 따라 달라지고, 실제로 도달하는 

일사량은 다양한 기상요소에 따라 달라지기 때문이다[21].

3.1 시간 데이터

시간 데이터는 월, 일, 시 데이터로 구성되어 있다. 시간 

데이터는 1차원 데이터 형태로 이루어져 있는데, 이를 그대

로 사용할 경우 시간 데이터의 주기성을 정확하게 반영하기

가 어렵다. 예를 들어, 11월 30일 23시와 12월 1일 0시는 

실제로는 인접한 날짜와 시간이지만, 일 데이터 1차원 형태 

그대로 사용할 경우 29의 차이가, 시 데이터의 경우에는 23

의 차이가 발생한다. 본 논문에서는 Equation (1)∼(6)을 사

용하여 1차원 형태의 월, 일, 시 데이터를 2차원 공간의 연속

적인 데이터로 증강하여 주기성을 반영하였다.


sin× (1)


cos× (2)

 sin×


 (3)

 cos×


 (4)

 sin× (5)

 cos× (6)

Equation (3), (4)의 


는 Day of the Month로 속

한 달의 일 수를 나타낸다. Month가 1인 경우는 


가 

31, Month가 2인 경우는 28 또는 29, Month가 4인 경우는 

30을 의미한다.

각 차원 데이터는 서로 다른 장점을 보유하고 있다. 1차원 

데이터는 범주형 정보를 반영하는데 효과적이고, 2차원 데이

터는 주기성 정보를 반영하는데 효과적이다. 본 논문에서는 

각 장점을 모두 활용하기 위하여 1차원 데이터와 2차원 데이

터를 모두 입력변수로 사용하였다[22]. 결과적으로 본 논문에

서는 총 9개의 시간 데이터를 입력변수로 사용하였다.

3.2 기상 데이터

기상 데이터는 기상자료개방포털에서 제공하는 데이터를 

사용하였다. 기상청은 초단기 예보, 단기 예보, 중기 예보, 장

기 예보 와 같은 다양한 형태의 기상 예보를 제공하고 있다. 

초단기 예보는 기온, 강수, 낙뢰 등 기상요소의 현재 실황부

터 4시간 이내의 예보를 1시간 간격으로, 단기 예보는 기온, 

강수, 하늘 상태 등 12개의 기상 요소의 3일 이내 예보를 3

시간 간격으로 발표한다.

태양광 발전량 예측 모델을 통해 적어도 하루 전에는 예측

이 수행되어야 전력 사용 전략을 수립할 수 있기 때문에 기상

청의 단기 예보에서 하루 뒤의 예상 수치를 제공하는 일 평균 

기온, 일 최고 기온, 일 최저 기온, 기온, 습도, 풍속, 강수량

을 사용하였다. Fig. 1은 기상청의 단기 예보에서 제공하는 

예보현황을 보여준다.

Location

Jeju Incheon Busan Hadong

Mean 23.5836 244.8796 225.1691 5.9807

Standard Error 38.8113 374.2908 343.1427 9.4336

Kurtosis 1.3608 0.5945 0.3633 0.7225

Skewness 1.6097 1.3915 1.3424 1.4505

Minimum 0 0 0 0

Maximum 157.359 1479.6 1274.4 38.004

Count 17520 17520 17520 17520

Table 1. Statistical Analysis of Photovoltaic Power Data in the Four Locations

Fig. 1. Example of Short-Term Weather Forecast Information
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태양광 발전량 데이터는 1시간 단위로 수집된 반면 기상청

의 단기 예보 데이터는 3시간 단위로 제공된다. 본 논문에서

는 단기 예보에서 제공하는 데이터를 선형보간법을 사용하여 

1시간 단위의 데이터로 변환시켜준 후 사용하였다.

4. 태양광 발전량 예측 모델 구성

이 장에서는 태양광 발전량 예측 모델을 이루고 있는 기술

들에 대하여 보다 자세히 설명한다. 먼저 앞서 구성한 16개

의 입력변수 중 2차원 형태의 월, 일, 시 데이터를 제외한 10

개의 데이터들을 Equation (7)과 같이 최소-최대 정규화 방

법을 통해 0과 1 사이의 값으로 정규화를 시켜준다. 

(7)

정규화를 수행해주면 심층학습 모델의 초기화가 어떤 값으

로 이루어지더라도 쉽게 최적값에 도달할 수 있으며, 학습률

을 상대적으로 높여서 사용할 수 있기 때문에 빠르게 훈련이 

가능하다[23].

  

4.1 BiLSTM

RNN(Recurrent Neural Network) 모델은 은닉층의 결

과가 다음 단계의 은닉층의 입력으로 들어가는 순환적 구조

로, 시계열 데이터 분석에 적합한 모델이다[24]. 하지만, 

RNN 모델은 시퀀스가 길어질수록 과거의 정보가 다음 단계

로 잘 전달되지 않아 단계가 거듭될수록 학습 가중치가 사라

져버리는 기울기 소실 문제가 발생할 수 있다. 

LSTM은 이러한 RNN의 기울기 소실 문제를 해결하기 위

하여 제안된 모델이다. LSTM은 Cell state를 통해 중요한 정

보와 필요 없는 정보를 구분하여 다음 state에 넘기며 단계가 

거듭되어도 장기기억을 보존할 수 있다[25]. LSTM 모델은 3

개의 gate 구조를 거쳐서 Cell state에 정보를 저장한다. 

Input gate에서는 어떤 값을 업데이트할 것인지를 결정하고, 

Output gate에서는 출력 값을 결정하며, Forget gate에서

는 어떤 정보를 버릴지를 결정한다. Fig. 2는 LSTM의 구조

를 나타낸다.

LSTM은 뛰어난 성능을 제공함에도 불구하고 여전히 입력 

순서를 시간 순서대로 처리하기 때문에 결과는 주로 직전 패턴

을 기반으로 수렴하는 경향을 보인다는 한계가 있다. 이러한 

단점을 해결하기 위해서 BiLSTM(Bidirectional Long 

Short-Term Memory)이 제안되었다. BiLSTM은 입력과 출

력 계층에 순방향 hidden layer과 역방향 hidden layer이 

연결된 구조를 보이며, 양방향으로 학습을 진행하고 각각의 

hidden layer에서 나온 출력값을 연산하여 최종적인 출력값

을 도출한다[26]. 순방향과 역방향으로 각각 학습이 진행된 후 

합쳐지기 때문에 기존의 단방향 LSTM에 비해 더 좋은 예측 

성능을 기대할 수 있다. Fig. 3은 BiLSTM의 구조를 나타낸다.

4.2 SHAP

복잡한 학습모델의 경우 각각의 입력변수가 얼마나 많은 

영향을 끼쳐서 결과가 도출되었는지 해석하기가 어렵다. 따

라서 원래 모델의 예측값을 해석 가능한 모델로 근사하는 방

법이 필요하다. SHAP은 모델의 예측값과 입력변수 간의 관

계를 탐색하기 위한 새로운 접근 방식이다[27]. SHAP는 각 

입력변수에 대한 SHAP Value를 계산하여 입력변수를 분석

하는 방법을 제공한다. SHAP Value는 기계학습 모델의 조

건부 기댓값 함수에 대한 섀플리 값으로 정의된다.

Forward Layer

Backward Layer

LSTM

LSTM

LSTM

LSTM LSTM

LSTM

BiLSTM

Hidden Layer

Fig. 3. BiLSTM Structure

Fig. 2. LSTM Structure
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기존에 기계학습 앙상블 모델에서 활용되는 변수 중요도를 

통해 각 입력 변수가 결과에 미치는 영향력을 알 수 있었지

만, 영향의 방향성을 알 수 없고, 입력 변수의 관계가 독립적

이지 않고 의존성이 조금이라도 존재할 경우 그 결과를 신뢰

할 수 없다는 단점이 있었다. SHAP은 이러한 단점들을 모두 

극복하여 보다 논리적인 방식으로 입력 변수들이 결과에 미

치는 영향을 계산할 수 있다. 또한, 도출된 SHAP value는 여

러 번 반복 수행하여 얻어진 결과물의 평균이기에 일관성이 

있어 더욱 신뢰하고 사용할 수 있다. 따라서, SHAP을 사용하

여 모델을 분석하면 각각의 입력변수의 값이 변할 때 예측값

이 어떻게 변화하는지를 해석할 수 있다.

  

5. 실험 결과

5.1 모델 정확도

제안한 모델의 성능을 평가하기 위해 다양한 기계학습 모

델 및 심층학습 모델들과 비교하는 실험을 수행하였다. 실험

에서는 2018년 1월 1일부터 2018년 12월 31일까지 수집된 

데이터를 훈련용, 2019년 1월 1일부터 2019년 12월 31일 

까지 수집된 데이터를 테스트용으로 사용하였다.

실험에 사용한 기계학습 기법 및 심층학습 기법은 LR

(Linear Regression), DT, SVM, RF, GBM(Gradient Boosting 

Machine), AdaBoost(Adaptive Boosting), ANN, RNN, 

LSTM으로 총 9가지를 사용하였으며, 예측 정확도로는 MAE

(Mean Absolute Error)와 RMSE(Root Mean Square 

Error)를 사용하였다. MAE는 모델의 오차를 절댓값의 평균

으로 계산하여 실제값과의 차이에 대해 직관적인 해석이 가

능하다는 장점이 있고, RMSE는 오차에 제곱근을 씌워 큰 오

차가 발생했을 때 큰 페널티를 주어서 이상치에 큰 영향을 받

지 않는 장점이 있다. MAE와 RMSE를 수식으로 표현하면 

Equation (8), (9)와 같다.  

(8)

(9)

Equation (8), (9)에서  는 실제 태양광 발전량 데이터

를 의미하고 

는 예측값을 의미한다. 예측 성능을 비교한 

결과는 Table 2, Table 3과 같다.

Model
Location

Jeju Incheon Busan Hadong

LR 23.8253 199.3280 178.1562 4.8586

DT 24.7759 206.6747 164.1063 4.3901

SVM 20.7146 156.9751 126.7972 3.6298

RF 19.2114 151.8863 119.1258 3.4020

GBM 18.9519 145.4381 119.7673 3.4883

ADA 21.1549 169.4445 154.5621 4.3813

ANN 21.0755 145.8452 121.4644 3.8001

RNN 13.6955 116.0512 99.2613 2.7743

LSTM 13.5978 113.6877 95.8080 2.7622

BiLSTM(proposed) 13.2536 113.0661 95.3631 2.7525

Table 3. RMSE Comparison for Photovoltaic Power Data in the Four Locations

Model
Location

Jeju Incheon Busan Hadong

LR 18.7388 157.1073 139.1566 3.7478

DT 11.7624 97.7581 71.6067 1.9702

SVM 13.2790 104.7527 89.1074 2.5077

RF 9.4423 72.4535 55.6445 1.5741

GBM 10.7896 83.2068 69.3370 2.0116

ADA 12.4238 97.5441 92.4361 3.0800

ANN 13.0040 86.9994 76.3991 2.5072

RNN 7.9003 69.5959 59.1321 1.5645

LSTM 7.7757 63.1466 52.8873 1.5006

BiLSTM(proposed) 7.1187 61.8656 51.2317 1.4785

Table 2. MAE Comparison for Photovoltaic Power Data in the Four Locations
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두 표에서 확인할 수 있듯이, 제안한 모델의 MAE나 

RMSE 수치가 다른 기계학습 모델 및 심층학습 모델들과 비

교하였을 때 가장 좋은 결과를 보였다. 

5.2 모델 해석

제안하는 BiLSTM 기반의 모델을 SHAP의 summary 

plot을 통해 해석한 결과를 Fig. 4에 나타내었다. Summary 

plot은 입력변수들의 SHAP value 값을 절대값이 높은 순으

로 나열한 분포도이다. 파란색에서 빨간색으로 갈수록 입력

변수의 값이 커진다는 것을 의미하고, 중앙선의 왼쪽에 분포

한 점들은 최종 예측값을 작게, 오른쪽 점들은 예측값을 크게 

도출하는데 영향을 주는 것을 의미한다.

Fig. 4를 해석한 결과, (a), (b), (c), (d) 모두에서 시간 데

이터에 해당하는 Hour_X가 예측 결과를 도출하는데 가장 

(a) Jeju (b) Incheon

(c) Busan (d) Hadong

Fig. 4. Summary Plot of Proposed Model

(a) Incheon(BiLSTM) (b) Incheon(LSTM)

Fig. 5. Summary Plot Comparison Between BiLSTM Model and LSTM Model
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큰 영향을 미쳤음을 알 수 있었으며, 기온과 관련된 데이터가 

태양광 발전량 예측에 있어서 중요하다는 것을 확인하였다. 

또한, BiLSTM 모델의 입력으로 활용되는 과거 데이터가 예

측에 매우 큰 영향을 미쳤음을 확인할 수 있었다.

Fig. 5은 인천 지역의 태양광 발전량 데이터를 사용하여 구

성한 BiLSTM 모델과 일반적인 LSTM 모델을 SHAP의 

summary plot을 통하여 해석한 결과를 나타낸다. Fig. 5의 

(a), (b) 모두 시 데이터, 기온과 관련된 데이터, 과거 태양광 

발전량 데이터가 중요하다는 것을 확인할 수 있다. 하지만 

LSTM 모델에서는 시간대별 기온보다는 해당 날의 최대 기온, 

최저 기온의 중요도가 더 높다는 결과를 보여주고 있으며 습

도의 중요도가 비교적 낮게 나와있다. 이는 앞에서 언급하였

던 LSTM의 단점 때문에 발생하는 것으로 확인된다. 일반적인 

LSTM 모델은 바로 직전의 과거 태양광 발전량 데이터에 높은 

중요도를 부여하였기 때문에 비교적 낮은 중요도를 갖는 변수

들의 영향력에 대하여 잘 학습을 하지 못한다. 반면 BiLSTM

은 양방향 정보를 취합함으로써 이러한 문제를 완화시켜줄 수 

있다. BiLSTM의 summary plot을 분석해보면 해당 날의 최

대 최저 기온보다는 시간대별 기온의 중요도가 더욱 높게 도

출되었으며 습도의 중요도 또한 순위가 올라가는 모양을 보여

주고 있다. 이는 습도가 높으면 빛의 산란이 많이 일어나 태양

광 발전량이 감소할 것이라는 일반적인 상식에 부합한다. 이

처럼 BiLSTM은 양방향 정보를 취합함으로써 직전 시점의 태

양광 발전량만 집중하는 것이 아닌 다른 외부 요인의 영향력

까지 보다 정확하게 학습할 수 있기 때문에 일반적인 LSTM 

모델보다 좋은 예측 성능을 보인다고 분석이 가능하다.

6. 결  론

본 논문에서는 BiLSTM을 통해 태양광 발전량을 예측하고 

SHAP을 사용하여 예측 결과 도출 과정을 설명하는 예측 기

법을 제안하였다. 제주, 인천, 부산, 하동에 위치한 발전소의 

1시간 단위의 태양광 발전량 데이터를 대상으로 실험하였다. 

다양한 기계학습 및 심층학습 기반의 예측 모델들과 예측 정

확도를 비교한 결과, 제안하는 BiLSTM 기반의 예측 모델이 

가장 뛰어난 예측 성능을 기록하였다.

또한, 설명가능한 인공지능 모델 중 하나인 SHAP을 통해 태

양광 발전량의 예측 결과 도출 과정을 분석하였다. 예측에 활용

된 각 입력변수에 대하여 SHAP Value 등을 계산하고, 특징 중

요도를 산출하여 분석한 결과, 시간, 기온, 과거 태양광 발전량 

데이터가 예측에 큰 영향을 미친 것을 확인할 수 있었다.

일반적인 LSTM과 제안한 BiLSTM 모델을 SHAP을 통해 

분석한 결과를 비교하였을 때 LSTM 모델은 시간대별 기온보

다는 일 최고 기온, 일 최저 기온의 영향력이 높고 습도의 영

향력이 비교적 낮게 도출되는 등 우리의 상식과는 일치하지 

않는 결과를 보여주었다. 이는 LSTM 모델이 이전 시점의 태

양광 발전량 데이터에 과도하게 집중하였기 때문에 발생한

다. 하지만 BiLSTM 모델은 양방향 정보를 취합함으로써 보

다 입력변수의 중요도 및 영향력을 우리의 상식에 맞게 잘 분

석하는 것을 확인하였다.

향후, 본 연구에서 제안한 예측 기법을 국내 데이터뿐만아

니라 해외 발전소에서 수집한 다양한 데이터셋에 적용하여 

그 효과를 입증할 계획이다. 또한, 예측에 중요한 변수에 집

중할 수 있는 attention 메커니즘을 적용한 예측 모델을 구

성하여 예측 정확도를 높이고, 데이터 영향력을 보다 심층적

으로 분석하여 해외와 같이 다른 기상 환경 조건에서는 어떤 

입력 변수가 가장 큰 영향을 주는지 확인할 계획이다.
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