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수자원과 유해 조류 분야에서의 딥러닝 적용 사례
Deep learning model in water resource and harmful algae fields 

1. 서론 (Introduction) 

우리나라는 급속한 산업화와 도시화로 홍수와 가

뭄이 자주 발생하며, 지역적 규모뿐만 아니라 대

규모로도 생태/수문학적인 변화가 나타나고 있다 

(Kayhaian et al., 2012). 또한, 이러한 변화는 하천 생

태계로의 영양염류 유입의 증가를 초래하며, 수자원

의 변화와 유해 조류 대발생을 야기한다. 유해 조류의 

발생은 수질 악화를 일으켜 수생태계에 치명적인 영

향을 줄 뿐만 아니라, 식수로 사용하는 인체의 건강에 

큰 피해를 유발한다 (Park et al., 2021). 이러한 피해

를 예방하기 위해서는 조류에 대한 효율적인 관리가 

필요하며, 이를 위해 정확한 조류 예측이 중요하다.

최근, 4차 산업과 자료 기반 모델의 빠른 발전 속

도와 함께, 딥러닝 기법이 수자원/유해 조류 분야에

도 점차 적용되고 있다. 딥러닝 기법은 인공지능 기법 

(Artificial Intelligence, AI) 중 고도화된 기법으로, 인

간의 뇌에서 일어나는 현상을 컴퓨터상으로 모의한다 

(Szegedy et al., 2015). 이를 통해 다양한 형태의 데이

터(이미지, 시계열, 바이너리 데이터)에 적용할 수 있

으며, 비정형 자료로부터 특징을 추출하고 이를 기반

으로 판단까지 수행할 수 있다. 딥러닝 기법은 복잡한 

데이터의 특징을 효과적으로 추출할 수 있기 때문에 

수자원 및 조류 관리 기법으로 대두되고 있다. 전통적

인 모델링/모니터링 기법의 경우, 환경 변화와 불확

실성으로 인한 정확도 향상에 한계점이 있다. 따라서, 

이를 보완하려는 방안으로, 딥러닝 모델 중 인공신경

망을 기반한 모델이 많이 사용되고 있다. 

최근 공학계에서 활용되고 있는 기법은 크게 두 가

지로 나눌 수 있는데, 합성곱 신경망 (Convolutional 



 Vol. 55  No 6. 2022. 6  63

수자원과 유해 조류 분야에서의 딥러닝 적용 사례

Neural Network, CNN)과 장단기 메모리 신경망

(Long Short-Term Memory, LSTM)이 이에 해당한

다. 예를 들면, CNN은 다량의 이미지 자료에서 주요

한 부분의 특징을 자동으로 추출하고 이를 기반으로 

객체를 판별하는 데 활용되고 있다. 최근 이러한 기법

들이, 컴퓨터 사이언스 외에도 수자원과 유해조류 분

야 등 다양한 분야에 적용되고 있다. 특히, 수리/수문/

수질모델링 기술에서 생태 및 미량 오염물질 모델링 

영역까지 확대되고 있다. 더불어, 빅데이터를 활용함

에 따라 딥러닝의 기술적 성능을 향상시키려는 노력

도 이어지고 있다. 따라서, 본 논문에서는 이러한 인

공지능을 기반으로 수자원과 유해조류 적용 관련 연

구들을 소개하고자 한다.

2. 딥러닝 (Deep learning) 모델 소개

2.1 Convolutional Neural Network (CNN)

CNN은 전방 및 후방 전파 (forward and backward 

propagation)를 사용하는 심층 신경망으로, 일반적

으로 합성곱 층 (convolutional layer), 배치 정규화 

층 (batch normalization layer), 풀링 층 (pooling 

layer), 드롭아웃 층 (dropout layer), 완전히 연결된 

층 (fully-connected layer)으로 구성된다 (LeCun et 

al., 2015). 우선, 합성곱 층에서는 합성곱과 필터를 통

해 입력 데이터의 특징을 추출한다. 필터는 데이터를 

따라 이동하면서 내부 가중치 (weight)와 편향 (bias)

을 사용하여 이미지의 중요한 특징들을 추출할 수 있

다. 따라서 가중치 매트릭스의 크기는 CNN의 총 매

개 변수의 수를 결정하고, 합성곱 층의 크기는 필터 

크기를 기반으로 결정된다. 다음으로, 배치 정규화 층

에서는 평균과 분산을 계산하여 추출된 데이터를 정

규화하며, 이를 통해 모델 훈련의 속도가 가속화될 

수 있다 (Ioffe and Szegedy, 2015). 풀링 층에서는 출

력 변수들 및 파라미터들의 크기를 줄일 수 있으며, 

따라서 모델 훈련의 속도를 향상시킨다 (Bradbury 

et al., 2016). 대표적인 풀링 방법은 최대 풀링 (max 

pooling)과 평균 풀링 (average pooling)이다. 최대 

풀링은 입력 이미지의 최댓값을 선택하여 기능을 강

조하는 방법이지만, 평균 풀링은 입력 이미지의 평균

값을 추출한다. 드롭아웃 층은 모델의 내부 노드를 임

의로 비활성화함으로써 모델 훈련의 과적합 문제를 

피하기 위한 옵션 중 하나로 사용된다 (Srivastava et 

al., 2014). 마지막으로, 완전히 연결된 층은 결과를 분

류하거나 회귀하는 데 활용된다.

2.2 Long Short-Term Memory (LSTM)

LSTM에서 데이터와 특징 등의 정보 흐름은 "게이

트 (gate)" 메커니즘에 의해 제어되며, 게이트 유형

에는 출력 게이트(o), 망각 게이트(f), 입력 게이트(i)

가 있다. 게이트들은 정보를 제거하거나 기억한다. 이

러한 기억은 "상태 (state)"라고도 불리는데, 셀 상태

(c)와 숨김 상태(h)의 두 가지 상태가 있다. LSTM은 

‘t’시간 단계에서 결과를 출력하기 위해 이전 ‘n’ 시간 

단계의 데이터를 입력으로 사용하며, 이 ‘n’ 시간 단계

를 룩백 (lookback)이라고 한다 (Chollet, 2018). 예측 

결과는 각 시간 단계에서 모두 출력 (다대다; many-

to-many) 되기도 하고, 마지막 시간 단계에서만 출력 

(다대일; many-to-one) 될 수도 있다. 

2.3 Attention

최근에는 입력 데이터의 특정 부분을 강조하는 "

주의 (attention)" 메커니즘이 제안되었다 (Luong et 

al., 2015). Attention은 영향력이 덜한 입력 데이터는 

억제하고 중요한 입력 데이터에 더 집중할 수 있도록 

가중치를 부여함으로써 딥러닝 모델의 성능을 향상시

킬 수 있다 (Chen et al., 2017). 또한, 블랙박스 모델
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에 적용하여 훈련 과정을 설명할 수 있도록 개선할 수 

있다 (Kelvin et al. 2015).

Attention 메커니즘은 다양한 신경망에 도입하여 

여러 분야에서 향상된 결과를 보인다. 예를 들면, 폐 

결절 사진 등 복잡한 형상 데이터에서 중요한 형상을 

식별하기 위해 CNN 모델에 attention 메커니즘을 활

용한 바 있다. 또한, LSTM 모델에 attention 메커니즘

을 적용하여 시계열 데이터 중 중요 인자들을 강조하

는 등 딥러닝 모델의 성능을 향상시키기 위해 다양하

게 이용되고 있다 (Chen et al., 2017).

2.4 Transformer

Transformer는 attention 메커니즘에 완전히 의존

하여 언어 번역 등을 위해 제안된 모델이다 (Vaswani 

et al., 2017). 이 모델의 핵심은 자기주의 (self-

attention) 메커니즘을 기반으로 하여, 서로 상대적으

로 멀리 위치한 문자열 요소를 포함하는 특징을 픽업

할 수 있다는 것이다 (Vaswani et al., 2017). 이러한 

메커니즘은 전통적인 심층 신경망에 비해 매우 효율

적인 것으로 입증되고 있다. 

Transformer는 크게 인코더 (encoder)와 디코더 

(decoder)로 이루어져 있다 (Vaswani et al., 2017). 

인코더는 2개의 하위층 (multi-head self attention 

layer와 feed-forward network)을 포함하며, 입력 

데이터의 요소 및 이들 조합의 수치 표현을 개별 기

능으로 변환하여 요소 간의 상호 관계를 수학적으

로 설명할 수 있게 해준다. 특히, feed-forward 층은 

이전 층의 출력을 1차원 벡터로 변환하여 모델 오류

를 특성화할 수 있다 (Ioffe and Szegedy, 2015). 대

조적으로, 디코더는 3개의 하위층 (self attention, 

multi-head attention, feed-forward network)으

로 구성된다. 

3. 적용 사례

3.1 딥러닝 기법을 이용한 수자원 연구

딥러닝 기법 중 CNN을 이용하여 낙동강의 수위 

자료를 예측한 연구사례이다(Baek et al., 2020). 본 

연구에서 사용된 CNN은 convolutional layer, Relu 

activation function, max pooling, fully-connected 

layer가 적용되었다. Input으로는 기상 Radar 이

미지, Digital Elevation Map (DEM), Reach shape 

정보가 사용되었으며, fully-connected layer에 

convolutional layer 결합 시, 1일 전 수위, 3일 전 평

균수위, 온도, 증발량, 하굿둑 보 수위 정보가 입력되

었다. 최종적으로 fully- connected layer를 거쳐, 수

위를 예측하였다. 그림 1은 CNN을 이용하여 높은 정

확도의 담수 수위 예측을 보여준다. 특히 training 기

간과 test 기간 모두 모델이 잘 예측함을 보여주었다. 

비록, 본 연구의 경우 모델 결과 관측값을 잘 모의하

였지만, 장기간의 데이터를 활용하여 모의를 진행하

지 못하였다. 향후, 장기 기상 Radar 이미지를 확보하

여, 장기적 담수 수위의 예측 및 분석이 필요할 것으

로 사료 된다.

3.2 딥러닝 기법을 이용한 녹조 연구

3.2.1 딥러닝을 활용한 유해 남조류 농도 추정

본 연구는 CNN을 활용하여 유해 남조류의 농도를 

추정하고 이를 통해 남조류의 공간 분포를 분석하는 

방법론을 제시한 연구사례이다 (Pyo et al., 2020). 수

체에 부유하고 있는 남조류의 공간적인 정보를 정확

하게 관측하기 위해 원격탐사 기법이 활용되고 있다. 

가시광 영역의 다분광 또는 초분광 센서를 통해 수체 

전반의 분광 스펙트럼 정보를 수집하고 클로로필a와 

피코시아닌과 같은 남조류 색소가 반사하고 흡수하는 

분광 밴드 특성을 활용하여 센서 이미지 개별 픽셀의 
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남조류 생체량을 산정한다. 남조류 생체량 지표로 활

용되는 분광 특성은 수체마다 달라질 뿐만 아니라, 측

정 시간, 조류의 농도, 용존유기물의 농도, 부유물질

의 농도에 영향에 따라 달라질 수 있다. 특정 수체에 

대해서 개발된 조류 산정 분광 알고리즘이 다른 수체

에서 활용이 되기 위해 추가적인 분광 밴드 선정과 관

련 파라미터 보정이 필요하다. 따라서, 이러한 시간적 

비용과 불확실성을 줄이고 다양한 수체에 적용하기 

위한 보편적인 조류 산정 알고리즘 개발을 위해 머신

러닝 모델을 활용한 연구들이 진행되고 있다.

해당 연구는 대한민국의 4대 강 중의 하나인 금

강의 백제보 지역에서 촬영한 초분광 이미지를 활

용하여 CNN 모델의 입력자료를 구축하였다. 입

력자료의 구성은 이미지 가시광 신호의 raw data

인 Digital number (DN), 대기보정 변수인 total 

flux, path radiance, direct transmittance, diffuse 

transmittance, spherical albedo로 선정하였다. 대

기보정 변수 계산을 위해 복사전달 방정식 기반의 

MODTRAN 6 소프트웨어를 활용하였다. 선정된 입

력자료 구성을 모두 적재하고 관측지점을 중심으로 

이미지를 4x4, 8x8, 64x64, 128x128 크기로 분할하

여 유해 남조류 색소인 클로로필a와 피코시아닌 농

도 산정을 위한 CNN 모델 훈련에 활용하였다. 적용

된 CNN 모델은 2개의 convolutional layer와 batch 

normalization layer 구성을 통해 입력자료의 분광 및 

공간 정보를 추출하였다. 두 번째 convolutional layer 

이후에 max-pooling layer를 구성하여 학습을 도왔

다. 이후, 2개의 fully-connected layer를 추가하여 클

그림 1. CNN을 활용한 수위 예측 결과. (A)는 모델 학습 결과, (B)는 모델 테스트 결과이다 (Baek et al., 2020). 
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로로필a와 피코시아닌 농도를 동시에 산정하였다. 학

습된 모델을 초분광 이미지 입력자료 전체 픽셀에 적

용하여 클로로필a와 피코시아닌 농도 지도를 제작하

였다. 

유해 남조류 농도 산정을 위한 CNN 모델 학습 결

과는 클로로필a는 0.75의 결정계수와 8.40 mg m-3의 

제곱근 오차를 보였고 피코시아닌은 0.90의 결정계

수와 7.74 mg m-3의 제곱근 오차를 확인하였다. 모델

의 보정 결과는 클로로필a는 0.73의 결정계수와 8.34 

mg m-3의 제곱근 오차를 확인하였으며, 피코시아닌

은 0.86의 결정계수와 9.39 mg m-3의 제곱근 오차를 

보였다 (그림 2). 유의미한 검증 결과를 보인 CNN 모

델을 바탕으로 조류 농도 지도를 제작하였을 때 실제 

측정된 이미지의 조류 공간 분포와 유사하게 탐지하

는 결과를 확인하였다. 또한, 입력자료의 크기에 따라 

CNN 모델 성능이 변화함을 분석하였고 이는 입력자

료 구성 시 분할하는 이미지의 크기가 CNN 특징 추

출 시 중요한 요소임을 확인하였다. 8x8 이하의 크기

에서 높은 농도의 예측 결과를 보였기 때문에 8x8을 

최적 입력자료의 크기로 판단하였다. 따라서, 해당 연

구에서 CNN 모델의 유해 남조류 탐지 성능을 확인하

여 향후 담수 수질 예측을 위한 딥러닝 모델 활용의 

청사진을 제시하였다.

	

3.2.2 �딥러닝과 유체역학을 활용한 유해 남조류 농

도 모의 및 예측

Pyo et al. (2021)은 원격탐사 자료와 유체역학 모

델 시뮬레이션 자료를 모두 딥러닝 모델에 적용하여 

실측 유해 남조류 세포 수 예측 방법론을 제시하였

다. 원격탐사 자료는 낙동강 합천창녕보에서 측정한 

초분광 이미지 자료를 처리하여 밴드비 분광 알고리

즘을 적용한 클로로필 공간 이미지로 구성하였다. 유

체역학 시뮬레이션 자료는 합천창녕보를 대상으로 

Environmental Fluid Dynamics Code (EFDC) 모델

을 구축하여 영양염류, 수온, 유속 시뮬레이션 결과와 

기상 자료로 구성하였다. 남조류 세포 수는 현장 샘플

링과 공정시험법에 따른 조류 검경 실험을 통해 자료

를 구성하였다. 합천창녕보의 유달 시간 (6.7일)을 고

려하여 6일간의 EFDC 시뮬레이션 자료를 입력자료로 

구성하여 7일 차의 유해 남조류 세포 수를 예측하고

그림 2. 딥러닝을 활용한 유래 조류 공간 분포 (Modified from Pyo et al., 2019)
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자 하였다. 그리고 6일간 원격탐사를 통한 초분광 이

미지 클로로필a 자료가 있을 때 이를 함께 추가하여 

입력자료 정보를 강화하였다. 그리고 CNN 모델을 세 

개의 convolutional layer와 1개의 fully-connected 

layer로 구성하였다. 또한 convolutional block 

attention module (CBAM)을 각각의 convolutional 

layer 사이에 구성하였다. CBAM은 channel attention

과 spatial attention으로 이루어져 있어 이미지 데이

터의 분광적인 특성과 공간적인 특성 중 중요한 정보

를 강조하고 중요하지 않은 정보를 배제하여 전반적

인 CNN 모델의 추가적인 특징 추출을 강화하였다. 그

리고 출력자료에 대한 입력자료의 중요도를 가시화하

여 분석하였다. 

CNN 모델의 남조류 세포 수 예측 훈련 결과는 0.86

의 NSE값과 0.65 cell mL-1의 평균 제곱근 오차의 값

을 보였다. 이는 0.54의 NSE와 1.19 cells mL-1의 결과

를 가지는 EFDC 시뮬레이션 결과보다 향상된 결과를 

나타내었다. 그리고 CNN 모델의 검증 결과는 0.76의 

NSE값과 0.94 cells mL-1의 평균 제곱근 오차의 값을 

보였다. 검증 결과 또한 0.73의 NSE와 0.99 cells mL-1

의 결과를 가지는 EFDC 시뮬레이션 결과보다 향상된 

결과를 나타내었다. 그리고 클로로필a 지도가 입력된 

그림 3. 딥러닝 모델을 활용하여 유해 남조류 예측 결과 (Modified from Pyo et al., 2021)
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날짜의 CNN 남조류 세포 수 예측 결과의 peak 값을 

EFDC 시뮬레이션 결과보다 더욱 정확하게 예측하는 

것을 확인하였다. 이는 CBAM을 통해 실제 클로로필

a의 지도정보가 들어간 날짜에 입력자료의 중요도가 

높은 결과를 확인하여 입증하였다. 또한, CNN 모델을 

단독적으로 활용할 때보다 CNN 모델에 CBAM을 적

용하였을 때 남조류 세포 수를 예측 결과가 향상되는 

것을 확인하였다. 이를 통해 attention 모듈을 추가로 

활용하면 모델의 전반적인 성능을 제고할 수 있음을 

확인하였다. 따라서, 해당 연구를 통해 딥러닝 모델의 

수 환경 현상에 대한 간접적인 원인 파악과 수질 예측 

활용 가능성을 확인하였다. 

3.3 딥러닝 기법을 이용한 적조 연구

3.3.1 딥러닝을 활용한 적조 예측 

본 연구는 CNN 모델을 활용하여 유해 적조를 시공

간적으로 파악한 사례이다 (Baek et al., 2021). 연구

에 사용된 CNN 모델은 기개발된 ResNet 50, ResNet 

101, GoogleNet 및 Inception v3, 총 4개의 모델이 사

용되었으며, 입력 변수 및 모델의 최적화, CNN을 적

그림 4. �A. catenella의 공간 분포 및 예측 시간에 따른 예측 성능. (A) 왼쪽 및 오른쪽 그림은 각각 A. catenella의 예측값과 관
측값 분포를 나타낸다. 색상 범위는 파란색 (가장 낮은 값)에서 빨간색(가장 높은 값)까지 A. catenella의 밀도 변화를 나
타낸다. (B) 파란색 및 빨간색 곡선은 각각 회귀 및 분류 CNN 모델을 나타내며 x축은 예측 시간(일), 왼쪽과 오른쪽의 y
축은 각각 RMSE와 분류 정확도 (%)를 나타낸다.
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조 발생일 및 밀도 변화 예측 및 Grad-CAM을 이용

한 요인 분석으로 이루어져 있다. 입력자료는 사용

된 CNN 모델에 맞춰 299x299 크기로 전처리하여 사

용하였다. Grad-CAM은 최종 합성곱 계층의 그래디

언트 정보를 사용하여 중요한 입력 데이터 영역을 

시각화함으로써 딥러닝 모델을 통해 설명하기 어려

운 입력 변수에 대한 특징을 추출할 수 있도록 한다 

(Selvaraju et al., 2017). 

최적의 매개 변수와 CNN 구조를 사용한 모델의 성

능은 GoogleNet과 Resnet 101은 각각 96.83%의 정확

도와 1.20 log(cells L-1)의 RMSE로 최고의 분류와 회

귀 성능을 보였다. Resnet 50의 모델 성능은 정확도와 

RMSE가 각각 96.29% 및 1.29 log(cells L-1)로 Resnet 

101과 유사했다. 가장 낮은 모델 성능은 분류 모델에

서 Inception v3이 95.76% 정확도 및 회귀 모델에서 

GoogleNet이 1.66 log(cells L-1)의 RMSE를 나타냈다. 

Alexandrium catenella의 시공간 분포는 GoogleNet 

및 ResNet 101을 사용하여 생성되었다. 예측 분포 결

과는 실제 A. catenella 적조 발생을 잘 예측하였다 

(그림 4A). 또한, 분류 모델의 평균 정확도는 최대 5

일 예측에 대해 95.85%였으며 이후 급격히 감소하

였고, 회귀 모델의 평균 RMSE는 5일 예측까지 1.36 

log(cells L-1)였고 그 후 급격히 증가하였다(그림 4B).

3.3.2 딥러닝을 활용한 적조 요인 분석

Baek et al., (2020)는 수리 동역학 모델과 머신러

닝 기법을 통해, 우리나라 적조 대발생의 요인을 파악

한 사례이다. 연구 지역은 마비성 패류독소가 빈번하

게 보고되는 우리나라의 거제도의 동부 연안 해역으

로 설정하였다. 바다의 물리적 환경요인 분석을 위해 

EFDC 모델이 사용되었으며 머신러닝 모델은 의사결

정나무가 사용되었다. A. catenella 발생을 예측하기 

위해 총 48개의 환경 변수가 사용되었다. 적조의 관

측 데이터는 ‘존재하지 않음’, ‘0~10 cell L-1’, ‘10~500 

cell L-1’, ‘500 cell L-1 이상’ 이렇게 총 4개의 집합으로 

분류되었다. 의사결정나무의 훈련 및 검증 데이터 세

트 분류는 각 관측 데이터 집합별로 2:1의 비율로 무

작위 추출법을 이용하여 구성되었다. 또한, 의사결정

나무 모델의 유효성을 검사하기 위해 K-fold 교차검

증이 시행되었다. 모델의 성능은 정확도 (Accuracy)

를 이용하여 산정하였다. 

의사결정나무 모델의 정확도는 훈련 세트에서 

그림 5. �A. catenella 대발생에 대한 의사결정나무 메커니즘. TEM (t-10)은 t-10 (일)의 수온이고 PO4-P (t-10)는 t-10 (일)의 
PO4-P 농도이다. (t-1) 및 (t-10)은 각각 t-1 및 t-10 (일)의 체류 시간이다. Absence는 A. catenella가 없음을 나타낸다.
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81.3%, 검증 세트에서 75.0%로 나타났으며, K-fold 교

차검증의 평균 정확도는 79.5%로 나타났다. 그림 5는 

의사결정나무의 계층구조를 나타내며 이를 통해 적조 

발생의 요인을 분석하였다. 모델의 계층구조는 수온, 

PO4-P 및 체류 시간으로 구성되었으며 A. catenella의 

발생이 수온 17.21°C 이하일 때 시작될 수 있음을 나타

냈고, PO4-P에 의해 조절되었으며, 체류 시간이 길수

록 적조 발생량이 높은 것으로 나타났다.

의사결정나무의 결과는 적조가 발생하는 조건을 식

별할 수 있기 때문에 정부와 어업 종사자들이 적조로 

인한 피해를 줄이기 위한 선제 조치를 취하는 데 이용

할 수 있을 것이다. 따라서, 본 연구에서 제안된 모델

은 적조를 관리하기 위한 전략을 수립하는데 기여할 

수 있을 것으로 사료된다.

4. 결론

앞서 언급된 연구들은 딥러닝 기법이 수자원과 유

해 조류 분야에 적용될 가능성을 보여준 사례라고 

할 수 있다. IoT 및 클라우드 기술이 발전됨에 따라, 

Radar와 같은 다차원 데이터부터 수위/수질 센서 데

이터까지 다양한 데이터가 축적되고 있다. 이러한 수

많은 데이터는 빅데이터라는 형태로 축적이 되고 있

으며, 이를 활용할 기술들이 필요하다. 빅데이터는 데

이터의 매우 큰 용량으로 인해 중요한 데이터를 추출 

및 파악하는 데 어려움이 많다. 인공지능은 다양한 빅

데이터에서 중요한 특징을 추출하는 데 유용하기 때

문에 점차 인공지능 활용의 중요성이 대두되고 있으

나, 아직 수자원과 환경 분야에는 적용이 미흡한 상태

이다. 앞선 사례들을 통해 딥러닝이 수자원과 유해조

류 분야에서 큰 활용 잠재성을 가지고 있음을 확인하

였기 때문에, 앞으로 범용 인공지능 모델개발과 다양

한 수계 및 하천을 대상으로 적용이 가능할 것으로 기

대한다.
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