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요  약

의미역 결정 작업은 서술어와 문장 내 행위자, 피행위자, 장소, 시간 등 서술어와 관련 있는 논항들을 추출하는 작

업이다. 기존 의미역 결정 방법은 문장의 언어학적 특징 추출을 위한 파이프라인을 구축하는데, 파이프라인 내 각 추

출 작업들의 오류가 의미역 결정 작업의 성능에 영향을 미치기 때문에 현재는 End-to-End 방법의 신경망 모델을 이

용한 방법들이 제안되고 있다. 본 논문에서는 의미역 결정 작업을 위해 Biaffine Average Attention 구조를 이용한 신

경망 모델을 제안한다. 제안하는 모델은 기존 연구에서 제안된 특정 시점에 대한 레이블 예측을 위해 주변 시점 정보

를 이용하는 LSTM 모델 대신 문장 내 서술어와 논항의 거리에 상관없이 문장 전체 정보에 집중할 수 있는 Biaffine 
Average Attention 구조로 이루어져 있다. 제안하는 모델의 성능 평가를 위해 F1 점수를 이용하여 기존 연구에서 제

안한 BERT 기반의 모델들과 비교하였으며, 76.21%의 성능으로 비교 모델보다 높은 성능을 보였음을 확인하였다.

ABSTRACT

Semantic role labeling task(SRL) is to extract predicate and arguments such as agent, patient, place, time. In the 
previously SRL task studies, a pipeline method extracting linguistic features of sentence has been proposed, but in this 
method, errors of each extraction work in the pipeline affect semantic role labeling performance. Therefore, methods using 
End-to-End neural network model have recently been proposed. In this paper, we propose a neural network model using 
the Biaffine Average Attention model for SRL task. The proposed model consists of a structure that can focus on the 
entire sentence information regardless of the distance between the predicate in the sentence and the arguments, instead of 
LSTM model that uses the surrounding information for prediction of a specific token proposed in the previous studies. 
For evaluation, we used F1 scores to compare two models based BERT model that proposed in existing studies using F1 
scores, and found that 76.21% performance was higher than comparison models.
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Ⅰ. 서  론

의미역 결정(Semantic Role Labeling) 작업은 문장 내 

“누가 어디서 누구에게 무엇을 하였는가?”와 같이 문장

에서 핵심이 되는 성분들 간의 관계성을 파악하고 구조

화하는 작업이며, 의미역은 서술어(Predicate)와 행위자, 
피행위자, 장소, 시간 등과 같이 서술어와 관련 있는 논

항들(Arguments)로 구성되어진다. 이러한 의미역 결정 

작업은 번역 시스템, 질의응답 시스템, 정보 추출 등 자

연어 처리를 이용한 다양한 분야에서 활발히 적용되어

지고 있다[1-2].
의미역 결정 작업에서 서술어는 대부분 동사 형태 단

어로 이루어져 있기 때문에 문장 내 형태소 분석을 통한 

결과 중 동사형 품사를 인식하여 사용하면 되지만, 논항 

인식 작업은 문장 내 특정 서술어에 대해 사전 정의된 

언어학적 패턴들과 형태소 분석, 의존 구문 분석과 같은 

분석 방법을 이용하여 추출된 해당 문장의 언어학적 특

징을 이용하여 인식한다. 
하지만 앞서 언급한 전처리 작업들의 정확도는 논항 

인식 작업 성능에 영향을 미치며, 전처리 작업에서 발생

된 오류는 문장 내 논항의 범위를 잘못 인식하거나, 인
식된 논항을 잘못 분류하게 되는 문제를 발생시킬 수 있

다[2].
최근 이러한 문제점을 해결하기 위해 문장의 언어학

적 특징 분석 및 추출 과정을 포함하는 전처리 작업 없

이 오직 문장만을 입력으로 사용한 End-to-End 신경망 

모델을 이용한 연구들이 제안되고 있다[3-6]. 특히, 문장

을 이루는 각 단어들 또는 토큰들에 대해 논항의 범위를 

인식하고, 파악된 논항 범위가 어떤 논항에 속하는지 분

류하는 작업으로 볼 수 있기 때문에 순차 레이블링

(Sequence Labeling) 방법을 이용하여 학습된 신경망 모

델을 의미역 결정 작업에 적용하는 방법들이 제안되고 

있다.
의미역 결정 작업에서 사용된 대표적인 신경망 모델들

은 LSTM(Long Short-Term Memory) 모델[3-4], BERT 
(Bidirectional Encoder Representations from Transformers) 
[5-6] 모델 등이 사용되었으며, 또한 성능 개선을 위해 

CRF (Conditional Random Field) 층과 같은 신경망 구

조를 함께 사용하였다.
본 논문에서는 의미역 결정 작업을 위해 Biaffine 

Average Attention 구조를 이용한 신경망 모델을 제안한

다. 기존 LSTM 모델은 특정 시점에 대해 주변 시점 정

보를 이용하지만, 의미역 결정 작업은 문장 내 서술어와 

논항이 가까운 위치뿐만 아니라 멀리 떨어져 있는 경우

도 존재하기 때문에 LSTM 모델 대신 Biaffine Average 
Attention 구조를 사용하여 문장 전체 정보에 집중할 수 

있도록 하였다.
본 논문에서 제안한 신경망 모델의 성능을 평가하기 

위해 F1 점수를 이용하여 기존 연구에서 제안한 모델들

과 비교하였다. 그 결과, 76.21%의 성능으로 BERT- 
CRF 모델과 BERT-BiLSTM-CRF 모델에 비해 각각 

1.09%, 1.7%의 성능 개선이 있었음을 확인하였다.

Ⅱ. 관련 연구

신경망 모델을 사용하지 않은 의미역 결정 작업 연구

는 형태소 분석, 의존 구문 분석 등 전처리 작업을 이용

하여 품사, 구문 트리 등 언어학적 패턴을 사전에 구축

한 후, 입력 문장의 언어학적 특징을 추출하기 위해 동

일한 전처리 작업을 수행할 수 있는 파이프라인을 구축

하여 작업을 수행하였다.
하지만 파이프라인 방법을 이용한 의미역 결정 작업

의 문제는 사전에 언어의 다양한 패턴을 모두 정의할 수 

없으며, 수많은 패턴을 정의하기 위해 대량의 말뭉치와 

많은 시간, 인력이 필요하다는 점이다. 
또한 구성된 파이프라인 내 각 작업들은 순차적인 작

업들로 진행되기 때문에 작업 진행 과정에서 작업 결과

들의 오류가 누적되는 경우, 최종 의미역 결정의 결과에 

영향을 미치게 되어 성능을 저하시킬 수 있다는 문제점

을 갖고 있다[2].
이러한 문제를 해결하기 위해 최근 의미역 결정 연구

는 사전 언어학적 특징 정의 및 파이프라인을 구축하지 

않고 신경망 모델을 접목한 End-to-End 추출 방식을 주

로 제안하고 있으며, 특히 신경망 모델 중 대표적으로 

LSTM 모델과 BERT 모델이 사용되어진다. 먼저 LSTM 
모델은 시계열 데이터를 처리하기 위한 모델이며, 얼마

나 과거 시점의 정보를 잊을지에 대한 망각 게이트

(Forget Gate)와 현재 시점의 정보를 얼마나 기억할지에 

대한 입력 게이트(Input Gate) 구조로 이루어져 있다.
기존 LSTM 모델을 사용한 연구[3]에서는 양방향 구

조를 여러 층 쌓은 LSTM 모델과 CRF 층을 사용하였다. 
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또한 LSTM모델과 어텐션 메커니즘(Attention Mechanism)
을 사용한 연구[4]에서는 각 시점의 결과 값을 위해 주변 

시점의 정보를 이용하는 LSTM 모델의 결과 값을 어텐

션 메커니즘을 이용하여 종합적으로 봄으로써, 각 시점

의 단어를 연관성 있는 다른 시점의 단어들에 집중할 수 

있도록 하였다. 이 신경망 모델의 구조는 의미역 결정 

작업 내에서 서술어와 논항들 간의 관계를 집중적으로 

파악할 수 있도록 학습이 가능해지는 특징을 갖고 있다.
두 번째로, BERT 모델은 자기 집중 메커니즘(Self- 

Attention Mechanism)을 사용한 인코더(Encoder)와 디

코더(Decoder) 구조로 이루어진 Transformers 모델에서 

인코더 구조를 여러 층으로 구성된 모델이다[5]. 또한 

BERT 모델은 사전에 대량의 말뭉치를 이용하여 언어 

모델(Language Model) 역할을 할 수 있도록 학습되었으

며, 가중치 미세 조절(Fine-Tuning) 방법을 이용하여 자

연어 처리 내 다양한 분야에 맞게 학습하여 사용할 수 

있으며, 이렇게 학습된 모델들은 기존 제안된 다른 모델

들보다 높은 성능을 보였다.
BERT 모델을 이용한 의미역 결정 연구는 주로 

BERT 모델을 문장 내 토큰들을 입력 받는 임베딩 층으

로 사용하였으며, CRF 층을 추가한 BERT-CRF 모델 또

는 LSTM 모델을 추가한 BERT-LSTM-CRF 모델로 사

용하였다[6-7]. 
BERT모델의 입력으로 사용된 문장은 Wordpiece 분

할 방법을 이용하여 토큰들로 분할되며, 의미역 결정 작

업에서 서술어 정보를 문장 토큰들과 분리된 정보로 인

식할 수 있도록 [SEP] 토큰을 문장과 서술어 정보 사이

에 삽입하여 모델에 입력하였다.

Ⅲ. 의미역 결정을 위한 신경망 모델

의미역 결정 작업은 각 입력 토큰들에 대해 특정 레이

블을 할당하는 순차 레이블링 작업으로 볼 수 있다.본 

논문에서 제안하는 신경망 모델은 순차 레이블링 작업

을 이용하여 의미역을 결정하며, 입력 문장 이 주어졌

을 때, 분할된 개의 길이로 이루어진 입력 토큰 

 들에 대해 모델이 각 토큰들에 대응하

는 출력 을 예측하고 각 출력 는 

개의 논항들 중 한 개의 논항을 할당하는 작업을 목표로 

한다.

의미역 결정 작업은 서술어에 의존적이며, 서술어에 

따라 문장 내 논항의 위차, 속성이 바뀔 수 있다. 하지만 

순차 레이블링 작업을 이용하는 개체명 인식 작업 같은 

경우 대부분 문장의 문맥보다는 사람, 지역과 같이 특정 

단어의 특징 또는 속성에 따라 레이블이 결정되는 경우

가 많다.
그렇기 때문에 개체명 인식 작업을 위한 신경망 모델

은 주로 BERT 모델과 함께 양방향 다층 구조 LSTM 모
델을 사용한다. 양방향 다층 구조 LSTM 모델은 시점

에 대한 출력은 , 시점의 정보와 시점의 입력

으로 이루어지며, 이러한 주변 시점의 정보를 이용하는 

LSTM 모델은 특정 시점의 예측에 있어 추가적인 특징

을 제공하여 주변 시점에 의존적인 결과를 보일 수 있다

는 특징을 갖고 있다.
하지만 문장 내 서술어와 논항이 가까운 위치에 있지 

않고 멀리 떨어져 있는 경우, 주변 시점 정보보다는 문

장 전체에 대한 정보가 필요하며, 본 논문에서 제안하는 

신경망 모델은 의미역 결정 작업을 위해 문장 전체에 대

한 정보를 파악할 수 있는 Biaffine Average Attention 구
조를 갖고 있는 모델을 제안한다. 

제안하는 모델은 임베딩 층으로 사용하는 BERT 모
델과 두 개의 전 완전 연결 층(Fully-Connected Layer)과 

한 개의 Biaffine Attention 층 그리고 CRF 층을 이용한 

구조로 구성되어 있다.
모델 설명에 앞서, 모델 입력은 BERT 모델을 이용한 

기존 연구와 동일하게 문장과 서술어 정보 구분을 위해 

구분 토큰 [SEP]을 추가하여, 문장, [SEP], 서술어 정보 

순으로 구성하였다.
Biaffine Attention은 구문 분석 연구에서 제안된 구조

[8-9]로 임베딩 층에서 출력된 특징 벡터를 두 개의 전 

완전 연결 층을 이용하여 각기 다른 추상화된 특징 벡터

로 만들어, 쌍 선형 결합을 하는 구조로 이루어져 있으

며, 이를 통해 입력 문장 내 각 토큰들이 어떤 토큰들과 

관련이 있고, 집중해야 하는지 알 수 있게 된다.
본 논문에서 제안하는 모델을 구조화하는 데 있어 영

감을 받은 Biaffine Attention을 이용한 개체명 인식 연

구[9]에서는 입력 문장에서 개체에 해당하는 단어의 첫 

토큰과 마지막 토큰에 집중할 수 있는 구조를 설계하였

다. 본 논문에서도 동일하게 논항이 구성하는 어절들의 

시작 토큰과 마지막 토큰을 집중할 수 있도록 학습하기 

위해 Biaffine Attention 구조를 사용하였으며, 하나 또
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는 비슷한 명사 품사로 결정되어지는 개체명과는 다르

게 논항은 다양한 품사가 포함된 어절로 이루어진다는 

차이점이 있기 때문에 마지막 토큰에 대한 특징 벡터를 

사용하지 않고 집중된 모든 토큰 벡터들에 대해 평균을 

취하는 구조로 구성하였다.

     (1)

 

   
⊤ 
  ⊕

수식1은 Biaffine Attention 구조에 대한 수식이다. 먼
저 , 시점에 대한 특징을 각각의 전 완전 연결 층을 이

용하여 추상화된 특징 벡터   , 을 만든 

후, 두 개의 특징 벡터들을 이용해 어절의 시작점 와 끝

점 에 대해 ××  크기로 이루어진 특징 벡터를 

만든다. 여기서 , , 는 학습 과정에서 가중치가 변

화될 수 있는 학습 가능한 파라미터이며, ⊕는 결합

(Concatenation) 연산이다.
다음으로 마지막 토큰에 대한 특징 벡터에 대한 평균 

집중 값을 구하기 위해 수식2와 같이 이렇게 만들어진 

특징 벡터의 끝 점을 뜻하는 열에 대한 평균을 취하여 

×  크기로 이루어진 벡터 로 변환한다.

  


 



  (2)

이렇게 만들어진 벡터 는 CRF 층으로 입력되어 진

다. CRF 층은 현재 시점에 대한 논항을 예측하는 데 있

어서 이전 시점에 대한 논항 상태도 고려하는 조건부 확

률 최대화를 목표로 학습한다는 특징을 갖고 있다.
이를 통해 학습 과정에서 논항 속성을 가진 어절의 시

작 토큰이 중간 토큰에 또는 중간 토큰이 마지막 토큰에 

영향을 주게 되며, CRF 층을 사용하였을 때, 사용하지 

않았을 경우보다 더 높은 성능이 나왔음을 실험을 통해 

확인하였다.

Ⅳ. 실험 및 결과

4.1. 실험 환경

실험을 위한 의미역 결정 학습 데이터 셋은 Ai hub에

서 제공하는 일반 상식 데이터 셋 중 상호참조 복원 태

깅 데이터 셋[10]을 사용하였다. 데이터 셋에는 총 

14,461개의 데이터가 포함되어 있으며, 본 논문에서는 

실험을 위해 데이터 셋을 각각 8:1:1로 나누어 학습, 검
증, 평가에 각각 사용하였다. 사용한 데이터 셋에는 필

수 격, 보조 격 의미역이 포함된 총 19개의 의미역으로 

이루어져 있었으며, 순차 레이블링 방식을 적용하기 위

해 Begin, Inside, Outside, End, Single로 이루어진 BIOES 
태깅 방식을 이용하여 각각 의미역을 레이블링 하였다.

성능 평가 기준은 F1 점수 방법을 사용하였고, 성능 

비교를 위한 모델 중 임베딩 층으로 BERT 모델을 이용

한 연구들에서 LSTM 모델과 비교하여 더 높은 성능을 

보였기 때문에 LSTM 모델을 임베딩 층으로 사용한 실

험은 제외하고, BERT 모델을 이용한 모델들에 대해서

만 실험을 진행하였다.

4.2. 각 모델에 대한 성능 평가

제안한 모델의 성능 평가를 위해 기존 연구에서 제안

한 모델인 BERT-CRF 모델과 BERT-BiLSTM-CRF 모
델을 비교 모델로 선정하였다.

Table. 1 F1 score(%) of each models using validation 
dataset and test dataset

Models Valid Dataset Test Dataset

BERT-CRF 75.09 75.12

BERT-BiLSTM-CRF 75.05 74.51

Our model (without CRF) 75.07 75.09

Our model (with CRF) 75.32 76.21

모델들의 공통된 임베딩 층인 BERT모델의 파라미터

는 앞서 언급한 것처럼 동일한 파라미터로 선정하였지

만, BERT-BiLSTM-CRF 모델 내 사용된 LSTM 모델의 

하이퍼 파라미터는 본 논문에서 사용한 학습 데이터를 

이용하여 학습하는 과정에서 가장 높은 성능을 보인 모

델을 따로 저장하여 비교 모델로 사용하였다. 그 결과, 
LSTM 모델은 2층 양방향 구조를 갖고, 은닉 상태 크기

는 256으로 설정하였을 때 가장 높은 성능을 보였다.
표1은 비교 모델 2개와 CRF 출력 층의 사용 유무에 

따른 제안한 모델의 성능 실험 결과를 나타낸다. 성능 

결과 비교에 앞서, 표에는 언급하지 않았지만 CRF 출력 

층을 사용하지 않은 경우에는 손실 함수에 대한 추가적

인 성능 평가를 위해 크로스 엔트로피 손실 함수와 
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Focal 손실 함수[11]를 이용하여 각각 학습시켰다. 크로

스 엔트로피 손실 함수는 다중 분류 문제에서 주로 사용

되는 손실 함수이며, Focal 손실 함수는 순차 레이블링 

작업은 데이터 불균형 문제가 빈번하게 발생하는데, 이
러한 문제를 완화하기 위해 제안된 손실 함수이다.

Focal 손실 함수를 사용한 경우 평가 데이터 셋을 이

용하여 평가한 경우 약 74.95%의 성능을 보였으며, 이는 

비교 모델 중 BERT-BiLSTM-CRF 모델보다 높은 성능

을 보였지만, 크로스 엔트로피 손실 함수에 비해 상대적

으로 적은 성능을 보였기 때문에 표에 명시하지 않았다.
실험에서 사용된 4가지 모델 중 검증 데이터 셋과 평

가 데이터 셋에 대한 성능이 각각 BERT-CRF 모델에서 

75.09%, 75.12%, BERT-BiLSTM-CRF 모델이 75.05%, 
74.51%의 결과를 보였지만 본 논문에서 제안한 CRF을 

사용한 모델의 F1 점수는 각각 75.32% 76.21%로 기존 

제안된 모델보다 검증 데이터 셋과 평가 데이터 셋 모두 

상대적으로 더 높은 성능을 보였다. 또한 제안한 모델의 

CRF 출력 층의 사용 유무에 따라 평가 데이터 셋에 대

해 약 1.1% 정도의 성능 차이가 있었음을 확인하였다.
실험 결과를 통해 Biaffine Average Attention 구조를 

이용한 의미역 결정 작업을 위한 신경망 모델이 기존 제

안된 모델보다 높은 성능을 보였음을 실험적으로 확인

하였다.
그림1은 본 논문에서 제안한 모델이 예측한 논항을 

의미하는 가로축과 정답 논항을 의미하는 세로축에 대

한 Confusion Matrix이며, 논항이 아닌 O 태그를 포함한 

총 20개의 레이블에 대해 얼마나 예측한 논항이 정답 논

항과 맞았는지, 틀렸다면 어떤 논항으로 예측하였는지 

나타내고 있다.

Fig. 1 Confusion matrix of our proposed model

필수 격을 의미하는 ARG0, ARG1, ARG2, ARG3 중 

ARG1, ARG2, ARG3은 각각 876, 283, 35개로 예측 논

항이 정답 논항에 가장 많이 맞았음을 확인하였으며, 
ARG0 논항 같은 경우 211개의 예측 논항이 정답 논항

과 일치하였지만, O 태그임에도 불구하고 227개의 예측 

논항이 ARG0으로 오인한 경우가 더욱 많았다.
평가 데이터 셋 내 부가 격 태그들은 필수 격 태그들

에 비해 상대적으로 적은 빈도를 갖고 있음에도 불구하

고 대부분 정확한 태그를 예측하였지만, O 태그로 잘못 

예측하거나, O 태그를 논항으로 인식하는 경우가 빈번

하게 존재하였다. 이러한 문제는 논항이 서술어와 의존

적인 관계를 이루고 있고, 서술어에 따라 논항이 바뀌기 

되어 대부분의 문장 내 토큰에는 O 태그가 할당되기 때

문에 O 태그에 치중하여 학습되는 문제이다. 이러한 문

제를 데이터 불균형(Data Imbalance) 문제라고 하며, 추
후 데이터 불균형 문제 완화를 위한 학습 데이터 증폭 

및 신경망 모델 개선 연구를 통해 이러한 문제를 완화하

여 성능을 개선하고자 한다.

Ⅴ. 결  론

의미역 결정 작업은 문장 내 핵심이 되는 성분들 간의 

관계성을 파악하고 구조화하는 작업으로, 의미역에는 

서술어와 행위자, 피행위자, 장소, 시간 등과 같이 서술

어와 관련 있는 논항들로 구성되어진다.
최근 문장의 언어학적 특징 분석 및 추출을 위한 파이

프라인 없이 주어진 문장만을 입력으로 사용한 

End-to-End 신경망 모델을 이용한 연구들이 제안되고 

있다. 기존 연구에서 제안한 LSTM 모델은 특정 시점에 

대해 주변 시점 정보를 이용하지만 의미역 결정 작업은 

문장 내 서술어와 논항이 가까운 위치뿐만 아니라 멀리 

떨어져 있는 경우도 존재하기 때문에 본 논문에서는 문장 

전체 정보에 집중할 수 있는 Biaffine Average Attention 
구조를 갖고 있는 신경망 모델을 제안하였다.

제안한 신경망 모델의 성능을 평가하기 위해 F1 점수

를 이용하여 기존 연구에서 제안한 모델들과 비교하였

으며, 그 결과 제안한 모델의 성능이 76.21%로 BERT- 
CRF 모델과 BERT-BiLSTM-CRF 모델에 보다 각각 

1.09%, 1.7%의 성능 개선이 있었음을 확인하였다.
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