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[Abstract]

All health problems that occur in the circulatory system are refer to cardiovascular illness, such as heart 

and vascular diseases. Deaths from cardiovascular disorders are recorded one third of in total deaths in 

2019 worldwide, and the number of deaths continues to rise. Therefore, if it is possible to predict diseases 

that has high mortality rate with patient’s data and AI system, they would enable them to be detected and 

be treated in advance. In this study, models are produced to predict heart disease, which is one of the 

cardiovascular diseases, and compare the performance of models with Accuracy, Precision, and Recall, with 

description of the way of improving the performance of the Decision Tree(Decision Tree, KNN (K-Nearest 

Neighbor), SVM (Support Vector Machine), and DNN (Deep Neural Network) are used in this study.). 

Experiments were conducted using scikit-learn, Keras, and TensorFlow libraries using Python as Jupyter 

Notebook in macOS Big Sur. As a result of comparing the performance of the models, the Decision Tree 

demonstrates the highest performance, thus, it is recommended to use the Decision Tree in this study.
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[요   약] 

심혈관질환은 심장질환과 혈관질환 등 순환기계통에 생기는 모든 질병을 통칭한다. 심혈관질환은 

2019년 사망의 1/3을 차지하는 전 세계 사망의 주요 원인이며, 사망자는 계속 증가하고 있다. 이와 

같은 질병을 인공지능을 활용해 환자의 데이터로 미리 예측이 가능하다면 질병을 조기에 발견해 치

료할 수 있을 것이다. 본 연구에서는 심혈관질환 중 하나인 심장질환을 예측하는 모델들을 생성하였

으며 Accuracy, Precision, Recall의 측정값을 지표로 하여 모델들의 성능을 비교한다. 또한 Decision 

Tree의 성능을 향상시키는 방법에 대해 기술한다. 본 연구에서는 macOS Big Sur환경에서 Jupyter 

Notebook으로 Python을 사용해 scikit-learn, Keras, TensorFlow 라이브러리를 이용하여 실험을 진행하

였다. 연구에 사용된 모델은 Decision Tree, KNN(K-Nearest Neighbor), SVM(Support Vector Machine), 

DNN(Deep Neural Network)으로 총 4가지 모델을 생성하였다. 모델들의 성능 비교 결과 Decision Tree 

성능이 가장 높은 것으로 나타났다. 본 연구에서는 노드의 특성배치를 변경하고 트리의 최대 깊이를 

3으로 지정한 Decision Tree를 사용하였을 때 가장 성능이 높은 것으로 나타났으므로 노드의 특성 배

치 변경과 트리의 최대 깊이를 설정한 Decision Tree를 사용하는 것을 권장한다.

▸주제어: 심장질환, 사망의 주요 원인, 인공지능, 예측, Decision Tree

∙First Author: Young-Dan Noh, Corresponding Author: Kyu-Cheol Cho
  *Young-Dan Noh (shdbwjd705270@gmail.com), Dept. of Computer Science, Inha Technical College
  *Kyu-Cheol Cho (kccho@inhatc.ac.kr), Dept. of Computer Science, Inha Technical College
∙Received: 2021. 12. 03, Revised: 2022. 04. 22, Accepted: 2022. 04. 25.

Copyright ⓒ 2022 The Korea Society of Computer and Information                                               
      http://www.ksci.re.kr pISSN:1598-849X | eISSN:2383-9945



22   Journal of The Korea Society of Computer and Information 

I. Introduction

심혈관질환은 심장질환과 혈관질환 등 순환기계통에 생기

는 모든 질병을 통칭한다. 심혈관질환은 2019년 사망의 1/3

을 차지하는 전 세계 사망의 주요 원인이고 사망자는 계속 

증가하고 있다[1]. 또한 심장병 발병은 1990년 2억7100만 

건에서 2019년 5억2300만 건으로 약 2배 증가했고 심장병 

사망자 수는 1210만 명에서 1860만 명으로 증가하였다[1]. 

심혈관질환은 생명을 위협할 수 있고 치료시기를 놓친

다면 뇌세포 손상과 같은 후유증을 발생시킬 수 있어 조기 

발견이 중요하다[2]. 본 연구는 이처럼 사망률이 높고 위험

성이 있는 질병을 인공지능을 활용해 환자의 데이터로 미

리 예측을 하여 질병을 조기에 발견해 치료할 필요가 있어 

진행되었다. 

본 연구에서는 심혈관질환 중 하나인 심장질환을 예측하

는 모델들을 생성하였으며 모델들의 성능을 비교하고 

Decision Tree의 성능을 향상시키는 방법에 대해 기술한다. 

연구에 사용된 모델은 Decision Tree, KNN(K-Nearest 

Neighbor), SVM(Support Vector Machine), DNN(Deep 

Neural Network)로 총 4가지 모델을 생성하였다.

모델의 생성에 사용된 환자의 데이터는 Kaggle에 공개

된 데이터를 사용하였다. Kaggle은 데이터 예측모델 및 

분석 대회를 주최하는 플랫폼으로 데이터 분석을 위한 데

이터를 제공한다. 심장질환 데이터는 총 14개의 특성으로 

구성되어 있으며 총 303개의 행으로 구성되어 있다. 그 중 

target 특성은 심장질환의 여부를 표현하는 열로 0, 1의 

값으로 구성되어 있으며 0은 심장질환이 없고 1은 심장질

환이 있는 것을 의미한다.

본 연구의 구성은 다음과 같다. 2장에서는 본 연구와 관련

된 연구에 관하여 기술하고 3장에서는 Kaggle에 공개된 환

자의 데이터에 대한 설명과 데이터 전처리 기법에 대해 기술

하고 Decision Tree로 심장질환의 유무를 예측해 본 결과에 

대해 기술한다. 4장에서는 Decision Tree, KNN, SVM, 

DNN모델을 사용해 심장질환 유무를 예측한 성능에 대해 비

교하며, 5장에서는 결론에 대해 기술하고 마무리한다.

II. Preliminaries

1. Related works

1.1 Decision Tree

Decision Tree는 지도 학습 모델 중 하나로 분류와 회

귀가 모두 가능한 것으로 범주나 연속형 데이터 모두 예측

이 가능하다. 

Decision Tree는 의사결정규칙을 도표화하여 관심대상

이 되는 집단을 몇 개의 소집단으로 분류하거나 예측을 수

행하는 분석방법이다[3]. Decision Tree는 반복적으로 분

류 규칙을 생성하여 가장 효과적인 분류 규칙 조합을 완성

해 나간다[4].

Fig. 1. Decision Tree algorithm

Fig. 1.은 Decision Tree의 구조이다. 특성 X의 값을 v

값과 비교해 점차 데이터를 분류해나가 결과 값 R을 도출

해내는 트리를 생성하는 기법이다.

Decision Tree는 분석 과정을 쉽게 설명할 수 있는 장

점[3]이 있지만 예측 정확도의 측면에서 비교적 최근에 개

발된 모형에 비해 상대적으로 낮다는 단점이 있다[4].

1.2 KNN

KNN은 지도학습 중 하나이다. 주로 분류와 회귀에 사

용되는 비모수 방식이다[5]. 데이터로부터 거리가 가까운 

‘k’개의 다른 데이터 레이블을 참조하여 분류하는 알고리

즘으로 거리를 측정할 때에는 유클리드 거리 계산법이 대

표적으로 사용된다. 

KNN은 데이터가 어떤 분포를 따르는지에 대한 가정이 

필요하지 않아 데이터를 분류하는 처리 과정이 빠르다는 

장점이 있지만 컴퓨터 메모리를 많이 차지한다는 단점이 

있다[6].

Fig. 2. KNN algorithm
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Fig. 2.는 feature의 수가 2개이고 3명의 이웃을 참조

해 심장질환을 예측하는 상황의 예시이다. 예측하고자하는 

사람의 이웃인 세 사람 중 심장질환 환자가 1명, 심장질환

이 없는 사람이 2명이므로 심장질환이 없는 사람으로 예측

을 할 수 있다. 

본 연구에서는 19개의 이웃을 참조하여 분류하도록 하

였다.

1.3 SVM

SVM은 두 클래스 사이의 최대 여백으로 분리되는 하이

퍼 평면을 식별하는 이진 분류기이다[7]. 주로 분류와 회귀 

분석에서 사용되며 주어진 데이터가 어느 카테고리에 속

할지 판단한다. 또한 SVM은 비선형 함수를 이용하여 데

이터간의 거리가 최대가 되도록 분류하고 최적화된 결정 

경계를 찾는 특징도 가지고 있다[8].

Fig. 3. SVM algorithm

Fig. 3.은 feature가 2개 일 때 심장질환을 분류하는 상

황의 예시이다. 데이터가 2차원이라면 SVM의 결정경계는 

선이고 3차원이라면 결정경계는 평면으로 표현된다[7].

SVM은 이진분류 모델이기 때문에 다중분류에 적용하게 

될 경우 성능이 저하되고 학습 시간이 길어진다는 단점이 

있다[9].

1.4 DNN

DNN은 기계학습법 중 하나로 기존의 인공신경망에 비

해 더 깊고 넓은 구조를 가지고 있으며, 기존 인공신경망

의 역전파 알고리즘의 한계를 극복하고 복잡한 구조를 풀 

수 있게 하였다[10]. 또한 DNN은 간단한 구조의 신경망으

로도 매우 다양한 분야의 예측 모델을 만들 수 있다는 장

점이 있다[11].

DNN은 입력층과 출력층 사이에 2개 이상의 은닉층으로 

구성되어있으며 본 연구에서의 DNN모델의 layer구성방식

에 대해서는 4장에서 기술한다.

III. Predict Heart Disease With 

Decision Tree

본 연구에서는 Kaggle에 공개된 환자의 데이터[12]를 

가지고 연구를 진행하였다. 본 3장에서는 데이터의 구성과 

데이터의 전처리 기법에 대해 기술하고 본 연구에서 제안

하는 Decision Tree로 심장질환의 유무를 예측해 본 결과

에 대해 기술한다.

1. Data explore

CSV데이터는 총 14가지의 특성(열)으로 구성되어있다. 

나이, 성별, 가슴 통증 유형 등의 특성과 심장질환의 유무

를 나타내는 target 속성으로 구성되어 있다. target 특성

의 값은 0이면 심장질환이 없는 것을 의미하고 1이면 심장

질환이 있는 것을 의미한다.

Fig. 4. Distribution of heart disease 

Fig. 4.은 전체 데이터 중 심장질환 환자의 수와 심장질

환을 가지지 않은 사람의 수를 나타낸다. 데이터는 총 303

개가 있으며 그 중 심장질환 환자는 165명이며, 심장질환

을 가지지 않은 사람의 수는 138명이다. 

2. Data analysis

Fig. 5. Presence of heart disease by age

Fig. 5.는 나이에 따른 심장질환 유무의 분포도를 보여

준다. 20대에서 70대까지 매우 다양한 연령이 존재하는 

것을 볼 수 있으며 대체적으로 40~60세 사이에 target 값

이 1인 심장질환 환자가 많은 것을 볼 수 있다. 또한 
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describe()메서드를 사용해 나이의 최솟값과 최댓값을 보

았을 때 최소 연령은 29세, 최대 연령은 77세인 것을 알 

수 있었다.

3. Data preprocessing

데이터의 전처리란 분석에 적합하게 데이터를 가공하는 

작업을 의미한다.

Fig. 5.에서처럼 나이의 분포가 폭넓게 나타나 나이 데이

터에 대해서는 Data binning 기술을 사용하였다. Data 

binning이란 데이터의 구간을 나누어 각각 하나의 카테고

리별로 나이를 담는 것으로 10대, 20대와 같이 나누어 데이

터 전처리를 하는 것이다. 나이를 그대로 훈련에 사용한다

면 29~77세까지 너무 많은 정보가 제공되어 훈련에 방해가 

될 수 있기 때문에 Data binning 기술을 사용하였다.

Fig. 6. Data preprocessing

Fig. 6.은 데이터 전처리 과정을 나타낸다, 본 연구에서

는 30세 이하와 61세 이상의 나이로 카테고리를 나누고 

중간 값들은 10살 간격으로 카테고리를 나누어 총 5개의 

카테고리로 나누었다. 각각의 카테고리는 0~4까지의 숫자

로 표현한다. 실제로 트리의 최대 깊이를 설정하지 않았을 

때, Data binning과정을 거쳤을 때의 테스트 데이터의 정

확도가 Data binning 과정을 거치지 않았을 때의 테스트 

데이터의 정확도보다 3.3%높은 모습을 보여주었다.

target 속성은 예측을 하기 위한 속성이므로 데이터에

서 해당 열을 제거한 후 Data binning 과정을 거친 데이

터에서 훈련 데이터와 테스트 데이터를 80%, 20%의 비율

로 나누었다. 본 연구에서는 이와 같은 데이터 전처리 과

정을 거쳐 모델에 적용하였다.

4. Training conditions

본 논문에서는 훈련을 할 때 특별한 조건을 주어 훈련을 

하였다. 반복문을 돌려 특정 정확도 값을 넘을 때까지 다시 

훈련과 테스트 데이터를 분리하고 훈련을 하되 1분이 넘도

록 반복문이 수행된다면 정확도 값을 낮춰서 설정해 다시 

훈련을 하도록 하였다. 이를 통해 최대의 정확도를 도출하

고자 하였으며 여기서 1분은 임의로 설정한 시간이다.

5. Prediction with Decision Tree

5.1 Decision Tree model without max depth

의사결정 트리 분류 모듈로는 sklearn.tree 패키지의 

DecisionTreeClassifier를 사용하여 훈련하였다. 

트리의 최대 깊이를 지정하지 않고 훈련을 하였을 때, 

훈련 데이터의 예측 정확도는 100%, 테스트 데이터의 예

측 정확도는 93.4%로 나왔다. 

이처럼 트리의 깊이를 지정하지 않으면 훈련 데이터를 

과도하게 학습하는 과적합이 발생하게 되며 훈련 데이터

에 대해선 정확도가 높지만 테스트 데이터에 대해선 정확

도가 떨어지는 모습을 보여준다. 따라서 이 과적합을 해결

하는 것이 중요한데 그 방법 중 하나로 트리의 최대 깊이

를 지정하였다.

5.2 Decision Tree model with a max depth of 3

과적합을 해결하기 위해 최대 깊이를 3으로 지정하고 

훈련한 결과 훈련 데이터의 예측 정확도는 83.1%이며, 테

스트 데이터의 예측 정확도는 95.1%로 나왔다. 트리의 최

대 깊이를 지정하지 않았을 때보다 훈련 데이터의 예측 정

확도는 내려갔지만 테스트 데이터의 예측 정확도는 1.7%

올라간 것을 보아 과적합이 해결된 모습을 볼 수 있다.

5.3 Decision Tree model with a max depth of 3 

and changing the node’s feature placement

의사결정 트리에서는 정보 획득양이 큰 순서대로 질문

을 배치하는 것이 좋다. 즉, 특성(feature)을 어떻게 배치

하느냐에 따라 다양한 Decision Tree를 만들 수 있고 정

확도도 다양해질 것이다.

Fig. 7.은 노드의 특성배치를 변경하고 트리의 최대 깊

이를 3으로 지정한 트리의 구조이다. 

훈련 데이터와 테스트 데이터로 나누기 전 데이터의 열 

순서를 변경하였다. 트리의 깊이를 3으로 지정하고 훈련을 

했을 때와 비교하면 훈련 데이터의 예측 정확도는 82.2%

로 동일했고 테스트 데이터의 예측 정확도는 약 1.6% 가

량 증가해 96.7%의 정확도를 보여주었다.
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Fig. 7. Changing a node’s feature placement

Fig. 8. Feature importance

Fig. 8.은 특성의 중요도를 그래프로 표현한 그림이다. 

특성의 중요도는 각 특성들이 모델의 예측 결과에 얼마나 

큰 영향을 미쳤는지 해당 특성의 중요도를 평가하는 지표

이다. 그래프를 살펴보면 총 12가지의 특성들 중에서 

restecg특성이 중요도가 가장 높은 것을 보아 모델의 예

측 결과에 가장 큰 영향을 끼친 것을 알 수 있다.

Train data 

accuracy(%)

Test data 

accuracy(%)

No max depth 100% 93.4%

Max depth-3 83.1% 95.1%

Max depth-3 

& 

Change node‘s 

feature 

placement

82.2% 96.7%

Table 1. Decision Tree prediction accuracy

Table 1.은 트리의 최대 깊이를 지정하지 않은 모델, 트

리의 최대 깊이를 3으로 지정한 모델, 트리의 최대 깊이를 

3으로 지정하고 노트의 특성 배치를 변경한 모델의 훈련 

데이터와 테스트 데이터의 예측 정확도에 대한 표이다.

본 연구에서는 최대깊이를 3으로 지정하고 노드의 특성 

배치를 변경한 Decision Tree 모델로 KNN, SVM, DNN

모델과 비교한다.

IV. Experiment

앞서 설명했던 것과 같이 Kaggle에 공개된 환자의 데이

터를 사용해 심장질환의 유무를 예측해 보았으며. 실험을 

통해 Decision Tree, KNN, SVM, DNN모델을 사용해 심

장질환 유무를 예측한 성능을 비교해 보고자한다.

1. Experiment environment

실험에 앞서 본 연구를 위한 실험 환경은 Table 2.와 

같이 구성하였다. 모델의 훈련과 테스트 및 성능 비교를 

위한 Accuracy, Precision, Recall값은 Python을 사용

해 도출하였다.

OS macOS Big Sur

IDE Jupyter Notebook

Programing 

Language
Python

Library scikit-learn, Keras, TensorFlow

Table 2. Experiment environment

2. Comparison of test accuracy of DNN model

4가지의 모델들의 성능을 비교하기에 앞서 동일하게 구

성된 DNN모델의 layer구성에 대해 기술하고자한다.

DNN모델을 구성할 때 입력층(Input layer)과 출력층

(Output layer)은 각각 1개씩 만들고 중간의 은닉층

(Hidden layer)은 4개로 구성하였다.
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Fig. 9. The structure of the DNN model used for training

Fig. 9.는 훈련을 하기 위해 구성한 DNN모델의 구조이

다. 훈련에 사용된 데이터의 특성은 target 특성을 제외하

고 13개 이므로 입력층에서는 총 13개의 입력이 들어가 

16개의 출력이 나오게 구성하였고, 출력층은 심장질환이 

있는지 아닌지 판단하기 위한 0 또는 1의 값이 출력되어야

하므로 24개의 입력이 들어가면 1개의 출력이 나오게 구

성하였다. 또한 중간의 은닉층 4개를 구성하였는데 그 중 

하나는 Dropout 층으로 과적합을 방지하기 위한 층이다. 

Dropout은 학습할 때 각 레이어의 모든 노드에 대해 학습

하는 것이 아니라 은닉층의 노드를 무작위로 선택하여 학

습을 할 수 있게 해주고 생략된 노드는 학습에 영향을 끼

치지 않게 해준다[13].

이와 같이 DNN 모델을 구성해 훈련을 한 모델에 테스

트 데이터를 적용해 보았을 때 최대 93.4%의 정확도를 보

여주었다.

3. Accuracy comparison according to the 

number of categories of age data

3장에서 설명한 것과 같이 나이 데이터는 데이터의 구

간을 나누어 각각 하나의 카테고리별로 나이를 담는 Data 

binning을 하였는데 그 카테고리의 개수를 5개와 9개로 

했을 때의 정확도를 비교해보고자 한다.

KNN은 19개의 이웃을 참조해 예측하도록 하였고, 

SVM은 kernel을 linear로 주었다. KNN은 참조하는 이웃

의 개수를 조절해보며 여러 번 훈련을 해본 결과, 19개의 

이웃을 참조하는 것이 가장 적절한 것으로 보여 19개의 이

웃을 참조하도록 구성하였다.

Fig. 10. Comparison of test data accuracy with 9 and 5 

categories of age

Fig. 10.은 3장의 데이터 전처리 과정에서 설명한 것과 

같이 5개의 카테고리로 나누었을 때와, 30세 이하와 66세 

이상으로 나누고 중간 값들은 5살 간격으로 나누어 9개의 

카테고리를 분류했을 때의 모델들의 정확도이다. 파란색의 

빗금 바는 나이를 5개의 카테고리로 나누었을 때의 정확도

이고 연두색의 격자무늬 바는 나이를 9개의 카테고리로 나

누었을 때의 정확도를 나타낸다.

나이를 5개와 9개의 카테고리로 나누었을 때 Decision 

Tree의 정확도는 각각 96.7%, 95.1%로 가장 높은 정확도

를 보여주며 KNN은 각각 83.6%와 82%로 가장 낮은 정확

도를 보여준다.

SVM과 DNN은 나이의 카테고리를 5개와, 9개로 나누

었을 때의 정확도가 동일했지만 Decision Tree, KNN의 

정확도는 카테고리를 5개로 나누었을 때 더 높은 것을 볼 

수 있었다. 따라서 전반적인 모델들의 정확도를 비교할 때 

나이의 카테고리를 5개로 분류하는 것이 더 정확도를 높이

는 방법이라고 생각된다.

4. Comparison of Decision Tree, KNN, SVM, 

and DNN

본 연구에서는 4가지 모델의 성능을 비교하기 위해 

Accuracy, Precision, Recall을 측정하였다[14]. 

Accuracy, Precision, Recall 모두 값이 클수록 좋은 모

델로 평가된다.

나이의 카테고리를 5개로 분류했을 때의 모델을 비교하

며 Decision Tree는 최대 깊이를 3으로 지정하고 노드의 

특성배치를 변경한 모델을 기준으로 비교한다.
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Accuracy(%) Precision Recall

Decision Tree 96.7 0.97 0.97

KNN 83.6 0.86 0.86

SVM 95.1 0.97 0.94

DNN 93.4 0.88 1.0

Table 3. Comparison of accuracy, precision and 

recall of 4 model

Table 3.은 4가지 모델의 Accuracy, Precision, 

Recall에 대한 표이다.

Decision Tree가 가장 높은 Accuracy를 보여주며 

KNN이 83.6%로 가장 낮은 Accuracy를 보여준다. 

Precision에서는 0.97인 Decision Tree와 SVM이 가장 

높은 모습을 볼 수 있으며, 마지막으로 Recall 값은 DNN

이 1.0으로 가장 높은 것을 볼 수 있다.

세 가지 Accuracy, Precision, Recall를 비교했을 때 

Recall값은 DNN이 가장 높지만 Accuracy, Precision은 

Decision Tree가 가장 높은 것을 볼 수 있다. 따라서 본 

연구에서는 Decision Tree를 사용한 심장질환 예측을 권

장한다.

V. Conclusions

본 연구는 전 세계 사망의 선두 원인인 심혈관질환 중 

하나인 심장질환을 인공지능을 활용해 환자의 데이터로 

미리 예측하고자 시작되었다. 이와 같은 사망률이 높고 치

료시기를 놓치면 좋지 않은 결과를 초래할 수 있는 질병을 

인공지능을 통해서 조기에 발견해 치료할 수 있다면 수많

은 인명을 구할 수 있을 것으로 기대된다.

심장질환 예측에 적합한 모델을 찾기 위해 Decision 

Tree, KNN, SVM, DNN의 총 4가지 모델을 구성해 비교

하였으며 성능 비교의 지표로는 Accuracy, Precision, 

Recall을 사용하였다. 비교 결과 본 연구에서는 가장 성능

이 좋은 것으로 보인 Decision Tree를 사용한 예측을 권

장한다. 또한 Decision Tree는 트리의 최대깊이와 같은 

것을 설정하지 않았을 경우보다 노드의 특성배치를 변경

하고 트리의 최대 깊이를 3으로 지정하고 사용하였을 때 

가장 성능이 높은 것으로 나타났다. 그러므로 Decision 

Tree를 사용할 경우에는 노드의 특성 배치 변경과 트리의 

최대 깊이를 설정하고 사용하는 것을 권장한다. 현재 

Accuracy, Precision, Recall 3가지 정보를 가지고 성능

을 비교하였지만, 차후 연구에서는 환자가 아닌 사람을 환

자로 분류한 비율인 오탐율에 대한 정보도 추가한다면 좋

을 것이라고 생각된다.

본 연구에서는 비교적 새로운 방식인 최근의 방식인 딥

러닝보다 고전적인 방식인 Decision Tree의 정밀도가 더 

높게 나왔다. 이것은 모델의 정의, 학습방식과 파라미터 

튜닝에 문제가 있을 수도 있다는 것을 의미한다. 추후 연

구에서는 이 문제를 수정한다면 딥러닝에서의 정밀도를 

높일 수 있을 것이라고 생각된다.

본 연구에서는 Kaggle에서 제공하는 총 303명의 환자

의 데이터를 가지고 모델을 생성해 훈련을 하였는데 더 많

은 환자의 데이터를 모집해 훈련을 한다면 더욱 성능이 좋

은 모델을 만들 수 있을 것이라고 예상된다.
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