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요  약  본 논문에서는 대잠전의 필수 요소인 소노부이를 무인항공기가 최적의 배치로 투하할 수 있게 하는 방법을 제시

한다. 이를 위해 Unity 게임엔진을 통해 음향 탐지 성능 분포도를 모사한 환경을 구성하고 Unity ML-Agents를 활용해 

직접 구성한 환경과 외부에서 Python으로 작성한 강화학습 알고리즘이 서로 통신을 주고받으며 학습할 수 있게 하였다. 

특히, 잘못된 행동이 누적되어 학습에 영향을 미치는 경우를 방지하고 비행체가 목표지점으로 최단 시간에 비행함과 동시

에 소노부이가 최대 탐지 영역을 확보하기 위해 강화학습을 도입하고. 심층 확정적 정책 그래디언트(Deep 

Deterministic Policy Gradient: DDPG) 알고리즘을 적용하여 소노부이의 최적 배치를 달성하였다. 학습 결과 에이전

트가 해역을 비행하며 70개의 타겟 후보들 중 최적 배치를 달성하기 위한 지점들만을 통과하였고 탐지 영역을 확보한 

모습을 보면 겹치는 영역 없이 최단 거리에 있는 지점을 따라 비행하였음을 알 수 있다. 이는 최적 배치의 요건인 최단 

시간, 최대 탐지 영역으로 소노부이를 배치하는 자율 비행체를 구현하였음을 의미한다. 

Abstract  In this paper, we present a method to enable an unmanned aerial vehicle to drop 

the sonobuoy, an essential element of anti-submarine warfare, in an optimal deployment. To 

this end, an environment simulating the distribution of sound detection performance was 

configured through the Unity game engine, and the environment directly configured using 

Unity ML-Agents and the reinforcement learning algorithm written in Python from the outside 

communicated with each other and learned. In particular, reinforcement learning is introduced 

to prevent the accumulation of wrong actions and affect learning, and to secure the maximum 

detection area for the sonobuoy while the vehicle flies to the target point in the shortest time. 

The optimal placement of the sonobuoy was achieved by applying the Deep Deterministic 

Policy Gradient (DDPG) algorithm. As a result of the learning, the agent flew through the sea 

area and passed only the points to achieve the optimal placement among the 70 target 

candidates. This means that an autonomous aerial vehicle that deploys a sonobuoy in the 

shortest time and maximum detection area, which is the requirement for optimal placement, 

has been implemented. 
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1. 서론

소노부이(sonobuoy)는 유·무인 항공기 등을 활

용한 감시·정찰 자산 중 한 가지 형태로 다양한 

유·무인 항공기 등의 플랫폼을 통해 일정 수량을 

해양에 투하하여 잠수함 등 대상표적을 탐지해 대

잠전(anti-submarine warfare)을 효과적으로 수

행하기 위한 음향탐지용 부표이다. 항공기에서 탐

지하고자 하는 해역에 다수의 소노부이를 투하하

는 방식으로 여러 지역을 동시에 감시하는 대잠작

전을 수행할 수 있게 한다[1]. 

강화학습의 방식에는 크게 학습의 보상으로 Q

함수를 학습하는 가치기반 방식과 행동 정책을 학

습하는 정책기반 방식이 있다. 고전적인 가치기반

의 학습 알고리즘인 TD 방식[3]은 각 에피소드 간

의 분산은 작으나, 편향이 높은 문제가 있고, 정책

기반의 학습에서 쓰이는 Monte-Carlo estimate 

알고리즘의 경우에는 각 에피소드 간의 편향은 작

으나 분산이 높은 문제가 있다. 이러한 문제점을 

최소화하기 위해 가치기반 방식과 정책기반 방식

을 결합한 Actor-Critic 알고리즘이 고안되었고, 

이때 정책을 더 안정적으로 수렴시키기 위해 목적

함수가 일정 수준 이상으로 커지는 것을 제한한 

PPO[4] 알고리즘이 제안되었다. 그러나 여전히 연

속적이고 방대한 상태를 가지는 자율 비행체의 소

노부이 최적 배치 문제에는 수많은 local minima

가 존재하여 최적의 보상 값으로 수렴시키는 데에 

어려움이 존재한다. 

본 논문에서는 강화학습을 통해 자율 비행체가 

소노부이를 최적으로 배치하는 경로를 학습하도록 

하는 방법으로 Deep Deterministic Policy 

Gradient(DDPG)[5] 알고리즘을 도입한다. 

DDPG 알고리즘은 PPO 알고리즘과는 다르게 

Off-Policy 방식을 적용함으로써 타겟 정책과는 

다른 행동 정책으로부터 샘플 궤적을 구할 수 있으

므로 exploration 측면에서 좀 더 유리하여 local 

minima 문제를 일부 해결해 줄 수 있다. 소노부이

를 최적으로 배치한다는 것의 의미는 비행체가 목

표지점으로 최단 시간에 비행함과 동시에 소노부

이가 최대 탐지 영역을 확보하는 것을 의미한다. 

이를 구현하기 위해 Unity ML-agents를 이용하

여 소노부이를 배치할 가상환경을 직접 생성하고 

보상을 설계한다. 또한, 강화학습의 알고리즘 중 

하나인 DDPG 알고리즘을 적용하여 학습을 진행

함으로써 적용 가능성을 검토한다.

2. 가상환경 제작

2.1 소노부이 배치 환경 

본 논문에서는 대잠전의 필수 요소인 소노부이

를 무인 항공기가 최적의 배치로 투하할 수 있게 

하는 방법을 제시하기 위해 강화학습

(reinforcement learning)을 도입하였다. 강화학

습이란 기계학습의 한 영역으로 어떤 환경 내에서 

정의된 에이전트가 현재의 상태를 인식하여, 선택 

가능한 행동들 중 보상을 최대화하는 행동 혹은 행

동 순서를 선택하는 방법이다[2]. 에이전트(agent)

는 환경(environment)으로부터 보상(reward)과 

상태(state)를 받아 행동(action)을 결정한다. 에이

전트는 행동을 통해 환경에 영향을 주어 다음 상태

로 천이(transition)되며 이 과정을 하나의 에피소

드(episode)라고 한다. 강화학습 알고리즘을 통해 

에피소드를 반복하면 에이전트가 특정 행동을 학

습하여 자율적으로 수행할 수 있게 된다. 

그림 1. 강화학습 모델

Fig. 1. Reinforcement-Learning Model

  강화학습을 하기 위해서는 학습을 진행할 환경

과 학습을 할 방법인 강화학습 알고리즘이 필요
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하다. 기존 방식들의 경우, Unity 게임엔진을 통

해 학습에 필요한 가상환경을 비교적 쉽게 구성

할 수는 있으나 Unity 내부에서 직접 강화학습 

알고리즘을 구성하여 학습하기에는 어려움이 많

았다. 이를 해결하기 위해 개발된 툴이 바로 Un

ity Machine Learning Agents (ML -Agents)

다[6]. Unity ML-Agents는 게임엔진으로 직접 

구성한 환경과 외부에서 Python으로 작성한 강

화학습 알고리즘이 서로 통신을 주고받으며 학습

할 수 있게 해주어 기존의 강화학습 알고리즘 적

용문제를 해결하였다. 

그림2는 Unity ML-Agents를 이용한 통신 방법

을 나타낸 것으로 강화학습 알고리즘이 에이전트

가 취할 행동을 환경에 전달하여 에이전트가 행동

을 하도록 하고 이에 따라 변화된 환경을 바탕으로 

강화학습 알고리즘이 상태와 보상을 전달받는다. 

강화학습 알고리즘은 전달받은 보상과 상태를 바

탕으로 파라미터를 학습하고 이를 바탕으로 수정

된 행동을 전달하는 과정을 반복한다.

그림 2. Unity ML-Agents를 이용한 통신

Fig. 2. Communication using Unity ML-Agents

2.1.1 에이전트 비행체

에이전트는 자율 비행의 주체가 되는 강화학습

의 대상으로 Unity에서 제공하는 드론을 이용하였

다. 드론 비행의 상태를 에이전트에 입력하여 외부

의 강화학습 알고리즘에 이를 전달하면 드론의 적

절한 다음 행동을 강화학습 알고리즘이 학습한다. 

드론의 비행의 상태와 행동은 표1에 정의된 벡터

로 정의하였다. 

드론의 비행 상태는 3개로 나눌 수 있는데 드론

과 비행 지점을 연결하는 벡터, 속도 벡터, 각속도 

벡터이다. 

표 1. 드론 비행 상태와 행동 벡터

Table 1. State of Drone Flight and Action Vector

Vector Axis Description

Direction

x longitudinal direction

y vertical direction

z lateral direction

Speed

x longitudinal speed

y vertical speed

z lateral speed

Angular

Velocity

x longitudinal angular velocity

y vertical angular velocity

z lateral angular velocity

Action Axis Description

Drone

x longitudinal move

y vertical move

z lateral move

드론과 비행 지점을 연결하는 벡터는 비행 지점

이 드론과 어느 방향에 어느 정도 거리에 있는지를 

인지할 수 있게 해준다. 또한 속도 벡터와 각속도 

벡터를 통해 비행 지점에 드론이 어떠한 속도와 각

속도를 가지고 접근할 것인지를 학습할 수 있게 해

준다. 각각의 벡터는 x, y, z 성분을 가지기 때문에 

총 9개의 성분을 상태로 사용한다. 그리고 드론의 

환경은 3차원 공간으로 구성되기 때문에 드론이 

행동할 방향은 x축, y축, z축으로 총 3개의 행동을 

취할 수 있다.

2.1.2 음향 탐지 성능 분포도

음향 탐지 성능 분포도(performance distribution)

란 목표 해역의 해양 환경 정보를 토대로 소나의 

성능을 수치반경으로 나타낸 것으로 소노부이 및 

수중 센서노드 등의 최적 배치 연구 방안 탐색에 

많이 활용되어왔다[7],[8]. 그림 3의 음향 탐지 성

능 분포도는 백색 부분일수록 탐지거리가 높은 지

점이다. 백색 부분에 소노부이를 투하할 경우 최대 

탐지 영역을 확보하여 소노부이 배치 효과를 극대

화할 수 있다. 그리고 이 지점을 잇는 경로를 따라 
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비행할 경우 최단 시간에 비행이 가능할 것이다. 

따라서 음향 탐지 성능 분포도를 통해 어느 지점에 

소노부이를 배치해야 최대 탐지 영역을 확보할 수 

있는지, 어느 경로로 이동하면 최단 시간에 소노부

이를 배치할 수 있는지를 유추할 수 있다. 본 연구

에서는 모의적으로 음향 탐지 성능 분포도를 생성

하고 에이전트가 이를 인식할 수 있도록 설계하였

다. 

그림 3의 음향탐지 성능 분포도는 백색 부분일

수록 탐지거리가 높은 지점이다. 백색 부분에 소노

부이를 투하할 경우 최대 탐지 영역을 확보하여 소

노부이 배치 효과를 극대화할 수 있다. 그리고 이 

지점을 잇는 경로를 따라 비행할 경우 최단 시간에 

비행이 가능할 것이다. 따라서 음향 탐지 성능 분

포도를 통해 어느 지점에 소노부이를 배치해야 최

대 탐지 영역을 확보할 수 있는지, 어느 경로로 이

동하면 최단 시간에 소노부이를 배치할 수 있는지

를 유추할 수 있다. 본 연구에서는 모의적으로 음

향 탐지 성능 분포도를 생성하고 에이전트가 이를 

인식할 수 있도록 설계하였다.

 

그림 3. 탐지 성능 분포도의 예

Fig. 3. Example of a detection performance distribution pl

ot

그림 4의 왼쪽은 Unity 게임엔진을 통해 구성한 

음향 탐지 성능 분포도이다. 가로, 세로 25km 길

이의 가상 해역을 설정하고 임의의 70개의 지점에 

탐지 반경이 1.5~2.5km가 되도록 하였다. 그림 4

의 오른쪽을 보면 실제 음향 탐지 성능 분포도와는 

다르게 에이전트인 비행체가 접근할 지점을 직접 

구 모양으로 생성한 것을 볼 수 있다. 또한 이 지점 

바로 아래 탐지 영역을 나타내는 하얀색 원을 두었

다.

그림 4. Unity 엔진으로 만든 음향탐지 성능 분포도

Fig. 4. Acoustic detection performance distribution c

hart made with Unity engine

그림 5. 탐지 영역 확보

Fig. 5. Securing the detection area

에이전트가 비행 지점에 접근할 시 그림 5처럼 

목표지점 아래 탐지 영역이 파란색으로 바뀌며 해

당 해역에서 파란 영역만큼의 탐지 영역을 확보하

였다는 것을 시각적으로 나타내었다. 또한, 오른쪽 

아래에 미니맵을 두어 전체적인 시각으로 볼 수 있

게 하였다.

2.2 보상 설계

강화학습에서는 일정한 스텝 주기의 에피소드마

다 에이전트가 행동을 하고 이에 따라 변화된 환경

이 에이전트에게 보상을 전달하게 되며 에이전트

는 다시 보상을 최대화하는 방향으로 행동을 하게 
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된다. 따라서 에이전트의 비행 목표에 맞게 학습 

방향을 지정할 수 있도록 적절한 보상을 설계하는 

것이 매우 중요하다. 

본 연구의 에이전트 비행체는 목표지점에 최단 

시간 도달하여 최적 배치의 요건을 충족해야 한다. 

목표지점에 최단 시간에 다가가는 것을 우선적으

로 고려한 보상설계 기준(알고리즘)은 다음과 같

다.

[1] Distance = 

   (목표지점 벡터 - 에이전트 위치 벡터).magnitude

[2] if (Distance < 1f)

   보상 10 부여

[3] else if (Distance > 90f) 

   보상 -100 부여 & Done()

[4] else

   보상 = 이전 거리 - 현재 거리

1번은 목표지점과 에이전트 사이의 벡터 크기, 

즉 거리를 나타내는 것으로 이를 통해 목표지점과 

에이전트 사이의 위치 상황을 계속해서 비교할 수 

있다. 2번의 상황처럼 벡터 크기가 목표지점인 구

의 반지름과 일치할 시, 즉 에이전트가 목표지점에 

도달할 시 보상 10을 받음을 의미한다. 3번의 상황

은 벡터 크기가 90을 넘어가 목표지점과 에이전트

의 거리가 멀어지면 음의 보상인 -100을 받고 에

피소드를 종료하여 다음 에피소드로 넘어감을 의

미한다. 4번은 에이전트가 목표지점에 매 스텝마다 

다가갈 수 있게 하기 위한 것으로 에이전트와 목표

지점의 이전 거리와 현재 거리의 차를 보상으로 주

어 거리 차가 점점 커지게, 즉 목표지점과 에이전

트가 가까워지도록 행동하게 한다.

2.3 학습의 에피소드 진행

Unity를 통해 생성한 환경과 보상 설계를 바탕

으로 여러 번의 에피소드 진행을 통해 에이전트를 

학습시키는 알고리즘은 다음과 같다.

[1] 가로, 세로 25km 해역 내에 탐지 반경이 1.5~2.

5km가 되는 목표지점 후보 70개를 임의의 지점에 

배치한다.

[2] 에이전트를 해역 외부의 임의의 지점에 위치시키

고 위치를 저장한다.

[3] 에이전트와 가장 가까운 목표지점을 탐색하고 에

이전트를 이동시킨다.

[4] 에이전트가 첫 번째 목표지점에 도달할 경우 보

상을 부여하고 그 지점의 반경 내에 있는 다른 목

표지점들을 모두 제거한다.

[5] 다음 목표지점의 탐지 반경을 고려하여 목표지점

을 탐색하고 에이전트를 이동시킨다.

[6] 에이전트가 다음 목표지점에 도달할 경우 보상을 

부여하고 그 지점의 반경 내에 있는 다른 목표지

점들을 모두 제거한다.

[7] 5번, 6번을 반복한다.

[8] 목표지점이 5개가 되었을 경우 에피소드를 종료

하고 1번부터 다시 새로운 에피소드를 진행한다.

 

에이전트는 해역의 외부의 임의의 지점에 생성 

되어 내부의 목표지점에 도달하면서 탐지 영역을 

늘려나간다. 3번에서 에이전트를 이동시킬 때 가장 

중요한 점은 최단 거리로 이동을 해야 한다는 것이

다. 이를 위해 에이전트와 가장 가까운 첫 번째 목

표지점을 탐색하여 이동하였다. 그리고 5번부터 목

표지점을 탐색할 때는 최단 거리와 더불어 최대 탐

지 영역에 대한 고려도 함께 수행되어야 한다. 4번

과 6번에서 목표지점에 도달할 경우 그 지점 반경 

내에 있는 다른 목표지점들을 제거하는 의미는 그

림 6의 상황 때문이다. 최대 탐지 영역을 확보한다

는 것은 탐지 영역 간에 서로 겹치는 부분이 없이 

많은 영역을 확보함을 의미한다. 그림6과 같이 탐

지 영역 간에 서로 겹치는 부분이 존재하면 겹치는 

영역만큼 손해를 보게 된다.
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그림 6. 탐지 영역이 겹치는 경우

Fig. 6. When detection areas overlap

최대 탐지 영역을 확보한다는 것은 탐지 영역 간

에 서로 겹치는 부분이 없이 많은 영역을 확보함을 

의미한다. 그림6과 같이 탐지 영역 간에 서로 겹치

는 부분이 존재하면 겹치는 영역만큼 손해를 보게 

된다. 따라서 에이전트가 첫 번째 목표지점에 도달

함과 동시에 탐지 영역을 손해보지 않으면서 최단 

거리로 이동할 수 있는 두 번째 목표지점으로 이동

하게 해야 최적 배치를 달성할 수 있다. 다음 두 번

째 목표지점을 선택하는 방법은 다음과 같다.

그림 7. 최대 탐지 영역, 최단 거리 목표지점 도출

Fig. 7. Deduction of maximum detection area and 

shortest distance target point

첫 번째 목표지점 t1의 반경 a와 두 번째 목표지

점 t2의 반경 b의 합이 t1과 t2 사이의 거리인 c보

다 작거나 같으면 탐지 영역의 손해를 보지 않을 

수 있다. 이러한 나머지 두 번째 지점의 후보들 중

에서 c의 값이 가장 작은 지점을 고르면 최단 거리

로 이동할 수 있다. 

따라서 에피소드의 5번부터는 이러한 알고리즘

을 따라야 최적 배치를 달성할 수 있다. 

3. 강화학습 알고리즘

3.1 정책기반 심층 강화학습 

강화학습의 목적은 에이전트가 보상을 극대화 

하는 방향으로 학습을 진행하는 것이다. 보상을 나

타내기 위해서 시간 스텝  이후 미래에 얻을 수 있

는 보상 
 

와 감가율 의 총합인 반환 값 

를 식 (1)로 나타낼 수 있다. 이 반환 값을 정책 

로 생성되는 궤적 의 확률밀도함수인  의 기

댓값으로 나타내면 식 (2)의 목적함수 로 나타

낼 수 있다.

  
  



     

  ∼  
  




 

 

정책(policy)이란 누적된 보상을 가장 많이 획득

하기 위해 각 상태에서 어떤 행동을 취할 것인가를 

나타내는 조건부 확률 밀도 함수로   로 나

타낸다. 따라서 반환 값의 기댓값인 목적함수 

를 최대로 만드는 정책 



을 구하는 것이 정

책기반 강화학습의 목적이고 정책이 로 파라미터

화 되었다면 최적의 를 계산하는 것과 동일한 의

미이다. 정책이 로 파라미터화 될 때 심층 신경망

(deep neural network)을 통해 결정되며 이를 정

책기반 심층 강화학습이라고 한다. 목적함수 

를 최대로 만드는 를 구하기 위해 를 로 미

분한 ∇를 로그-정책 그래디언트로 정의하여 

식 (3)으로 나타낸다. 목적함수 그래디언트를 통해 

경사상승법(gradient ascent)으로 정책의 파라미

터 를 업데이트하는 과정 (4)를 정책 그래디언트

(policy gradient)라고 한다.

∇  
  



∇log ∣  

  ∼  ∼   ∣ 
   

 
 



 ←   ∇ 

식 (3)에서 
 

 
는 행동 가치(action- 
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value) 함수로 어떤 상태변수 에서 행동 를 선

택하고 이후 정책 에 의해 행동이 가해졌을 때 

기대할 수 있는 미래의 반환 값을 의미한다. 행동

가치 함수는 정책이 실현되는 시간 스텝 t 에서의 

기댓값이기 때문에 목적함수 그래디언트 ∇를 

계산할 때 에피소드가 끝날 때까지 기다릴 필요가 

없는 장점이 있다.

3.2 DDPG 알고리즘

DDPG 알고리즘은 액터(actor) 신경망이 행동

을 계산하고 크리틱(critic) 신경망이 행동 가치를 

계산하여 행동을 개선하는 알고리즘이다[9]. 액터 

신경망은 에이전트가 어떻게 행동해야 하는지를 

알려주는 신경망으로 정책 신경망이라고 부르기도 

한다. 그리고 크리틱 신경망은 액터 신경망을 통해 

도출된 행동을 평가하는 역할을 하고 가치 신경망

이라고 부르기도 한다. 

DDPG와는 다르게 가치기반 심층 강화학습을 

토대로 하는 Deep Q-Network(DQN)[3] 알고리

즘은 각 뉴런의 출력이 하나의 행동에 대한 행동 

가치를 나타내기 때문에 이산적 행동의 문제를 적

용하기에 적합하다[10]. 반면 액터-크리틱 구조는 

액터 신경망의 확률밀도함수인 정책 근사 함수를 

통해 연속적인 행동을 나타내는데 용이하므로 연

속적 행동의 문제에 적용하기 좋다.

그러나 드론의 제어와 같은 연속공간의 행동변

수를 이용할 경우 정책 신경망의 출력인 

  를 임의의 확률밀도함수로 두면 신경망에 

무한개의 뉴런 수가 필요하므로 실제로 적용하기 

어렵다. 따라서 DDPG에서는 정책 신경망이 연속

공간 행동변수일 경우 확률밀도함수 



를 계

산하는 대신 행동 그 자체를 계산한다. 이를 통해 

주어진 상태변수 값에서 행동변수의 값을 심층

(deep) 신경망을 통해 확정적(deterministic)으로 

계산할 수 있다. 그렇게 되면 출력 층 뉴런 개수는 

더 이상 무한하지 않으므로 실제로 적용을 할 수 

있게 된다. 따라서 본 논문에서는 DDPG 알고리즘

을 적용하여 강화학습을 수행하였다.

그림 8. DDPG 알고리즘 구조

Fig. 8. Structure of DDPG Algorithm

DDPG의 특징은 3가지가 있다. 먼저 학습할 때 

사용하는 궤적 데이터가 시간적으로 상관되어 그

래디언트가 편향되는 것을 방지하기 위해 경험 리

플레이(experience replay)방식을 사용한다. 이

는 에이전트의 경험을 학습에 바로 사용하지 않고 

그림 8처럼 리플레이 버퍼에 저장해 두었다가 버

퍼에서 샘플을 무작위로 N개 추출하는 방식이다. 

다음으로 타겟 액터 신경망과 타겟 크리틱 신경망

을 생성하는 것이다. 크리틱 신경망이 업데이트될 

때 식 (5)의 손실함수를 이용하는데 이때 식 (6)의 

시간차 타겟(TD-Target)이 영향을 받아 변한다.

  



  



  ∅   
 


 

 ∅
  

 
  

 

이렇게 되면 타겟이 계속 바뀌어 안정적인 학습

이 불가능하다. 따라서 타겟 액터 신경망과 타겟 

크리틱 신경망을 따로 두어 본 신경망의 파라미터

를 천천히 따라가도록 한다. 

마지막으로 행동에 노이즈 를 도입하는 것이
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다. 본래 행동에 무작위성이 있어 주어진 환경을 

제대로 탐색해야 하지만 DDPG는 확정적 정책을 

사용하기 때문에 정책이 획일적이다. 이를 해결하

기 위해 행동에 Orstein-Uhlenbeck 노이즈를 도

입하여 식 (7)과 같은 정책을 사용한다.

       

4. 학습 및 학습 결과

4.1 학습

본 논문에서는 액터 신경망과 크리틱 신경망, 학

습 방법과 저장을 모두 Python의 Tensorflow를 

통해 구현하였으며 이 Python 코드는 Unity를 통

해 구성한 환경 및 에이전트와 통신하며 학습이 이

루어진다.

 

그림 9. 액터 신경망의 구조

Fig. 9. Structure of Actor Network

학습에 사용한 액터 신경망은 그림 9의 구조를 

갖는다. 입력층의 상태 변수는 앞서 언급한 드론의 

상태에 대한 3가지 벡터와 각각 x, y, z축을 합하여 

9가지가 된다. 은닉층은 2개가 존재하는데 모두 완

전 연결층으로 각각 128개의 뉴런을 갖고 활성화 

함수로 ReLU를 사용하였다. 출력층은 활성화 함수 

tanh를 지나 x, y, z축으로 이동하는 행동 하나를 

출력하며 이는 에이전트의 움직임이 될 것이다. 

에이전트의 상태를 통해 액터 신경망이 행동을 

출력하면 크리틱 신경망이 이 행동에 대한 가치를 

평가한다. 크리틱 신경망의 학습에 의해 출력되는 

행동 가치는 액터 네트워크의 파라미터를 업데이

트 하기 위한 목적함수로 사용된다. 학습에 사용한 

크리틱 신경망은 그림 10의 구조를 갖는다.

그림 10. 크리틱 신경망 구조

Fig. 10. Structure of Critic Network

에이전트의 상태 변수를 입력으로 128개의 뉴

런을 가진 완전 연결층을 지난다. 이는 행동과 결

합되어 다시 128개의 뉴런을 가진 완전 연결층 2

개를 지난다. 완전 연결층의 활성화 함수는 모두 

ReLU이며 출력층은 활성화 함수 없이 행동 가치

를 출력한다. DDPG의 학습에 사용한 DDPG 알고

리즘의 하이퍼 파라미터는 표 2와 같다.

표 2. DDPG 알고리즘의 하이퍼 파라미터

Table 2. Hyper Parameter of DDPG Algorithm

Parameter Description Value

ACTOR_LR actor learning rate 0.0001

CRITIC_LR critic learning rate 0.001

TAU target update rate 0.001

DC discount factor 0.99

Buffer Size replay buffer size 60000

MiniBatch batch size 128

Episode episode length 500
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4.2 학습 결과

학습이 진행되면서 300 에피소드까지는 타겟에 

찾아가지 못하고 이상한 방향으로 향하며 에피소

드가 빠르게 종료되는 모습을 보였으나 이후 그림 

11의 상황처럼 타겟에 최초로 도달했다.

그림 11. 최초로 타겟에 도달

Fig. 11. Reach the first target 

이후 보상을 높이는 방향으로 학습을 거듭하여 

그림 12의 상황에서처럼 순차적으로 여러 개의 타

겟에 도달하는 모습을 보여주었다. 

그림 13과 같이 에이전트가 해역을 비행하며 

70개의 타겟 후보들 중 최적 배치를 달성하기 위한 

지점들만 통과한 것을 확인할 수 있고 탐지 영역을 

확보한 모습을 보면 겹치는 영역 없이 최단 거리에 

있는 지점을 따라 비행하였음을 알 수 있다. 이는 

최적 배치의 요건인 최단시간, 최대 탐지 영역으로 

소노부이를 배치하는 자율 비행체를 구현하였음을 

의미한다. 결국, 스텝이 모두 지나거나 이상한 방

향으로 가서 에피소드가 종료되는 일 없이 그림 13

의 상황처럼 5개의 타겟에 모두 도달하며 에피소

드가 종료되는 모습을 볼 수 있었다. 그림 12. 여러 개의 타겟에 도달

Fig. 12. Reach multiple targets
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그림 13. 5개의 타겟에 도달하고 에피소드 종료

Fig. 13. Reach 5 targets and end the episode
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그림 14. 보상 값 변화 

Fig. 14. Reward value change

그림 14의 그래프를 보면 300 에피소드까지는 

보상 값이 저조하다가 이후로 높아져서 타겟을 지

나치고 있다는 것을 알 수 있다. 또한 탐지 영역을 

확보한 모습을 보면 겹치는 영역 없이 최단 거리에 

있는 지점을 따라 비행하였음을 알 수 있다. 이는 

소노부이의 최적 배치를 달성하였음을 나타낸다.

5. 결론

본 논문에서는 Unity 게임엔진을 통해 음향 탐

지 성능 분포도를 모사한 환경을 구성하고 Unity 

ML-Agents를 통해 외부에서 Pyhton(Tensorflow)으로 

작성된 DDPG 알고리즘과 통신하며 강화학습을 

진행하였다. 학습의 대상인 에이전트 비행체는 드

론으로 설정하였으며 보상 값을 높이는 학습 결과

를 도출하기 위해 타겟으로 접근하는 적절한 보상 

설계를 하였다. 학습 결과 에이전트가 해역을 비행

하며 70개의 타겟 후보들 중 최적 배치를 달성하기 

위한 지점들만을 통과하였다. 이는 최적 배치의 요

건인 최단 시간, 최대 탐지 영역으로 소노부이를 

배치하는 자율 비행체를 구현하였음을 의미한다. 

향후 바다는 점점 더 많은 국가들이 뒤엉킨 복잡

한 전장이 될 것이다. 바다의 소음 준위가 높아지

면 적 잠수함을 탐지하기는 더욱 어려워지기 때문

에 이를 보완할 기술개발이 매우 시급한 과제이다. 
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향후 더 발전된 환경에서 개선된 알고리즘으로 소

노부이의 성능 및 배치 효과를 극대화할 수 있는 

연구를 수행할 계획이다.
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