
1. 서론

제4차 산업 시대에 진입하면서 가상 자산으로 암호화

폐가 크게 각광받고 있다. 암호화폐 중 가장 먼저 발행

된 비트코인은 전 세계에 분산되어 있는 사용자들 간의 

네트워크를 통해 peer-to-peer 방식으로 거래를 수행

한다. 이는 중앙 금융 기관을 거치는 신뢰 기반의 거래 

방식에서 벗어나 더욱 안전한 거래가 보장되고 금융

수수료를 요구하지 않는다는 장점을 가진다. 비트코인은 

시가총액이 이제 8225억 달러에 달한다[1]. 이 같이

비트코인 가격 예측을 위한 LSTM 모델의

Hyper-parameter 최적화 연구

김준호1, 성한울2*

1상명대학교 게임전공 학생, 2상명대학교 게임전공 조교수

A Study on the Hyper-parameter Optimization of Bitcoin Price 

Prediction LSTM Model

Jun-Ho Kim1, Hanul Sung2*

1Student, Department of Game Design and Develpment, Sangmyung University
2Assistant Professor, Department of Game Design and Develpment, Sangmyung University

요  약  비트코인은 정부나 금융기관에 의존되어 있지 않은 전자 거래를 지향하며 만들어진 peer-to-peer 방식의 

암호화폐이다. 비트코인은 최초 발행 이후 거대한 블록체인 금융 시장을 생성했고, 이에 따라 기계 학습을 이용한 

비트코인 가격 데이터를 예측하는 연구들이 활발해졌다. 그러나 기계 학습 연구의 비효율적인 Hyper-parameter 

최적화 과정이 연구 진행에 있어 비용적인 측면을 악화시키고 있다. 본 논문은 LSTM(Long Short-Term 

Memory) 층을 사용하는 비트코인 가격 예측 모델에서 가장 대표적인 Hyper-parameter 중 Timesteps, LSTM 

유닛의 수, 그리고 Dropout 비율의 전체 조합을 구성하고 각각의 조합에 대한 예측 성능을 측정하는 실험을 통해 

정확한 비트코인 가격 예측을 위한 Hyper-parameter 최적화의 방향성을 분석하고 제시한다.

주제어 : 비트코인, 암호화폐, LSTM, 딥러닝, 기계학습, 데이터 예측, 최적화

Abstract  Bitcoin is a peer-to-peer cryptocurrency designed for electronic transactions that do not 

depend on the government or financial institutions. Since Bitcoin was first issued, a huge 

blockchain financial market has been created, and as a result, research to predict Bitcoin price 

data using machine learning has been increasing. However, the inefficient Hyper-parameter 

optimization process of machine learning research is interrupting the progress of the research. In 

this paper, we analyzes and presents the direction of Hyper-parameter optimization through 

experiments that compose the entire combination of the Timesteps, the number of LSTM units, and 

the Dropout ratio among the most representative Hyper-parameter and measure the predictive 

performance for each combination based on Bitcoin price prediction model using LSTM layer.

Key Words : Bitcoin, Cryptocurrency, LSTM, Deep-learning, Data Prediction, Optimization

Journal of The Korea Convergence Society

Vol. 13. No. 4, pp. 17-24, 2022
e-ISSN 2713-6353 

DOI : https://doi.org/10.15207/JKCS.2022.13.04.017

*Corresponding Author : Hanul Sung(hanul.sung@smu.ac.kr)

Received January 13, 2022

Accepted April 20, 2022

Revised April 6, 2022

Published April 28, 2022



한국융합학회논문지 제13권 제4호18

규모가 거대하고, 시장에서 영향력이 높은 암호화폐들이 

비트코인에 이어 파생되었기 때문에 비트코인의 가격 

정보 데이터는 암호화폐 시장 가치를 가장 직관적으로 

보여주고 있고, 시장 내에 존재하는 다른 암호화폐들은 

비트코인 가격의 움직임에 크게 영향을 받는다. 이처럼 

비트코인의 가격 데이터는 암호화폐 시장 자체의 가치

와 직결되기 때문에 비트코인 가격 데이터를 예측하는 

것은 암호화폐 시장의 효용성과 미래 가치를 파악할 수 

있는 가능성을 제공한다.

비트코인 가격 데이터 예측은 주가 데이터 예측과

상당부분 유사한 점이 존재한다. 그러나 많은 규제와

중앙 금융 기관의 개입이 이루어지는 주식 거래와는

달리 암호화폐 거래는 변동성이 매우 강하고 투기성

거래가 존재하는 특성을 가지면서 규제나 기관의 개입이

없기 때문에 거래자들이 높은 위험부담에 노출된다는 

차이점을 가진다. 따라서 비트코인 가격 데이터를 예측

하는 것은 시장 전체의 미래 가치를 측정하는 것 외에도 

거래자들이 더욱 안정적이고 적극적인 거래를 할 수

있도록 도울 수 있다.

과거에는 기술적 한계가 있어 사용이 제한적이었던 

여러 신경망과 모델들이 이제는 개선을 통해 적용 가능한

분야가 확대되자 데이터 예측 분야에서도 기계학습이 

많이 사용되고 있다. 기계학습을 기반으로 한 비트코인 

가격 데이터 예측 연구도 활발하게 이루어지고 있다. 비

트코인은 시간적 특성을 가지는 시계열 데이터로 분류

되며, 시계열 데이터 예측 연구에 주로 사용되는 Long 

Short-Term Memory (LSTM) 모델이 비트코인 예측 

연구에 많이 활용되고 있다. LSTM 모델을 이용하여

비트코인 예측을 기반으로 한 투자 전략을 평가하거나[2],

비트코인 가격 데이터뿐만 아니라 암호화폐 시장으로부터

파생된 외부의 뉴스 데이터를 더하여 비트코인의 예측 

모델을 개량하는 연구가 진행되었다[3]. 또한, 비트코인 

가격 데이터를 실험 데이터로 활용하여 Recurrent 

Neural Network (RNN) 예측 모델과 LSTM 예측 모델의

예측 정확도를 산출하고 두 가지 예측 모델의 성능을

분석한 연구가 이루어졌다[4]. 

기계학습 기반의 데이터 예측은 사용자가 직접 정하는

모델 설정 값인 Hyper-parameter에 따라 예측 성능이 

크게 달라진다. 예측 모델은 설정 값에 따라 학습의 방법

과 학습 정도가 크게 변화하기 때문에 Hyper-parameter

를 적정 값으로 조정하는 최적화 과정이 매우 중요하다.

최적의 Hyper-parameter 조합을 찾기 위해서는

모든 Hyper-parameter의 조합으로 실험을 진행해야

한다. 하지만 이러한 방식은 비용적 측면에서 현실적으로

불가능에 가깝다. 이러한 한계 때문에, 기존의 연구들은 

중요한 Hyper-parameter를 몇 가지 선정하고 하나의 

Hyper-parameter의 최적 값을 찾고 다음 Hyper-

parameter의 최적 값을 찾는 방식을 사용한다. 하지만 

이러한 방식으로는 항상 최적의 조합을 찾을 수 있다고 

보장하기 어렵다는 문제가 있다.

이러한 문제를 해결하기 위하여, 본 논문에서는 최적의

Hyper-parameter를 찾을 수 있도록 Hyper-parameter

조합에 따른 예측 성능 변화의 경향을 분석하여 최적화 

방향성을 제안한다.  비트코인 가격 데이터를 학습 데이터

로 사용하고 LSTM 신경망을 적용한 모델에서 Timesteps,

LSTM 유닛의 수, Dropout 층의 비율이라는 세 가지 

주요 Hyper-parameter를 조정하는 실험을 통해 각

Hyper-parameter 조합의 예측 성능을 측정하고 높은 

성능을 보이는 조합의 경향을 분석한다.

2. 배경 지식

2.1 순환 신경망

비트코인 데이터들은 기본적으로 시간 순으로 수집

되는 시계열 데이터이다. 이러한 시계열 데이터 예측에는

보통 내부 순환 구조를 포함한 순환 신경망 (RNN)을

이용한다[5]. 순환 신경망은 입력 값에 대한 결과 값과 

함께 현재 모델의 상태를 계산하고, 다음 시점에서 해당 

상태를 입력 값과 함께 입력하여 또 다른 결과 값과 상

태를 얻어내는 방식을 사용한다. 신경망은 역전파 과정

에서 기울기에 learning rate를 적용한 수치만큼 가중

치를 조정하여 가중치를 업데이트하지만 RNN에서 역

전파는 tanh 함수 연산과 행렬 곱 연산을 거치기 때문

에 역전파 과정이 반복될수록 기울기 소실 또는 기울기 

폭발 문제가 발생할 수 있다. 이런 문제를 해결하기 위

해 LSTM 신경망은 이전 Timestep으로부터 전달받은 

상태를 조정할 수 있는 게이트들을 추가해 RNN을 개선

하였다[6].

2.2 Hyper-parameter

Hyper-parameter는 사용자가 높은 데이터 예측을 

위해 모델링에서 직접 설정해주는 값이다. Hyper-
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parameter의 조합에 따라 데이터 예측 성능이 달라지기

때문에 사용자에게 Hyper-parameter의 적절한 설정이

요구된다. 

Hyper-parameter들에는 대표적으로 모델의 출력 

값과 실제 값에 대한 오차를 연산하는 방식에 대한 손실

함수와 모델의 훈련 과정에서 손실함수 값의 수치를

최소화시키기 위한 가중치를 변경해주는 optimizer가 

존재한다. 또한 optimizer가 가중치를 찾는 과정에서 

하강하게 되는 기울기의 정도를 설정하는 learning 

rate가 있으며, 모델을 구성하여 훈련 과정의 데이터

입출력을 연산하는 층의 수, 그리고 해당 층들의 유닛 

수가 존재한다. 지나치게 훈련 데이터에만 최적화되거나 

훈련 정도가 약해 실질 데이터에서 유효한 예측을 하지 

못하게 되는 경우인 과적합을 막기 위해 유닛들을 일정 

비율만큼 배제하여 훈련시키는 Dropout 층의 비율, 

입력 값을 특정한 비선형 구조로 조정하여 출력해주는 

활성화 함수, 모델 학습 과정의 반복횟수를 결정하는 

epoch, 그리고 한 번의 훈련에서 훈련 데이터를 얼마나 

나누어 학습시킬 지를 결정하는 batch size가 있다[7]. 

Timesteps는 모델에 입력되는 데이터의 input 

sequence의 길이다. 순환 신경망은 이전의 상태를

포함하여 예측 연산을 진행하고 출력 값을 산출하기

때문에, 사용자는 이전 시계열의 어느 시점까지의 데이터

를 입력시킬 것인지에 대한 Timesteps를 직접 설정해 

준다.

3. 동기

LSTM 모델에서의 대표적인 세 가지 Hyper-parameter

로는 입력 시퀀스의 길이를 나타내는 timesteps, LSTM 

층의 내부 유닛(노드) 수, 과적합을 막기 위한 Dropout 

층의 비율이 있다. LSTM 모델과 같이 시계열 데이터를 

다루는 순환 신경망들은 얼마나 과거의 데이터까지

고려하여 학습을 진행하는 지가 학습에 큰 영향을 주기 

때문에 timesteps 최적화의 중요도가 크다. 또한, 신경

망들은 신경망 내부의 은닉층의 유닛 수에 따라 학습의 

정도가 달라진다. LSTM 모델에서는 LSTM 층의 유닛 

수가 이에 해당된다. 마지막으로 Dropout 층의 비율은 

모델이 과도하게 훈련 데이터에만 치중되어 학습되지 

않도록 입력되는 값들을 얼마나 제거할 것인지를 결정

한다. 해당 Hyper-parameter들을 적정 값으로 설정하지

않은 경우에는 예측 값에서 크게 차이가 발생한다.

Fig. 1은 LSTM 모델에서 LSTM 유닛의 수와 

Dropout의 비율이라는 두 가지 Hyper-parameter를 

임의로 지정하여 예측한 값을 시각화한 것이다. LSTM 

유닛의 수와 Dropout의 비율을 각각 300과 0.05, 10

과 0.3, 2와 0.5로 설정하여 예측 값을 산출한 뒤 실제 

비트코인 가격 데이터와 비교하였다. Fig. 1에서 볼 수 

있듯이, 300/0.05는 예측 값이 실제 데이터와 유사하지

만, 10/0.3과 2/0.5는 실제 데이터와 상당히 다른 예측 

값을 보인다. 이를 통해, Hyper-parameter의 조정이 

LSTM 예측 정확성에 얼마나 큰 영향을 미치는 지 확인

할 수 있고, 이는 Hyper-parameter 최적화의 중요성

을 직접적으로 보여준다.

Fig. 1. Predicted values according to various 

Hyper-parameter settings

최적의 Hyper-parameter를 설정해주기 위해서는 

모든 수치들을 대입하면서 최소 오차를 산출하는 조합

을 찾아야 한다. 그러나 직접 적정 수치들을 하나씩 대

입시키면서 최소 오차를 산출하여 탐색해나가는 방식을 

사용하기 때문에 비용 면에서 비효율적이다. 

이를 해결하기 위하여, 기존 연구들에서는 하나의 

Hyper-parameter에 대한 최적 값을 먼저 결정한 후, 

그 Hyper-parameter를 해당 최적 값으로 고정하고

같은 방식으로 나머지 Hyper-parameter의 최적 값을 

하나씩 결정하는 방법을 사용한다. 하지만 해당 방식은 

여러 Hyper-parameter가 동시에 변화할 때의 오차 값

을 고려하지 못하는 한계를 가진다. [8]은 입력 시퀀스

의 길이와 은닉층 유닛의 수를 조정 대상으로 결정하고 

Hyper-parameter 최적화를 실시했다. 먼저 은닉층 유

닛의 수에 대한 최적화를 진행하고 얻은 최적 값으로 유

닛의 수를 고정한 후 입력 시퀀스 길이에 대한 최적화를 

진행했다. 다른 은닉층 유닛 수로 설정했을 때의 입력 
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시퀀스 길이 최적화 과정을 확인할 수 없기 때문에 이것

이 진짜 적정 값인지 보장할 수 없다.

이를 확인해보기 위해 LSTM 유닛 수를 4, 8, 12, 16, 

20으로 나누고 Dropout 비율을 0.5, 1, 1.5, 2. 2.5로 

나눈 후 LSTM 유닛 수의 최적 값을 먼저 찾고 해당 값

을 적용시킨 후 Dropout 최적 값을 찾는 방식으로 비

트코인 가격 데이터 예측 실험을 간단하게 진행한 결과 

각각의 최적 값이 16과 0.05로 나타났지만, 해당 조합

수를 모두 실험하였을 때의 최소 오차를 산출하는 조합

은 4와 0.15로 차이를 보이며, 모든 조합수를 실험하였

을 경우의 예측 성능이 더욱 높은 경우가 발생할 수 있

음을 그림 2를 통해 확인할 수 있었다.

그러나 여러 Hyper-parameter를 동시에 조정하는 

경우에는 설정한 Hyper-parameter의 수치 기준 조합 

수에 따라 실험에 사용되는 비용이 커질 수밖에 없다는 

문제가 존재한다. 예를 들어, 세 가지 Hyper-parameter

를 10가지 기준에 따라 최적화한다면 총 1000번의

실험을 거쳐야 한다. 이는 Hyper-parameter의 종류나 

수치 기준이 많아질수록 최적화가 현실적으로 불가능하

도록 만든다.

이를 간소화하기 위해 베이지안 최적화 같은 방식의 

자동 Hyper-parameter 최적화도 사용되고 있지만, 

[4]에서는 실험을 통해 베이지안 최적화로 찾은 

Hyper-parameter 최적 값이 항상 가장 높은 예측

성능을 보인다고 보장할 수 없음을 한계점으로 언급하

였다.

Fig. 2. Predicted values according to the 

Hyper-parameter optimization approach

위와 같은 이유로, Hyper-parameter 최적화를

진행할 때 조정하는 대표적인 Hyper-parameter들의 

조합에 대한 예측 성능을 미리 분석하고 해당 

Hyper-parameter 최적화의 경향을 알 수 있다면 모든 

조합수를 실험할 필요 없이 성능이 높을 것으로 예상되

는 조합에서부터 최적화를 진행하여 최적의 모델 성능

으로 개선하는 데 드는 비용을 절감할 수 있다.

4. 관련 연구

암호화폐 데이터 연구에서 기계학습을 이용하는 연구는

다음과 같이 꾸준히 진행되고 있다.

암호화폐들의 가격 데이터 간의 연관성을 상관계수를 

통해 분석하고 회귀 모델에 적합한 암호화폐를 제시하

는 연구[9]나 암호화폐 시장에 영향을 미치는 외부 요인

으로 뉴스 데이터를 선정하여 암호화폐 가격을 예측하

는 방법을 분석하는 연구 [10,11]가 진행되었다. 가격 

데이터뿐만 아니라, [12]와 같이 비트코인의 가치에 부

정적 영향을 미치는 비트코인 트랜잭션 처리 지연에 대

한 대비책으로 비트코인 트랜잭션 수를 예측하는 모델

을 설계하는 연구처럼 암호화폐 자체의 특성에 대한 연

구도 활발히 이루어졌다.

이러한 기존 암호화폐 데이터 예측 연구들은 순환

신경망이나 이를 개선한 LSTM 신경망을 이용한 모델을 

설계하거나 해당 신경망이 사용된 기계학습 모델을

선정하여 실험을 진행하는 경우가 많으며, 해당 실험

과정에선 통상적으로 Hyper-parameter 최적화가

진행된다.

[13]은 비트코인 관련 기사들에서 수집할 수 있는

감성 정보를 통해 비트코인의 가격 등락을 예측하는

모델을 설계한다. 모델을 설계하는 과정에서 은닉층의 

유닛 수를 8가지로 나누어 조정하고 그 중 가장 최적의 

예측 성능을 보이는 경우를 채택하였다. 이 논문에서는 

은닉층의 유닛 수라는 한 가지 Hyper-parameter에

대해서만 직접적인 Hyper-parameter 최적화가 수행

되었다.

[5]는 비트코인 트랜잭션 수 예측을 위한 LSTM 모델을 

설계하는 과정에서 하나의 Hyper-parameter에 대한 

최적 값을 결정한 뒤, 다른 Hyper-parameter의 최적 

값을 탐색하는 방식을 사용한다. 구성한 LSTM 모델의 

은닉층의 유닛 수를 6가지로 나누어 실험을 진행하고, 

가장 최적의 유닛 수에서 Sequence length를 7가지로 

나누어 실험하여 최적의 모델을 설계한다. 해당 논문에

서는 하나의 은닉층의 유닛 수에서 Sequence length를
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조정하는 실험만 진행하였기 때문에 모든 Hyper-

parameter 수치 조합의 예측 성능을 판단하기 어렵다.

[14]은 무작위 탐색을 통한 Hyper-parameter

최적화 효율성을 분석하여 기존에 Hyper-parameter 

최적화 방식으로 사용되던 그리드 탐색이나 휴리스틱한 

방법, 경험 법칙에 의해 결정되는 수동탐색과 비교하였다.

[15]는 물리탐사 분야에 기계학습을 적용시킨 암상 

분류 모델에 베이지안 최적화 방식을 채택하여 Hyper-

parameter 최적화 효율성을 분석하고 그리드 탐색,

무작위 탐색에 대해 비교하는 실험을 진행하였다. [16]은

베이지안 최적화 방식의 다소 비싼 계산 비용을 최소화

하고자 Hyper-parameter 최적화 과정을 가속화하는 

여러 확장 가능한 알고리즘을 도출하는 연구를 진행하

였다.

5. 실험 설계 및 환경

Hyper-parameter 최적화 방향성을 제시하기 위하여, 

Hyper-parameter 조합들의 예측 성능을 측정하고 

Hyper-parameter 최적화 경향을 도출하는 실험을

진행한다. Hyper-parameter 최적화 경향을 도출하기 

위해, LSTM 신경망을 사용하여 기준 LSTM 모델을

설계하고 Hyper-parameter들을 조합에 따라 조정하는

과정을 통해 실제 값과 예측 값의 오차를 구한다.

5.1 데이터 수집 및 정규화

본 논문에서는 업비트 거래소[17]에서 제공하는 오픈 

API와 python을 사용하여 2017년 10월 28일부터 

2022년 3월 7일까지의 비트코인 가격 데이터 중 일봉 

데이터를 수집하여 사용하였다. 일봉 데이터 중에서

가격 데이터로는 실질적으로 거래가 끝난 최종 가격인 

종가 데이터를 사용하였다.

5.2 실험 데이터

수집한 총 데이터는 아래 Table 1과 같이 목적에

맞게 분할했다. 예측 실험에 사용하기 위해 전체 데이터를

초기부터 70%, 10%, 20%로 나누어 각각 모델을 학습

시킬 훈련 데이터, 모델이 훈련 데이터가 아닌 데이터에 

대해서 어느 정도의 예측 성능을 보이는 지 파악하기 위한

검증 데이터, 실제 예측 성능을 판단하기 위한 시험

데이터로 할당하였다.

Table 1. Period and number of data collected

Period Number of data

Training Data
2017-10-28 ~ 

2020-11-14
1114

Verification 

Data

2020-11-15 ~ 

2021-04-22
139

Test Data
2021-04-23 ~ 

2022-03-07
319

5.3 모델 설계 및 실험 환경

본 논문에서는 실험을 위하여 LSTM 층, Dropout 층,

Dense 층으로 구성된 Sequential Model을 구성

하였다. Hyper-parameter 조정 실험의 대상으로 

선정된 Timesteps, LSTM 유닛의 수, Dropout의 

비율은 변경 가능한 값으로 설정하였다. LSTM 모델은

LSTM 유닛 내부에 sigmoid 함수, tanh함수가 포함

되어 있기 때문에 출력 층에 활성화 함수를 따로

포함하지 않았다. Optimizer로는 지역최소점에서

학습이 정체되는 기존 Optimizer들의 문제를 효과

적으로 개선한 Adam을 적용하였고, learning rate는

가장 권장되는 기본 값인 0.001로 설정하였다. 손실 

함수로는 오차의 제곱 값으로 표현되는 Mean 

Squared Error(MSE)를 사용하였다. Batch size는 

32, epoch는 100으로 설정하였고, epoch는 keras의

EarlyStopping callback 함수를 사용해 검증 데이터

가 10회 개선되지 않는 경우에 자동으로 훈련을 종료

하도록 설정하여 과적합을 방지하였다. 모든 훈련 실

험은 Google Colaboratory에서 제공하는 GPU를 

사용하여 수행되었다.

5.4 Hyper-parameter 조정 기준

아래 Table 2와 같이 timesteps를 4가지로 구분한 

뒤, 각 조건 하에서 LSTM 유닛의 수와 Dropout의 비

율을 조정하여 예측 오차를 산출하였다. 총 조합 수는 

timesteps 4가지, LSTM 유닛의 수 32가지, Dropout

의 비율 10가지로 1280회의 실험을 진행한다. 실험은 

세 가지 Hyper-parameter에 대해 Dropout 비율, 

LSTM 유닛의 수, Timesteps 순으로 수치를 변경하며 

조합을 구성한다. 각 단계에서 수치 기준을 모두 실험하

였는지 확인하고 다음 Hyper-parameter의 수치를 증

가시키는 방식으로 모든 조합에 대한 실험을 진행한다. 

해당 과정에 대한 순서도는 다음 Fig. 3과 같다.
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Table 2. Hyper-parameter settings

Settings

Timesteps 7, 14, 30, 60

Number of LSTM Unit
multiple of 8

between 8 and 256

Dropout rate
multiple of 0.05

between 0.05 and 0.5

Fig. 3. Flowchart of the optimization experiment

6. 실험 결과 및 최적화 분석

예측 오차는 모델에 시험데이터의 입력 값을 적용

시켜 산출된 예측 값과 실제 비트코인 가격데이터를 

MSE 방식으로 평가하여 나온 결과를 사용한다. 해당 예측

오차들은 각 Timesteps 조건에 따라 LSTM 유닛의 수와

Dropout 비율을 x축과 y축으로 하는 3차원 평면 그래

프에서 z값으로 나타내어 Fig. 4와 같이 시각화하였다.

시각화한 해당 실험 결과를 통해 Hyper-parameter 

최적화를 위한 몇 가지 특징을 발견하였다.

먼저, 공통적으로 상당히 높은 오차 값을 가지는 구간은

LSTM 유닛 수가 적은 구간임을 확인할 수 있다. 그래프

에서 볼 수 있듯이 LSTM 유닛 수가 8~50인 구간에서 

붉은 색으로 다른 오차보다 큰 쐐기가 형성된 모습을

확인할 수 있었다.

또한, 모든 Timesteps 조건 하에서 Dropout 비율이

높으면 낮은 Dropout 비율을 선택한 모델보다 상대적

으로 높은 오차 값을 가지는 것을 볼 수 있다. 이는 정도

의 차이가 있을 수는 있어도 모든 LSTM 유닛 수에서

공통적으로 나타나는 모습이었다.

그리고 예측 성능이 Timesteps가 커질수록 좋아진

다는 것을 알 수 있다. 적은 LSTM 유닛 수와 낮은 

Dropout 비율에서는 큰 Timesteps를 적용한 모델보다

작은 Timesteps를 적용한 모델이 작은 오차 값을 보이

지만, 실질적으로 좋은 예측 성능을 기대할 수 있는 오차

값이 작은 영역에서는 큰 Timesteps를 적용한 모델이 

작은 오차 값을 보임을 알 수 있었다.

Timesteps가 LSTM 유닛 수와 Dropout 비율에

미치는 영향 또한 확인할 수 있다. 작은 Timesteps를 

적용한 모델에서는 LSTM 유닛 수가 커지면서 오차 값이

작아지는 경사가 완만하지만, 큰 Timesteps를 적용한 

모델에서는 LSTM 유닛 수가 커질 때 급격하게 오차 값

이 줄어드는 모습을 확인할 수 있다. Dropout 비율에 

있어서는 Timesteps가 큰 경우, Dropout 비율이 

LSTM 유닛 수에 비해 상대적으로 예측 성능을 크게 좌

우하지 않을 만큼 Dropout 비율의 영향력이 미미한 것

을 알 수 있다.

위와 같은 이유로, 높은 정확도를 보이는 예측을 위한 

Hyper-parameter 최적화 방향성은 아래와 같다. 높은 

예측 성능을 보이는 모델을 설계하기 위해서는 큰 

Timesteps와 많은 LSTM 유닛 수, 낮은 Dropout 비율

을 선택하는 것이 유리하다. 다만, 위와 같은 Hyper-pa

rameter 조합을 선택하면서 발생하는 데이터의 크기와 

유형에 따른 학습 속도, 학습에 사용되는 비용과 예측 

성능 사이의 균형 문제를 고려해야 한다면, 큰 Timesteps 

수준에서는 LSTM 유닛 수가 늘어남에 따라 오차 값이 

빠르게 감소하는 경향을 보이고, Dropout 비율의 영향 

정도가 낮은 점에 착안하여 큰 Timesteps를 채택한 후, 

50~100 이상을 만족하는 조건에서 작은 LSTM 유닛 수

를 선택하면 상대적으로 빠른 학습 속도에서 준수한 예

측 성능을 기대할 수 있다.

위의 결과들을 바탕으로 상대적으로 낮은 예측 성능을 

보이는 조합과 중간 정도의 조합, 높은 예측 성능을

보이는 대표 조합을 표 3과 같이 설정하여 실제 비트코인

가격 데이터와 얼마나 차이를 보이는지 Fig. 5에 나타내

었다.

Fig. 5를 통해 실제 예측 성능이 분석한 Hyper-

parameter 최적화 경향에 부합하는 것을 알 수 있다.

Table 3. Representative combination of each level 

of performance

Timesteps
Number of LSTM 

unit

Dropout 

rate

Low 

Performance
7 8 0.5

Middle 

Performance
14 80 0.3

High 

Performance
60 256 0.05
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Fig. 4. 3-dimension plane graph of loss data 

according to timesteps

Fig. 5. Predicted values according to each 

Hyper-parameter combination

7. 결론

본 논문에서는 비트코인 가격 데이터를 사용하여

LSTM 예측 모델을 설계 한 후, LSTM 모델의 대표적인 

세 가지 Hyper-parameter의 조정을 통한 Hyper-

parameter 최적화 경향에 대해 분석하였다. 각 Time

steps 조건에 따른 LSTM 유닛 수와 Dropout비율에 

대한 예측 3차원 평면 그래프를 통해 Timesteps와

LSTM 유닛의 수를 증가시키고 Dropout 비율을 감소

시키는 방향으로 Hyper-parameter 최적화하는 것이 

높은 예측 성능으로 이어짐을 확인했다. 또한, Timesteps

가 큰 경우에는 Timesteps가 작은 경우보다 LSTM

유닛의 수가 적은 구간에서 예측 성능이 우위에 있어 학습

속도와 학습 비용을 줄여야 하는 측면에서 유리할 수

있음을 확인했다. 위와 같은 결과는 사용자가 실험 수치 

집합의 범위를 사전에 조정하여 Hyper-parameter

최적화의 방향성을 쉽게 결정하고 비용을 줄이는 것을 

돕는다.

향후 연구 계획: 보다 정확하고 비용이 적게 드는 

Hyper-parameter 최적화 방식을 채택하기 위하여, 향후 

연구에서는 LSTM 모델의 Hyper-parameter 종류를 

추가해 더욱 다양한 조건에 대한 최적화 경향 분석을 시도

하고, 해당 분석 결과를 토대로 Hyper-parameter 

최적화를 예측 오차 값을 자동으로 비교해 가장 근사한 

예측 값을 산출할 수 있도록 돕는 툴을 개발해보고자 한다.
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