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요  약  딥러닝(Deep Learning)은 퍼셉트론을 기반으로 하고 있으며 현재에는 이미지 인식, 음성 인식, 객체 검출 및 

약물 개발 등과 같은 다양한 영역에서 사용되고 있다. 이에 따라 학습 알고리즘이 다양하게 제안되었고 신경망을 구성하

는 뉴런수도 연구자마다 많은 차이를 보이고 있다. 본 연구는 현재 대표적으로 사용되고 있는 확률적 경사하강법(SGD), 

모멘텀법(Momentum), AdaGrad, RMSProp 및 Adam법의 뉴런수에 따른 학습 특성을 분석하였다. 이를 위하여 1개

의 입력층, 3개의 은닉층, 1개의 출력층으로 신경망을 구성하였고 활성화함수는 ReLU, 손실 함수는 교차 엔트로피 오

차(CEE)를 적용하였고 실험 데이터셋은 MNIST를 사용하였다. 그 결과 뉴런수는 100~300개, 알고리즘은 Adam, 학습 

횟수(iteraction)는 200회가 딥러닝 학습에서 가장 효율적일 것으로 결론을 내렸다. 이러한 연구는 향후 새로운 학습 

데이터가 주어졌을 경우 개발될 알고리즘과 뉴런수의 기준치에 함의를 제공할 것이다.

주제어 : 딥러닝, 확률적 경사하강법, 모멘텀법, AdaGrad, RMSProp, Adam

Abstract  Deep Learning is based on a perceptron, and is currently being used in various fields such 

as image recognition, voice recognition, object detection, and drug development. Accordingly, a variety 

of learning algorithms have been proposed, and the number of neurons constituting a neural network 

varies greatly among researchers. This study analyzed the learning characteristics according to the 

number of neurons of the currently used SGD, momentum methods, AdaGrad, RMSProp, and Adam 

methods. To this end, a neural network was constructed with one input layer, three hidden layers, and 

one output layer. ReLU was applied to the activation function, cross entropy error (CEE) was applied 

to the loss function, and MNIST was used for the experimental dataset. As a result, it was concluded 

that the number of neurons 100-300, the algorithm Adam, and the number of learning (iteraction) 200 

would be the most efficient in deep learning learning. This study will provide implications for the 

algorithm to be developed and the reference value of the number of neurons given new learning data 

in the future.
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1. 서론

머신러닝(Machine Learning)은 인공지능(AI)의 한 

분야로 대용량의 데이터를 바탕으로 하여 학습한 내용을 

기반으로 하여 새로운 데이터가 주어졌을 때 적절한 판

단을 수행할 수 있는 알고리즘을 의미한다[1-3]. 즉, 미

리 제공되는 데이터를 통하여 지식, 즉 모형(Model)을 

구축하고 반복 학습(iteration)하여 스스로 성능을 향상

시켜 나가는 시스템을 의미한다[4-6]. 

딥러닝(Deep Learning)은 인간의 뉴런(Neuron)과 

구조상 유사한데 입력 신호(Input signal)가 특정 값 이

상인 경우 활성화되는 퍼셉트론을 기반으로 하고 있으며 

현재에는 이미지 인식, 음성 인식, 객체 검출 및 약물 개

발 등과 같은 다양한 영역에서 사용되고 있다.

딥러닝 신경망 구조는 크게 입력층(Input Layer), 은

닉층(Hidden Layer), 출력층(Output Layer)로 나누어 

볼 수 있다. 입력층과 출력층은 1개층이고 은닉층은 2개 

이상의 계층으로 구성할 수 있다. 각 계층의 출력값은 해당 

층과 연결된 이전 계층들의 입력값과 가중치(wi)를 곱한 후 

활성화 함수(activation function)에 대입한 값이다.

활성화 함수는 출력 여부와 세기를 결정하는 함수로 

Sigmoid, ReLU(Rectified Linear Unit), Tanh(Hyperbolic 

Tangent) 등이 있으며, 이를 통하여 데이터의 비선형성을 표현

할 수 있다. 학습은 최종적으로 계산된 출력값과 목표값 

사이의 오차를 나타내는 손실 함수(Loss function)를 최

소화하며, 손실 함수는 평균 제곱 오차, 교차 엔트로피 오

차 등이 있다.

손실 함수의 최소화는 기울기(gradient)를 계산하여 기

울기가 낮은 쪽으로 이동시켜가는 경사하강법(gradient 

descent)을 이용하는데, 데이터 계산 방향의 역

(Inverse) 방향으로 가중치를 조정해나가는 역전파 알고

리즘(backpropagation)을 사용한다.

2. 이론적 배경

2.1 신경망 구조

2.1.1 가중치(Weight)

Fig. 1 에 일반적인 신경망 구조를 나타내었다. 각 층

은 가중치()를 통하여 신호를 전달받고 다음 층에 

신호를 전달하게 되며 식 (1)과 같이 표현된다.

Fig. 1. Structure of Neural network


  

  






                          (1)

2.1.2 활성화 함수(Activation Function)

뉴런의 활성화 함수(activation function)는 시그모

이드(Sigmoid) 함수와 ReLu(Rectifired Linear Unit) 함

수가 있으며 ReLu 함수는 다음 식 (2)와 같이 표현된다.

     
  ≦ 

                      (2)

즉, 양수이면 입력 신호를 그대로 전파하고 음수이면 

신호를 보내지 않는다.

2.1.3 손실 함수(Loss Function)

학습하는 과정에서 손실함수를 감소시키는 방향으로 

가중치를 변경하게 된다. 이때 가장 많이 쓰이는 손실함

수로는 평균 제곱 오차와 교차 엔트로피 오차(Cross 

Entropy Error, CEE)가 있는데 교차 엔트로피 오차는 

식 (3)과 같이 표현된다.

 


log                       (3)

이 식에서 는 정답 레이블, 는 신경망의 출력값

이다.

2.2 신경망 학습 옵티마이저(optimizer)

2.2.1 Stochastic Gradient Descent(SGD)
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확률적 경사하강법(SGD)은 에 대한 손실함수 기울기

를 계산하여 새로운 매개변수 를 갱신하는 방법으로 식 

(4)과 같이 표현된다[7,8].

      ∇
                   (4)

 는 현재의 손실함수이고 는 학습률인데, 

학습률은 미리 정해 놓은 값이며 보통 0.01~0.001 사

이의 값을 사용한다. 이를 바탕으로 하여 현재 계산된 

손실함수의 기울기의 반대 방향으로 이동하고 다시 

새로운 가중치로 사용한다. 

2.2.2 Momentum

모멘텀법(Momentum)은 경사하강법과 비슷하며 일

종의 관성의 개념을 적용하는 알고리즘을 의미한다

[9,10]. 즉, 이전의 탐색 방향을 고려하여 매개변수를 갱

신하는 방식으로 진행되며, 이를 통하여 갱신 방향의 진

동을 방지할 수 있다[7,8]. 식은 (5)과 같이 표현된다.

      ∇
                   (5)

      

이러한 방식으로 학습이 진행될 경우 가 이동하는 에 

계속 연산되며 갱신되는데, 결국 이동하는 방향에 가속도

가 더해져 더 빠른 속도로 최적화가 이루어진다.  

2.2.3 AdaGrad

Adagrad(Adaptive Gradient)는 Momentum과 반

대로 이동할수록 진행하는 폭이 작아지는 방식으로 학습

이 이루어지는 방식이다[11,12]. 그 이유는 학습 초기에

는 최적값과의 차이가 클 것이므로 큰 폭으로 가중치를 

갱신할 필요가 있으나 학습이 진행될수록 최적값에 근접

함으로 갱신폭을 줄일 필요가 있기 때문이다. 식은 (6)과 

같이 표현된다.

      ∇
 


            (6)

            


∇

 

는 이동한 기울기 값을 제곱하여 계속 더해주는 

값이고, 가중치를 갱신할 때는 을  로 나누어 

계산하기 때문에 학습이 진행될수록 갱신폭이 작아지

게 된다. 

2.2.4 RMSProp

Adagrad는 이동 횟수가 증가함에 따라 이동 폭이 거

의 0에 수렴해가는 문제가 있는데, 이를 개선한 알고리즘

이 RMSProp이다[7,8]. 식은 (7)와 같이 표현된다.

      


∇

        (7)

이를 위해 너무 오래된 기울기 값을 새로운 파라미터

()를 도입하여 이동평균 값을 구하여 사용하게 된

다.

2.2.5 Adam

Adam은 Momentum과 Adagrad 알고리즘을 결합

한 방식이다[13,14]. 따라서 갱신에서 가속도의 개념이 

적용되고 이동 폭은 점차 짧아지게 된다[7]. 식은 (8)와 

같이 표현된다.

       ±  ∇
        (8)

              ∇
 



이 때 가속도는 기울기에 적용되고 이동 폭은 학습률

에 적용되게 된다.

3. 실험 결과

본 연구는 확률적 경사 하강법, 모멘텀법, AdaGrad, 

RMSProp, Adam의 성능을 비교하고 최적의 신경망을 

구성하기 위하여 수행되었다. 사용된 데이터 셋은 

MNIST로 이는 LeCun이 개발한 것으로 흑백의 필기 숫

자 데이터로 60,000개의 학습 데이터와 10,000개의 테

스트 데이터로 구성되며 신경망의 성능을 검증하는 데 

세계적으로 널리 쓰인다[15]. 신경망은 1개의 입력층, 3

개의 은닉층, 1개의 출력층으로 구성하였다. 입력층은 이

미지 입력을 위하여 28x28=784개의 뉴런으로 구성하였

고 출력층은 숫자를 판별하기 위하여 0에서 9까지 총 10
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개의 뉴런으로 구성하였다. 은닉층은 10, 50, 100, 300, 

500개로 하여 상호 비교하도록 하였다. 은닉층의 활성화

함수는 ReLU 함수, 출력층은 소프트맥스 함수로 구성하

였고, 손실함수는 교차 엔트로피 오차로 하였고 결과의 

편차를 줄이기 위하여 각 실험별로 10회 반복하여 평균

값을 구하였다. 

3.1 Learning Time for Each Algorithm

알고리즘과 뉴런수에 따른 소용된 학습 시간을 Table 

1에 제시하였다. 모든 알고리즘이 뉴런이 100개 이하일 

때는 학습 시간에 큰 차이를 보이지 않았으나 300개 이

상부터 학습 시간이 급격이 증가하였다. 알고리즘 차이를 

살펴보면 SGD, Momentum 은 큰 차이를 보이지 않았

고 AdaGrad와 RMSProp가 비슷하였으나 Adam은 가

장 긴 시간이 소요되었다.

3.2 Convergence of Loss Function according 

    to The Number of Neurons

3.2.1 Stochastic Gradient Descent(SGD)

Fig. 2에 확률적 경사하강법(SGD)의 각 층 뉴런수에 

따른 손실함수 값을 나타내었다. 뉴런수가 증가함에 따

라 학습 속도가 빨랐고 대략 500회(iteration)부터 일정

한 값에 수렴하였다. 손실함수의 수렴 값은 뉴런이 50개 

이상인 경우 0.25 이하로 큰 차이가 없었고 학습 소요 시

간은 뉴런이 300개 이상부터 급격히 상승하였다.

3.2.2 Momentum

Fig. 3에 모멘텀(Momentum)의 각 층 뉴런수에 따른 

손실함수 값을 나타내었다. 뉴런수가 증가함에 따라 학습 

속도가 빨랐고 대략 200회(iteration)부터 일정한 값에 

수렴하였다. 손실함수의 수렴 값은 뉴런이 50개 이상인 

경우 0.10 이하로 큰 차이가 없었고 학습 소요 시간은 뉴

런이 300개 이상부터 급격히 상승하였다.

Fig. 3. Test of Momentum: neuron number=10, 50, 

100, 300, 500

3.2.3 AdaGrad

Fig. 2. Test of SGD: neuron number=10, 50, 100, 300, 

500

Numbers of 
neurons

Total learning time(seconds)

SGD Momentum AdaGrad RMSProp Adam

time
Final
CEE

time
Final
CEE

time
Final
CEE

time
Final
CEE

time
Final
CEE

10 2.9 0.62 2.9 0.24 3.1 0.81 2.9 0.55 3.2 0.31

50 3.6 0.25 4.1 0.09 4.5 0.20 3.9 0.09 4.0 0.07

100 5.2 0.24 5.8 0.06 5.9 0.15 5.9 0.05 6.5 0.03

300 17.9 0.20 21.2 0.04 23.0 0.07 23.1 0.04 28.9 0.03

500 42.2 0.21 48.8 0.05 57.6 0.03 57.4 0.06 70.4 0.01

Table 1. Total learning time for each algorithm



딥러닝 학습에서 최적의 알고리즘과 뉴론수 탐색 393

Fig. 4. Test of AdaGrad : neuron number=10, 50, 

100, 300, 500

Fig. 4에 Adagrad의 각 층 뉴런수에 따른 손실함수 

값을 나타내었다. 뉴런수가 증가함에 따라 학습 속도가 

빨랐고 대략 500회(iteration)부터 일정한 값에 수렴하

였다. 손실함수의 수렴 값은 뉴런이 50개 이상인 경우 

0.20 이하로 큰 차이가 없었고 학습 소요 시간은 뉴런이 

300개 이상부터 급격히 상승하였다.

3.2.4 RMSProp

Fig. 5에 RMSprop의 각 층 뉴런수에 따른 손실함수 

값을 나타내었다. 뉴런수가 증가함에 따라 학습 속도가 

빨랐고 대략 200회(iteration)부터 일정한 값에 수렴하

였다. 손실함수의 수렴 값은 뉴런이 50개 이상인 경우 

0.25 이하로 큰 차이가 없었고 학습 소요 시간은 뉴런이 

300개 이상부터 급격히 상승하였다.

Fig. 5. Test of RMSProp : neuron number=10, 50, 

100, 300, 500

3.2.5 ADAM

Fig. 6. Test of Adam : neuron number=10, 50, 100, 

300, 500

Fig. 6에 Adam의 각 층 뉴런수에 따른 손실함수 값

을 나타내었다. 뉴런수가 증가함에 따라 학습 속도가 빨

랐고 대략 200회(iteration)부터 일정한 값에 수렴하였

다. 손실함수의 수렴 값은 뉴런이 50개 이상인 경우 

0.25 이하로 큰 차이가 없었고 학습 소요 시간은 뉴런이 

300개 이상부터 급격히 상승하였다.

3.3 Convergence of Loss Function according  

    to Algorithms

3.3.1 The Number of Neurons: 10

Fig. 7에 뉴런수가 10일 때 각 알고리즘 별 학습 성능

을 나타내었다. 500회(iteration) 이후 모멘텀, RMSprop, 

Adam은 일정한 값에 수렴하였다. Adagrad가 학습 속

도가 가장 느렸고 Momentum이 가장 빠른 것으로 나타

났다.

Fig. 7. Test of SGD, Momentum, AdaGrad, RMSProp 

and Adam : neuron number=10
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3.3.2 The Number of Neurons: 50

Fig. 8. Test of SGD, Momentum, AdaGrad, RMSProp 

and Adam : neuron number=50

Fig. 8에 뉴런수가 50일 때 각 알고리즘 별 학습 성능을

나타내었다. 300회(iteration) 이후 모멘텀, RMSprop, 

Adam은 일정한 값에 수렴하였다. SGD가 학습 속도가 

가장 느렸고 RMSprop이 가장 빠른 것으로 나타났다.

3.3.3 The Number of Neurons: 100

Fig. 9에 뉴런수가 100일 때 각 알고리즘 별 학습 성

능을 나타내었다. 300회(iteration) 이후 SGD를 제외한 

모든 알고리즘이 일정한 값에 수렴하였다. SGD가 학습 

속도가 가장 느렸고 Adam이 가장 빠른 것으로 나타났다.

Fig. 9. Test of SGD, Momentum, AdaGrad, RMSProp 

and Adam : neuron number=100

3.3.4 The Number of Neurons: 300

Fig. 10. Test of SGD, Momentum, AdaGrad, RMSProp 

and Adam : neuron number=300

Fig. 10에 뉴런수가 300일 때 각 알고리즘 별 학습 성

능을 나타내었다. 200회(iteration) 이후 SGD를 제외한 

모든 알고리즘이 일정한 값에 수렴하였다. SGD가 학습 

속도가 가장 느렸고 Adam이 가장 빠른 것으로 나타났다.

3.3.5 The Number of Neurons: 500

Fig. 11에 뉴런수가 500일 때 각 알고리즘 별 학습 성

능을 나타내었다. 200회(iteration) 이후 SGD를 제외한 

모든 알고리즘이 일정한 값에 수렴하였다. SGD가 학습 

속도가 가장 느렸고 Adam이 가장 빠른 것으로 나타났다.

Fig. 11. Test of SGD, Momentum, AdaGrad, RMSProp 

and Adam : neuron number=500

4. 논의 및 결론

본 연구는 딥러닝 학습에서 손실함수와 학습시간을 최

소로 하는 최적의 뉴런수와 알고리즘을 파악하기 위하여 
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수행되었다. 이를 위하여 3개의 은닉층을 설정하였고 은

닉층의 활성화함수는 ReLU 함수, 출력층은 소프트맥스 

함수로 구성하였고, 손실함수는 교차 엔트로피 오차로 설

정하였으며 출력데이터 셋은 MNIST을 사용하였다.  

그 결과를 요약하면 다음과 같다. 학습 각 층에서 뉴런

이 많을수록 수렴속도가 빠른 것으로 나타났다. 뉴런수가 

50개 이상일 때부터 200~300회의 학습(iteration)이면 

손실함수 오차의 한계치에 근접하였다. 오차의 수렴값은 

Adam이 가장 뛰어난 것으로 나타났고 RMSprop, 

AdaGrad, Momentum 순이었다. 그러나 동일한 뉴런

수와 학습 횟수가 동일할 경우 Adam의 학습 소요 시간

이 가장 긴 것으로 나타났다. 구체적으로 살펴보면 가장 

일반적인 SGD인 경우 뉴런수가 대략 50 이상부터는 

Final CEE 값이 수렴하여 더 이상 나아지지 않았다. 이

는 알고리즘 자체의 한계치로 파악된다. 이에 비해 

Momentum은 뉴런수가 10일 때부터 SGD의 50보다 

Final CEE 값이 낮아지기 시작하여 적은 뉴런수로도 좋

은 성능을 기대할 수 있음을 의미한다. 또한 연산 시간도 

SGD의 평균 3.6초에 비해 Momentum은 2.9초로 더 적

은 시간이 소요되었다. 따라서 SGD보다는 Momentum 

알고리즘이 시간과 뉴런수 대비 좋은 성능을 기대할 수 

있겠다.

한편, AdaGrad와 RMSProp는 Momentum에 비해 

뉴런수가 적을 경우 Final CEE 값은 높았으나 뉴런수가 

증가하면서 Final CEE 값이 낮아졌다. 연산 시간도 큰 

차이가 나지 않았다. 따라서 동일한 연산 시간이라면 

AdaGrad와 RMSProp이 더 뛰어난 알고리즘으로 판단

된다. 끝으로 Adam은 뉴런수에 관계 없이 가장 뛰어난 

알고리즘으로 나타났다. 그러나 뉴런수가 증가하면 연산 

시간도 급격하게 증가하는 것으로 나타나 뉴런수를 적당

하게 조절할 필요가 있는데 본 연구에서는 50~100 정도

면 적당한 것으로 나타났다.

이러한 결과를 종합적으로 고려해 보았을 때 뉴런수는 

100~300개, 알고리즘은 Adam, 학습 횟수(iteration)는 

200회가 딥러닝 학습에서 가장 효율적일 것으로 판단된

다. 연산 시간까지 고려한다면 Adam 알고리즘으로 뉴런

수는 50~100개, 학습 횟수는 200회가 적당하겠다.

본 연구결과는 새로운 학습 데이터가 주어졌을 경우 

뉴런수와 알고리즘 및 학습 회수의 기준치를 정하는 데 

함의하는 바가 있다.
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