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요  약  본 연구는 P2P(Peer-to-Peer) 대출의 부도위험 예측을 위하여 준지도학습(SSL) 기반의 모델을 개발하고자 한

다. 검증된 성능에도 불구하고 지도학습(SL) 방법은 완전 지불 또는 채무불이행과 같이 레이블이 결정된 다수의 데이터

가 필요한데 충분한 수의 레이블 데이터를 수집하려면 많은 자원과 시간이 필요하다. P2P 플랫폼이 급성장하면서 대출 

건수도 매해 급증하였고, 레이블이 없는 데이터도 지속적으로 증가하고 있다. 본 연구는 P2P 대출 플랫폼인 

LendingClub에서 수집한 데이터를 사용하였다. P2P 대출 중 레이블이 결정된 대출에서 추출한 정보뿐만 아니라 레이

블이 결정되지 않은 대출에서 추출한 정보도 사용하여 부도 위험을 예측하는 SSL 모델을 개발하여 연구를 수행한 결과, 

적은 수의 레이블이 결정된 데이터를 사용함에도 불구하고 SSL 방법으로 구축된 모델이 많은 수의 레이블이 결정된 

데이터를 사용하여 학습시킨 SL 방법으로 구축된 모델보다 부도 위험 예측성과가 향상되었다.

주제어 : 부도위험예측, P2P 대출, 준지도학습, 레이블이 결정된 데이터, 의사결정나무 분류기

Abstract  This study investigates the effect of the semi-supervised learning(SSL) method on predicting  

default risk of peer-to-peer(P2P) loans. Despite its proven performance, the supervised learning(SL) 

method requires labeled data, which may require a lot of effort and resources to collect. With the rapid 

growth of P2P platforms, the number of loans issued annually that have no clear final resolution is 

continuously increasing leading to abundance in unlabeled data. The research data of P2P loans used 

in this study were collected on the LendingClub platform. This is why an SSL model is needed to predict 

the default risk by using not only information from labeled loans(fully paid or defaulted) but also 

information from unlabeled loans. The results showed that in terms of default risk prediction and 

despite the use of a small number of labeled data, the SSL method achieved a much better default risk 

prediction performance than the SL method trained using a much larger set of labeled data.
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1. 서론

P2P(Peer-to-peer) 대출은 전형적으로 금융기관에

서 수행해 오던 금융 서비스를 금융기관의 개입 없이 온

라인에서 개인간 대출을 중개해주는 핀테크 기반의 금융 

방식이다. 협력 경제(collaborative economy) 중 대표

적인 금융 중개 방식의 서비스 형태인 P2P 대출은 채권

자인 투자자와 채무자 사이를 중개해주는 금융 서비스의 

전 과정이 온라인 플랫폼 내에서 운영된다. 금융기관의 

중개에 따른 고가의 서비스가 플랫폼 기반의 핀테크 형

태로 변경된 것이다. 전통적인 금융기관이 제공하던 금융 

서비스보다 대출 의사결정이 빠르고 유연하며 비용이 절

감됨에 따라서 제1금융권에서 금융 서비스를 제공받지 

못하는 사람들에게도 대출이 허용되고 있다. 그러나 금융

기관들이 대출 실행시 수행하던 위험 평가 과정 대비 상

대적으로 금융 지식이 부족한 개인들에 의하여 온라인 

플랫폼에서 금융 거래가 이루어지고 있다는 점을 고려하

면 P2P 대출의 위험도는 높다고 할 수 있다. 

금융감독원 발표 자료에 따르면 국내 P2P 기반의 금

융은 2016년 이후 지속적으로 성장하여 2020년 6월 기

준 P2P 대출을 수행하는 업체의 수는 241개이고 누적 

대출 규모는 10.3조원이다. P2P 대출 서비스는 한국 뿐 

아니라 전 세계에 빠르게 확산하고 있고 채권자들이 온

라인 플랫폼에서 제공되는 정보에만 입각하여 대출 여부

에 대한 결정을 내리기 때문에 P2P 대출에 대한 부도 위

험을 정교하게 평가하기 위한 예측 모델에 대한 연구가 

필요하다고 할 수 있다. 

그동안 수행되어 온 P2P 대출 시장에 관한 연구의 대

부분은 기존 대출 시장의 연구 주제와 동일하게 대출 시

장에서 성공 요인과 자금조달 가능성에 집중되어있다 [1, 

2]. Prosper와 LendingClub과 같은 P2P 플랫폼 사업

자들은 대출을 원하는 고객들의 재무 정보에 따라서 등

급을 부여하고 있는데, Iyer, et al. [2]는 이 등급이 대출

을 원하는 채무자의 신용도에 따라 결정이 되므로 P2P 

시장에서 부도 위험을 예측하기 위한 심사 역량의 중요

성을 강조하였다. 그리고 신용 점수 [3], 신용위험 평가 

[4], 부도 예측 [5] 및 금융 시계열 예측과 같은 대부분의 

금융 분야의 선행연구들과 마찬가지로 P2P 대출 시장을 

대상으로 하는 연구들도 P2P 대출에 대한 채무불이행에 

영향을 미치는 요인 [1], 대출자의 신용도를 정량화 [2]를 

연구하기 위해 로지스틱 회귀 모델과 같은 지도학습(SL: 

Supervised Learning) 방법을 사용하여왔다. SL 기반

의 예측 모델링 방법은 레이블이 결정된 충분한 수의 데

이터를 보유한 분야에서 예측성과가 뛰어남이 다수의 선

행연구를 통해 입증되었다 [3-5]. 그러나 실제 경영 환경

에서 지도학습에 필요한 레이블이 결정된 데이터가 부족

한 경우가 대부분이고, 학습 목적으로 레이블이 결정된 

데이터를 생성하는데 시간이 많이 소요되고 비용이나 자

원의 한계로 인해 SL 방법을 활용하여 예측 모델을 구축

하기에는 어려움이 존재한다. 

특히 P2P 대출과 같이 새로 도입된 금융서비스 분야

의 수집된 데이터 대다수는 현재 대출이 진행 중이므로 

채무불이행 또는 완전 지불 등의 채무 이행 결과가 결정

되지 않았기 때문에 레이블이 결정된 대출 건수는 매우 

적은 상황이다. 이 경우 선행연구의 연구자들은 대출이 

진행 중인 사례들을 배제하고 레이블이 결정된 사례들만

으로 SL 방법을 활용하여 연구를 수행하여왔는데 본 연

구에서는 레이블이 결정되지 않은 다수의 사례들까지 포

함하여 준지도학습(SSL: Semi-Supervised Learning)

기반의 모델을 개발하고자 한다. 

본 연구의 학술적인 의의는 P2P 대출의 부도 위험에 

대한 예측 모델을 구축하는 연구를 수행하는데 SSL에 기

반을 둔 접근방법을 시도하였다는 점이다. P2P 대출과 

같은 온라인 플랫폼 산업의 데이터를 적용하여 부도 위

험을 예측하는 연구를 수행함에 따라서 실무적인 의의도 

있다고 할 수 있다. 핀테크 분야의 새로운 고객 특성을 

부도위험예측모델에 반영하는 연구를 통해 P2P 대출에 

대한 신용위험 관리 역량을 향상시키고자 한다.

이에 본 연구에서는 P2P 대출의 부도위험예측모델을 

개발하기 위하여 2장에서 유관 분야의 선행연구를 살펴

보고 3장에서 SSL 방법을 활용한 연구모델과 데이터에 

대하여 살펴본다. 4장에서는 P2P 대출 중 완전 지불 및 

채무불이행 등 레이블이 결정된 대출에서 추출한 정보뿐

만 아니라 대출에 대한 최종 결과가 없는 현재 진행 중인 

대출에서도 추출한 정보를 사용하여 SSL 기반으로 구축

한 모델의 예측성과를 살펴본다. 

2. 이론적 배경

2.1 P2P 대출 채무불이행에 대한 연구

P2P 대출 시장은 금융시장의 실무 뿐 아니라 학계 연

구자들에게도 주목받고 있다. 가트너 외 유관 분야 전문

가들은 온라인상의 P2P 거래가 전통적인 금융 거래 방식

을 대체할 것으로 예상하고 있다 [6]. 

다만 금융기관의 중개에 의한 기존 대출과 달리 P2P 
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시장에서는 위험도가 높은 개인 채무자도 담보 없이 대

출을 받을 가능성이 높다. 위기관리 전문가로 구성된 팀

이 대출을 승인하는 전통적인 금융기관에서는 재무 상태

가 건전하지 않거나 자영업자라는 이유로 대출을 받을 

수 없는 경우가 대부분이다 [7]. 한편 P2P 시장에서는 채

무자의 신용위험에 관한 대출 여부가 오직 투자자의 판

단에 따라서 결정되므로 P2P 대출에 대한 채무불이행 위

험이 증가하는 것이다 [8]. 

Gao와 Feng [9]은 P2P 대출과 관련된 이론 문헌 연

구와 실증 문헌 연구를 통해 P2P 대출의 연구 개발에 대

한 개괄적인 연구를 수행하였다. P2P 대출을 위한 자금

조달의 성공을 설명하는 요소가 금융시장 내 투자자의 

군집 행동인지 [10], 채무자의 사회적 유대관계와 단체에 

소속 여부나 지위인지 [11], 채무자의 프로필과 사진인지 

[14] 등은 활발히 연구되는 주제이다. P2P 대출은 차입

자의 특성과 금융시장의 온라인 특성을 고려하여 추가적

인 위험 요소가 도출된다. 투자자가 스스로 투자를 위하

여 대출을 실행할 채무자를 선택할 수 있는 일종의 사회

적 관계망(social network)라는 사실은 잠재적 채무자

와 투자자 간에 극심한 정보 비대칭을 야기하고 [12], 투

자자 사이에 금융시장의 쏠림 또는 군집 행동(herding 

behavior)으로 나타나기도 한다 [10].

Emekter, et al. [13]는 P2P 대출 특성을 찾아내고 

신용위험을 측정하기 위한 성능에 대하여 연구를 수행하

였다. 이들은 리볼빙 한도 소진율, 소득 대비 부채, 신용

등급, FICO 점수 등의 요인이 채무불이행 예측에 가장 

유의미한 변수라고 주장하였다. Weiss, et al. [14]는 자

금조달을 위한 성공 요인과 대출의 최종 이자율을 결정

하는 요인에 대한 연구를 수행하였다. Serrano-Cinca, 

et al. [12]은 P2P 대출이 전통적인 대출 시장의 신용 거

래 대비 개인간 신용을 기반으로 돈을 거래하는 방식의 

차이만 있을 뿐이므로 채무불이행을 예측하는 요소는 동

일하게 P2P 시장의 채무불이행 위험을 평가하는데 활용

할 수 있다고 주장하였다. 연구 결과 연간 소득, 대출 목

적, 신용 이력, 현재 주거 상황 등과 같은 요인이 유의미

한 변수로 도출되었고 P2P대출 플랫폼이 부여한 등급도 

채무불이행 예측에 유의미한 요인이었다. Ge, et al. 

[15]는 대출자의 소셜미디어 계정과 활동이 채무자의 채

무불이행 가능성에 대한 강력한 예측 변수라고 주장하였

다. 또한 그들은 소셜미디어 활동 정보가 채무불이행의 

완화 뿐 아니라 채무 추심에도 사용될 수 있다고 제안하

였다. 

Greiner와 Wang [16]은 채무자의 신용위험 평가과

정을 연구하였고, 주택 소유 여부, 신용등급, 사회적 자본 

등 대출자의 경제적 상태가 P2P 시장에서 신용 평가에 

중요한 영향을 미친다는 것을 발표하였다. Herzenstein, 

et al. [1] 은 성별, 인종 및 기타 인구 통계 속성이 P2P 

대출을 할 때 대출 성공 가능성에 영향을 준다는 것을 증

명하였다.

선행 문헌 검토를 통해 도출한 각 연구자별 분석 데이

터와 방법론을 Table 1로 요약하였다. P2P 대출의 채무

불이행 위험 예측을 위한 대다수의 실증적 연구들은 통

계 검정 또는 SL 기법을 사용하였음을 확인할 수 있다.

Researcher Data source Research methodology

Herzenstein, et 
al. [1]

Prosper
Multivariate regression

Logit models 

Serrano-Cinca, et 
al. [12]

LendingClub
Chi-squared & T-test

Cox regression
Logistic regression

Emekter, et al.

[13]
LendingClub

Non-parametric test
Binary logistic regression

Least square regression 

Weiss, et al.
[14]

Prosper
Multinomial logit regression 

Standard OLS regression

Greiner & Wang 
[16]

Prosper
Elaboration likelihood model 

Hierarchical multiple regression

Costello & Lee 
[29]

LendingClub

Support vector machines
Logistic regression
K-nearest neighbor

Random forest

Deep neural network

Table 1. Summary of Previous Research

2.2 준지도학습(SSL)에 대한 연구

SSL 방법은 주로 레이블이 결정되지 않은 데이터를 

기본 학습기로 학습하여 레이블을 지정하고 레이블이 결

정된 데이터에 추가한 후 기본 학습기를 재학습하여 성

능을 향상시키는 것을 목표로 한다. SSL을 위하여 자주 

사용되는 알고리즘은 Wrapper method인 자가훈련

(self training)이나 상호훈련(co-training)과 같은 반복

적 접근방식에 기반한 알고리즘이다. 이 중에 자가훈련 

알고리즘은 SSL을 위하여 기본 학습자로 모든 SL 알고리

즘을 활용할 수 있고 구현이 상대적으로 용이하기 때문

에 SSL을 위한 알고리즘으로 다양한 영역에서 사용되고 

있다. Yarkowsky [17]는 다양한 맥락에서 단어 감각 명

확화를 위해 자가훈련 알고리즘을 사용하였다. 

Maeireizo, et al. [18]은 두 개의 서로 다른 분류기를 

사용하여 대화를 '감정적임' 또는 '감정적이지 않음'으로 

분류하는 감정 분석에 적용하였다. Rilof, et al. [19]은  

SSL 방법을 기계 번역과 구문 분석에 적용하여 명사를 
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식별하는데 활용하기 위한 연구를 수행하였다. Rosenberg, 

et al. [20]은 이미지 검출에 적용하기 위하여 SSL 방법을 

활용할 때 그 성과가 우수하다는 것을 입증하였다.

SSL 기반 모델의 성과는 학습 과정 초기에 학습을 반

복하면서 오분류를 확인하며 기본 학습기 스스로가 강화

되는 단계에서 결정이 된다. 이 과정에서 기본 학습기의 

선택이 매우 중요한데 일반적으로 빈번하게 사용되는 기

본 학습기는 K-NN(K-Nearest Neighbor)과 SVM 

(Support Vector Machine)이다. 이 두 기법은 SSL을 

위한 기본 학습기로 연구자들의 관심을 받았으며, 학습 

데이터가 서로 가까울수록 동일한 클래스에 속할 가능성

이 높다는 가정을 전제로 한다 [21]. 그러나 서로 다른 클

래스의 데이터들도 실제로 상당히 가까운 곳에 위치할 

수 있기 때문에 분류 대상 클래스 중 두 개 이상이 중첩

될 때 원하는 성능을 달성하지 못할 수 있다 [22]. 특히, 

K-NN은 분류 문제에 가장 널리 사용되는 기법이면서 

SSL을 위한 기본 학습기로 사용할 때에도 성능이 입증되

었다 [23]. 그러나 매우 제한된 수의 레이블이 결정된 데

이터를 사용하여 SSL을 수행하는 경우 학습의 성과가 좋

지 않았다 [24]. 

SSL에 자주 사용되는 또 다른 기본 학습기는 최소 제

곱 분류기이다. 레이블이 결정된 데이터와 기본 학습기로 

레이블을 예측한 데이터를 구별하여 학습하기 위하여 경

계 주변의 레이블이 결정되지 않은 데이터의 가중치는 

감소시킨다 [25]. 그러나 이 방법은 분류 정확도가 높더

라도 클래스의 경계에서 멀리 떨어진 위치에 있는 데이

터에 불이익을 줄 수 있다는 한계가 있다 [26].

의사결정나무는 다양한 연구 영역에서 SL에 널리 사

용되는 기법이다 [4, 27]. 그러나 의사결정나무나 의사결

정나무 기반 앙상블을 기본 학습기로 사용하는 SSL에 대

한 연구는 알고리즘의 영향에 초점을 맞춘 몇 개의 논문

[28]을 제외하고 많이 연구되지 않았다.

3. 연구방법

3.1 의사결정나무와 앙상블 분류기를 활용한 

    Self-training 알고리즘 

본 연구에서 수행한 자가훈련 기반의 SSL 알고리즘은 

그림 1과 같다. 첫째, 레이블이 결정된 데이터로 기본 학

습기를 학습한다. 기본 학습기는 의사결정나무와 앙상블 

기법이다. 둘째, 의사결정나무와 앙상블 기법으로 학습한 

모델로 레이블이 결정되지 않은 데이터의 레이블을 예측

한다. 그 중 예측 확률이 높은 n개 데이터를 선별하여 레

이블이 결정된 데이터 세트에 추가한다. 레이블이 결정된 

새로운 데이터로 기본 학습기를 재학습한다. 이 과정은 

레이블이 결정되지 않은 모든 데이터의 레이블이 결정될 

때까지 반복된다. 

Labeled data {(�� , ��)}�=1
�

Train Classifier (Base 

Learner)

Classify Unlabeled Data 

{(��)}�=1
�

Select top n Predictions

Repeat until all 

unlabeled data 

classified

Fig. 1. SSL Process based on Self-training Algorithm

3.2 데이터 설명

본 연구에서는 P2P 플랫폼 LendingClub 웹사이트에

서 제공하는 P2P 대출 데이터를 활용하여 연구를 수행하

였다. 이 연구의 목적은 P2P 플랫폼 투자자들의 대출금 

회수를 돕기 위한 부도위험예측모델을 구축하는 것이므

로 본 연구의 목표변수는 대출금 완납 여부로 정의하였

다. P2P 플랫폼 투자자 입장에서 투자해야할 대출은 대

출금 완납이라는 목표를 달성한 사례이고, 투자를 피해야 

할 대출은 채무불이행이나 연체 위험이 있는 대출이다. 

따라서 부도위험예측모델을 구축하기 위한 목표변수의 

첫 번째 그룹은 대출금을 약정 기간 내에 모두 지불한 대

출인 “건전(Fully paid)” 그룹으로 정의하였고, 두 번째 

그룹은 대출금에 대한 채무불이행과 31-120일 연체가 

발생한 대출인 “부도(Defaulted)” 그룹으로 정의하였다. 

Learning method SL SSL_1 SSL_2 SSL_3

Train set

Labeled   
data set

Defaulted 6,224   3,052 1,213   599

Fully paid 18,430   9,275   3,718   1,867

Loans 
defaulted  

25.2% 24.8% 24.6% 24.3%

Unlabeled 
data set ratio 

- 70% 80% 90%

Test set 
Labeled   
data set

Defaulted 1,622

Fully paid 4,541

Loans 
defaulted  

26.3%

Table 2. Description of Research Dataset
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Table 2와 같이 본 연구의 부도위험예측모델 개발을 

위한 최종 데이터 세트에는 총 30,835개의 데이터가 포

함되어 있고, 학습용 80%, 테스트용 20%로 구성되어 있

다. 그리고 SSL_1, SSL_2, SSL_3은 SSL을 활용하여 부

도위험예측모델을 구축할 데이터 세트로 각각 70%, 

80%, 90%의 목표변수를 삭제하여 SSL로 모델을 구축할 

때 레이블이 결정되지 않은 데이터 비율에 따른 모델의 

성과를 비교하고자 한다. SL과 SSL 방식에 따른 모델 성

과와 레이블이 결정되지 않은 데이터 비율에 따른 

SSL_1, SSL_2, SSL_3 데이터 세트 간 구축된 모델 성과

의 비교 가능성을 확보하기 위하여 학습된 모델의 성과

는 동일한 테스트 세트에 적용하여 비교한다.

3.3 변수선정 

본 연구에 사용된 변수는 다음의 Table 3과 같다. 

Variable Definition

Output
Status of the loan 

“Defaulted” or “Fully paid”

Loan Characteristics

Loan Amount
The listed amount of the loan applied for by the 

borrower

Term The number of total payments on the loan

LendingClub Assessment

Interest Rate Interest rate on the loan

Grade
Loan grade assigned by LendingClub ranging from A 
to G(the riskiest)

Verification 
Status

If the income was verified by LC, not verified, or if 
the income source was verified

Borrower’s Characteristics

Employment  
Length

The number of years the borrower has been with 
his/her current employer

Home 
Ownership

The home ownership status of the borrower during 
registration

Annual Income The self-reported annual income of the borrower

Debt to Income
The total of all the borrower’s liabilities divided by 

his/her gross monthly income

Borrower’s Credit History

Revolving 

Balance

The total of the borrower’s credit that goes unpaid at 

the end of a billing cycle

Revolving 

Utilization 

The amount of the borrower’s credit used compared 

to the total amount of credit available

Delinquency 2 

Years

The number of 30+ days of delinquency in the 

borrower's credit file for the past 2 years

Inquiries Last 6 

Months

The number of inquiries by the borrower in the past 

6 months for a credit

Public Records

The number of the borrower’s derogatory public 

records (financial obligations that were not paid as 
agreed)

Accounts Ratio
The number of open credit lines in the borrower’s file 
divided by that of all the credit lines

Table 3. Definition of Variables

Table 3의 1개의 목표변수(Output)와 15개의 입력

변수를 선정하기 위한 첫 번째 단계는 수집한 데이터에 

대한 기초적인 전처리이다. 결측값이 80% 이상인 변수

를 제거하고, 모델 구축에 사용하지 않거나 대출에 대한 

설명을 포함하는 텍스트 항목, 각 대출에 대한 링크를 포

함하는 url, “날짜” 변수 등 데이터 탐색이 불가능한 변수

들을 제거하였다. 또한 변수 중 등급, 세부 등급 등 중복 

정보가 포함된 변수를 제거하였다.

두 번째 단계로 정량적 변수 분석을 수행하였다. 단일 

변량 검정을 수행하여 독립 표본 t 검정 유의성을 확인하

고, 변수들간 상관관계 분석을 수행하여 다중 공선성을 

확인하였다. 피어슨 상관 분석 결과 “대출금액”과 “할부

금액” 변수간 높은 상관계수(0.95)를 나타내므로 “할부금

액” 항목을 제거하였다. 

세 번째는 최종 변수 엔지니어링 단계이다. 이 단계에

서는 부도위험예측모델 개발에 변수를 활용하기 위하여 

범주형 변수를 순서형 또는 더미 인자로 변환하고, 총 신

용 한도 중 대출이 실행된 신용 한도 비율을 계산하여 

“Account Ratio”와 같은 새로운 변수를 생성하였다. 

4. 분석 결과 

본 연구는 P2P 대출 후 채무불이행 여부에 대한 레이

블이 지정되지 않은 데이터의 비율에 따라 SSL 기반으로 

구축한 부도위험예측모델의 성과를 확인하는 데 중점을 

둔다. Table 3-6은 SL과 SSL 기반으로 구축된 부도위험

예측모델의 Precision Recall Curve(PR Curve)에 의

한 정확도(Accuracy) 외에 민감도(Sensitivity)와 특이

도(Specificity)를 동일한 테스트 데이터 세트에 적용하

여 산출한 결과를 보여준다. 특히 불균형 데이터의 특성

을 고려하여 상대적으로 소수의 “Defaulted” 그룹에 대

한 민감도 지표가 높다는 것은 채무불이행 대출을 정확

하게 식별할 수 있다는 점을 고려할 때, 민감도는 투자자

가 투자한 대출의 채무불이행 위험을 줄여주므로 부도위

험예측모델의 성과를 확인하는 지표로 투자자들에게 정

확도보다도 중요한 지표라고 할 수 있다. 

SL base learner DT RF XGB

Accuracy 65.5% 67.1% 71.2%

Sensitivity 50.1% 56.6% 39.2%

Specificity 71.2% 70.8% 82.6%

Table 4. SL Model Performance in Test Set
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Table 4는 SSL 모델의 성능 비교를 위하여 구축한 의

사결정나무(DT), Random Forest(RF) 그리고 Extreme 

Gradient Boosting(XGB)을 기반으로 한 세 가지 기본 

학습기를 활용하여 구축한 SL 모델의 성과이다. 정확도

는 기본 학습기 중 XGB가 71%로 가장 높은 성과를 보

였지만 민감도는 39%로 가장 낮았다. 

Table 5-7은 SL을 위한 전체 학습용 데이터 중 70%, 

80%, 90%의 목표변수를 삭제하여 SSL로 모델을 구축할 

때 레이블이 결정되지 않은 데이터 비율에 따른 모델의 

성과를 비교하기 위해 데이터 세트 SSL_1, SSL_2, 

SSL_3을 사용하여 훈련한 모델의 성과이다. 그리고 각 

데이터 세트는 SSL을 위한 세 가지 기본 학습기(DT, RF, 

XGB)이 사용되었으므로 총 9개의 SSL 모델이 생성된다.

SSL base learner
DT

SSL_1 SSL_2 SSL_3

Accuracy 63.3% 63.4% 63.4%

Sensitivity 63.4% 64.7% 62.0%

Specificity 63.3% 62.9% 64.0%

Table 5. SSL Model based on DT Performance in Test 

Set

Table 5의 DT 기반 SSL 모델의 경우 레이블이 결정

된 데이터 비율에 따라 정확도, 민감도 특이도 값이 모두 

62%~64%였다. DT 기반 SSL 모델은 레이블이 결정되지 

않은 데이터 비율과 관계없이 성과가 전반적으로 유사하

게 좋다는 것을 보여준다.

SSL base learner
RF

SSL_1 SSL_2 SSL_3

Accuracy 64.1% 64.9% 65.2%

Sensitivity 65.3% 58.3% 58.0%

Specificity 63.6% 67.2% 67.7%

Table 6. SSL Model based on RF Performance in Test 

Set

Table 6의 RF 기반 SSL 모델의 경우 정확도와 특이

도는 레이블이 결정되지 않은 데이터 비율이 70%~90% 

증가함에 따라서 다소 증가하였지만, 민감도는 레이블이 

결정되지 않은 데이터 비율이 80%, 90%로 높아지면서 

65%에서 58%로 크게 낮아졌다.

Table 7의 XGB 기반 SSL 모델의 경우 RF 기반 SSL 

모델과 달리 정확도와 특이도 모두 레이블이 결정되지 

않은 데이터 비율이 70%~90% 증가함에 따라서 감소한 

것으로 나타났다. 그러나 레이블이 결정된 10% 비율의 

SSL_3 데이터로 학습한 모델의 민감도가 66%로 나타났

고, 이는 9개의 SSL과 3개의 SL 모델에 의해 산출된 민

감도 중 가장 높은 값이다. 이는 XGB 기반 SSL 모델이 

P2P 대출 시장에서 부도 위험을 식별하는 데 성과가 좋

다고 해석할 수 있다.

SSL base learner
XGB

SSL_1 SSL_2 SSL_3

Accuracy 66.0% 63.3% 62.6%

Sensitivity 61.0% 65.0% 66.2%

Specificity 67.9% 62.6% 61.4%

Table 7. SSL Model based on XGB Performance in Test 

Set

전체적인 연구 결과를 종합하면 SL 모델은 정확도 측

면에서 SSL 모델보다 높은 경향을 보이지만 민감도는 9

개의 SSL 모델보다 모두 낮았다. SSL 모델 중 XGB 기반 

SSL_1 데이터로 구축한 모델의 정확도가 높았고, XGB 

기반 SSL_3 데이터로 구축한 모델의 민감도가 가장 좋은 

성과를 나타냈다. 그러나 완전히 레이블이 결정된 데이터

를 사용하는 SL 모델과 달리 SSL 모델은 레이블의 

10~30%만 사용하여 학습된다는 점을 유념해야 한다. 또

한 XGB 기반 SL 모델의 경우 정확도는 높은 반면에 불

균형 데이터 중 소수 그룹의 민감도가 낮아서 측정 지표 

간 가장 큰 차이를 보이고 있다. 불균형 데이터의 특성을 

고려한 부도위험예측모델의 성과를 확인하기 위한 민감

도는 SL 모델의 경우 39%(XGB)에서 57%(RF) 사이의 

민감도 지표를 나타내는데 비해 SSL 모델의 경우 레이블

이 결정되지 않은 데이터 비율이 90%인 SSL_3 데이터

로 구축한 모델에서 58%(RF)에서 66%(XGB) 사이로 나

타나고 있어 우수한 성능을 입증하고 있다. 

데이터 불균형을 처리하기 위하여 SL과 SSL 모델에 

동일한 Random Over-Sampling Examples(ROSE) 

리샘플링 기법을 사용했음에도 불구하고 SSL 모델과 대

비 SL 모델의 민감도가 낮다는 점에서 리샘플링 기법이 

SL 모델과 결합할 때보다 SSL 모델과 결합할 때 더욱 효

과적이라는 것이라고도 해석할 수 있다.

5. 결론

P2P 대출의 부도위험을 예측하기 위하여 대출 및 채

무자의 정보가 포함된 LendingClub 데이터로 DT와 앙
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상블 기법을 자가 훈련 기반의 SSL을 위한 기본 학습기

로 사용하여 연구를 수행한 결과, SSL 모델은 SL 모델 대

비 레이블의 10%~30%만 사용했음에도 불구하고 우수

한 성능을 보인다는 것을 확인 할 수 있다. 특히 SSL은 

SL 대비 민감도 측면에서 성과가 향상된 것으로 나타나 

투자자들이 대출금의 부도 위험을 예측하는데 효과적이

라고 할 수 있다.

한편 본 연구에서 레이블이 결정되지 않은 데이터 비

율과 관계없이 성과가 전반적으로 유사하게 좋은 DT 기

반 SSL 모델은 학습 실행 시간이나 결과의 이해도 측면

까지 고려할 경우, RF나 XGB와 같은 앙상블 기법 기반 

SSL 모델에 비해 실무적으로 선택 가능한 대안으로 보인다. 

레이블이 결정되지 않은 데이터는 결정 경계를 이동하

거나 더 정확하게 식별할 수 있는 학습 과제에 대한 새롭

고 중요한 정보를 보유할 수 있다. 그러므로 향후 실무의 

다양한 산업 분야에 SSL과 같이 레이블이 결정되지 않은 

데이터와 레이블이 결정된 데이터를 모두 활용하여 모형

을 구축할 수 있는 방법에 대한 연구가 지속적으로 필요

하다. 그리고, 레이블이 결정되지 않은 사례를 다수 보유

하고 있는 실제 경영 환경에서 수집한 데이터는 본질적

으로 불균형하다는 특징이 있다. Costello와 Lee [29]는 

P2P 대출의 불균형 데이터 문제를 해결하기 위하여 합성 

소수집단 오버샘플링 기법의 성과를 입증하였는데 본 연

구에서는 ROSE 기법을 사용하였다는 한계점이 있다. 

SSL을 위한 최적의 리샘플링 방법에 대한 추가적인 연구

가 필요하다고 할 수 있다.

향후 연구 방향은 P2P 대출의 부도 위험에 대한 예측

을 위해 수행한 본 연구 모델에 다양한 SSL 알고리즘과 

SVM 및 인공신경망과 같은 기본 학습기를 적용해 보는 

것이다. 또한 SSL을 적용하여 마케팅 및 부정 행위 탐지 

등 다양한 영역의 경영의사결정에 적용할 수 있는 모델

로 확장도 고려할 수 있다. 
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