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요  약

최근 데이터셋을 효율적으로 구축하는 방법으로 데이터 증강 기법과 관련하여 많은 연구가 이루어지고 있다. 이 중 

대표적인 데이터 증강 기법은 생성적 적대 신경망(Generative Adversarial Network:GAN)을 활용하는 방법이며, 이는 

생성자와 판별자를 서로 경쟁 학습시킴으로써 진짜 데이터와 유사한 데이터를 생성해내는 기법이다. 그러나, GAN을 

학습할 때 환경 및 진행 정도에 따라 생성되는 유사 데이터 중에서 픽셀이 깨지는 파손 영상이 발생하는 경우가 있으

며, 이러한 영상은 데이터셋으로 활용할 수 없고 학습 시간을 증가시키는 원인이 된다.
본 논문에서는 GAN 학습 과정에서 생성되는 영상 데이터의 히스토그램을 분석하여 이러한 파손 영상을 선별해

내는 알고리즘을 개발하였으며, 기존 GAN에서 생성되는 영상과 비교해 본 결과 파손 영상의 비율을 33.3배
(3,330%) 감소시켰다.

ABSTRACT

Recently, many studies have been done on the data augmentation technique as a way to efficiently build datasets. 
Among them, a representative data augmentation technique is a method of utilizing Generative Adversarial Network 
(GAN), which generates data similar to real data by competitively learning generators and discriminators.

However, when learning GAN, there are cases where a broken pixel image occurs among similar data generated 
according to the environment and progress, which cannot be used as a dataset and causes an increase in learning time.

In this paper, an algorithm was developed to select these damaged images by analyzing the histogram of image data 
generated during the GAN learning process, and as a result of comparing them with the images generated in the existing 
GAN, the ratio of the damaged images was reduced by 33.3 times(3,330%).
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Ⅰ. 서  론

최근 딥러닝 환경이 확산됨에 따라 데이터셋 구축 방

법에 대한 연구가 활발하게 이루어지고 있다. 기존 데이

터셋 구축 방법은 인터넷상에 존재하는 데이터들을 어

플리케이션이나 툴과 같은 자신들의 고유한 방법을 이

용하는 방법[1-3], 특정 알고리즘의 구현을 통한 커스텀 

데이터셋을 구축하는 방법[4] 등이 있다.
그러나 이러한 방법들은 사용자가 원하는 이미지뿐

만 아니라 내용상 맞지 않는 이미지들도 많이 포함되어 

있을 가능성이 있고[5], 인터넷상에 존재하는 데이터 중

에서 딥러닝 모델의 학습을 위하여 대규모 대표 훈련 데

이터를 수집하기 위한 환경의 표본 숫자가 너무 적거나 

비현실적이고 사람 영상 데이터의 경우에는 초상권과 

같은 액세스 문제가 발생한다는 단점이 있다[6]. 또한, 
특정 알고리즘을 구현하여 커스텀 데이터셋을 구축하

는 경우에는 효율적으로 데이터셋을 생성할 수는 있으

나, 지정된 환경에서의 데이터셋을 구축하기 때문에 범

용적으로 사용하기에는 어렵다는 단점이 있다.
이러한 문제를 해결하면서 효율적인 데이터셋 구축

을 위하여 기존 인터넷상에 존재하는 데이터를 가져와 

해당 데이터를 기반으로 기존 데이터와 유사한 새로운 

데이터를 생성해내는 데이터 증강 기법과 관련된 연구

가 이루어지고 있으며, 대표적으로 생성적 적대 신경망

(GAN)을 활용한 데이터 증강 기법이 있다[7-14]. GAN
을 이용한 데이터 증강 기법은 원하는 데이터를 일부 수

집하여 새로운 데이터를 생성하여 데이터셋을 구축하

기 때문에 기존 데이터셋 구축 방법의 단점인 데이터 확

보에 있어 정확성 문제, 데이터 확보 환경 문제, 범용성 

문제 등을 해결할 수 있다.
그러나 GAN을 학습하여 데이터 증강을 수행할 때, 

학습 환경이나 학습 진행 정도에 따라 생성되는 새로운 

영상 데이터 내에 픽셀 깨짐 현상이 발생하는 파손 영상

이 생성되는 경우가 있다. 이러한 파손 영상의 경우에는 

데이터셋으로 사용하기에 활용도가 떨어지며, 해당 데

이터로 인하여 전체적인 학습 속도가 늦춰진다는 단점

이 있다.
본 논문에서는 이와 같은 GAN 학습 과정에서 생성

되는 영상 내의 히스토그램 분포를 분석하여 이러한 파

손 영상을 미리 검토하여 선별해내는 알고리즘을 구현

하여 기존 GAN 알고리즘의 단점을 개선한다.

Ⅱ. 관련 연구

GAN을 통한 데이터 증강 기법을 이용하여 효율적으

로 데이터셋을 구축하는 연구가 활발하게 이루어지고 있

으며, 대표적으로 WGAN을 이용한 데이터 증강 기법[8], 
GAN과 GSVD 기반 LDA를 이용한 효과적인 학습 데이

터셋 제작 기법[9], GAN을 이용한 매칭 의상 디자인 생

성 기법[10], 마지막으로 StyleGAN이 있다[13, 14].

2.1. Generative Adversarial Nets

최초로 제안된 GAN으로, 새로운 이미지를 생성하는 

생성자 Generator와 샘플 데이터와 생성자가 생성한 이

미지를 구분하는 판별자 Discriminator 두 개의 네트워

크 구조를 제안하였다. 해당 네트워크의 생성자 G와 판

별자 D의 수식은 아래 수식 (1)과 같다.

min

max


 ∼ log

∼  log−
(1)

판별자 D는 V(D, G)가 최대가 되도록 하는 것이다. 이
를 위하여 D는 D(x)=1, D(G(z))=0이 되도록 하는 것이 

목표이다. 이는 진짜 데이터를 입력으로 받았을 때, 1을 

출력하고, 생성자 G에서 생성된 가짜 데이터를 입력으

로 받았을 때 0을 출력하는 것이다. 생성자 G는 V(D, G)
가 최소가 되도록 하는 것이며 G는 D가 가짜 데이터에 

대해서 1을 출력하게 하도록 D(x)=0, G(G(z))=1이 되는 

것을 목표로 학습을 수행한다. 이처럼 생성자는 판별자

를 속이면서 이미지를 잘 생성하려고 하며, 판별자는 주

어진 이미지가 진짜인지 생성자가 생성한 이미지인지 판

별하도록 하는 경쟁 학습을 통해 결과적으로 생성자에서 

진짜와 유사한 새로운 이미지를 생성하도록 한다.
이 연구에서는 단순 네트워크 구조만 설계하였을 뿐, 

생성되는 영상에 대한 선별 알고리즘이 없어 GAN 학습 

초기 과정이나 학습 중에 발생하는 파손 영상에 대해서 

처리할 방법이 없다.

2.2. WGAN을 이용한 데이터 증강 기법

WGAN에서는 기존 GAN과 유사한 형태의 네트워크 

구조를 가지고 있으며, MNIST와 NIST 손글씨 데이터

셋을 활용하여 데이터 증강을 수행하였다.
또한, WGAN에서는 생성되는 영상에 대해서 선별 
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알고리즘을 학습된 판별자의 입력으로 사용하여 나온 

결괏값들의 평균과 표준편차를 이용하여 일정 범위 내

의 영상만을 새로운 데이터셋에 추가하는 형태로 구현

하였으나, 파손 영상을 제대로 선별하지 못하고 결과에 

파손 영상이 존재하는 등의 정확한 선별 알고리즘으로

써의 역할을 수행하지는 못하였다.

2.3. StyleGAN

StyleGAN은 Generator 네트워크에서 각 레이어마다 

스타일 정보를 입히는 방식으로 학습을 수행한다. 영상

의 스타일(성별, 포즈, 머리색, 피부톤 등)을 변경할 수 

있으며, 기존 입력 영상 z가 특정 데이터셋의 분포를 그

대로 따라가는 경향을 방지하기 위하여 Mapping 
Network를 추가하여 나온 새로운 결과값 w를 활용하여 

스타일을 더욱 다양하게 바꿀 수 있도록 하였다.
StyleGAN은 여러 GAN 알고리즘 중 가장 최근에 나

온 GAN 알고리즘으로서 학습 성능이나 결과치가 매우 

우수한 수준이다. 그러나, 학습에 필요한 그래픽 메모리 

등의 컴퓨팅 자원이 상당히 높은 수준을 요구하기 때문

에 실질적으로 이를 활용하는데 어려움이 있다.

Table. 1 StyleGAN2 energy consumption[15]

Image 
size

Total 
iter 1 GPU 2 GPUs 4 GPUs 8 GPUs GPU 

mem

1024* 
1024 25000 69d 23h 36d 4h 18d 14h 9d 18h 13.3 GB

1024*
1024 10000 27d 23h 14d 11h 7d 10h 3d 22h 13.3 GB

256*
256 25000 32d 13h 16d 23h 8d 21h 4d 18h 6.4 GB

256*
256 10000 13d 0h 6d 19h 3d 13h 1d 22h 6.4 GB

Ⅲ. 파손 영상 선별 알고리즘 개발

본 연구에서는 GAN 알고리즘을 이용하여 Face 
Generation을 수행하고, 효율적인 데이터셋을 구축하기 

위해 파손 영상 선별 알고리즘을 개발하였다. 해당 알고

리즘은 기존에 존재하는 사람 얼굴 영상 중 일부를 선택

한 후, 선택된 영상을 조합하여 새로운 얼굴 영상을 생

성하는 방식으로 수행되는 알고리즘으로, 위 과정의 반

복을 통해 데이터를 생성한다.

3.1. Face Generation GAN 결과 분석

파손 영상 선별 알고리즘의 기반이 되는 히스토그램 

분포를 분석하기 위하여 Face Generation GAN의 결과

로 생성된 영상 중 데이터셋으로의 활용 가치가 있는 유

효 영상과 픽셀 깨짐 현상이 발생한 파손 영상 각각의 

히스토그램을 그림 1, 2와 같이 분석하였다. 분석 결과, 
유효 영상은 전체적으로 색상별 분포가 유사하게 분포

하는 것을 확인할 수 있었으며, 파손 영상의 경우 대부

분의 영상이 255 색상 값을 갖는 분포에 차이가 있거나, 
전체적으로 분포가 많은 것을 확인할 수 있었다.

Fig. 1 Valid images and their histograms

Fig. 2 Broken images and their histograms

3.2. 단일 색상 기반 파손 영상 선별 알고리즘 설계

3.1에서 분석한 결과를 토대로 단일 색상 기반 파손 

영상 선별 알고리즘을 아래와 같이 설계하였다.
영상 내 히스토그램을 배열로 가져와 색상별로 행을 
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나누고, 각 행의 255 색상 값에 해당하는 값을 분석하여 

그 결과에서 가장 많은 분포를 가진 값과 가장 적은 분포

를 가진 값의 차이를 계산하여 임곗값 이상일 경우 파손 

영상으로 판단하고, 해당 영상의 저장 과정을 수행하지 

않는다. 단일 색상 기반 파손 영상 선별 알고리즘을 포함

한 Face Generation GAN의 흐름도는 그림 3과 같다.

Fig. 3 Flowchart of face generation GAN including the 
single color-based broken image screening algorithm

3.3. 단일 색상 기반 파손 영상 선별 알고리즘 결과 분석

3.2에서 설계한 단일 색상 기반 파손 영상 선별 알고

리즘에서 임곗값을 40, 20으로 두고 각각 실험한 결과를 

분석하였다. 실험 결과는 아래 표 2와 같다.

Table. 2 Single color-based broken image screening 
algorithm test results

Number of 
images 

generated

Number of 
broken 
images

Occurrence 
rate(%)

Existing GAN 2,500 396 15.84

Threshold 40 2,500 69 2.76

Threshold 20 2,500 23 0.92

위 실험 결과, 파손 영상 선별 알고리즘을 탑재하지 

않은 기존 GAN에서 본 연구에서 개발한 단일 색상 기

반 파손 영상 선별 알고리즘을 임곗값 40으로 설정하고 

적용한 결과 파손 영상의 발생 빈도가 약 83% 감소하였

으며, 임곗값을 20으로 설정하고 적용한 결과 기존 

GAN에서 파손 영상 발생 빈도를 약 94% 감소시켰다.
그러나, 단일 색상 기반 파손 영상 선별 알고리즘에서

는 그림 4와 같이 255 색상 값 분포의 전체 합계가 일정 

수 이상일 때 발생하는 흰색으로의 픽셀 깨짐 현상이 발

생한 파손 영상을 제대로 선별하지 못하였다.
 

Fig. 4 Broken images and their histograms with a total 
of 255 color distributions of more than a specific number

또한, 그림 5와 같이 단일 색상 기반 파손 영상 선별 

알고리즘에서 조건으로 사용되었던 255 색상 값을 가지

지 않고 일정 이상의 색상 값 범위에서의 히스토그램 분

포의 최댓값과 최솟값의 차이를 가지는 파손 영상에 대

해서도 선별해내지 못하였다.

Fig. 5 Broken images and their histograms with a difference 
in color distributions above 240 value
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3.4. 복합 색상 기반 파손 영상 선별 알고리즘 설계

3.3에서 설계한 단일 색상 기반 파손 영상 선별 알고

리즘에서 발생한 문제점을 해결하기 위하여 복합 색상 

기반 파손 영상 선별 알고리즘을 설계하였다. 복합 색상 

기반 파손 영상 선별 알고리즘을 포함한 Face Generation 
GAN의 흐름도는 아래 그림 6과 같다.

Fig. 6 Flowchart of face generation GAN including the 
multi color-based broken image screening algorithm

먼저, 단일 색상 기반 파손 영상 선별 알고리즘에서 

255 색상 분포의 최댓값과 최솟값의 차이를 계산하여 

파손 영상 여부를 판단하던 것을 240 이상의 색상 분포

에서의 최댓값을 구하고 해당 최댓값이 가지는 색상 값

의 최솟값을 구하여 그 차이를 계산한다. 이때 해당 값

이 임곗값 이상일 경우 파손 영상으로 판단한다. 또한, 
앞선 조건에서 걸러지지 않고 240 이상의 색상 분포가 

유사하게 높게 분포되어 합계가 일정 수 이상인 흰색으

로 픽셀 깨짐이 발생하는 파손 영상도 선별하기 위하여 

240 이상의 색상 분포에서 최댓값을 가지는 색상 값과 

같은 색상 값을 가지는 다른 색상에서의 분포 합계가 일

정 수 이상일 경우 흰색으로 픽셀 깨짐 현상이 발생하는 

파손 영상으로 판단하여 저장 과정을 수행하지 않도록 

한다.

3.5. 복합 색상 기반 파손 영상 선별 알고리즘 결과 분석

3.3에서 설계한 복합 색상 기반 파손 영상 선별 알고

리즘에서 색상 임곗값을 40으로, 합계 임곗값을 1,000
으로 설정하고 기존 GAN, 단일 색상 기반 영상 선별 알

고리즘과 비교한 결과는 아래 표 3과 같다.

Table. 3 Multi color-based broken image screening 
algorithm test results

Number of 
images 

generated

Number of 
broken 
images

Occurrence 
rate(%)

Existing GAN 2,500 396 15.84

Single 
color-based 

Algorithm(20)
2,500 23 0.92

Multi 
color-based
Algorithm

2,500 12 0.48

위 결과를 바탕으로 복합 색상 기반 파손 영상 선별 

알고리즘 사용 시, 단일 색상 기반 영상 선별 알고리즘

을 충분히 개선한 성능을 보여줌을 확인할 수 있었으며, 
복합 색상 기반 파손 영상 선별 알고리즘은 기존 GAN
의 생성되는 파손 영상의 약 97%를 선별해내었다.

그러나, 최적화 문제로 그림 7과 같은 파손 영상이 발

생하는 경우가 있었으며, 해당 현상은 임곗값의 조절을 

통하여 알고리즘의 최적화를 수행하여 개선할 예정이다.

Fig. 7 Broken images and their histograms that occured 
in the improved broken image screening algorithm
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Ⅴ. 결  론

본 논문에서는 기존 GAN 알고리즘의 개선을 위하여 

GAN 학습을 통해 생성된 영상 내 히스토그램을 분석하

고, 분석한 히스토그램을 기반으로 생성된 영상의 파손 

여부를 판단하여 선별하는 파손 영상 선별 알고리즘을 

개발하였다. 본 연구에서 개발한 파손 영상 선별 알고리

즘은 딥러닝 환경을 사용함에 있어 컴퓨팅 퍼포먼스가 

상대적으로 부족한 PC에서도 GAN을 효율적으로 사용

할 수 있게 하며, 기존 GAN에서 생성되는 파손 영상의 

비율을 33.3배(3,330%) 감소시켰다. 또한, 임곗값 변경

을 통하여 더욱 유연한 영상 선별을 수행할 수 있을 것

으로 예상된다.
추후 연구를 통하여 파손 영상의 유형을 학습하여 유

형별 선별 알고리즘을 개발하고, 기존에 존재하는 데이

터셋만 학습시킨 결과와 파손 영상 선별 알고리즘을 결

합한 GAN의 학습을 통해 생성된 데이터와 기존 데이터

를 합쳐 생성한 데이터셋을 각각 딥러닝 엔진에 학습시

킨 결과를 비교하여, 파손 영상 선별 알고리즘 및 데이

터 증강의 우수성을 검증하고자 한다.
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