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Recently, many studies have been conducted to improve quality by applying machine learning models to semiconductor manu-
facturing process data. However, in the semiconductor manufacturing process, the ratio of good products is much higher than 
that of defective products, so the problem of data imbalance is serious in terms of machine learning. In addition, since the 
number of features of data used in machine learning is very large, it is very important to perform machine learning by extracting 
only important features from among them to increase accuracy and utilization. This study proposes an anomaly detection method-
ology that can learn excellently despite data imbalance and high-dimensional characteristics of semiconductor process data. The 
anomaly detection methodology applies the LIME algorithm after applying the SMOTE method and the RFECV method. The 
proposed methodology analyzes the classification result of the anomaly classification model, detects the cause of the anomaly, 
and derives a semiconductor process requiring action. The proposed methodology confirmed applicability and feasibility through 
application of cases.
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1. 서  론1)

반도체의 종류는 크게 메모리 반도체, 시스템 반도체로 
나뉜다. 이 중 반도체 시장에서 높은 점유율을 차지하는 
것은 시스템 반도체이다. 그러나 국내 반도체 기업들은 시스
템 반도체와 관련이 있는 팹리스 분야와 파운드리 분야에서 

낮은 점유율을 차지하고 있다. 또한 <Figure 1>과 같이 국내 
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반도체 기업들이 최근까지 시장 점유율 1위를 유지하고 
있는 메모리 반도체 시장 점유율이 4.8% 감소하면서, 반도체 
생산 분야의 품질 관리 및 향상이 필요한 상황이다.
반도체의 경우 복잡한 공정이 동일한 설비를 공유하며 

반복되는 사이클링 공정(Re-Entrant) 데이터가 연속적으로 
많이 생성되며[23, 8], 최첨단 반도체들은 일반적으로 완
성까지 600스텝 이상의 공정을 필요로 하는 것으로 알려
져 있다[16].
반도체 공정의 품질 향상 및 관리를 위해 필요한 작업 

중 하나는 수율관리로[12, 18, 27], IoT를 통해 나타난 데이
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터를 통해 불량품이 발생한 환경요인을 분석하여 향후 불

량을 줄이는 데 참고할 수 있다[34]. 
 그러나 많은 데이터양에 비해 불량 데이터는 적기 때

문에[22], 불량 발생 시 나타나는 데이터의 특징을 알 수 
없고 이로 인해 원인을 파악할 수 없어 불량이 반복적으로 

발생할 수 있다. 이와 함께 기술적 원인을 모르는 상황에
서는 불량을 예측하는 모델을 만들어 사용하는 것이 최선

인 상황[23]임에 따라, 불량과 같은 이상을 탐지하기 위한 
기계학습 모델 활용 기법에 대한 연구가 중요하다.
현재까지 반도체 공정 데이터에 대한 기계학습 모델 적

용으로 품질 관리 및 향상을 위한 이상 분류 연구가 많이 

진행되고 있으나 이상 발생 원인을 탐지하여 문제를 해결

함으로써 반복적인 이상 발생을 방지하는 것이 이상 분류

보다 중요하다.
따라서 본 연구는 고차원의 반도체 공정 데이터 내 적

은 이상 데이터로도 이상의 특징을 우수하게 학습할 수 

있는 기계학습 모델을 탐색하고, SMOTE 기법과 RFECV 
기법을 적용하고, LIME 알고리즘을 적용하여 이상 발생 
원인을 탐지하는 기법을 제시하고자 한다.

<Figure 1> Memory Semiconductor Market Share in 

2020[25]

2. 이론적 배경

2.1 이상 탐지

이상은 정상의 반대 개념으로, Hawkins[14]는 이상을 
다른 메커니즘으로 생성되었다는 의심이 들 정도로 다른 

관찰들과 많이 다른 관찰이라고 최초로 정의하였다. 
하지만 분야별 정상에 대한 정의가 다르기 때문에 이상

에 대한 정의도 분야별로 다르다[5]. 분야별 발생 및 정의
하는 이상으로 보안 분야의 컴퓨터 시스템 침입과 금융 

사기, 작업환경 분야의 유해 및 위험 요인과 센서가 포착
한 비정상적 사건, 의학 및 공중보건 분야의 질병, 문자 
및 영상 자료 처리 분야의 새로운 주제나 사건과 이미지 

변화 및 이상한 이미지 등이 있다[5]. 기계학습 모델을 활
용한 반도체 공정 이상 탐지 관련 선행연구들은 <Table 1>
과 같다.

Research Research subject Model

Schlosser et al.[42] Handling the Complexity of a Bad 
Semiconductor Wafer Problem SH-DNN

Susto et al.[47] Outliers Detection Using 
Semiconductor Etching Process Data

ABOD, LOF, 
online PCA, 

osPCA

Liao et al.[30]

Abnormal detection of 
semiconductor equipment using time 
and frequency data of Fab sensor 

equipment

Stacked 
Autoencoders

Chauhan et al.[6]
Comparison of Outliers Detection 

Performance by Outliers Pattern in 
Semiconductor Process Data

CNN

Maggipinto et al.
[33]

Outliers Detection Using 
Semiconductor Process Data

2D CNN, 
Autoencoder

<Table 1> Previous Studies on Semiconductor Process 

Anomaly Detection

 본 연구가 수행하고자 하는 반도체 공정 이상 탐지에 
대한 연구는 작업환경 분야에 속하며, 이상은 불량 혹은 
센서가 포착한 비정상적 사건으로 정의할 수 있다. 

2.2 이진 분류

각 분야별로 정상과 이상을 구분해놓은 것을 라벨이라

고 하는데, 이때 라벨 정보의 유무에 따라 이상 분류 방법
은 지도 이상 분류, 준지도 이상 분류, 비지도 이상 분류로 
구분할 수 있다[5]. 본 연구에서는 이진 분류 모델 중 지도 
이상 분류, 준지도 이상 분류 방법을 사용하여 반도체 이
상을 탐지하고자 한다.

2.3 지도 이상 분류

지도 이상 분류는 모든 데이터에 라벨 정보가 있을 때 

사용하는 방법으로, 학습 데이터로 모델을 학습시킨 뒤 시
험 데이터에 모델을 적용하여 이상 분류를 수행하는 방법

이다.

2.3.1 앙상블 모델(Ensemble Model)

앙상블 모델은 더욱 정확한 예측을 위해 여러 개의 개별 

모델을 생성하고 예측 결과들을 결합한다[48]. 이러한 앙상
블 모델은 결정나무를 기반으로 하며, 결정나무는 기계학습 
모델이 데이터를 학습하면서 나무 형태로 분류 규칙을 찾아

내 분류 규칙을 만드는 알고리즘을 의미한다[26].

2.3.2 Random Forest

Random Forest는 의사결정 트리의 단점을 개선하기 위
한 알고리즘 중 하나이며, Breiman[4]에 의해 처음 소개된 
앙상블 기법이다[38]. 
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여러 개의 서브 트리가 전체 데이터에서 배깅 방식으로 

각 서브 트리별로 데이터 샘플링을 통해 개별적으로 학습

을 수행한 뒤 모든 서브 트리의 분류 결과를 투표하여 최

종 분류 성능을 결정하는 모델로, 수행 속도가 빠르다는 
장점이 있다[26].

2.3.3 XGBoost(eXtreme Gradient Boosting)

XGBoost는 부스팅 방식으로 작동하는 GBM(Gradient 
Boosting Machine) 알고리즘을 기반으로 하는 나무 형태의 
앙상블 모델이다. XGBoost는 빠른 수행 시간과 과적합 제
어에 뛰어나다는 장점을 가진다[49].

2.3.4 LightGBM(Light Gradient Boosting Machine)

LightGBM은 부스팅 앙상블 기법 중 하나로, XGboost의 
한계점을 보완하기 위해 microsoft에서 개발한 모형이다. 
Ke et al.[17]에 따르면 LightGBM은 잎 분할(Leaf-wise) 방
식을 통해 높은 정확도의 모형을 만든다. LightGBM의 leaf 
중심 나무 분할 구조는 나무의 깊이가 깊어질수록 비대칭

적인 규칙 노드들이 생성되는데, 이때 최대 손실값을 갖는 
리프 노드를 지속적으로 분할하면서 규칙을 만들기 때문

에 분류 오류 손실을 최소화하면서 학습 시간도 줄일 수 

있다[26].

2.3.5 Logistic Regression

Logistic Regression은 Cox[9]가 고안한 방법으로 정상과 
이상을 0과 1로 나타내고, 각 클래스로 분류될 확률의 합
이 1이 되게끔 하는 방법이다.
선형 회귀로도 이진 분류를 수행할 수는 있으나, 그럴 

경우 종속변수의 범위가 0과 1로 국한되지 않기 때문에 
분류의 정확도가 떨어지게 되고 도출된 결과를 이진 분류

에 활용하기가 어렵다.
이항형 종속 변수를 갖는 Logistic Regression의 목적은 

로지스틱 함수를 통해 데이터가 입력되었을 때 해당 데이

터의 결과를 0과 1 사이의 확률로 표현하고, 기존의 범주 
중 하나로 분류하는 것이다[28]. 

Logistic Regression은 로짓 변환을 통해 수식을 선형화
시켜 종속변수를 0과 1로 분류될 수 있게끔 한다[28]. 

2.4 준지도 이상 분류

준지도 이상 분류는 정상 데이터에만 라벨 정보가 있고, 
라벨 정보가 없는 자료에 대한 정상/이상 여부를 알 수 없
는 경우 사용하는 방법으로, 정상 데이터만 사용하여 모델
을 학습시킨 뒤 시험 데이터에 모델을 적용하여 이상 분류

를 수행하는 방법이다. 이는 모델이 정상 데이터만을 학습
하였기 때문에 정상 데이터는 확실하게 분류하지만, 이상 

데이터는 그렇지 않아 모델이 분류하지 못한 데이터를 이

상 데이터로 분류하는 방식이다. 

2.4.1 OneClassSVM

OneClassSVM은 Scholkopf et al.[43]이 고안한 이상 분
류 방법으로, 주어진 데이터를 공간에 매핑하면서 경계선
을 기준으로 정상과 이상을 분류한다. Scholkopf et al.[43]
에 따르면, OneClassSVM는 정상 데이터만 학습한다는 점
으로 정상 데이터만 사용하여 공 모양의 공간을 만들고 

그 공간 밖의 데이터를 이상 데이터로 분류하는 방식으로 

이진 분류를 수행한다. OneClassSVM을 적용한 후 도출한 
결과의 예시는 <Figure 2>와 같다.

<Figure 2> OneClassSVM Application Results Example[19]

2.4.2 Isolation Forest

Isolation Forest는 Liu et al.[31]가 이상 데이터는 정상 
데이터에 비해 개수가 적고 성질이 다르기 때문에 격리시

켜야 한다는 아이디어로 고안한 방법이다. Isolation Forest
는 데이터를 공간에 매핑한 후, 의사결정나무 방식으로 무
작위로 분할하면서 데이터가 격리되기까지 필요한 가지들

의 평균 길이를 이용한다. 또한 Isolation Forest는 가지들
의 평균 길이를 계산하기 위해 의사결정나무를 반복 생성

한다.
Isolation Forest는 의사결정나무 반복 생성 횟수, 가지들

의 평균 길이를 이용하여 해당 데이터의 이상 여부를 판단

하기 위해 이상 점수를 계산한다[21].

2.5 XAI(eXplainable AI)

An[2]에 따르면, 기계학습은 처리해야 할 매개변수가 
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많아 연산 과정이 많고 절차가 복잡하여 결정 과정 중 다

수는 내부 작업이 숨겨져 있고[40], 인간은 의사 결정 과정
을 직접적으로 이해하지 못한다. 이러한 기계학습 모델을 
블랙박스라고 부르며, 다양한 분야에서 현재까지 성공적
인 성능을 보이는 기계학습 및 인공신경망 모델은 일반적

으로 정보를 제공하지 않는 블랙박스 모델이다[41]. 그러
나 많은 연구원들이 재정, 안전, 보안 등의 분야에서 결정
을 내릴 때, AI의 분석 결과를 맹목적으로 믿고 깊은 이해 
없이 결과를 수용하면서 윤리 및 도덕적 문제 등이 발생할 

수 있는 가능성이 높아졌다[10, 40].
XAI는 eXplainable AI의 약자로, 사람이 AI의 분석 결과

를 이해할 수 있도록 AI의 출력뿐만 아니라 출력에 대한 
근거를 표현하는 AI 기법이다. XAI는 기계학습 모델에 알
고리즘을 적용하여 AI의 분석 결과를 사람이 이해할 수 
있도록 해당 모델의 결과에 대한 근거를 지표 및 도표로 

표현한다.

<Figure 3> XAI Operational Process

2.5.1 LIME(Local Interpretable Model-agnostic Explanation)

LIME 알고리즘은 Ribeiro et al.[39]이 고안한 인공지능 
기법으로, 전체 데이터 중 하나의 데이터에 대한 블랙박스 
모델의 결과 도출 과정을 분석하며 로컬 대리 분석이라고

도 불린다.
대리 분석은 구성된 블랙박스 모델이 복잡하여 분석이 

불가능할 때, 유사한 기능을 수행하는 인공지능 모델을 대
리로 만들어 본래 모델을 분석하는 방법을 의미한다[2].

LIME 알고리즘은 기계학습 모델과 관계없이 입력과 출
력만으로 확인이 가능하고, 특정 샘플에 대한 설명이 쉽고 
직관적인 결과 도출로 실무에 적합하며, 무게가 가볍다는 
장점이 있다[44]. 본 연구는 기계학습 모델과 관계없이 적
용할 수 있고, 직관적인 결과를 도출하기 때문에 실무에 
적합한 LIME 알고리즘을 사용하고자 한다. LIME 알고리
즘의 수식은 식 (1)과 같다.

       (1)

손실함수 과 에 대한 복잡도를 나타내는 를 이용

하여 블랙박스 모델인 와 유사한 기능을 수행하도록 학습

된 인공지능 모델인 를 찾는 방식으로 작동된다[15, 36].

3. 이상 탐지 방법론

본 연구의 주요 목적은 반복적인 이상 발생을 방지하기 

위해 조치가 필요한 반도체 공정을 도출하는 모델을 제시하

는 것이다. 이를 위하여 SMOTE(Synthetic Minority 
Over-sampling Technique) 기법과 REECV(Recursive Feature 
Elimination with Cross Validation) 기법을 활용하여 가장 
우수한 분류 성능을 갖는 기계학습 모델을 탐색하고 LIME 
알고리즘을 통해 이상 발생에 영향을 미치는 반도체 공정을 

탐지하였다.
수행 단계는 <Table 2>와 같이 데이터 수집, 데이터 전

처리, 특성 선택, 데이터 불균형 처리, 모델 적용, 모델 성
능 평가 및 비교, 이상 발생 원인 탐지 총 7단계로 이루어
지며, 오픈소스 프로그램 언어 Python 3.8.8과 구글  Colab
을 활용하였다.

3.1 데이터 수집 

본 단계에서는 반도체 공정 데이터를 수집하기 위해  

 UCI Machine Learning Repository에서 제공하는 반도체 
공정 센서 데이터[35]를 사용하였다.

3.2 데이터 전처리

본 단계에서는 결측치 처리와 스케일링을 수행한다. 실
시간 센서 기반 공정 데이터는 다수의 결측치를 포함하기

도 하며[37], 센서의 고장 및 설비 셋업, 정비 주기와 함께 
측정되는 공정 데이터의 부분에서도 결측치가 존재한다

[20]. 결측치가 있을 경우, 모델에 바로 적용할 수 없다.
따라서 본 연구에서는 결측치가 50% 이상인 특성들은 

완전 제거법을 적용하여 제거하고, 결측치가 50% 미만인 
특성들은 Steckhoven&Buhlmann[46]이 고안한 MissForest 
알고리즘을 사용하여 결측치를 대체하였다.

MissForest 알고리즘은 네 단계를 거쳐 작동되며, 각 단
계는 데이터 분할 단계, 결측치 대체 단계, 모델 학습 및 
예측 단계, 결측치 대체 결과 비교 및 반복 수행 단계로 
구성되어 있다.

MissForest 알고리즘은 데이터를 y_miss, x_miss, y_obs,  
x_obs로 분할한다. y_miss는 결측치를 의미하고, x_miss는 
y_miss가 속한 행을 의미한다. y_obs는 y_miss가 있는 한 
개의 특성을 의미하고, x_obs는 y_obs와 x_miss를 제외한 
특성을 의미한다. <Table 3>은 MissForest 알고리즘의 프
로세스를 설명한 것이다.

 본 연구에서는 데이터를 온전히 유지하면서 분류를 위
한 기계학습 모델의 학습을 용이하게 하기 위해 정규화하

는 스케일링 방법이 필요하다. 따라서 평균이 0, 표준편차
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Research stage Performance Content How to perform

Step 1 Data Collection Data Collection Navigating the data store
Step 2 Data Preprocessing Handling and scaling missing values Listwise deletion, MissForest StandardScaler
Step 3 Select Properties Remove low importance attributes RFECV, XGB, LGBM, RandomForest

Step 4 Data Imbalance Handling Identify data balance and solve training data 
imbalances Bar graph SMOTE

Step 5 Apply Model Applying a Model for Abnormal Classification OneClassSVM, IsolationForest, Logistic 
Regression, XGB, LGBM, Random Forest

Step 6 Model Performance Assessment 
and Comparison Calculating Model Performance Indicators Confusion Matrix

Step 7 Detecting Abnormal Cause of 
Occurrence

Calculating attribute contributions to abnormal 
occurrences LIME

<Table 2> Study Steps and Research Performance and Methods

는 1이 되도록 하는 Standard Scaler을 이용하여 스케일링
을 진행하였다.

Step 1 Divide the data into y_miss, x_miss, y_obs, and x_obs.

Step 2 The missing value, y_miss, is replaced by using the average 
replacement.

Step 3
Using y_obs and x_obs without y_miss as learning data, the 
Random Forest model trains and predicts y_miss by inputting 
x_miss.

Step 4

In the step of comparing and repeating the results that replaced 
the missing values, the predicted value and the average 
replacement value of the Random Forest model are compared. 
In this case, when the predicted value is higher than the 
average substitution value, all steps are repeatedly performed.

<Table 3> Process of the MissForest Algorithm

3.3 특성 선택

본 단계에서는 고차원의 방대한 양을 가진 데이터에 대

한 데이터 마이닝 및 기계학습 시 간단하고 쉬운 모델을 

구축하고 데이터 마이닝의 성능을 개선하기 위해 데이터

의 특성을 줄이는 방법[29, 1]을 통해 이상 발생원인 후보
군을 추린다.
데이터의 종류에 따라 적합한 특성 선택 방법이 달라지

는데[28], 본 연구에서는 분류 문제에 대한 특성 선택에 
적합한 RFE(Recursive Feature Elimination) 기법[13]에 교
차 검증을 적용한 RFECV 기법을 사용한다. 

RFECV 기법은 단순히 낮은 순위의 특성들을 제거하는 
것이 아니라, 교차 검증을 통해 각 특성을 분류기에 학습시
킨 후 가장 성능이 우수하게 도출된 특성들의 조합을 최종

적으로 선택하는 특성 선택 기법이다. 본 연구에서는 
RFECV 기법에 층화 k-겹 교차 검증을 사용하였다. 층화 
k-겹 교차 검증은 타겟 클래스의 비율과 같은 비율로 데이터
를 샘플링하여 k-겹 교차 검증을 수행하며, 데이터 불균형 
상태에서 모델 성능을 평가할 때 사용되는 교차 검증이다. 

3.4 데이터 불균형 처리

본 단계에서는 데이터 균형 상태를 파악하고, 훈련 데이
터 불균형 해소를 수행한다.
우선 타겟 클래스의 데이터 균형 상태 파악을 위해 막

대그래프로 데이터 분포를 시각화하였다. 데이터 균형 상
태를 파악하는 단계는 3단계로 요약되며 수행 내용은 
<Table 4>와 같다.

Step 1 Identify the number of classes within the target class.

Step 2
Identify the number of data per class. It identifies the number 
of data belonging to normal and abnormal and examines the 
presence or absence of data imbalance.

Step 3 Visualize a bar graph with the x-axis as the class and the y-axis 
as the number of data.

<Table 4> Identify Data Balance Step

반도체 공정 데이터는 이상 클래스의 데이터가 적기 때문

에 본 연구는 데이터를 훈련 데이터와 시험 데이터로 분리한 

후 새롭게 데이터를 만들어 추가하는 오버 샘플링 기법인 

SMOTE를 사용하여 훈련 데이터의 불균형을 처리하였다.
SMOTE는 소수 클래스의 일정 부분이나 전체에 대해 

k-근접 이웃 알고리즘(k-NN, k-Nearest Neighbor)을 적용
하여 데이터를 생성하는 방법이다[7]. SMOTE 기법은 
<Table 5>와 같이 다섯 단계에 걸쳐 작동한다.

Step 1 Select a small number of class data  at random.

Step 2 Select k data closest to  (with features most similar to those 
of ).

Step 3 Calculate the distance between  and the selected k data.

Step 4
Calculate the distance between  and data to be generated by 
multiplying the distance calculated in Step 3 by a random number 
from 0 to 1.

Step 5 Generate data by adding the distance calculated in step 4 to .

<Table 5> SMOTE Operation Process



Anomaly Detection Model Based on Semi-Supervised Learning Using LIME: Focusing on Semiconductor Process 91

SMOTE 기법의 수식은 식 (2)와 같다.  는 소수 클래스

에 속하는 임의의 데이터를 의미하며, 은 0부터 1 사이의 
난수, 은  와 가장 가까운 k개의 데이터를 의미한다.

′      (2)

3.5 모델 적용 

본 단계에서는 특성 선택을 통해 선택된 특성, 즉 이상 
발생 후보군을 세 가지 이진 분류 모델(OneClassSVM 모
델, Isolation Forest 모델, Logistic Regression 모델)에 적용
하였다.
또한 특성 선택을 통해 선택된 특성들을 특성 선택 기

법(RFECV)에 적용한 세 가지 앙상블 모델들(XGBoost 모
델, LightGBM 모델, Random Forest 모델)에도 적용하여 
앙상블 모델들의 분류 성능과 이진 분류 모델들의 분류 

성능을 비교하였다.
또한 모델 간 공정한 성능 비교를 위해 본 연구에서는 

모든 모델의 하이퍼 파라미터는 조정하지 않고 파이썬 라

이브러리에 설정된 기본값으로 적용한다.

<Figure 4> Model Application Step Structure

3.6 모델 성능 평가 및 비교

본 단계에서는 모델 성능 지표들을 계산할 수 있도록 

실제 데이터와 예측된 데이터를 진양성(TP), 위양성(FP), 
진음성(TN), 위음성(FN)으로 구분하여 행렬 구조로 시각
화한 혼동행렬을 통해 모델의 분류 성능을 확인하였다.
혼돈행렬은 모델 성능 지표들을 계산할 수 있도록 실제 

데이터와 예측된 데이터를 진양성, 위양성, 진음성, 위음
성으로 구분하여 행렬 구조로 시각화한 것이다. 혼돈행렬
은 Stehman[45]이 오차와 정확도를 모델별 행렬 형태와 클
래스별 행렬 형태로 나타낸 것에서 발전한 구조이다.
이후 정확도(), 정밀도(), 재현율( ), 

 점수로 모델 성능 지표를 계산하였으며 모든 모델 성능 
지표는 0에서 1 사이의 값을 갖는다.

Predicted

Positive (1) Negative (0)

Actual
Positive (1) TP FN

Negative (0) FP TN

<Figure 5> Components and Structure of a Confusion Matrix

Stehman[45]은 모든 정확도 평가 목적을 달성하기 위해 
적용할 수 있는 절대적인 지표는 없으며, 특정 지표가 타 
지표들을 대표하지 않기 때문에 타 지표와 상충되는 결과

가 도출될 수 있다고 주장하였다. 이와 같은 이유로 본 연
구는 이상 분류 모델 성능 평가에 적합한 지표를 선정하

고, 이를 이용한 모델 성능 평가 및 비교를 통해 가장 우수
한 성능의 이상 분류 모델을 탐색하였다.

<Figure 6> Model Performance Evaluation and Comparison 

Phase Structure

3.7 이상 발생 원인 탐지

본 단계에서는 앞선 단계에서 탐색된 모델에 XAI 알고
리즘 중 하나인 LIME 알고리즘을 적용하여 이상 발생 원
인을 탐지하였다.

7단계 이상 발생원인 탐지 단계는 <Table 6>과 같이 다
섯 단계로 구성된다.

Step 1 Check for abnormal data among actual data.

Step 2 Randomize identified actual abnormal data.

Step 3
Data extracted in step 2 is injected into an abnormal 
classification model to identify data that are abnormal classes 
in both the actual and classification results. 

Step 4 Apply the LIME algorithm to the abnormal classification 
model.

Step 5
Attribute contribution is derived by injecting the data 
identified in step 3 into the abnormal classification model with 
the LIME algorithm.

<Table 6> The Steps to Detect the Cause of an Abnormality
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<Figure 7> SECOM Dataset Example

4. 사례적용

본 연구에서는 사례적용을 위해 Michael McCann와  
Adrian Johnston이 UCI Machine Learning Repository에 제
공한 반도체 제조 공정 데이터인 SECOM Dataset[35]을 
사용하였다. 제공 받은 데이터에서는 수집된 날짜와 시간
이 기록된 Time 특성, 2008년 7월 19일부터 10월 17일까
지 반도체 공정 센서에서 수집된 데이터 590개 특성, 공정
을 마친 반도체의 합불 여부가 기록된 Pass/Fail 타겟이 있
으며, 총 1567개 행으로 구성되어 있는 것을 확인하였다. 
분석에 무의미한 특성인 Time 특성은 제거하고, 각 특성
의 결측치 유무를 확인하였다. 결측치 유무를 확인한 결
과, 각 특성의 결측치는 최소 0개부터 최대 1429개까지 존
재하는 것을 확인하였다.

4.1 데이터 전처리

본 단계에서는 결측치가 50%(784개) 이상 있는 특성  
28개는 완전 제거법을 적용하여 제거, 결측치가 50% 미만 
있는 특성 562개는 MissForest 알고리즘을 이용하여 결측
치 대체를 수행하였다. 결측치 처리 수행 후, 측정치들 간 
단위 차이가 있는 데이터의 단위를 맞추기 위하여 

StandardScaler를 이용하여 데이터 분포를 평균이 0, 표준
편차는 1로 만드는 스케일링을 수행하였다.

4.2 특성 선택

본 단계에서는 이상 발생원인 후보군을 식별하기 위해 

RFECV 함수를 활용하였다. 또한 호출된 RFECV 함수에 
적용하기 위하여 XGBoost, LightGBM, Random Forest 세 
가지 앙상블 모델을 호출하였다. 이후 특성 선택을 위해 
호출한 RFECV 함수에 세 가지 앙상블 모델을 적용하여 
교차 검증을 수행하였다. RFECV 함수의 교차 검증 방법
으로는 층화 k-겹 교차 검증을 사용하였다. 또한 최적의 
특성 개수를 선정하기 위해 평가되는 모델 성능은 정상과 

이상에 대한 특징을 모두 학습할 수 있는 특성들을 선택하

기 위해 정밀도와 재현율을 모두 고려한  점수를 사용
하였다.

RFECV 함수에 적용된 앙상블 모델별로 도출된 특성 
개수와 선택된 특성들은 <Table 7>과 같다. 

Applied 
Model

Number of 
Features derived

Selected Features 

XGBoost 30

0, 2, 16, 33, 40, 48, 59, 64, 68, 
97, 99, 100, 115, 120, 124, 126, 
147, 187, 202, 288, 290, 319, 393, 
409, 440, 457, 478, 515, 550

LightGBM 2 197, 549

Random Forest 4 59, 64, 327, 406

<Table 7> Result of Feature Selection
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이후 내용부터 편의상 각 데이터셋의 명칭을 <Table 8>
과 같이 한다.

Dataset Name Explanation

RFECV_XGBoost Dataset Derived by Applying XGBoost to 
RFECV Method

RFECV_LightGBM Dataset Derived by Applying LightGBM to 
RFECV Method

RFECV_Random Forest Data Set Derived by Applying Random Forest 
to RFECV Method

<Table 8> Dataset name and description

4.3 데이터 불균형 처리

본 단계에서는 데이터 불균형 처리를 위해 데이터의 균

형 상태를 파악하고, 훈련 데이터의 불균형을 해소하였다.
먼저 Pass/Fail 타겟의 데이터 분포를 통해 데이터 균형 

상태를 파악하였다. <Table 9>와 같이 Pass/Fail 타겟 데이
터의 분포는 Pass(-1)가 1464개(93.43%), Fail(1)이 103개
(6.57%)로 이상 데이터가 정상 데이터보다 현저히 적은 실
제 반도체 공정 데이터의 특징[11, 32]을 본 연구에서 사용
하는 데이터 또한 가지고 있는 것을 확인할 수 있다.

Pass/Fail Quantity Ratio

Pass 1464 93.43%

Fail 103 6.57%

<Table 9> Pass/Fail Distribution

다음으로 모델이 학습할 데이터의 불균형을 해소함으

로써 다수 클래스 데이터와 소수 클래스 데이터의 특징을 

모두 학습할 수 있게끔 해주어야 한다.
먼저 데이터셋을 훈련 데이터와 시험 데이터로 분리하

였으며, 데이터 분리 비율은 각각 80%와 20%로 하였다. 
훈련 데이터와 시험 데이터로 분리한 결과, 세 가지 데이
터셋 모두 훈련 데이터는 1253행, 시험 데이터는 314행으
로 분리되었다. 
다음으로 분리된 세 개의 데이터셋에 SMOTE 함수를 

적용하여 훈련 데이터의 소수 클래스에 새로운 데이터를 

생성하는 오버 샘플링을 수행하였다.
SMOTE 함수 적용 결과, 세 데이터셋 모두 오버 샘플

링으로 인해 <Table 10>과 같이 훈련 데이터의 행과 타
겟이 많아졌다. RFECV_XGBoost는 훈련 데이터의 개수
가 1253개에서 2336개로, RFECV_LightGBM은 1253개
에서 2356개로, RFECV_Random Forest는 1253개에서 
2354개로 많아졌다. 또한 SMOTE 함수는 소수 클래스의 

데이터를 오버 샘플링하기 때문에, 소수 클래스의 데이
터 개수와 다수 클래스의 데이터 개수가 같아졌다. 
RFECV_XGBoost는 음성 데이터 개수와 양성 데이터 개
수가 각각 1168개로, RFECV_LightGBM은 각각 1178개
로, RFECV_Random Forest는 각각 1177개로 같아졌다.

Dataset type

Apply SMOTE function

Before After

Row Column Target Row Column Target

RFECV_XGBoost 1253 30 1253 2336 30 2336

Class
Negative (0) 1168

Positive (1) 1168

RFECV_LightGBM 1253 2 1253 2356 2 2356

Class
Negative (0) 1178

Positive (1) 1178

RFECV_Random 
Forest 1253 4 1253 2354 4 2354

Class
Negative (0) 1177

Positive (1) 1177

<Table 10> About Training Data before and after SMOTE 

Function Application

4.4 모델 적용

본 단계에서는 세 가지 앙상블 모델을 적용한 RFECV  
기법을 통해 선택된 RFECV_XGBoost, RFECV_LightGBM,  
RFECV_Random Forest 세 가지 데이터셋에 대한 이상 분류
를 수행하였다.
또한 단일 모델만으로 특성 선택과 이상 분류를 수행하

는 경우의 분류 성능과 특성 선택과 이상 분류에 각각 다

른 모델을 사용하였을 경우의 분류 성능을 비교하기 위해 

RFECV 기법에 적용한 세 가지 앙상블 모델들도 호출하여 
이상 분류를 수행하였다.

4.5 모델 성능 평가 및 비교

본 단계에서는 모델 적용 단계에서 적용한 세 가지 이

진 분류 모델들(OneClassSVM 모델, Isolation Forest 모델, 
Logistic Regression 모델)과 세 가지 앙상블 모델들
(XGBoost 모델, LightGBM 모델, Random Forest 모델)의 
분류 성능 평가를 위하여 시험 데이터에 대한 층화 k-겹 
교차 검증을 진행하였다. 층화 k-겹 교차 검증을 통해 진
양성(TP), 위양성(FP), 진음성(TN), 위음성(FN) 값을 도출
하고 <Figure 8>과 같이 혼돈행렬로 시각화하였다. 이후 
내용부터 편의상 데이터셋에 분류 모델들을 적용한 결과

의 명칭을 <Table 11>과 같이 사용하고자 한다.
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<Figure 8> Example of Visualizing Classification Model 

Application Results as a Confusion Matrix

Name Dataset Applied Model

RFECV_XGBoost_
OneClassSVM

RFECV_XGBoost

OneClassSVM

RFECV_XGBoost_
Isolation Forest Isolation Forest

RFECV_XGBoost_
Logistic Regression Logistic Regression

RFECV_XGBoost_
XGBoost XGBoost

RFECV_XGBoost_
LightGBM LightGBM

RFECV_XGBoost_
Random Forest Random Forest

RFECV_LightGBM_
OneClassSVM

RFECV_LightGBM

OneClassSVM

RFECV_LightGBM_
Isolation Forest Isolation Forest

RFECV_LightGBM_
Logistic Regression Logistic Regression

RFECV_LightGBM_
XGBoost XGBoost

RFECV_LightGBM_
LightGBM LightGBM

RFECV_LightGBM_
Random Forest Random Forest

RFECV_Random 
Forest_OneClassSVM

RFECV_Random 
Forest

OneClassSVM

RFECV_Random 
Forest_Isolation Forest Isolation Forest

RFECV_Random 
Forest_Logistic Regression Logistic Regression

RFECV_Random 
Forest_XGBoost XGBoost

RFECV_Random 
Forest_LightGBM LightGBM

RFECV_Random 
Forest_Random Forest Random Forest

<Table 11> Name of the Result of Applying the Classification

Model to the Dataset

이후 모델 평가 및 비교를 위한 모델 성능 지표를 계산

하였다. 혼돈행렬을 통해 도출한 진양성(TP), 위양성(FP), 
진음성(TN), 위음성(FN) 값을 이용하여 모델 성능 지표 정
확도(), 정밀도(), 재현율( ),  점
수를 계산하였다.

Andrew Ng[3]은 데이터 클래스가 불균형한 경우에는 
분류 모델이 항상 다수의 클래스로 예측해도 정확도가 높

게 나오기 때문에 분류 모델의 성능을 평가하기 위해서는 

진양성(TP), 위양성(FP), 진음성(TN), 위음성(FN)의 비율

을 계산하는 평가 지표나, 정밀도 대 재현율(

 ) 

혹은  점수를 이용하는 방법이 있다고 주장하였다. 현
재 대다수의 이상 분류 관련 선행연구들은 진양성(TP), 
위양성(FP), 진음성(TN), 위음성(FN)을 도출한 후 정확
도와  점수를 기준으로 우수한 분류 모델을 탐색하고 
있다.
하지만 정확도와  점수는 모든 이상 탐지 모델의 분

류 성능을 평가하기 위한 기준이 될 수 없다[45]. 정확도는 
Andrew Ng[3]이 주장한 이유로 인해 분류 성능을 측정하
기 어렵고,  점수는 계산된 값만으로는 수식 특성상 정
밀도와 재현율 중 어느 지표가 높게 도출되었는지 파악할 

수 없어 정밀도와 재현율을 다시 비교해야 할 뿐만 아니라 

분야에 따라 정밀도와 재현율의 중요도가 다른 점을 반영

할 수 없다는 문제가 있다.
정밀도는 양성으로 예측된 데이터 중 실제 양성의 

비율로, 음성 데이터가 양성으로 오분류될 시 비율이 
낮아진다. 재현율은 실제 양성이 양성으로 예측된 비율
로, 양성 데이터가 음성으로 오분류될 시 비율이 낮아
진다. 
반도체 공정의 경우에는 정상(음성)이 이상(양성)으로 

분류되는 것보다 이상(양성)이 정상(음성)으로 분류되는 
것이 더 위험하기 때문에 정밀도보다 재현율이 더 중요하

다. 그러므로 본 연구는 모델 성능 지표 중 재현율을 기준
으로 분류 모델들을 평가하였다.
각 데이터셋에서 가장 높은 재현율이 계산된 모델은 

OneClassSVM 모델이다. 그중에서도 RFECV_Random 
Forest_OneClassSVM의 재현율이 0.79로 가장 높고 다음
으로 RFECV_LightGBM_OneClassSVM의 재현율은 0.59, 
RFECV _X G Boost_O neClassSVM의 재현율은 0.58로 
높다.
그러므로 본 연구에서는 가장 높은 재현율이 계산된 

RFECV_Random Forest_OneClassSVM을 가장 우수한 분
류 성능을 갖는 이상 분류 모델로 선정하였다. 
각 데이터셋에 적용한 분류 모델들의 모델 성능 지표를 

정리하면 <Table 12>와 같다.
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RFECV
_XGBoost

OneClassSVM Isolation Forest
Logistic 

Regression
XGBoost LightGBM Random Forest

 0.49 0.94 0.92 0.94 0.93 0.94
 0.07 0.5 0.14 0 0 0

 0.58 0.53 0.05 0 0 0
   0.12 0.1 0.08 0 0 0

RFECV
_LightGBM

 0.5 0.83 0.9 0.9 0.9 0.89
 0.11 0.07 0 0.33 0.33 0.13

 0.59 0.07 0 0.14 0.1 0.03
   0.18 0.07 0 0.2 0.16 0.05

RFECV
_Random 

Forest

 0.55 0.82 0.9 0.9 0.89 0.91
 0.14 0.18 0 0.27 0.27 0.43

 0.79 0.29 0 0.11 0.14 0.11
   0.24 0.22 0 0.15 0.19 0.17

<Table 12> Classification Model Performance Indicators

4.6 이상 발생 원인 탐지

본 단계에서는 이상 발생 원인 탐지를 수행하기 위해 

시험 데이터 내 존재하는 이상 데이터를 확인한 후 확인된 

이상 데이터를 무작위로 추출하였다. 시험 데이터 내 존재하
는 이상 데이터를 확인하면, 시험 데이터 내 존재하는 실제 
이상 데이터는 23개였으며, <Table 13>과 같다. 이 중 무작위 
추출된 데이터는 23행, 368행, 495행, 914행이다. 

List of rows Total

Pass/Fail = 1
23, 38, 40, 157, 169, 186, 188, 235, 291, 
368, 406, 441, 448, 495, 576, 797, 826, 914, 

926, 1189, 1211, 1227, 1519
23

<Table 13> Actual Abnormal Data in Test Data

이후 LIME 알고리즘을 적용하여 무작위로 추출된 이상 
데이터가 탐색된 이상 분류 모델에 의해 이상으로 분류되

었는지 확인하고, 도출된 각 이상 데이터의 특성 기여도를 
확인하였다. <Figure 9>는 LIME 알고리즘을 적용한 결과
의 예시를 나타낸다.

<Figure 9> Example of LIME Algorithm Application Results

 <Figure 10>을 통해 무작위로 추출된 이상 데이터들에 
대한 RFECV_Random Forest_OneClassSVM의 분류 결과
를 확인해 보면, 네 개의 이상 데이터 모두 이상으로 분류
된 것을 알 수 있다.

<Figure 10> Results of Abnormal Data Classification by 

RFECV_Random Forest_OneClassSVM

무작위로 추출된 이상 데이터들이 모두 이상으로 분류

된 것을 확인한 후에는 RFECV_Random Forest_OneClass 
SVM 모델에 LIME 알고리즘을 적용하였다. LIME 알고리
즘을 통해 도출된 무작위로 추출된 이상 데이터들의 특성 

기여도는 <Figure 11>과 같다.
무작위로 추출된 네 개의 이상 데이터에 대한 이상 발

생 원인 탐지를 수행한 결과, 이상 발생 원인 후보군이 항
상 모두가 이상 발생에 영향을 미치는 것은 아니라는 것을 

알 수 있다. 495행과 914행은 이상 발생 원인 후보군 모두 
센서의 스케일링된 측정치가 0보다 작거나 같으면서 이상 
발생에 영향을 미쳤지만, 23행과 368행은 이상 발생 원인 
후보군 중 59 공정 센서의 스케일링된 측정치가 0보다 큰 
값을 가지면서 이상 발생에 영향을 미치지 않았다. 또한, 
무작위로 추출된 네 개의 이상 데이터에 대한 이상 발생 

원인 탐지를 통해 이상 발생 원인 후보군인 327 공정, 406 
공정, 59 공정, 64 공정 센서의 스케일링된 측정치가 0보
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다 작거나 같을 경우에 이상이 발생할 확률이 높다는 것을 

유추할 수 있다.

<Figure 11> LIME Algorithm Application Results

5. 결  론

본 연구는 반복적인 이상 발생을 방지하기 위해 조치가 

필요한 반도체 공정을 도출하는 기계학습 모델을 제안하

고 사례적용을 통해 활용 방안을 제시하는 것에 목적이 

있다.
이에 따라 본 연구에서는 기계학습 모델을 이용한 반도

체 공정 이상 탐지 수행 시 데이터의 데이터 불균형과 고

차원의 특징을 반영하기 위해 SMOTE 기법과 RFECV 기
법을 적용하고, LIME 알고리즘을 적용하여 ‘이상 탐지 방
법론’을 제안하였다. 본 연구의 시사점은 세 가지로 요약
된다.
첫째, 기계학습 모델에 SMOTE 기법을 적용하여 소수 

클래스의 특징을 학습시키면서 데이터 불균형을 해소하

고, RFECV 기법을 적용하여 고차원의 데이터 중 이상 분
류에 유의한 특성들만으로 데이터셋을 구성하면서 효과적

으로 모델을 학습시킬 수 있다는 것을 확인하였다. 
둘째, 효과적인 이상 탐지 모델 구성 방법을 제시하였다. 

본 연구에서는 사례 적용 결과, 앙상블 모델로 특성 선택과 
이상 분류를 모두 수행하는 것보다 앙상블 모델로 특성 

선택을 수행하고 이진 분류 모델로 이상 분류를 수행하는 

것이 더 우수한 분류 성능을 보인다는 것을 확인하였다. 

셋째, 해외의 경우 이상 탐지 모델에 LIME 알고리즘을 
적용한 기존 연구가 많이 존재하나, 국내의 경우 연구가 
활발히 진행되지 않고 있다. 본 연구는 사례적용을 통해 
이상 분류 모델에 LIME 알고리즘을 적용하여 국내 연구
의 범위를 이상 탐지 모델의 활용 방안에 대한 연구로 확

장시켰다는 의의가 있다.
본 연구의 한계점 및 향후 연구 방향은 다음과 같다.
첫째, 본 연구에서는 공개 데이터로서 결측치가 많고 이

미 정량화 작업이 완료된 데이터를 사용하였으며, 분석과
정에서 결측치가 과도하게 존재하는 특성은 제거하고 분

석을 수행하였다. 따라서 사례적용 중 이상 분류에 중요한 
특성들이 제거되었을 가능성이 있으며, 정량화 작업이 필
요한 이미지 데이터에 적용이 어렵다. 향후 연구에서는 온
전한 데이터를 확보와 이미지 데이터 정량 해석에 대한 

연구 수행이 필요하다.
둘째, 본 연구에서 탐색한 이상 분류 모델은 재현율은 

높지만 정확도와  점수가 이상 데이터에 과적합 되었을 
가능성이 있다. 따라서 정상의 상당 부분을 이상으로 예측
하고 있으며, 해당 모델의 실제 반도체 공정 현장 적용이 
어렵다. 향후 연구에서는 본 연구에서 적용하지 않은 이진 
분류 모델이나 인공신경망 모델 등 다른 모델들을 적용하

여 데이터가 불균형하더라도 클래스 특징을 적절히 학습

할 수 있는 기계학습 모델에 관한 연구를 수행할 필요가 

있다.
셋째, 본 연구에서는 LIME 알고리즘의 특성 기여도 분

석을 통해 도출한 이상 발생 원인 공정에 실제로 이상이 

발생했는지 성능을 확인할 수 없었다. 향후 연구에서는 
LIME 알고리즘의 결과와 실제 현장 상황을 비교하는 등 
LIME 알고리즘 성능에 관한 연구를 수행할 필요가 있다.
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