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요  약 

본 논문에서는 하나의 매크로 기지국과 다수의 소형 기지국들로 구성된 이종 네트워크 (Heterogeneous Network, 
HetNET) 시스템에서 비직교 다중 접속 (Non-Orthogonal Multiple Access, NOMA) 기술을 고려한다. 여기서, 
NOMA 신호에 대하여 완벽한 순차적 간접 제거를 가정한다. 본 논문에서는 이러한 NOMA 기반의 이종 네트워크에

서 데이터 전송률을 최대화하기 위하여 딥러닝 기반의 사용자 및 전력 할당 기법을 제안한다. 특히, 제안하는 기법은 

부하 분산을 위한 심층신경망(Deep Neural Network, DNN) 기반의 사용자 할당 과정과 할당된 사용자에 대한 데이

터 전송률의 최대화를 위한 DNN 기반의 전력 할당 과정을 포함한다. 기지국과 사용자간 경로 손실과 레일레이 페이

딩 채널을 가정한 시뮬레이션을 통해 제안하는 기법의 성능을 평가하고, 기존의 최대 신호 대 간섭 및 잡음비 

(Max-Signal-to-Interference-plus-Noise Ratio, Max-SINR) 기법의 성능과 비교한다. 성능 비교를 통해서 제안된 기

법이 기존의 Max-SINR 기법보다 높은 데이터 전송률을 제공하는 것을 보여준다.

ABSTRACT 

In this paper, we consider the non-orthogonal multiple access (NOMA) technique in the heterogeneous network 
(HetNET) consisting of a single macro base station (BS) and multiple small BSs, where the perfect successive interference 
cancellation is assumed for the NOMA signals. In this paper, we propose a deep learning-based user association and 
power allocation scheme to maximize the data rate in the NOMA-based HetNET. In particular, the proposed scheme 
includes the deep neural network (DNN)-based user association process for load balancing and the DNN-based power 
allocation process for data-rate maximization. Through the simulation assuming path loss and Rayleigh fading channels 
between BSs and users, the performance of the proposed scheme is evaluated, and it is compared with the conventional 
maximum signal-to-interference-plus-noise ratio (Max-SINR) scheme. Through the performance comparison, we show that 
the proposed scheme provides better sum rate performance than the conventional Max-SINR scheme. 
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Ⅰ. 서  론

비직교 다중 접속 (Non-Orthogonal Multiple Access, 
NOMA) 시스템은 5G 무선 통신에서 주파수 효율을 향상

시킬 수 있는 다중 접속으로 주목 받고 있다[1-2]. NOMA 
시스템은 송신부의 중첩 코딩(Superposition Coding)과 

수신부의 순차적 간섭 제거(Successive Interference 
Cancellation, SIC)를 사용하고, 전력 영역에서 다중 접

속을 하는 특징이 있다. NOMA 시스템의 전력 영역 다

중 접속의 특성에 의해서, 무선 서비스의 품질 및 시스

템의 용량을 증가시키기 위한 무선 자원 관리 기법 중 

송신 전력의 제어는 반드시 필요하다. 하지만, 기존의 

무선 자원 할당 문제는 많은 반복을 통한 수렴 방식으로 

실시간 사용 시 어렵다는 단점이 있다 [3-5].
위와 같은 이유로, 최근 NOMA 시스템에서 기계 학

습 기반의 송신 전력 제어가 활발하게 이루어지고 있다 

[6-10]. 기계 학습은 학습을 통한 수렴 방식으로 실시간 

사용 시 추가적인 수렴 과정이 없어 복잡성이 적다는 특

징이 있다. [6-8]에서는 정답 데이터를 기반으로 학습하

는 지도 학습을 통해 송신 전력을 제어했고, 학습이 수

렴되면 정답 데이터와 유사한 성능을 제공하는 것이 가

능하다. [9-10]에서는 현재 상태에서 행동을 수행하고 

행동에 대한 보상을 통해 학습을 하는 강화 학습을 기반

으로 송신 전력을 제어했다. 하지만, [6-10]과 같은 지도 

학습 및 강화 학습 알고리즘은 라벨링 데이터의 수집과 

행동들에 대한 보상을 얻기 위한 탐험(Exploration) 및 

탐욕(Exploitation)적인 시행착오 과정이 필요하기 때문

에 비교적 학습의 복잡도가 큰 편이다. 반면에, [11-14]
에서 제안된 비지도 학습 기법은 주어진 학습 모델과 손

실 함수만으로 학습이 되기 때문에 비교적 학습 복잡도

가 낮고, 본 논문에서도 비지도 학습 기반의 딥러닝 기

법으로 학습 복잡도를 감소시킨다.
본 연구는 하향링크 NOMA 기반의 이기종 네트워크

(Heterogeneous Network, HetNET) 시스템에서 데이터 

전송률을 최대화하는 기법을 제안한다. 특히, [6-10]에
서는 한 기종의 기지국(Base Station, BS)만 고려하지만 

한정된 영역에 많은 사용자가 밀집될 경우, 높은 트래픽

을 효율적으로 수용할 수 있는 HetNET이 고려되어야 

한다. 특히, HetNET에서는 각 사용자들이 적절한 BS에 

접속할 수 있는 사용자 할당이 고려되어야 한다. 하지

만, 기존 비지도 학습 기법에서는 한 기종의 BS만 고려

하기 때문에 사용자 기법을 고려하지 않고, 기존의 사용

자 할당에서 고려되는 최대 신호 대 간섭 및 잡음비 

(Max-Signal-to-Interference-plus-Noise Ratio, Max-SINR) 
기법 같은 경우에도 효율적으로 사용자를 할당하는 것

이 힘들다. 따라서, 본 논문에서는 이 문제를 해결할 수 

있는 딥러닝 기반 사용자 및 전력 할당 기법을 제안하고, 
제안된 사용자 할당 기법이 전체 사용자의 데이터 전송

률의 합을 향상시킬 수 있음을 보여준다.

Ⅱ. 시스템 모델

Fig. 1 HetNET system model for user association and 
transmit power allocation

본 연구에서는 그림 1과 같이 매크로 셀 내부에 소형 

BS들이 랜덤하게 분포되어 있는 다운링크 NOMA 기반 

HetNET 시스템을 가정한다. 여기서 BS와 모든 단말기

는 단일 송수신 안테나를 이용한다. 본 연구에서는 사용

자 할당과 전력 할당의 문제를 고려하고, 매크로 BS와 

소형 BS들의 집합이 ⋯⋯이고, 사용자

들의 집합이  =⋯⋯라고 정의할 때, 기
지국과 사용자 사이의 사용자 할당 색인의 집합은 

 ⋯⋯로 정의된다. 여기서 사

용자 이 기지국 에게 할당될 경우,  이고, 반

대일 경우,  이다. 이 때, 기지국과 사용자 사이

의 채널은 0의 평균과 1의 분산을 갖는 레일레이 페이딩

과 경로 손실로 구성되고, 기지국 와 사용자 사이의 

채널 전력은 다음과 같이 표현된다.

  


 (1)

여기서, 는 레일레이 채널의 복소 계수이고, 와 
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는 각각 경로 손실 지수와 기지국 와 사용자 사

이의 거리이다. 
본 논문의 NOMA기반 HetNET 시스템에서 고려하

는 전력할당을 위해, 기지국 의 각 사용자의 채널 전력

은   ⋯을 따르고, 완벽한 SIC가 가정

된 기지국 와 사용자 사이의 데이터 전송률은 다음

과 같다.


 log 




  

  

max
  

   ≠ 




  



max
 

max




(2)

여기서, max
 는 기지국 의 송신 신호 대 잡음 비 

(Signal to Noise Ratio)이고 각 기지국의 최대 송신 전력 

max
 와 각 단말기의 잡음 전력 으로 이뤄진다. 각 단

말기의 잡음 전력은 같다고 가정하고, max
 max

 

이다. 또한, 기지국 와 사용자 의 전력 할당 계수 

은 ≤  ≤과 




 의 조건을 따르고, SIC

를 기반으로 자신의 신호를 얻기 위해,   ⋯

의 전력 할당 계수의 조건을 만족해야 한다.

본 논문에서는 각 사용자가 하나의 BS에게만 접속하

고, 데이터 전송률의 합계를 최대화하는 최적화 문제를 

고려하고 다음과 같이 표현된다.

max











s.t. 




 ∀∈,






 ∀∈,

      ∀∈. (3)

Ⅲ. 심층신경망 구조 및 학습과정

본 연구는 그림 2와 같은 심층신경망(Deep Neural 
Network, DNN)을 기반으로 사용자 할당 색인 및 전력 

할당 계수를 도출한다. 고려된 심층신경망은 사용자 할

당 및 전력 할당의 두 과정으로 분리되고, 두 과정 모두 

입력을 정규화된 채널 상태 정보 (Channel State 
Information, CSI)를 사용하고, CSI 정규화 과정은 다음

과 같다.

 loglog 
 

loglog 
 (4)

식 (4)의 정규화된 CSI는 사용자 및 전력 할당 네트워

크의 입력으로 사용되고, 각 네트워크는 완전 연결 

(Fully Connected, FC) 신경망을 기반으로 구성된다. 사
용자 할당 네트워크는 128의 크기를 갖는 1개의 FC 신
경망을 갖고, 배치 정규화(Batch Normalization, BN) 과
정[15]을 통해 신경망 내부를 정규화 시키고, 활성화 함

수는 음의 값을 제한하는 rectified linear unit (ReLU) 함
수를 사용한다. 여기서, FC 신경망은    
연산을 수행하고, 는 신경망의 입력, 와 는 각 층

의 가중치 행렬 및 기준값 벡터다. 그 이후 한 번 더 FC
와 BN 과정을 수행하고, FC 과정은 출력 크기를 으

로 제한한다. FC와 BN 과정의 출력을 ×의 크기로 

변환한 행렬이 일 때, 각 사용자의 할당을 확률의 형태

로 전환하기 위해 Softmax 연산을 수행하고 다음과 같다.

 










 

∀∈, (5)

여기서, 은 의 번 째 원소이고, Softmax 

함수의 특성상 




 이 되기 때문에 번 째 사용

자가 할당할 BS를 확률적으로 표현하는 것이 가능하다.
식 (5)를 통해 얻어진 사용자 선택 색인의 확률은 식 

(3)의 최적화 문제를 해결하기 위해 각 신경망의 와 

를 학습하고, 학습을 위한 비용 함수는 다음과 같이 표

현되다.

Fig. 2 Proposed DNN model for user association and 
power allocation processes
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 (6)

여기서, 의 전력 할당 계수 은 모두 

 으로 고정된 값을 사용한다. 본 논문에서는 

Adam 최적화 방식[16]을 통해서 학습을 진행하고, 학습 

후 수렴된 은 사용자가 할당될 수 있는 BS들 중 

데이터 전송률을 최대화 할 수 있는 사용자 할당 색인 

확률 중 가장 높은 값만 1로 색인하고, 나머지는 0으로 

색인되고, 다음과 같이 표현된다.

   if   argmax

 otherwise
(7)

사용자 할당 학습 과정이 종료된 후, 식 (4)의 정규화

된 CSI를 기반으로 전력 할당 학습 과정을 수행한다. 여
기서, 그림 2의 전력 할당 네트워크는 2개의 128의 크기

를 갖는 FC층을 갖고, 각 층에서 BN 과정을 수행하고, 
ReLU 함수를 사용한다. 그 후 크기를 갖도록 하는 

FC 과정과 BN 과정의 출력은 ×의 크기로 변환되

고,   ⋯을 만족하기 위해 오름차순으

로 정렬되고, 학습이 종료된 사용자 할당 네트워크의 출

력인 와 곱해진다. 이 때, 사용자 할당이 곱해진 행렬

을 라고 정의하고, 식 (5)와 같은 Softmax 함수의 입력

이 된다. 이 때, 가 0으로 색인된 부분이 Softmax 함수

의 출력도 0이 되도록 추가적인 연산이 필요하고 다음

과 같다.

  ∞ if  

 otherwise
(8)

여기서, 은 행렬 의 번 째 원소이고, 

은 그림 2의 전력 할당 과정의 Softmax 함수 입력 행렬 

의 번 째 원소이다. 를 이용한 Softmax 함수 

과정은 다음과 같다.

 







  


 

∀∈, (9)

여기서, Softmax의 함수 특성 때문에 전력 할당 계수

은 ≤ ≤과 




 을 만족하고, 오름

차순으로 정렬된 에 의해서   ⋯ 또

한 만족한다. 또한, 식 (8)에서 가 0으로 색인된 값은 

∞로 설정되고, 식 (9)의 Softmax 함수 특성상 ∞로 

설정된 사용자의 전력 할당 계수는 값이 0이 된다. 즉, 
사용자 이 기지국 에게 할당될 경우에만 전력이 할

당되고, 할당이 안 될 경우 전력이 할당이 안 된다.
그림 2에서 제안된 DNN 구조를 기반으로 식 (3)의 

전력 할당 계수의 제약조건을 해결할 수 있고, 데이터 

전송률을 최대화하기 위한 비용함수는 다음과 같다.

 









 (10)

여기서, 의 은 학습이 수렴된 사용자 할당 과

정을 통해서 얻어진 사용자 할당 색인값을 사용한다. 또
한, 식 (6)과 같이 Adam 최적화 방식을 통해서 학습을 

진행한다. 오프라인 학습을 가정했을 때, 충분히 수집된 

CSI를 기반으로 식 (6)과 (10)의 학습 과정이 종료되면 

수렴된 DNN 구조는 추가적인 수렴 과정 없이 사용자 

할당 색인 및 전력 할당 계수를 도출하는 것이 가능하다.

Ⅳ. 수치적 결과

본 장에서는 제안한 딥러닝 기반의 사용자 및 전력 할

당 기법의 성능을 분석한다. 여기서, 매크로 BS의 직경

은 100m이고 는 3이며 매크로 BS의 최대 송신전력은 

45dBm이고 소형 BS의 최대 송신전력은 40dBm이고 

은 0dBm이고 는 4이고 은 50이다. 학습 데이터 및 

테스트 데이터는 각각 100000, 10000개를 각각 생성하

고, 배치 데이터 및 학습률은 각각 10000, 0.0001 이다.
그림 3에서는 제안된 DNN 기반의 기법과 Max-SINR 

기법의 사용자 할당 과정을 비교한다. 두 기법을 비교했

을 때, DNN 기반의 기법은 매크로 BS에 35명의 사용자

가 할당되고, 소형 BS들에 각각 5명의 사용자가 할당되

Fig. 3 Relationship between user and BS by Max-SINR 
and DNN-based algorithm.
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었다. 반면에, Max-SINR 기법은 매크로 BS에 37명의 

사용자, 그리고 하나의 소형 BS에 1명 그리고 나머지 소

형 BS에 6명이 할당되었다. 그림 3을 통해서 Max-SINR 
기법이 DNN 기반의 기법에 비해서 매크로 BS에 많은 

트래픽이 부담되기 때문에 부하 분산이 적절하게 이뤄

지지 않은 것을 알 수 있다.
그림 4부터 6에서는 제안된 DNN 기반의 사용자 할

당 및 전력 할당 (DNN-Based User Association and 
Power Allocation, DNN-UP) 기법과 Max-SINR 기반의 

사용자 할당 및 DNN 기반 전력 할당 (Max-SINR- 
Based User Association with DNN-Based Power 
Allocation, Max-SINR-UA with DNN-PA) 기법의 성능

을 비교한다. 그림 4는 매크로 BS 1개와 소형 BS 3개가 

있을 때 사용자의 수 에 따른 데이터 전송률의 합계율

의 변화를 보여준다. 그리고, 그림 5와 6은 각각 이 50
일 때 BS의 수에 따른 합계율의 변화, 는 4이고 은 

50이며 매크로 BS의 송신 전력이 45dBm일 때, 소형 BS
의 송신 전력에 따른 합계율의 변화를 보여준다. 각각의 

그림들을 통해서 제안된 DNN 기반의 사용자 할당 기법

이 합계율을 크게 향상시킬 수 있는 것을 알 수 있다.

Ⅴ. 결  론

본 연구에서는 NOMA 기반 HetNET 시스템에서 딥

러닝 기반의 사용자 및 전력 할당 기법을 제안했다. 제
안된 기법은 제안된 사용자 할당 및 송신 전력 할당 과

정을 손실 함수를 통해서 학습시켜 데이터 전송률을 최

대화 한다. 또한 제안된 DNN 구조는 사용자 할당을 하

고, 할당된 사용자에게만 송신 전력을 할당을 하는 것이 

가능하다. 시뮬레이션을 통해서 제안된 사용자 할당 기

법이 Max-SINR 기법보다 높은 합계율을 갖는 것을 확

인하고, 부하 분산을 적절히 한 것을 알 수 있다.
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