
I. 서  론

선박의 수중 방사 소음을 이용하여 표적을 탐지하

고 식별하는 문제는 소나 시스템의 주요한 부분이

다.[1] 하지만, 해양의 높은 배경 소음과 음파의 다중 

경로 전달 등으로 인한 낮은 신호 대 잡음 비는 성능 

향상을 어렵게 하고 있다.[2] 이를 해결하기 위해 다

중경로상 음파 전달 영향을 제거하거나, 빔 형성기

법 적용, 표적 위치 추정 및 추적 등 여러 가지 신호 처

리 방법이 적용되었다.[3-6]

한편, 기계 학습을 비롯한 심층 신경망(Deep Neural 

Network, DNN), 합성곱 신경망(Convolution Neural 

Network, CNN)[7] 등 인공지능 알고리즘의 급속한 발

전에 따라 이를 수중 표적 탐지 및 분류에 활용하는 

연구가 진행되고 있다. 예를 들어, 의사 결정 트리

(Decision Tree), 서포트 벡터 머신(Support vector ma-

chine, SVM) 및 K-근접 이웃(K-nearest neighbor, KNN) 

등 전통적인 기계 학습 알고리즘을 수중신호에 적용

하거나,[8] Feed-forward neural network(FNN), Random 

Forest(RF) 등을 이용하여 수중 표적의 위치 추정을 
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연구한 사례도 있다.[9]

또한, 인공지능 알고리즘을 적용하기 위해 실해역

에서 데이터를 확보하여 공개한 연구도 진행되었다. 

“ShipsEar”라고 명명된 수중 표적 데이터 세트는 스

페인 대서양 연안에서 11개 선박 종류의 수중 방사 

음원이 수집된 자료로, 총 6,189 s 길이의 90개 파일로 

구성되어 있다.[10] 가장 최근에 공개된 수중 표적 데

이터 세트인 “DeepShip”은 캐나다 태평양 북서 해안 

중 통항량이 많은 지점에 음원 수집 센서를 설치하

여 데이터를 획득하였으며, 총 265개 선박에 대한 약 

47시간 길이의 음원 데이터를 보유하고 있다.[11] 수

중음향 데이터의 공개에 따라 이를 이용한 인공지능 

알고리즘 적용에 관한 연구도 계속되고 있다.

수중 표적 신호와 같이 시간-음압의 1차원 데이터

를 CNN과 같은 인공지능 알고리즘에 적용하기 위해

서는 적합한 전처리 과정이 필요하다. 수중음향 분

야에서 널리 사용되는 Low-frequency analysis(LOFAR)

로 전처리를 하여 CNN에 적용한 연구[12]도 있지만, 

음향을 입력으로 사용하는 많은 경우에 심리음향 

기반의 멜 스펙트로그램(Mel spectrogram)이나 Mel- 

Frequency Cepstral Coefficient(MFCC) 등으로 전처리

한다. 수중 표적 분류 연구에서도 멜스펙트로그램

과 MFCC으로 전처리하여 CNN 알고리즘에 적용하

였으며,[13,14] 같은 인공지능 알고리즘에 멜 스펙트로

그램, MFCC, Cepstrum, Gammatone, Wavelet 및 CQT 

(Constant-Q transform)의 전처리에 따른 분류 성능을 

비교한 연구도 진행되었다.[11]

하지만, 위의 연구 등에서는 수중 표적 신호에 대

해 다양한 변환 방식으로 인공지능 알고리즘의 분류 

성능을 확인하였지만, 데이터 스케일링 프로세스가 

전체 모델 성능에 미치는 영향을 고려한 연구는 미

흡하였다. 한편, 최근 의학 분야에서는 데이터 스케

일러 변화에 따른 인공지능 알고리즘 분류 성능을 

비교한 연구가 수행되었으며,[15] 음향 분야에서도 환

경음 데이터 세트에 대해 멜 스펙트로그램과 MFCC

에 각각 다른 스케일러를 적용하여 CNN의 분류 성

능을 확인한 연구 결과가 제시되었다.[16]

따라서, 본 논문에서는 CNN을 이용한 수중 표적 

분류에서 다양한 전처리 기법 적용에 따른 성능 변

화를 확인하고자 한다. 수중 표적 분류를 위해 데이

터 세트의 음향 신호를 전처리 과정에서 널리 사용

되는 멜 스펙트로그램과 로그 멜 스펙트로그램으로 

변환하고, 각각에 대해 4가지의 스케일러를 적용하

여 전처리하였을 때 CNN 알고리즘의 분류 성능과 

학습 성능을 비교하였다.

논문의 구성은 다음과 같다. 먼저 2장에서는 논문

에 사용된 “DeepShip” 수중 표적 데이터에 대해 탐색

적 데이터 분석(Exploratory Data Analysis, EDA)을 수

행하였다. 3장에서는 수중 표적 분류에 적합한 전처

리 기법의 조합을 제안하고 4장에서 표준적인 CNN 

모델에 대한 학습 실험을 통해 각 전처리 기법의 성

능을 확인하였다.

Ⅱ. 수중음향 신호의 변환 및 분석

2.1 수중 표적 데이터 형태 

논문에서는 2021년에 공개된 “DeepShip” 수중 표

적 데이터를 사용하였다.[11] 이 데이터는 태평양 북

서부 해역 통항량이 많은 경로의 수심 약 140 m에 음

향 수집기를 설치하고, 이를 기준으로 반경 2 km 이

내로 통과하는 선박의 수중 소음을 녹음한 데이터

로 약 47 h 분량, 총 265대의 선박 데이터로 구성되어

있다. 정확한 선박의 구분을 위해 선박 자동식별시

스템(Automatic Identification System, AIS)을 사용하였

으며, 이를 통해 수집된 수중 표적 데이터는 Tug, 

Passenger ship, Tank, Cargo의 네 가지 클래스로 라벨

링 되었다. 클래스별 수집된 수중 표적 데이터의 신

호 길이와 데이터 수는 Table 1과 같다. 

수집된 시간 영역의 음향 신호는 푸리에 변환을 

통해서 시간-주파수 영역의 신호로 나타내고, 이후 

멜 스펙트로그램 및 로그 멜 스펙트로그램으로 각각 

변환하여 비교하였다.

먼저 멜 스펙트로그램은 심리음향 및 음성 신호 

Table 1. Size of the DeepShip[11] dataset.

Class Duration (s) Number of ships

Cargo 38,400 69

Passenger ship 44,520 46

Tug 40,620 17

Tanker 45,900 133
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처리에서 널리 사용되는 기법이다. 멜 스펙트로그램

은 Mel scale에서 나타나는 특성을 고려한 것으로, 

Eq. (1)과 같이 선형의 주파수 스케일을 Mel scale로 

나타낼 수 있다. 먼저 계산된 스펙트로그램 값은 Mel 

scale에서 밴드의 수만큼 생성된 Trianglar filter를 통

과하여 멜 스펙트로그램 결과로 변환된다.

   log



 . (1)

로그 멜 스펙트로그램 신호 변환은 Eq. (2)와 같이 

멜 스펙트로그램의 제곱 S에 로그를 취해 데시벨 값

으로 변환한다. 이때, 기준값인 는 멜 스펙트로그

램의 최댓값이며, 차원의 크기 변화는 없다.[16]

log
 log




 . (2)

세부적인 신호 변환과정은 다음과 같다. 먼저, 주

어진 음향 데이터를 16 kHz로 재 표본화한 후 이를 3

초 단위로 분할 하였다. 분할된 각각의 신호에 대해 

FFT를 수행하였다. 이때, 윈도우 단위는 265 ms를 사

용하였으며, 프레임은 64 ms씩 이동하여 프레임별

로 75 %가 중첩되도록 하였다. 이를 통해 총 47개의 

프레임을 구성하였다. 최종적으로 멜 밴드는 40개로 

하여 40 × 47 크기의 멜 스펙트로그램을 생성하였다. 

생성된 데이터를 무작위로 혼합하고, 혼합된 데이터

를 6:2:2 비율로 나누어 각각 학습, 검증, 테스트 데이

터로 사용하였다. Table 2는 클래스별 데이터의 수를 

나타낸다.

2.2 데이터 특성 분석

Fig. 1(a)와 (b)는 같은 수중 표적 음원에 대해 각각 

멜 스펙트로그램 기법과 로그 멜 스펙트로그램 기법

을 통해 추출한 특징을 시각화한 결과이다. 그림에서 

멜 스펙트로그램의 이미지는 로그 멜 스펙트로그램

의 이미지와 비교해 클래스별 구별이 명확하지 않은 

모습을 보인다. 특히 강한 저주파 영역의 신호로 인해 

상대적으로 고주파 영역의 특징들이 약해지는 특성

이 나타난다. 이러한 현상은 선박 고유의 기계적 소음

과 프로펠러 소음 등 이 에너지의 대부분이 1 kHz 이내

의 저주파 대역에 집중되어 있기 때문이다.[17]

하지만, 이러한 경향은 선박의 종류 및 속도에 따

라 각각 다른 형태로 나타난다. 따라서 해당 저주파

수 대역을 제거하는 것은 모델이 활용할 수 있는 공

간적, 지역적 특징이 소실되는 것을 의미한다. 따라

서, 분류 성능 향상을 위해서는 단순히 저주파 대역

Table 2. Number of data per classes.

Class Train Validation Test

Cargo 8189 2081 2531

Passenger ship 9869 2397 3144

Tug 8618 2181 2696

Tanker 9527 2359 2876

Fig. 1. (Color available online) Preprocessing results (a) Mel-spectrogram (b) log Mel-spectrogram.
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을 제거하는 것이 아니라, 이에 적합한 전처리 기법

을 적용하는 것이 필요하다.

Ⅲ. 특징 스케일링 적용

3.1 특징 스케일링의 필요성

이미지 분류를 위한 딥러닝 모델에서 CNN은 입력 

벡터의 내재한 특성을 자동으로 추출하기 위해 사용

된다. 이때 입력 벡터의 원소별 값의 차이가 크면 

CNN 내부의 각 필터의 학습을 저해하여 분류 성능

이 저하된다.[7] 

또한, 입력 벡터의 각 원소값의 절댓값이 큰 경우, 

이에 연결되는 가중치 값의 이동 범위도 함께 커지

게 된다. 따라서 최적화 단계에서 최적해에 수렴하

는데 걸리는 시간이 증가한다.[7] 따라서 입력 벡터의 

각 원소가 가지는 절댓값을 적절하게 조절하는 것은 

딥러닝 모델의 성능 향상을 위한 중요한 작업이다.[7]

특징 스케일링(Feature scaling) 또는 정규화(Normali-

zation)는 딥러닝에 사용되는 데이터의 크기를 조절

하여 학습 성능을 향상하는 기법이다.[7] 앞서 데이터 

분석에서 확인한 바와 같이, 수중에서의 선박 소음 

데이터는 특정 고주파 영역의 절댓값이 상대적으로 

크기 때문에, 식별 가능한 패턴을 보이는 고주파 영

역의 중요성이 감소하는 경향이 있다. 따라서, 딥러

닝 계열의 수중 표적 분류 기법을 사용할 때 적절한 

특징 스케일링 기법의 적용은 성능 향상을 위해 필

요하다.

3.2 스케일링 기법

본 논문에서 사용한 스케일링 기법은 다음과 같

다.[7]학습데이터 는 2장에서 언급한 바와 같이 데

이터의 신호변환 결과로 총 40-by-47 행렬이다. 의 

열벡터인 
 

 
 ⋯ 

는 번째 시간프

레임에서 나타난 주파수별 멜스펙트로그램 성분의 

집합이다, 이에 대해 각각의 스케일링 기법을 적용

하였으며, 적용된 결과는  로 나타내었다.

3.2.1 Standardization

일반적으로 널리 사용되는 스케일링 기법으로 학

습데이터 의 각 열이 평균은 0, 표준편차는 1을 

갖는 표준정규분포로 재조정된다.

각각의 성분에 대해 평균값을 제거하고 표준편차

로 나누어줌으로써 데이터의 성분이 일정 범위 안에 

존재한다. 변환 과정에서 최댓값과 최솟값을 제한하

지 않아 데이터 분포에 영향을 주는 등 이상치에 민

감하나, 이러한 특징으로 특정 범위를 벗어난 결과

를 쉽게 확인하고 제거할 수도 있는 기법이다.










∀, (3)

여기서 는  성분의 평균값, 는  성분의 표준

편차다.

3.2.2 Min-max

학습데이터 의 각 에 대해 최댓값과 최솟값을 

기준으로 하여 0과 1 사이의 내에 연속 값으로 사상

하는 전처리 기법이다. 일반적으로 이상치에 민감하

다는 단점이 있지만, 각 특징의 범위가 모두 0에서 1

로 동등하게 분포한다는 특성이 있다.

특징 벡터의 각 원소에 대하여 최대 최소 범위를 

계산하는 방법은 다음과 같다. 





max

min



min


∀. (4)

3.2.3 Max-abs

학습데이터 의 각 열에 대해 절댓값 0과 1 사이

의 내에 위치하도록 한다. 즉, -1부터 1 사이로 재조

정하며, 데이터를 이동 및 중앙화하지 않으므로 희

소성이 손상되지 않는다. 기존 데이터가 양의 값으

로만 구성된 경우 Min-max 스케일링과 유사하게 동

작하는 특징이 있으며, 역시 이상치(Outlier)에 민감

하다.





max




∀. (5)
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3.2.4 Robust scaler

데이터에 이상치가 많은 경우, 데이터의 평균 및 

표준 편차를 사용한 스케일링 기법은 알고리즘 학습

에 있어서 제대로 동작하지 않을 수 있다. 이러한 단

점을 개선하기 위해 Robust scaler는 Standard scaler의 

평균값과 표준 편차 대신 중앙값(Median)과 4분위 간 

범위(InterQuartile Range, IQR)를 사용하여 상대적으

로 더 넓게 분포시키며, 이상치의 영향을 최소화한 

방법이다.







  



 


∀, (6)

여기서 
는 해당 벡터의 75위, 

는 25위이

며, median에 해당하는 값을 0으로 위치시키고, IQR 

(Q3-Q1) 차이만큼을 기준으로 정규화를 진행한다.

IV. 식별 모델 및 실험 결과

4.1 학습 대상 모델과 실험 구성

본 논문의 목적은 수중 표적 분류를 위한 최적의 전

처리 기법의 조합을 실험으로 확인하는 것이다. 이를 

위해 성능향상기법을 적용하지 않은 단순한 구조의 

CNN 기반의 모델을 실험 대상으로 구현하였다. 

모델의 전체적인 구조는 Table 3과 같다. 먼저 음

향 특징 추출을 위해 총 3개의 2차원 CNN 계층을 구

성하였고, 각 필터는 kernel size 3 by 3, zero-padding을 

사용하였으며, Rectified Linear Unit(ReLU) 활성함수

(Activation function)[18]를 적용하였다. 이후 출력값을 

평활화한 후 3개의 전 연결 인공 신경망(Fully Con-

nected Neural Network, FCNN) 을 적용하였다. 각 계층

의 활성함수는 ReLU를 사용하였다. 모든 계층의 초

깃값은 Grorat[19] 알고리즘으로 초기화하였다.

구현 언어는 Python 3.8을 사용하였으며, 음향 신호 

처리 및 특징 추출에는 Librosa,[20] 전처리에는 Scikit- 

learn[21]과 Numpy[22]를 사용하였으며, 딥러닝 모델 구

현은 Tensorflow 2.6[23]를 사용하였다. 학습을 위해 

NVIDIA DGX-A100 서버를 사용하였다. 모델학습 시 

배치 사이즈 256으로 총 40 Epoch를 학습하였으며, 

최적화 알고리즘은 Adam optimizer[24]를 학습률 0.001

로 설정하여 사용하였다. 네트워크의 매개 변수 수

와 기타 초 매개 변수(Hyper parameter)는 학습 및 검증 

데이터를 이용한 실험을 통해 최적값을 결정하였다.

실험은 수중 표적 데이터에 대해 2.2절과 같이 멜 

스펙트로그램과 로그 멜 스펙트로그램으로 특징을 

추출하고, 각각에 대해 스케일링을 적용하지 않은 

경우(None)와 Standard, Min-max, Max-abs, robust의 5

가지의 방법을 적용하여 모두 10개의 경우에 대해 

실험을 진행하였다. 특징 추출, 전처리, 모델 훈련에

는 학습데이터와 검증 데이터만을 사용하였으며, 성

능 검증 시에는 테스트 데이터를 사용하였다.

4.2 전처리 기법별 분류 성능 

모델의 성능평가 지표로 Precision, Recall, F1-Score

를 사용하였으며, 각각은 Eqs. (7) ~ (9)와 같다.[7]

Pr 



. (7)

 



. (8)

  ×
Pr  

Pr × 
, (9)

여기서 TP는 True Positive, TN은 True Negative, FP는 

False Positive, 그리고 FN은 False Negative를 나타낸다.

검증 시 테스트 데이터만을 사용하였으며, 네 가

지 클래스 전체에 대한 성능을 검증하였다. 실험 결

과는 Table 4와 같으며 스케일러의 적용과 관계없이 

로그 멜 스펙트로그램으로 특징을 추출한 경우가 멜 

Table 3. The architecture of CNN model.

Layer Parameter

CNN 1

input channel : 1, output channel : 32, 

kernel size = (3,3), stride = (1,1), 

no padding, activation = relu

CNN 2

input channel : 32, output channel : 16, 

kernel size = (3,3), stride = (1,1), 

no padding, activation = relu

FCNN1 hidden unit = 128, activation = relu

FCNN2 hidden unit = 64, activation = relu

FCNN3 hidden unit = 4, activation = softmax
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스펙트로그램을 적용했을 때보다 높은 성능을 나타

냈다.

한편, 스케일러가 단순히 좋은 결과를 보장하지 

않았다. 멜 스펙트로그램으로 특징을 추출한 경우 

Robust 스케일러를 제외한 다른 3가지의 스케일러는 

그렇지 않은 경우보다 낮은 성능을 보였다. 반면, 로

그 멜 스펙트로그램으로 적용했을 때, 스케일러를 

적용한 모든 경우에서 성능이 4 % 이상 향상되었고. 

특히 Standard 스케일러는 9 %까지 성능이 향상되는 

결과를 얻을 수 있었다.

이러한 현상은 수중 표적 데이터의 특성과 연관이 

있다. Fig. 2에서 나타난 바와 같이 수중 표적 데이터 

중 소수를 차지하는 저주파 신호는 상대적으로 매우 

큰 값으로 존재한다. 이는 CNN 알고리즘의 학습 시 

이상치(Outlier)의 역할을 하는 것으로 볼 수 있다. 이

상치가 적용된 평균 및 분산을 사용하는 Standard 스

케일러, 이상치로 인해 다른 값들이 상대적으로 매

우 좁은 범위로 압축되는 Min-max 및 Max-abs 스케일

러의 성능 결과를 통해서 알 수 있다. 4분위 값을 사

용하여 이상치의 영향을 적게 받은 Robust 스케일러

의 성능 결과도 실험 결과의 분석을 뒷받침한다.

반면, 로그 멜 스펙트로그램의 CNN 학습 결과 성

능이 향상되었다. 로그 변환을 통해 편향된 값의 멜 

스펙트로그램의 편차를 조절할 수 있다. 스케일러를 

적용하지 않은 경우에도 성능은 향상되었지만, 이상

치의 영향을 받은 스케일러로 로그 멜 스펙트로그램

을 입력 데이터로 적용했을 때 성능이 급격히 향상

되었으며, 특히 Standard 스케일러는 이상치의 영향

을 적게 받는 Robust 스케일러의 성능과 유사하게 높

은 성능 수치를 확인하였다.

4.3 전처리 기법별 학습 성능

실험에 사용된 CNN 모델에 대해 Fig. 3과 같이 스

케일러 적용 형태별로 학습 곡선을 나타내었다. 일

반적으로 학습 곡선은 사용된 CNN 모델이 학습을 

반복하면서 데이터에 과대 적합 또는 과소 적합 등 

모델의 일반화 성능을 추정하기 위해 사용된다.

Fig. 3(a)는 수중 표적 신호의 훈련 세트를 대상으로 

한 스케일러 종류별 손실 함숫값이다. 전반적으로 모

든 경우에 대해 손실이 감소하면서 모델의 학습이 진

행되었다. 특히, 로그 멜 스펙트로그램의 Standard 스

케일러 및 Robust 스케일러는 빠르게 학습하고 수렴

Table 4. Accuracy comparison for scalers and spectrograms.

Methods
Mel-spectrogram Log mel-spectrogram

None Standard Min-max Max-abs Robust None Standard Min-max Max-abs Robust

Precision 0.8743 0.8312 0.8482 0.8499 0.8966 0.8833 0.9220 0.8921 0.8893 0.9242

Recall 0.8735 0.8320 0.8511 0.8411 0.8963 0.8821 0.9219 0.8913 0.8890 0.9240

F1-score 0.8734 0.8309 0.8489 0.8417 0.8963 0.8826 0.9219 0.8923 0.8891 0.9241

Fig. 2. (Color available online) (a) Training loss curve for each scaler (b) Validation accuracy curve for each scaler.
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하였다. 상대적으로 다른 방법들은 학습 속도가 늦

었으며, 멜 스펙트로그램의 Robust 스케일러와 스케

일러 없는 로그 멜 스펙트로그램에서는 일시적으로 

손실 값이 증가하는 현상이 나타났다.

Fig. 2(b)는 검증 세트를 대상으로 스케일러별 정확

도 함수 곡선을 나타낸다. Fig. 2(a)와 유사하게 로그 

멜 스펙트로그램의 Standard 스케일러 및 Robust 스

케일러가 정확도 면에서도 빠르게 학습된 것을 알 

수 있다.

V. 결  론

본 논문에서는 딥러닝 기반의 선박 수중 표적 분

류기의 성능 향상을 위한 최적의 전처리 기법을 제

안하였다. 먼저 실제 선박 수중 소음의 시각화를 통

해 강한 저주파 대역 신호와 중요한 정보를 포함하

고 있으나 상대적으로 신호가 작은 고주파 영역의 

특성을 관찰함으로써 전처리 기법 적용의 필요성을 

확인하였다.

입력 데이터의 특성 전처리를 위해 2종의 특징 추

출 알고리즘과 5종의 특징 스케일링 기법을 조합하

여 10종의 전처리 기법 조합을 제작하였다. 실제 수

중 선박 신호 데이터를 제작한 기법으로 전처리한 

후 CNN 모델을 학습함으로써, 각 전처기 기법 조합

의 성능을 확인하였다. 실험 결과 제작한 전처리 기

법을 실제 데이터를 이용하여 CNN 모델을 학습시킴

으로써 로그 멜 스펙트로그램과 Robust 스케일러 조

합이 가장 높은 성능을 보임을 확인하였다. 

이번 연구에서는 특정해역에서 확보된 수중 표적 

신호에 대해 휴리스틱 기반의 특성 추출 및 스케일

링 기법을 적용한 전처리 기법의 성능을 확인하였

다. 스케일러 구현 시 해양 환경이 아닌 표적 선박의 

구동 특성에 초점을 두었다. 따라서 선박 분류 문제

에 한정한다면, 다른 해역에서 수집된 데이터라도 

같은 성능 향상이 있으리라 판단한다. 향후 비지도 

학습(Unsupervised learning)과 자기 지도 학습(Self- 

supervised learning) 기반의 자동 특징 추출 기법을 적

용한 연구와 서로 다른 해역에서 확보된 수중 표적 신

호에 대한 CNN 분류 성능연구로 확장하고자 한다.
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