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확장된 강화학습 시스템의 정형모델

Formal Model of Extended Reinforcement Learning (E-RL) System
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요    약

강화학습은 한 환경에서 에이전트가 정책에 따라 액션을 취하고 보상 함수를 통해 액션을 평가 및 정책 최적화 과정을 반복하는 

Closed-Loop 구조로 이루어진 알고리즘이다. 이러한 강화학습의 주요 장점은 액션의 품질을 평가하고 정책을 지속적으로 최적화 하
는 것이다. 따라서, 강화학습은 지능형 시스템, 자율제어 시스템 개발에  효과적으로 활용될 수 있다. 기존의 강화학습은, 단일 정책, 

단일 보상함수 및 비교적 단순한 정책 업데이트 기법을 제한적인 문제에 대해 제시하고 적용하였다. 

본 논문에서는 구성요소의 복수성을 지원하는 확장된 강화학습 모델을 제안한다. 제안되는 확정 강화학습의 주요 구성 요소들을 
정의하고, 그들의 컴퓨팅 모델을 포함하는 정형 모델을 제시한다. 또한, 이 정형모델을 기반으로 시스템 개발을 위한 설계 기법을 

제시한다. 제안한 모델을 기반으로 자율 최적화 자동차 내비게이터 시스템에 적용 및 실험을 진행한다. 제시된 정형 모델과 설계 기

법을 적용한 사례연구로, 복수의 자동차들이 최적 목적지에 단 시간에 도착할 수 있는 진화된 내비게이터 시스템 설계 및 구현을 
진행한다.

☞ 주제어: 강화학습, 확장된 강화학습 모델, 정형 모델, 설계 기법, 진화된 네비게이터 시스템

ABSTRACT

Reinforcement Learning (RL) is a machine learning algorithm that repeat the closed-loop process that agents perform actions 

specified by the policy, the action is evaluated with a reward function, and the policy gets updated accordingly. The key benefit of 

RL is the ability to optimze the policy with action evaluation. Hence, it can effectively be applied to developing advanced intelligent 

systems and autonomous systems. Conventional RL incoporates a single policy, a reward function, and relatively simple policy update, 

and hence its utilization was limited. 

In this paper, we propose an extended RL model that considers multiple instances of RL elements.  We define a formal model of 

the key elements and their computing model of the extended RL. Then, we propose design methods for applying to system 

development. As a case stud of applying the proposed formal model and the design methods, we present the design and 

implementation of an advanced car navigator system that guides multiple cars to reaching their destinations efficiently.

☞ keyword : Reinforcement Learning (RL), Advanced RL, Formal Model, Design Methods, and Advanced Navigator System

1. 서   론

기술이 고도화됨에 따라 AI (Artificial Intelligence)에 

대한 관심이 높아지고 이와 관련된 기술 및 알고리즘에 

대한 관심도 높아지고 있다. 그 중 강화 학습은 인간이 

학습하는 과정과 매우 유사하다는 특징으로 AGI 

(Artificial General Intelligence)에 가장 가깝다는 평가를 

받아 대두되고 있는 알고리즘이다.

이러한 강화학습은 주어진 환경에서 에이전트를 통해 

정책에 따라 액션을 취하고 보상함수로 액션을 평가하며 
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정책을 갱신하는 Closed-Loop로 구성된다. 특히 에이전트

는 목표에 따른 보상을 최대로 얻기 위해 환경을 탐험하

고 학습한다. 이렇게 인간이 학습하는 과정과 유사한 강

화학습의 매커니즘은 최적 알고리즘을 명시적으로 도출

하기 어려운 복잡한 문제에도 활용할 수 있는 장점을 가

진다.

이러한 복잡한 문제를 해결하기 위한 강화학습 모델 

설계 및 구현의 난이도는 매우 높다. 복잡한 문제들은 다

중 정책, 다중 에이전트, 에이전트 간 잠재적인 공유자원, 

에이전트의 목표간의 충돌, 다중 보상함수, 그리고 최적

인 강화학습 요소의 동적 선택 등의 복잡하고 정교한 설

계를 요구한다. 하지만 서적, 문헌 및 논문에서 제시되는 

대부분의 연구들은 단일 요소 기반 강화학습을 통해 제

한된 문제에 대해 해결책을 제시하거나[1-7] 특정 요소만 
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다중 요소로 적용하는 설계 및 방식을 보여주고 있다

[8-10].

본 논문에서는 이에 대한 해결책으로 실용적으로 구

현 가능하고 복잡한 문제들의 다중 요소들을 포괄적으로 

다루는 확장된 강화학습 (Extended RL)에 대한 정형 모델

을 제안한다. 본 정형 모델에서는 다중 에이전트, 다중 

목표, 다중 정책, 그리고 다중 보상함수를 포함한 강화학

습의 구성요소의 메타 모델과 컴퓨팅 모델을 제안한다. 

이러한 정형 모델은 복잡한 문제에 적용할 수 있으며 강

화학습 기반 해결책을 도출한다.

본 논문의 3장에서는 확장된 강화학습의 구성요소에 

대한 정형 모델과 이에 대한 컴퓨팅 모델을 제시한다. 4

장에서는 3장에서 제시된 모델을 위한 SW 디자인을 제

시한다. 5장에서는 3장과 4장을 기반으로 작성한 자율 최

적화 자동차 내비게이터 시스템 (Self-Optimizing Car 

Navigator System, SOCAN) 연구를 제안하여 본 논문에서 

제시한 내용에 대해 검증한다.

2. 관련 연구

본 장에서는 강화학습에 관한 관련 연구들을 살펴본

다. 먼저 강화학습 기반 설계, 프레임워크 또는 알고리즘

을 제시한 연구들을 살펴본다 [11-16]. 

Wang의 연구에서는 모바일 IoT 기반 다중 모드를 활

용한 강화학습 서비스 프레임워크를 제안했다 [11]. 해당 

연구에서는 여러 모바일 IoT를 통합하고 활용하기 위해 

강화학습에 데이터 융합 솔루션과 최적 정책을 찾기위한 

알고리즘을 제시하고 뉴욕 택시 데이터로 실험하였다.

Yao의 연구에서는 무선 네트워크에서 재밍을 방지하

는 알고리즘을 학습하기 위한 협동하는 다중 에이전트 

강화학습 알고리즘을 제안했다 [12]. 해당 연구에서는 유

저 간 협동을 위해 Q 러닝에 기반한 협력적인 멀티 에이

전트 안티 재밍 Model-Free 알고리즘을 제안하고 센싱 기

반 방법과 제안한 방법을 비교하였다. 

Liu의 연구에서는 시스템 제어를 위해 병렬 강화학습

이라고 하는 기계 학습 프레임워크를 제안한다 [13]. 해

당 연구에서는 Actor Critic, Policy-Based, Value-Based, 

Model-Based 또는 Model-Free 등 기존의 강화학습 체계의 

어플레이케이션에 대해 제안한 프레임워크를 적용하고 

그 사례들을 소개하였다.

이 연구들에서 강화학습을 이용한 설계 및 알고리즘

은 강화 학습의 구성 요소에서 단일 요소만을 사용했거

나 한 가지 요소만을 다중 요소로 확장하여 사용했으며 

특정 도메인 및 알고리즘에 제한되는 모습을 보인다. 즉, 

현실에서 다중요소로 구성된 일반적인 문제로 확장하기 

어렵다는 한계점이 있다.

다음으로 특정 분야에서 일부 요소를 다중 요소로 확

장한 강화학습 알고리즘을 적용한 연구들을 살펴본다 

[17-19]. 그 중 Zheng의 연구에서는 알고리즘 트레이딩 

분야에 강화학습을 적용하여 금융 시장에 적응할 수 있

는 거래 에이전트를 제안했다 [17]. 해당 연구에서는 

DQN, A3C 알고리즘 기반으로 확장된 강화학습 아키텍

처를 제안했으며 시장 정보를 분석하기 위해 SEAE, 

LSTM 등의 기법을 적용했고 10년간의 시장 데이터로 실

험하였다. 

하지만 Zheng의 연구를 포함한 이러한 연구들은 일보 

요소에서 다중 요소를 제안했음에도 특정 분야에 종속적

인 연구이므로, 현실의 다른 도메인에 적용하기 어렵다

는 한계점이 있다.

마지막으로 기존 강화학습에서 소수의 구성 요소를 

확장한 연구들을 살펴본다 [20-25]. 1먼저 Kun의 연구에

서는 반사실적 보상을 통한 다중 에이전트 기반 강화학

습을 제안했다 [20]. 해당 연구에서는 한 환경 내에서 다

중 에이전트 간의 생기는 문제점을 해결하기 위한 보상

함수 기반 알고리즘을 제시하였다. 이를 증명하기 위해 

그리드 공간 및 모나코 시의 교통 환경 시뮬레이션에서 

실험하였다. 

Tianshu의 연구에서는 대규모 교통 신호를 제어하기 

위한 다중 에이전트 강화학습을 제안했다 [21]. 해당 연

구에서는 복잡한 도시 교통 네트워크에서 여러 에이전트

들이 활용할 수 있는 분산된 강화학습 에이전트 알고리

즘 및 정책을 제시하고 다중 에이전트 시뮬레이션 환경

에서 실험하였다. 

이러한 연구들은 소수의 다중 요소를 적용한 강화학

습 알고리즘을 제시하여, 여러 다중 요소로 구성되어 있

는 현실의 일반적인 문제의 다른 요소들을 다루지 못하

는 한계점이 있다. 

이처럼 기존 강화학습을 기반으로 한 연구는 활발하

게 진행되고 있다. 하지만 최근 연구들 중 대다수의 연구

들이 강화학습의 단일 요소들에 대해 진행되고 있다. 다

중 요소의 경우, 일부 연구에서만 강화학습의 특정 요소

에만 다중 요소 기법이 적용되고 있다. 즉, 현실 세계의 

일반적인 문제를 해결하기 위해 기존의 강화학습 요소들

을 확장해서 정의하고 솔루션을 제시하는 연구는 아직까

지 드물다.
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3. E-RL 시스템의 정형 모델

본 장에서는 E-RL을 적용한 지능형 시스템의 정형 모

델을 메타 모델과 컴퓨팅 모델로 나누어서 정의한다.

3.1 E-RL 시스템의 메타 모델

E-RL 시스템은 7개의 요소로 구성되며 그 표현 식 (1)

과 같다.

E-RL-System = 
(ENV, Agent_List, Goal_List, Action_List, 

Reward_Function_List, Policy_List, 
Policy_Update_Scheme)

(1)

이러한 E-RL 시스템의 메타 모델의 구성요소 간의 관

계를 (그림 1)과 같이 클래스 다이어그램으로 나타낼 수 

있다.

Agent RL System Environment

Reward 
FunctionPolicy

Goal Action Reward State

1..*

1..* 1..*

{ordered}
1..*

1 1

1

1 1

1

1

0..*0..*
{ordered}

0..*

0..* 2

(그림 1) E-RL 시스템의 클래스 다이어그램

(Figure 1) Class Diagram of E-RL System

(그림 1)은 9개의 클래스로 구성되어 있으며 중심은 

RL System으로 나머지 클래스들은 직⋅간접적으로 RL 

System에 포함되는 구조를 가진다. 특히 Agent, Environment, 

Policy, 및 Reward Fucntion은 RL System의 핵심으로 더 

강한 관계로 표현된다.

3.1.1 목표 시스템의 운영 환경 (Environment)

ENV는 목표 시스템의 운영 환경에 대한 표현으로 줄

여서 환경이라 한다. 환경은 (그림 1)과 같이 한 시스템에 

하나의 환경 표현이 존재하며 에이전트와 상호작용할 수 

있는 개체 (entity)들로 구성된다. 환경의 표현은 식 (2)와 

같다. 

ENV = (e1, e2, …, ep) (2)

ei는 환경 내 개체를 의미한다. 이 개체들을 통해 환경

의 특정 순간을 정의할 수 있으며 이를 상태 (State)라고 

한다. 즉, 특정 순간에 개체들이 가지는 값을 의미하며 

표현은 식 (3)과 같다.

st = (e1,t, e2,t, …, ep,t) (3)

st는 시간대 t에서의 환경의 상태를 의미하며 ei,t는 시

간대 t에서 개체 ei가 가지는 값을 의미한다. t는 절대적

인 시간개념이나 상대적인 순서 개념을 의미한다. 

상태의 수는 환경은 개체들을 통해 (그림 1)과 같이 

하나의 환경으로부터 복수개의 상태가 존재하며 표현은 

식 (4)와 같다.

State_List = (s1, s2, … , sq, …) (4)

State_List는 상태들의 목록을 의미하며 상태의 수는 

복수로 표현된다. st는 시간 t일때의 상태를 의미한다.

3.1.2 E-RL 시스템의 에이전트 (Agent)

에이전트는 현재 목표를 달성하기 위해 환경과 상호

작용을 하며 그 결과로 주어지는 보상을 최대로 받기위

한 객체를 의미한다. 에이전트는 (그림 1)과 같이 한 시스

템에 단일 혹은 다중으로 구성되며 표현은 식 (5)와 같다.

Agent_List = (AGT1, AGT2, … , AGTn) (5)

Agent_List는 이러한 에이전트의 목록을 의미하며 

AGTi는 하나의 에이전트를 의미한다.

3.1.3 에이전트의 목표 (Goal)

목표는 에이전트의 액션의 지침 (Guide Line)을 의미

한다. 모든 에이전트의 목적은 목표를 기반으로 최대의 

보상을 쌓는 것이다. 이 과정에서 한 에이전트가 여러 개

의 목표를 선택할 수도 있고 여러 에이전트가 동일한 목

표를 선택할 수도 있다. Goal_List는 이러한 목표의 목록

을 의미하며 표현은 식 (6)과 같다. 

Goal_List = (GL1, GL2, …, GLm) (6)

GLi은 하나의 목표를 의미하며 목표의 수는 에이전트 

수나 정책의 수에 영향을 받지 않는다.
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3.1.4 에이전트의 액션 (Action)

액션은 에이전트가 환경과 상호작용하는 수단을 의미

한다. 에이전트는 액션을 통해 환경으로부터 보상을 받

아 정책을 갱신할 수 있으며 동시에 환경의 상태변화를 

불러 일으킬 수 있다. 액션은 에이전트의 종류에 따라 다

양하며 복수개로 표현된다. Action_List는 액션의 목록을 

의미하며 표현은 식 (7)과 같다.

Action_Lista = (ACTa, 1, ACTa, 2, …, ACTa, l) (7)

Action_Lista는 에이전트 a가 환경에 대해 가능한 액션

들의 리스트를 의미한다. ACTa, i는 에이전트 a의 하나의 

액션을 의미한다.

3.1.5 액션 평가 보상함수 (Reward Function)

액션 평가 보상함수는 환경과 에이전트의 상호작용에 

따른 결과로 주어지는 보상을 결정하는 함수를 의미하며 

줄여서 보상함수라고 한다. 보상 함수는 (그림 1)과 같이 

한 시스템에 단일 혹은 다중으로 구성되며 표현은 식 (8)

과 같다.

Reward_Function_List = 
(RewardFN1, RewardFN2, … , RewardFNr)

(8)

Reward_Function_List는 보상함수의 목록을 의미하며 

RewardFNi은 하나의 보상함수를 의미한다. 

일반적인 RewardFNi의 입력값은 환경의 상태, 에이전

트 및 에이전트의 액션이며 출력값은 숫자 값으로 주어

진다. 보상함수의 입력값은 에이전트의 종류와 해당 에

이전트의 액션, 그리고 환경 상태에 기인한다. 출력값은 

보상으로 리워드 (Reward) 와 페널티 (Penalty)로 구분된

다. 리워드는 현재 환경에서 진행한 액션이 목표에 적합

했음을 의미하며 페널티는 반대의 경우로 적합하지 않았

음을 의미한다. 설계 목적에 따라 둘 중 하나만 존재할수

도 있으며 값의 범위가 설정될 수도 있다. 보상은 정책을 

갱신할 때 사용되고 에이전트의 기본적인 목적은 이 보

상을 최대로 얻는 것이므로 보상함수의 설계는 정책의 

수렴과 에이전트의 액션에 큰 영향을 미친다.

3.1.6 정책 (Policy)

정책은 환경의 상태에 따른 에이전트의 액션을 결정

한다. 이러한 정책은 에이전트의 목표와 환경 정보에 따

라 달라지며 에이전트의 액션을 통해 얻어지는 보상을 

바탕으로 갱신된다. 정책은 (그림 1)과 같이 한 시스템에 

단일 혹은 다중으로 존재하며 표현은 식 (9)와 같다.

Policy_List = (π1, π2, …, πs) (9)

Policy_List는 이러한 정책의 목록을 의미하며 πi는 하

나의 정책을 의미한다. 

3.1.7 정책 업데이트 (Policy Update Scheme) 

정책 업데이트는 정책을 갱신하는 방식 (Mechanism)

을 의미한다. 강화학습 내에서 정책의 갱신은 정책을 사

용하는 에이전트들이 해당 상태에서 적합한 액션을 할 

수 있도록 진행되어야 한다. 정책 업데이트는 이러한 정

책 갱신의 방향을 결정하므로 에이전트의 행동에 직접적

인 영향을 준다. Policy_Update_Scheme는 이러한 정책 업

데이트를 의미하며 그 표현은 식 (10)과 같이 함수로 표

현될 수 있다.

πnew = update(ENV, RewardFN, πold) (10)

함수 update는 정책 업데이트 Policy_Update_ Scheme

를 의미한다. πnew는 이전 정책 πold가 갱신된 후 정책을 

의미한다. 즉, 정책 업데이트는 시스템 내 현재 환경의 

상태, 보상함수, 지금까지의 정책 등에 영향을 받으며 이

는 시스템의 설계에 따라 달라진다.

특히 정책 업데이트는 정책에서 사용된 보상함수의 

보상 종류에 따라 영향을 크게 받는다. 리워드인 경우 사

용한 정책이 해당 상태에서 수행된 액션이 나중에 다시 

수행될 수 있어야하며 페널티인 경우 사용된 정책이 해

당 상태에서 향후 해당 액션을 반환하지 않도록 설계되

어야 한다. 이러한 보상함수의 설계 및 정책 업데이트의 

신뢰도를 결정하는 방법은 대상 응용 프로그램 도메인, 

소프트웨어 분석 기법, 또는 응용 프로그램에 사용되는 

기계 학습 모델에 따라 달라진다.

3.2 E-RL 시스템의 컴퓨팅 모델

E-RL 시스템의 컴퓨팅 모델은 여러 개의 Primitive 

Function들을 기반으로 액티비티 다이어그램 (Activity 

Diagram)으로 나타낼 수 있으며 그 일부는 다음과 같다.
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(그림 2) E-RL 액티비티 다이어그램의 일부

(Figure 2) Part of E-RL Activity Diagram

(그림 2)의 액티비티들은 이벤트 “Start Learning”을 통

해 시작되며 Specify Goal 부터 Upadte Policy까지 일련의 

흐름을 가진다. 이때 목표 달성 여부에 따라 Acquire 

Current State부터 Update Policy가 반복된다.

Specify Goal은 에이전트가 선택한 옵션에 기반하여 

학습 시 에이전트의 목표를 설정하는 액티비티다. 

Choose Policy는 설정된 옵션을 기반으로 가능한 정책을 

선택하는 액티비티다. Acquire Current State는 에이전트가 

현재 상태 정보를 관찰하거나 환경으로부터 전달받아 인

지하는 액티비티다. Acquire Action는 현재 상태를 기반

으로 정책을 통해 액션을 도출하는 중요한 액티비티다. 

정책에 따라 에이전트의 향후 액션이 결정되므로 이 액

티비티에선 액션의 근거 (현재 상태 등) 를 잘 해석할 수 

있어야 한다. Update Environment는 도출된 에이전트의 

액션에 따라 환경을 갱신하는 중요한 액티비티다. 이 액

티비티를 통해 에이전트가 액션을 실행하고 환경을 바꾸

며 바뀐 환경의 상태를 다시 인지하게 된다. Compute 

Reward는 액션에 대해 평가하여 보상을 계산하는 중요한 

액티비티를 의미한다.  이 보상으로 정책의 갱신 방향이 

결정되기 때문이다. Update Policy는 환경의 상태, 에이전

트의 액션, 그리고 계산된 보상을 바탕으로 정책을 갱신

하는 핵심적인 액티비티를 의미한다. Update Policy의 알

고리즘은 (표 1)로 표현된다.

(표 1) 정책 업데이트 알고리즘

(Table 1) Algorithm to Update Policy

Algorithm 1. Algorithm to Update Policy
Input: acti: Current Action, agti: current Agent, 
rewdi: Current Reward, env: Envirnment, sCond: 
Conditions for updating policy, poli: Current Policy
Output: pol, Policy to applied 

1 data.add_data(acti, agti, rewdi, env)
2 if sCond is not archived:
3 return poli
4
5 updt_poli := poli
6 updt_poli.update(data)
7 up := updt_poli.get_performance()
8 pp := poli.get_performance()
9

10 if up is better than pp:
11 data := {}
12 return updt_poli
13 else:
14 return poli

우선, 현재 얻어진 행동, 에이전트, 보상값, 환경을 

data 변수에 수집한다 (Line 1). data는 집합 형태의 자료

구조로 수집된 정보들을 시간순으로 저장한다. 만약 현

재 상태가 주어진 정책 갱신 조건 (sCond)에 만족하지 못

한다면 현재 사용하고 있는 정책을 반환한다 (Line 2-3). 

조건을 만족할 경우, 갱신을 적용할 정책 객체를 새롭게 

생성 후 정책 갱신을 진행한다 (Line 5-6). 갱신된 정책을 

반영하기 전, 현재 사용하는 정책과 갱신된 정책의 효율

성을 평가한다 (Line 7-8). 이 때 갱신된 정책의 효율성이 

좋을 경우, 갱신된 정책을 반환한다 (Line 10-12). 반대로 

현재 사용하는 정책의 효율성이 좋을 경우, 현재 사용하

는 정책을 반환한다 (Line 13-14).

4. E-RL 시스템의 설계 기법

본 장에서는 3장에서 제시한 E-RL 시스템 정형 모델

의 요소들을 실제 시스템으로 적용 및 구현할 때 사용되

는 설계 기법을 제시한다.  
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4.1 환경(Environment)의 설계

환경 EVN는 다양한 개체들 ei을 포함하는 한 자료 구

조로 표현되며 한 시스템 당 한 환경이 설계된다. 환경의 

복잡성과 해당 환경에 존재하는 환경 요소의 수 및 특징

에 따라 사용되는 자료 구조가 달라질 수 있으나, 각 환

경 요소들의 값들과 다른 환경 요소들 간의 관계 표현이 

용이한 그래프 구조를 주로 사용한다. 

파이썬 환경에서 환경 구현 시, 딕셔너리 자료형을 이

용하여 각 환경 요소의 특징 및 다른 환경 요소와의 연결 

여부 등을 표현한다. 

4.2 상태 집합(Set of States)의 설계

상태 집합 State_List은 일정 기준 혹은 일정 시간대 t

에 따라 수집된 ENV 내 개체 ei,t의 집합으로 구성된다. 

해당 집합은 수집된 한 시점에서 개체 간 의 순서 (ea,t, 

eb,t, …, ek,t) 뿐만 아니라 한 개체에 대해 수집된 시점들의 

순서 (ea,1, ea,2, …, ea,x)도 중요하다. 따라서 데이터 간의 순

서를 고려할 수 있는 다차원 자료 구조로 표현된다. 또한 

해당 환경에서 수집된 환경 요소들의 상태가 다른 시간

대에 수집이 되었음에도 같은 상태를 나타낼 수 있기 때

문에 자료 구조 내 원소간 중복 허용이 필요하다.

파이썬 환경에서 상태 집합 구현 시, m*n 형태의 2차

원 배열 (2D Array) 또는 2차원 리스트 (2D List)를 주로 

사용한다. m은 시점 t에서 해당 ENV의 ei,t 의 개수를 나

타내고 n은 ENV가 수집된 모든 시점들의 개수를 나타낸

다. 이 배열의 원소 ei,t는 각 시점에서 획득된 환경 요소

의 값이 되고 해당 원소의 구성에 따라 State_List의 차원

은 2차원 이상으로 구현된다. 1차원 배열의 크기는 해당 

환경의 환경 요소 개수와 일치한다. 이 배열의 크기는 시

간의 흐름에 따라 증가한다.

4.3 에이전트(Agent)의 설계

한 시스템에서는 단일 또는 다중 에이전트 클래스가 

존재할 수 있으며, 한 에이전트 클래스를 통해 다수개의 

에이전트 객체가 생성될 수 있다. 식 (5)의 에이전트 

AGTn는 하나의 클래스로 설계된다. 해당 클래스는 해당 

에이전트가 갖고 있는 특성들 (Attributes)과 기능성들 

(Operations)을 포함할 수 있게 설계된다. 

에이전트 클래스는 해당 에이전트가 할 수 있는 액션 

ACTa,i, 정책 πi, 목표 GLm 등을 설정할 수 있는 메소드를 

포함하고 있다.  예를 들어 파이썬 환경에서는 각 AGTn

을 클래스로 구현, 리스트 타입의 Agent_List를 선언하여 

해당 환경에 존재하는 에이전트들을 관리한다.

4.4 액션(Action)의 설계

액션 ACTa, i은 하나의 클래스로 설계된다. 한 액션은 

에이전트의 종류, 현재 해당 에이전트의 위치, 리워드 함

수 결과값 등으로 인해 결정된다. 따라서 액션 클래스 또

한 액션을 수행한 주체와 그 특정 시기에 에이전트가 한 

액션에 대한 정보를 포함하고 있다.

더불어 각 에이전트가 목적을 달성하기 위해 수행한 

액션들은 정책 갱신 등에 쓰이므로 액션 클래스의 특성

으로 액션이 수행된 시간 (시점) 이 반영된다.

4.5 정책(Policy)의 설계

정책 πi은 시스템의 환경 및 에이전트의 특징, 요구사

항 등에 따라 다르게 결정되고 각 에이전트와 환경의 상

호작용을 통해 발생하는 보상에 따라 갱신된다. 또한 한 

시스템 내에서 정책은 단일 또는 다중으로 설계되고 각 

정책의 기능성이 상황에 따라 달라져야 하는 경우가 발

생한다. 따라서, 이러한 정책의 특징을 반영하여 설계하

기 위해 전략 패턴 (Strategy Pattern)과 템플릿 메소드 패

턴(Template Method Pattern)을 적용한다. (그림 3)은 해당 

패턴들을 적용한 정책 설계를 나타낸다.

<<Interface>>
Policy

setNextAction()
updatePolicy()

RL System
getAction()

PolicyA
setNextAction()
updatePolicy()

PolicyB
setNextAction()
updatePolicy()

PolicyC
setNextAction()
updatePolicy()

def getAction(){
...
a = curPolicy.setNextAction()

...
}

(그림 3) E-RL 시스템의 정책 설계

(Figure 3) Design of Policy in E-RL System

정책은 전략 패턴을 적용하여 Policy 인터페이스를 상

속한 다수의 클래스들로 표현된다. 각 정책 클래스들은 

정책의 기능성에 따라 표현이 되며 RL System에서 각 상

황에 일치하는 정책 클래스를 선택하여 사용한다.

또한 템플릿 메소드 패턴을 적용하여 RL System 내에 
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있는 메소드에서 Policy 클래스 내에 있는 메소드를 호출

할 때, 현재 사용하고 있는 정책에 대한 클래스의 메소드

를 호출해서 사용한다. 예를 들어, RL System 클래스 내 

getAction() 메소드는 내부에서 현재 사용하는 정책 객체 

(curPolicy)의 setNextAction() 메소드를 호출하게 된다. 이 

때 curPolicy의 클래스에 따른 setNextAction()를 사용한다.

4.6 보상함수(Reward Function)의 설계

보상함수 RewardFNi는 에이전트의 종류 및 목표, 해당 

환경, 현재 액션 등에 의해 한 시스템 내에서 단일 또는 

다중으로 다양하게 구성되고 선택된다. 따라서 보상함수

를 설계하기 위해 전략 패턴과 템플릿 메소드 패턴을 사

용한다. (그림 4)는 위의 디자인 패턴들을 적용한 보상함

수의 설계를 나타낸다.

RL System
getAction()

<<Interface>>
Policy

setNextAction()

<<Interface>>
RewardFN

computeReward()

RewardFN1

computeReward()

RewardFN2

computeReward()

RewardFN3

computeReward()

def getAction(){
...
a = curPolicy.setNextAction()
r = curRF.computeReward(…)

}

(그림 4) E-RL 시스템의 보상함수 설계

(Figure 4) Design of Reward Function in E-RL System

보상함수는 RewardFN 인터페이스를 상속받는 복수개

의 클래스로 구성된다. 각 클래스들은 요구 사항에 따라 

서로 다른 보상 연산 알고리즘을 포함하고 있다. 이 때 

선언된 보상함수 클래스의 개수와 정책 클래스의 개수는 

요구사항에 따라 다르기 때문에 항상 일치하지는 않는

다. 또한 템플릿 메소드 패턴을 적용하여 RL System에서 

해당되는 보상함수 클래스의 메소드를 호출하여 사용 가

능하다.

4.7 정책 업데이트 (Policy Update)의 설계

정책 업데이트는 해당 환경의 반영 시점과 에이전트

들 간의 정책 사용 시 충돌 등을 고려하여 두가지 방법으

로 나뉘게 된다. 

첫번째 방법은 즉시 업데이트 되는 경우로, 에이전트

가 새로운 액션을 한 후 해당 액션에 대한 보상을 받을 

때 일어나게 된다. 이 때 다른 에이전트들과 같은 정책을 

사용하고 있을 시, 다른 에이전트의 액션 결정에도 영향

을 미칠 수 있게 된다. 따라서 이 경우는 한 에이전트의 

액션이 같은 정책을 사용하는 다른 에이전트의 액션 결

정에 크게 영향을 주거나 즉시 정책 업데이트가 필요한 

경우 사용된다. 

두번째 방법은 일정 기간 후 정책 업데이트를 진행하

는 경우이다. 해당 경우는 에이전트들이 하는 액션이 바

로 정책에 반영될 필요가 없는 환경 또는 같은 정책을 사

용하는 각 에이전트들의 액션이 서로에게 큰 영향을 주

지 않아야 할 때 사용하게 된다. 이 경우는 정책 업데이

트 주기를 기준으로 두가지로 나뉜다.

주기적인 정책 업데이트

간헐적인 정책 업데이트

주기적인 정책 업데이트의 경우, 한 정책을 사용하는 

에이전트들에게서 수집된 수행한 액션, 보상 등의 정보

량이 일정 기준점 (Threshold)를 초과하였을 때 혹은 현재 

환경이 설정된 일정 시점에 도달했을 때 적용된다. 이 때 

수집된 모든 데이터가 해당 정책을 업데이트 하는데 사

용된다.

간헐적 정책 업데이트의 경우, 한 정책을 사용하는 에

이전트들이 일정 횟수 이상 최적의 액션을 수행하지 못

할 때 적용된다. 즉, 정책을 통해 생성된 총 액션 수 중 

페널티를 획득한 액션의 수가 보상을 획득한 액션의 수

보다 많아질 때 해당 정책을 업데이트하게 된다.

4.8 E-RL 시스템의 초기화 및 실행 설계

E-RL 시스템을 초기화 할 때, 해당 환경에서의 E-RL 

시스템 요소들에 대한 요구사항이 반영되야 한다. 만약 

해당 환경에 대한 초기 요구사항이 없을 때, 초기 결정의 

공평성을 위해 관련된 값들을 모두 일정하게 설정한다.

해당 시스템 실행 시, 에이전트들의 상태 변화에 따라 

정책 업데이트를 최적의 결과로 예측하도록 갱신해야 한

다. 각 정책은 설정된 업데이트 방법에 따라 갱신된다.

5. 사례 연구

본 논문에서는 제안한 정형 모델의 타당성 및 효율성 

검증을 위해 사례 연구로 내비게이터 시스템에 E-RL 시
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스템의 정형 모델을 결합한 가상 시뮬레이션 SOCAN 

(Self-Optimizing Car Navigator) 시스템을 설계하고 구현

한다.

5.1 SOCAN 시스템 요구사항

SOCAN 시스템의 목적은 도시의 도로 교통 정보를 기

반으로 운전자의 목표에 따라 최적의 경로를 현재 상황

에 맞춰서 제공해 주는데 있다. 이러한 목적에 기반한 요

구사항은 기능적 요구사항과 비기능적/품질 요구사항으

로 구분한다.

5.1.1 기능적 요구사항

SOCAN 시스템의 목적에 기반한 기능적 요구사항은 

다음과 같다.

운전자 등록: 이 기능은 SOCAN 시스템을 이용할 운

전자 정보를 등록하는 기능이다. 운전자 정보에는 계정, 

비밀번호, 기타 개인정보 등이 포함된다.

자동차 등록: 이 기능은 SOCAN 시스템을 이용할 자

동차 정보를 등록하는 기능이다. 자동차 정보에는 차종, 

출고날짜 등이 포함된다.

지도 등록: 이 기능은 SOCAN 시스템에 지도 정보를 

등록하는 기능이다. 지도 정보에는 지역의 장소 (Place)의 

ID 등의 장소의 정보와 도로 (Road)의 길이, 도로 타입, 

유/무료 여부 등의 도로 정보가 포함된다. 

주행 목표 설정: 이 기능은 출발 장소와 목적 장소를 

입력하고 주행 목표를 설정하는 기능이다. 주행 목표는 

최단 거리, 최소 시간, 최저 비용, 그리고 이 세가지를 일

정 비율로 모두 고려한 복합 목표가 있다. 사용자는 시스

템 내에서 이러한 주행 목표 중 하나를 선택하여 설정할 

수 있다.

최적 경로 탐색: 이 기능은 주행 목표에 기반하여 최

적 경로를 탐색하는 기능이다. 주행 목표에 기반하여 최

적의 경로를 도출해야 한다.

내비게이션 시작: 이 기능은 입력된 정보를 기반으로 

내비게이션을 시작하는 기능이다. 시작 시 현재 자동차

의 위치에서 시작한다.

내비게이션 종료: 이 기능은 내비게이션을 종료하는 

기능이다. 내비게이션은 자동차가 목적 장소에 도착하거

나 사용자의 요구에 의해 종료될 수 있다.

내비게이션 통계 표시: 이 기능은 SOCAN 시스템에

서 진행되었던 내비게이션 관련 통계를 표시하는 기능이

다. 통계에는 내비게이션 진행 횟수, 내비게이션 목표 별 

횟수 등이 있다.

현재 교통 지도 표시: 이 기능은 현재 교통 지도 정

보를 화면에 보여주는 기능이다. 현재 자동차가 있는 도

로 또는 장소를 중심으로 주변 장소 및 도로 정보를 지도

에 표시한다.

경로 수정: 이 기능은 주행 목표에 기반하여 경로를 

자율적으로 수정하는 기능이다. 도로를 이동하여 장소에 

도착할 때 마다 최적 경로를 탐색하며 지역 교통 변화에 

따른 최적 경로가 변경될 경우 현재 최적 경로를 변경한

다.

보고서 생성: 이 기능은 SOCAN 시스템에 있는 일련

의 기능들에 대해 주기적으로 생성하고 사용자 혹은 관

리자 요청에 의해 비주기적으로 보고서를 생성하는 기능

이다.

5.1.2 비기능적/품질 요구사항

사용자 주행 목표에 부합하는 최적 경로 도출: 

SOCAN 시스템의 품질 사안 중 사용자 측면에서 사용자 

목표에 부합하는 최적 경로를 제시할 수 있어야한다. 예

를 들어 주행자의 목표가 최단 시간으로 설정될 경우, 주

행 거리 및 통행 요금은 고려사항이 아니다. 이 경우 현

재 교통 상황을 고려하여 가장 빨리 도착할 수 있는 경로

를 주행자에게 제시해야 한다.

전체 시스템 및 지역 교통을 위한 최적 경로 도출: 

SOCAN 시스템의 목적을 도시 전체 측면에서 보면 가능

한 모든 차량이 원활하게 다니게 다닐 수 있어야 한다. 

이를 위해서는 시스템 이용자들에게 정체된 구간을 피해

서 제공해야 한다. 즉, 운행되는 모든 차량의 시간 당 이

동거리가 최대가 될 수 있도록 해야한다. 

5.2 SOCAN 시스템 설계 및 구현

E-RL 시스템에 기반한 SOCAN 시스템의 메타모델은 

동일하게 7개의 요소들로 구성된다. E-RL 메타 모델과 

SOCAN 시스템의 메타 모델간의 관계는 다음과 같다.

ENV SocanEnv

Agent_List Car_List

Goal_List DrivingGoal_List

Action_List Action_List

Reward_Function_List RewardFN_List
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Policy_List Policy_List

Policy Update Scheme PUS

SOCANEnv의 설계: SocanEnv는 SOCAN 시스템 

내 에이전트와 상호작용하는 개체들을 의미하며 그래프 

자료구조로 구현된다. 정점 (Node)는 장소를 의미하며 간

선 (Edge)은 장소간 연결 도로를 의미한다. 장소는 구분

을 위한 ID 정보를 가지고 있으며 도로는 도로 거리 

(Km), 통행 요금 (원), 현재 도로 내 교통량, 그리고 도로 

내 평균 속도 (Km/h) 등의 정보를 가지고 있다. 이러한 

SOCANEnv는 식 (11)과 같이 표현된다.

SOCANEnv = (Set_PL, Set_RD) (11)

Set_PL은 장소들의 집합을 의미하며 Set_RD는 모든 

도로들의 집합을 의미한다.

Set_PL와 Set_RD는 각각 식 (12), 식 (13)와 같이 표현

된다.

Set_PL = (PL1, PL2, … , PLn) (12)
Set_RD = (RDPLs, PLt | 

PLs and PLt ∈ Set_PL, and PLs ≠ PLt)
(13)

PLi는 SOCAN 시스템내 장소를 의미한다. RDPLS, PLt에

서 PLs는 Set_PL에 속한 한 장소를 의미하여 PLt는 PLs

와 연결된 하나의 장소를 의미한다. 예를 들어 (그림 5)는 

생성된 SOCANEnv의 일부를 나타낸다.

(그림 5) SOCAN 환경 시스템의 시각화 

(Figure 5) Visualization of SOCAN Environmental 

System

(그림 5)에서 원은 정점으로 장소를 의미하며 직선은 

각 정점은 연결하는 간선으로 도로를 의미한다. 이 때 대

부분 양방통행이며 일부는 일방통행이다. 정점의 색은 

진한 파란색일수록 연결된 간선이 많다는 걸 의미하며 

연한 노란색일수록 수가 적다는 것을 의미한다. 예를 들

어 (그림 5)의 우측 하단에 있는 장소 PL003은 연결된 도

로가 많은 정점이며 반대로 (그림 5)의 좌측 상단에 있는 

장소 PL010은 연결된 도로가 적은 정점이다.

Car_List의 설계: Car_List는 SOCAN 시스템 내 에이

전트인 자동차의 목록을 의미하며 표현은 식 (14)과 같다.

Car_List = (Car1, Car2, … , Carn) (14)

Cari는 에이전트인 자동차 하나를 의미한다. SOCAN 

시스템 내에서 자동차는 목표와 목적지를 설정하면 현재 

위치부터 목적지까지 할당된 정책에 따른 최적의 경로에 

맞춰 주행한다. 즉, 자동차의 액션은 현재 장소에 대해 

목적지로 가기 위한 다음 장소가 된다. 자동차는 목적지

에 도착하면 새로운 목표를 설정할 수 있으며 비활성화 

될 수 있다. 비활성화된 자동차는 시간이 지남에 따라 일

정 확률로 활성화될 수 있다.

DrivingGoal_List의 설계: DrivingGoal_List는 주행 

목표 목록을 의미하며 표현은 식 (15)와 같다.

DrivingGoal_List = 
(DGL1, DGL2, … , DGLn)

(15)

DGLi는 주행 목표 하나를 의미한다. 이러한 주행 목표

는 에이전트인 자동차의 현재 위치, 목적지, 또는 옵션에 

따른 추가 값을 입력 받는다. 옵션은 자동차가 목적지까

지 가는데 고려하는 사안을 의미한다. 가능한 옵션으로

는 최단 거리, 최저 통행료, 최소 시간, 그리고 복합 옵션

이 있다. 복합 옵션의 경우 최단 거리, 최저 통행료, 최소 

시간 요소들을 모두 고려한 것으로 각 요소에 대한 가중

치도 설정한다. 

예를 들어 300명의 에이전트 중 100명에게 4개의 옵션 

중 하나를 임의로 할당하고 나머지 200명은 비활성화 상

태를 유지할 경우 (그림 6)과 같이 표현된다.

(그림 6)은 장소 PL001내에 존재하는 자동차들과 자동

차들의 정보인 차 번호 및 옵션을 나타낸다. 즉, 현재 장

소 PL001 내에 20대의 자동차가 있으며 ‘—inactivate—’

는 비활성화 상태, ‘Toll Fee’는 최저 통행료 옵션, 

‘Distance’는 최단 거리 옵션, ‘Travel Time’은 최저 시간 

옵션, 그리고 ‘Complex’는 복합 옵션을 의미한다.

Action_List: Action_List는 SOCAN 내 에이전트가 

가능한 액션을 의미한다. SOCAN에서는 액션은 에이전

트가 현재 장소에서 다음 장소를 선택하는 것이므로 그 

표현은 식 (16)와 같다.
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(그림 6) 장소 PL001 내 자동차들 및 현재 목표

(Figure 6) Cars and Current Goal in Place PL001

Action_List = Set_PL (16)

가능한 액션 목록은 선택 가능한 장소의 목록과 같다. 

SOCAN 시스템 내에서 모든 장소는 연결되어 있으므로 

액션 목록은 장소의 목록과 동일하다.

RewardFN_List의 설계: RewardFN_List는 SOCAN 

시스템 내 보상함수 목록을 의미한다. SOCAN 시스템 내 

에이전트가 가질 수 있는 옵션을 고려할 때 보상함수는 

4개가 필요하며 그 표현은 식 (17)과 같다.

RewardFN_List = (RewardFNd, RewardFNtf, 
RewardFNtt, RewardFNcplx)

(17)

RewardFNd은 최단 거리, RewardFNtf은 최저 통행료, 

RewardFNtt은 최소 시간, RewardFNcplx은 복합 옵션을 위

한 보상함수를 의미한다. 이러한 보상함수를 구현한 코

드 중 RewardFNtt를 구현한 코드는 (표 2)와 같다.

(표 2) 최소 시간 옵션을 위한 보상함수 클래스

(Table 2) Reward Function Class for Shortest Travel 

Time Option

Code 1. Reward Function Class of SOCAN System 
for Travel Time

1 class RewardFNTT(RewardFN):
2 def __init__(self, penalty_th):
3 self.penalty_th = penalty_th
4
5 def compute_rwd(self, act, goal, next_s):
6 …
7 result = real_tt / exp_tt
8
9 if result > penalty_th:

10 return penalty
11 else:
12 return reward

RewardFNTT의 생성자는 페널티를 주기 위한 기준을 

전달받는다 (Line 2~3). compute_rwd()는 보상을 계산하는 

메서드로, 최소 시간 옵션을 위한 보상함수의 경우에는 

해당 도로를 주행한 후에 예상 시간과 실제 걸린 시간을 

통해 결과를 구한다 (Line 6~7). 해당 값과 생성자를 통해 

전달받은 기준 값으로 리워드와 페널티 여부를 결정한다 

(Line 9~12).

Policy_List 및 Policy의 설계: Policy_List는 

SOCAN 시스템 내 옵션에 따라 4가지가 존재하게 되며 

그 표현은 식 (18)과 같다.

Policy_List = 
(PolicyD, PolicyTF, PolicyTT, PolicyCplx)

(18)

PolicyD는 거리 기반으로 최적의 경로를 도출할 때 최

단 거리 기반으로 도출하는 정책이며 PolicyTF는 최저 통

행료, PolicyTT는 최소 시간을 기반으로 최적 경로를 도

출한다. PolicyCplx는 이 3가지 요소를 모두 고려하여 각 

값을 정규화 한 후 가중치를 곱해 해당 값이 최저가 되는 

경로를 도출한다.

이 정책들의 구조는 FNN (Fully-connected Neural 

Network)의 신경망을 이용하여 구성한다. 작은 규모의 환

경의 시뮬레이션은 리스트나 딕셔너리 등의 자료구조로

도 충분하지만 복잡한 문제를 반영해야 할 경우 표현해

야 할 상태의 공간 및 액션의 공간이 기하급수적으로 커

지게 되어 이러한 자료구조로는 정책으로는 표현하기 어

렵다. 이 경우, 신경망으로 이러한 상태 정보를 다룰 수 

있으며 이에 따라 본 논문에서는 FNN을 사용한다. 신경

망의 구성은 (표 3)과 같다.

(표 3) SOCAN 시스템의 FNN 레이어 구성

(Table 3) FNN Layer Configuration of SOCAN System

Layers Input/Output Activation 
Function

Input 5/16 Tanh
Patially Connected 16/32 Tanh

Fully Connected 32/64 ReLU
Fully Connected 64/32 ReLU
Fully Connected 32/20 Tanh

해당 구조의 첫번째 Input 레이어에서 에이전트의 현

재 환경 내 위치, 환경 내 시간, 현재 주변 교통량 등을 

현재 상태로서 입력받는다. 그리고 Fully Connected 마지

막 레이어에서 모든 액션들에 대한 값을 출력받는다. 이 

값은 각 액션들이 어느 정도의 보상을 주는 지에 대한 지
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표다. 이 지표 값들은 정책별로 연관된 목표와 보상함수

에 따른 값들로 설정된다. 에이전트는 기본적으로 모험

을 하는 경우를 제외하고 가장 높은 값에 해당하는 액션

을 선택한다. 

예를 들어 이러한 신경망 구조를 이용하여 최소 시간 

옵션을 위한 정책을 구현한 코드는 (표 4)와 같다.

(표 4) 최소 시간 옵션을 위한 정책 클래스 

(Table 4) Policy Class Code for Shortest Travel 

Time

Code 2. Policy Class of SOCAN System for Travel Time
1 class PolicyTT(Policy):
2 def __init__(self, struct):
3 self.fnn = struct
4
5 def get_route(self, agent, goal, env):
6 …
7 return route
8
9 def check_pol(self, udt_pol):

10 …
11 test_result = compare_pfmnc(r1, r2)
12 return test_result
13
14 def update_pol(self, act, rwd, curr_s):
16 …
17 new_fnn = self.fnn
18 new_fnn.fit(united_data, rwd, …)
19 udt_flag = self.check_pol(new_fnn)
20 if udt_flag:
21 self.fnn = new_fnn

PolicyTT의 생성자는 정책의 구조로 신경망을 전달받

는다 (Line 2~3).  get_route()는 에이전트의 목표 및 현재 

상황에 기반하여 최적 경로를 반환하는 메서드다 (Line 

5~7). check_pol()은 보상을 통해 갱신된 정책이 이전 정

책보다 더 좋은 결과를 보이는지 확인하는 메서드다 

(Line 9~12). update_pol()은 수행된 액션과 액션이 수행된 

상태, 그리고 보상을 통해 정책을 갱신하는 메서드다 

(Line 14~21). 이 메서드는 check_pol()을 통해 갱신한 업

데이트를 테스트한다 (Line 19). 그리고 그 결과에 따라 

갱신한 신경망을 사용할지 기존 신경망을 사용할지 결정

한다. 또한 이 정책의 갱신 시점을 결정은 정책 클래스 

내부가 아닌 클래스 외부에서 결정한다. 갱신 시점은 최

근 갱신으로부터 지난 시간, 현재 정책을 참조하고 있는 

에이전트의 수, 갱신을 위해 누적된 데이터 수 등을 통해 

결정된다.

PUS의 설계: PUS는 SOCAN 시스템 내 정책 보정을 

의미한다. SOCAN 시스템 내 정책 보정은 한 장소에서 

출발하여 도로를 통해 이동한 후 다음 장소에 도착할 때 

진행된다. 즉, 정책 보정은 에이전트가 어떤 장소에 도착

할 경우, 이전 장소에서 예측했던 값과 실제로 얻어진 값

에 대해 보상함수로부터 도출된 값과 현재 상태 및 에이

전트를 입력값으로 전달받아 진행된다.

이러한 정책 보정은 목표 및 보상함수에 따라 최소 시

간 기반 정책을 위한 정책 보정과 복합 옵션 기반 정책을 

위한 정책 보정이 존재한다. 이러한 정책 보정은 (표 4)과 

같은 정책 클래스가 구현될 때 함께 구현된다.

5.3 실험 및 평가

5.3.1 개발 및 실험환경

본 SOCAN 시스템의 개발 및 실험은 파이썬으로 진행

된다. 구현한 환경을 시각화하기 위한 Plotly, 신경망을 

구현하기 위한 Tensorflow, 데이터 관리 및 작업을 위한 

Numpy 등의 라이브러리를 사용한다.

5.3.2 실험 설정 및 시나리오

본 실험에선 E-RL 시스템을 적용한 SOCAN 시스템의 

성능을 비교하기 위해 Dijkstra 알고리즘을 이용한 일반

적인 내비게이터 (N-Navi) 및 Q-Leraning 알고리즘을 적

용한 내비게이터 (NRL-Navi)를 사용한다. 

N-Navi는 현재 환경 정보에만 기반하여 출발 장소부

터 목적지까지 최저 시간이 걸리는 경로를 추천한다. 또

한 이러한 결과가 향후 경로 추천에 반영되지 않는다.

NRL-Navi는 단일요소로 구성되어 표 형태 기반 단일 

정책을 사용한다. 이 정책은 N-Navi처럼 시간에만 기반

하여 경로를 추천한다.

SOCAN 시스템은 5.2 SOCAN 시스템 설계 및 구현을 

바탕으로 구현되며 메타 모델 중에서는 목표, 에이전트, 

정책 그리고 보상 함수가 다중 요소로 사용된다. 따라서 

SOCAN 시스템의 다중 정책은 다중 에이전트에서 각 목

표를 통해 선택된 정책을 통해 수집된 정보로 갱신한다. 

또한 SOCAN 시스템은 현재 시간대에서는 최적 경로일

지라도 목적지까지 걸리는 주행 시간을 예측하여 변화하

는 교통량에 따른 최적의 경로를 도출한다. 즉, 주행 중

에도 환경 변화에 따라 더 좋은 결과가 도출될 경우 새로

운 최적 경로를 추천해준다.

다음으로 실험 환경 및 동작에 대해 설명한다. 먼저 
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SocanEnv는 20개의 장소, 100개의 도로로  설정된다. 에

이전트의 수는 N-Navi를 사용하는 100대, NRL-Navi를 사

용하는 100대, SOCAN에서 선택 가능한 정책 별로 100대

씩으로 총 600대의 에이전트로 구성된다. 이때 NRL-Navi

는 단일 요소 기반 시스템이므로 NRL-Navi를 사용하는 

100대는 독립적인 시스템을 이용한다. Car_List의 Car들

은 주행하면서 사용하는 내비게이터 또는 정책에 따라 

필요한 값을 수집한다.

다음으로 이러한 설정을 바탕으로 본 실험에선 

SOCAN 시스템의 우수함을 증명하기 위한 4가지 실험 

시나리오를 진행한다. 먼저 각 시나리오에 공통적으로 

적용되는 설정과 용어를 설명한다. 

먼저 도로의 거리와 요금은 불변하며 환경 내 자동차

의 수 및 도로의 자동차 수용량에 따라 장소 간 이동 시

간만 변동한다. 실험에 설정된 시간대는 24시간 기준이

며 다음과 같이 나뉜다.

출퇴근시간대: 오전 7~9시, 오후6~8시

주⋅야간시간대: 출퇴근시간대를 제외한 시간

출퇴근시간대는 교통 체증이 생기며 주⋅야간 시간대

는 교통 체증이 없다.

다음으로 평가 측정을 위한 지표인 AvE를 설명한다. 

먼저 AvE는 내비게이터의 성능을 측정하기 위해 에이전

트가 실제 얻은 값 대비 예측 값을 통해 계산되며 메트릭

은 식 (19)와 같다. 이때 값은 주행 옵션에 따라 다르다.

AvE=
(ValueActval)

(ValueEstimated)
(19)

ValueEstimated은 내비게이터가 출발 장소부터 목적 장소

까지 예측한 값을 의미한다. ValueActual은 내비게이터의 

경로에 따라 출발 장소부터 목적 장소에 도착할 때까지

의 실제 측정된 값을 의미한다. 이러한 AvE값의 범위는 

(0, ∞)이며 0에 가까울수록 예측한 값보다 더 좋은 결과

를 보였음을 의미한다. 1일 경우 예측한 값과 실제 기록

된 값이 동일함을 의미한다. 1보다 크면 예측한 값보다 

안좋은 결과를 보였음을 의미하며 클수록 그 결과가 더

욱 좋지 않음을 의미한다.

마지막 실험 시나리오 4가지는 다음과 같다.

시나리오1. 주⋅야간시간대 주행 시, 주⋅야간시간대 

환경에 대해 충분히 학습한 SOCAN 시스템의 4개의 옵

션과 NRL-Navi 및 N-Navi와 추천 경로에 따른 AvE값 변

화 비교

시나리오 2. 출퇴근시간대 주행 시, 주⋅야간시간대 

환경에 대해 충분히 학습한 SOCAN 시스템의 4개 옵션

과 NRL-Navi 및 N-Navi 추천 경로에 따른 AvE값 변화 

비교

시나리오3. 주⋅야간시간대 환경에 대해 충분히 학

습한 SOCAN 시스템의 PolicyTT와 PolicyCplx 옵션 및 

NRL-Navi에 대해 주⋅야간시간대부터 출퇴근시간대까

지 주행 시 SOCAN 시스템의 PolicyTT와 PolicyCplx 옵션 

및 NRL-Navi 추천 경로에 따른 AvE값 변화 비교

시나리오4. 출퇴근시간대인 환경 내 사고가 발생하

여 갑작스럽게 물리적인 환경이 변화된 후, 이전 환경에 

최적화 되어있는 SOCAN 시스템의 4개 옵션과 NRL-Navi 

및 N-Navi 추천 경로에 따른 AvE값 변화 비교

5.3.3 결과 및 평가

각 실험의 결과 그래프에서 y축은 N-Navi, NRL-Navi, 

그리고 SOCAN 시스템의 4개의 정책을 사용한 에이전트

들에 대해 해당 회차에서 나온 AvE 합의 평균이다. 예를 

들어 y값이 3이면, 실제 소요 시간이 예측 시간에 비해 

평균적으로 3배 소모되었음을 의미한다. 각 실험의 x축

은 시나리오 내 실험 회차를 의미한다.  즉 출발지에서 

목적지까지 주행한 횟수를 의미한다. 

실험1:

실험1은 시나리오 1을 기반으로 진행되었으며 그 결

과는 (그림 7)과 같다.
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(그림 7) 실험 1의 결과

(Figure 7) Result of Experiment 1

SOCAN 시스템의 PolicyD와 PolicyTF는 환경의 시간

이 지나도 거리와 통행료가 변하지 않기에 두 정책의 추

천 경로를 통해 나오는 예상값과 실제값이 일치하여 

AvE값이 1로 나온다. PolicyTT, PolicyCplx, N-Navi 그리

고 NRL-Navi의 추천 경로를 통해 나오는 AvE값 또한 도
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로위의 통행이 막히는 일이 없으므로 1에 가까운 AvE값

이 도출된다. 즉, 도로가 막히지 않을 때는 모든 내비게

이터가 예측한 값과 비슷한  결과를 보인다.

실험2:

실험 2는 시나리오 2를 기반으로 진행되었으며 그 결

과는 (그림 8)과 같다.
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(그림 8) 실험 2의 결과

(Figure 8) Reuslt of Experimenet 2

SOCAN 시스템의 PolicyD와 PolicyTF는 환경의 상태

가 크게 달라져도 거리와 통행료가 변하지 않기에 두 정

책의 추천 경로를 통해 나오는 예상값과 실제값이 일치

하여 AvE값이 1로 나온다. 반면 SOCAN 시스템의 

PolicyTT, PolicyCplx와 N-Navi 모두 초기에는 AvE값이 

2~3으로 예측값과 실제 결과가 일치하지 않는 모습을 보

여준다. 하지만 시간이 지남에 따라 환경에 대해 학습하

여 결과가 개선되는 모습을 보인다. N-Navi는 추천 경로

의 AvE값의 범위가 여전히 2~3에서 변하지 않는다. 

NRL-Navi또한 실험 횟수가 증가하면서 AvE가 감소하는 

모습을 보이지만, 단일 에이전트인 만큼 데이터 수집 속

도가 느려 AvE 감소세가 SOCAN 시스템보다 느리다. 

NRL-Navi은 800회가 넘어서야 AvE값이 1.5보다 작아지

지만 SOCAN 시스템의 PolicyTT, PolicyCplx은 550회 이

후에 이미 AvE값이 1.5보다 작아지는 경로를 추천해준

다. SOCAN 시스템은 700회 이후로는 AvE값이 거의 1에 

근접하여 추천한 경로의 실제 주행시간이 예상 시간과 

거의 같아지는 모습을 보인다.

실험3:

실험3은 시나리오 3을 기반으로 진행되었으며 그 결

과는 (그림 9)와 같다.
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(그림 9) 실험3의 결과

(Figure 9) Reuslt of Experimenet 3

SOCAN 시스템의 두 정책 및 NRL-Navi 모두 주⋅야

간시간대에는 예상 시간과 실제 주행 시간이 일치하는 

최적 경로를 추천하고 있다. 반면 출퇴근시간대일 경우 

초기에는 AvE값의 범위는 3~4으로 아직 출퇴근시간대일 

때의 환경을 반영하지 못한 모습을 보인다. 학습을 반복

할수록 주⋅야간시간대에 대해 AvE값이 1에 근접해가는 

경로를 추천한다. 다만 NRL-Navi는 단일 에이전트 시스

템인 만큼 다중 에이전트 SOCAN 시스템의 정책에 비해 

환경에 적응하는 속도가 느려, 750회차에 SOCAN 시스템

의 두정책은 AvE값이 1에 가까웠지만 NRL-Navi는 여전

히 2 이상의 값을 보여주고 있다. 그리고 시간 변화의 영

향을 더 크게 받는 PolicyTT가 PolicyCplx에 비해 좀 더 

빠르게 수렴하는 결과를 보인다. 

실험 4:

실험 4에서는 시나리오 4를 기반으로 진행되었다. 본 

실험에서는 태풍으로 인해 일부 도로가 침수되어 환경이 

크게 바뀌었다고 가정한다. 태풍은 어떤 에이전트가 199

회차에 접어들었을 때 발생하여 전체 도로의 60%에 대

해 자동차 가용량이 20~40%의 비율로 감소한다. 만약, 

양방향 도로일 경우 양방향 모두 같은 비율로 자동차 가

용량이 감소한다. 이전 환경에 최적화 되어있는 SOCAN 

시스템의 4개 옵션 및 N-Navi의 추천 경로에 따른 AvE값 

변화를 비교한다. 그 결과는 (그림 10)과 같다.

실험 초기 (~150회)에 모든 내비게이터들은 동일한 시

간대의 실험 2의 후반부와 유사한 모습을 보인다. 150회

차와 200회차 사이에서 환경 변화가 발생하여 200회차에

서 SOCAN 시스템의 PolicyTT와 PolicyCplx, 그리고 

NRL-Navi의 AvE값이 크게 증가했다. 300~400회 동안에

는 SOCAN 시스템의 정책들이 변화된 환경에 적응하지 

못해 N-Navi와 비슷한 값의 AvE값이 나오는 경로를 추
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Navigator

Experiment 
SOCAN 
System N-Navi NRL-Navi

Experiment #1 1.02 0.998 1.091
Experiment #2 0.989 2.208 1.319
Experiment #3 1.054 — 1.41
Experiment #4 1.006 3.109 1.081
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Accident!

(그림 10) 실험4의 결과

(Figure 10) Reuslt of Experimenet 4

천하는 경우도 나온다. 500회차 이후로는 AvE값이 2 밑

으로 내려가고 결국 1에 가까워지며 정책이 변화된 환경

에 적응해가는 모습을 보인다. NRL-Navi도 환경에 적응

하는 모습을 보이지만 단일 에이전트 시스템인 만큼 

SOCAN 시스템보다 느리게 수렴하는 모습을 보인다.

실험의 1~4의 결과를 표로 정리하면 (표 5)와 같다. 이

때 4개의 정책을 가진 SOCAN 시스템의 경우 PolicyD와 

PolicyTF는 (표 5)를 작성할 때 반영하지 않고 제외하며 

PolicyTT와 PolicyCplx의 평균 값을 계산하여 적용한다. 

결과를 비교하기 위해 사용하는 값은 환경에 대해 최대

한 학습했다고 볼 수 있는 실험 마지막에 해당하는 값을 

사용한다.

(표 5) 각 실험의 마지막에서 내비게이터의 AvE값 

(Table 5) Navigator's AvE value at the end of each 

experiment 

(표 5)를 통해 환경에 변화하지 않는 실험 1의 경우에

는 세 내비게이터 모두 동일한 양상을 보였지만 환경이 

달라지는 #2, #3, #4 의 경우에는 SOCAN 시스템이 가장 

낮은 AvE을 보이는 것을 알 수 있다. 

6. 결   론

강화학습은 인간이 사고하는 매커니즘과 가장 유사한 

알고리즘이다. 따라서 이러한 기존 강화학습으로 다중 

요소 기반의 복잡한 문제들을 해결하는 데 한계가 있다.

이에 본 논문에서는 다중 에이전트, 다중 목표, 다중 

정책, 다중 보상함수 기반으로 한 강화학습 정형 모델 및 

설계 기법을 제시하였다. 또한 제시한 정형 모델과 설계 

기법을 이용하여 SOCAN 시스템을 구현하였고 해당 설

계가 적용된 경우와 적용되지 않은 경우의 결과를 비교

하였으며 적용한 SCOAN 시스템이 더 우수함을 보였다. 

이렇듯 제시한 E-RL 시스템 정형 모델 및 설계 기법은 

다중 요소를 요구하는 복잡한 문제에 적용될 수 있다. 더

불어 이러한 문제에 대해 High Quality의 솔루션을 도출

할 수 있다.

더불어 추가적인 연구를 통해 본 시스템의 정형 모델

이 현실의 복잡한 문제들을 구체적으로 반영하기 위해 

각 요소들 간의 충돌 및 영향 등을 고려한 시스템 제안 

및 설계를 하고자 한다.
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