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[Abstract]

In this study, we present a comparative analysis of major autoencoder(AE)-based anomaly detection methods 

for quality determination in the manufacturing process and a new anomaly discrimination criterion. Due to 

the characteristics of manufacturing site, anomalous instances are few and their types greatly vary. These 

properties degrade the performance of an AI-based anomaly detection model using the dataset for both normal 

and anomalous cases, and incur a lot of time and costs in obtaining additional data for performance improvement. 

To solve this problem, the studies on AE-based models such as AE and VAE are underway, which perform 

anomaly detection using only normal data. In this work, based on Convolutional AE, VAE, and Dilated VAE 

models, statistics on residual images, MSE, and information entropy were selected as outlier discriminant 

criteria to compare and analyze the performance of each model. In particular, the range value applied to 

the Convolutional AE model showed the best performance with AUC PRC 0.9570, F1 Score 0.8812 and 

AUC ROC 0.9548, accuracy 87.60%. This shows a performance improvement of an accuracy about 

20%P(Percentage Point) compared to MSE, which was frequently used as a standard for determining outliers, 

and confirmed that model performance can be improved according to the criteria for determining outliers.
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[요   약]

본 연구에선 제조 공정에서의 양/불량 판정을 위한 오토인코더(AE) 기반의 이상 탐지 방법들의 비교

분석과 우수한 성능을 보인 이상치 판별 기준을 제시한다. 제조 현장의 특성상 불량 데이터의 수는 

적고, 불량의 형태가 다양하다. 이러한 특성은 정상과 비정상 데이터를 모두 활용하는 인공지능 기반 

양/불량 판정 모델의 성능을 저하시키고, 성능 향상을 위한 비정상 데이터의 추가 확보에 시간과 비용을 

발생시킨다. 이러한 문제를 해결하기 위해서 정상 데이터만을 이용해 이상 탐지를 수행하는 AE, VAE 

등 AE 기반의 모델에 관한 연구들이 진행되고 있다. 본 연구에서는 Convolutional AE, VAE, Dilated 

VAE 모델을 기반으로 잔차 이미지에 대한 통계치와 MSE, 정보 엔트로피를 이상치 판별 기준으로 

선정하여 각 모델의 성능을 비교 분석했다. 특히 Convolutional AE 모델에 대해서 범위 값을 적용했을 

때, AUC PRC 0.9570, F1 Score 0.8812, AUC ROC 0.9548, 정확도 87.60%의 가장 우수한 성능을 보였다. 

이는 기존의 이상치 판별 기준으로 자주 사용되었던 MSE에 비해 정확도 기준 약 20%P(Percentage Point)

의 성능 향상을 보이며, 이상치 판별 기준에 따른 모델 성능 향상이 가능함을 확인하였다.
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I. Introduction

제조 현장에서는 제품을 생산하는 과정에서 양품과 불

량품 여부를 판별하는 품질 검사 과정을 거치게 된다. 또

한, 검사 과정에서 발생한 불량품(결함)을 제거하기 위해 

품질관리를 수행한다. 현재 일부 제조 공정의 품질 검사로 

육안검사 방법을 수행하고 있다[1]. 그 예로 PCB 공정에서

의 불량 검사 작업 시, 수작업으로 수십에서 수백 명의 인

력 투입 등이 있다[1]. 

하지만 육안으로 검사하는 품질관리에는 많은 단점이 

있다. 첫째로, 인적 오류가 발생할 수 있다. 단순 반복 작

업에 의한 피로도 가중으로 작업 실수가 발생할 수 있으

며, 작업자의 경험이나 실력 혹은 불량 유형에 따라 작업 

품질 수준의 편차가 많이 생길 수 있다[2]. 둘째로는 인력

배치에 따른 기회비용을 상실할 수 있다. 회사 내의 프로

세스를 잘 이해하는 작업자가 단순 반복 업무만을 수행할 

경우, 프로세스 개선, 새로운 아이디어 제안 등 창의적인 

활동을 하지 못하게 된다[3].

이러한 문제를 해결하기 위해 최근에는 육안검사 대신 

딥러닝 기반의 비전 검사를 도입하고 있다. 특히 이상 탐

지라는 기법을 이용하여 제조 제품의 양/불량 판정을 통해 

품질을 검사한다. 

이상 탐지(Anomaly Detection)란, 정상(normal)의 반

대 개념인 이상(anomaly) 데이터를 탐지하는 것으로, 제조 

분야에서 이상 데이터는 불량(결함 혹은 비정상) 데이터를 

의미한다[4]. 정상 데이터와 비정상 데이터가 충분한 경우, 

지도 학습 알고리즘을 통해 충분히 훌륭한 성능의 모델을 

만드는 것이 가능하지만, 제조 제품 데이터는 특성상 정상 

데이터와 비교하여 비정상 데이터의 수가 현저히 적고, 비정

상 데이터의 유형도 특정 짓기 어렵다[5]. 이러한 이유로, 

최근 이상 탐지에 있어 정상 데이터만을 사용하여 이상 탐지

를 수행하는 연구들이 진행되고 있다. 주요 적용 분야로는 

침입탐지시스템(IDS), 이상금융거래탐지시스템(FDS), 

Malware 탐지, 의료(Healthcare), 소셜네트워크 이상 탐지

(스팸, 사기 등의 탐지), Log 이상 분석, IoT 이상 탐지(IoT 

장비에서 센싱된 데이터의 이상 분석), 산업 분야 이상 탐지

(시설 예지보전), 시계열 데이터분석, 이상 영상 분석(CCTV 

영상) 등이 있다[5]. 특히, 본 논문에서 대상으로 하는 제품 

이상 탐지의 예로, Alberto Tellaeche Lglesias et 

al.(2021)은 산업용 직물(industrial textures)의 이상 탐지

를 위해, Convolutional AutoEncoder와 SVM을 결합한 

모델을 제안하였다[6]. 또한, Jungsuk Kim et al.(2021)은 

Printed Circuit Board(PCB)의 결함 검출을 위해 

Skip-Connected Convolutional Autoencoder 기반의 

PCB 검사 시스템을 제안하였다[7]. 

이처럼 모델 자체에 관한 연구들은 많으나 이상치 판별 

기준에 따른 모델 성능 차이에 관한 연구는 부족한 것으로 

확인되었다. 이에 본 연구는 제조 공정에서의 양/불량 판

정에 다양한 이상치 판별 기준을 적용한 오토인코더 기반

의 이상 탐지를 수행한 후 해당 결과를 비교 분석하여 이

상치 판별 기준이 이상 탐지 모델의 성능에 미치는 영향을 

확인하였다. 

본고의 구성은 먼저 II 장에서는 오토인코더 기반의 이

상 탐지 방법과 이상 탐지에 사용된 3가지 모델 

Convolutional AE, VAE, Dilated VAE에 관한 기존 연

구를 다룬다. III 장에서는 학습된 각 모델의 잔차 이미지

에 대한 통계치, MSE, 정보 엔트로피를 이상치를 판별 기

준으로 설정하였을 때의 모델별 성능을 비교 분석한다. IV 

장에서는 본 연구의 결론으로, 양/불량 판정 시 이상치 판

별 기준이 성능에 미치는 영향과 가장 좋은 성능을 보이는 

모델과 최적의 이상치 판별 기준에 관해 설명한다.

II. Preliminaries

1. Related works

1.1 Anomaly Detection Using AE

오토인코더 기반의 이상 탐지는 편차 기반의 이상 탐지 

방법으로, 재구성 오류(복원 오차)를 기준으로 양/불량 여

부를 판단하게 된다[8]. 즉 정상 데이터로만 학습된 오토인

코더에 대해서 비정상 데이터가 테스트 과정에서 주어질 

경우, 효과적으로 재구성하지 못하는 점을 이용한다. 이때, 

재구성한 결과와 원본과의 차이를 의미하는 재구성 오류 

값을 설정한 임계값과 비교하여 입력된 데이터가 정상 데

이터인지 이상 데이터인지 판단한다. 이때, 이상치 판별 

기준으로는 재구성 오류인 MSE(Mean Squared Error)라

는 지표를 사용한다[8].

1.2 Convolutional AE 

오토인코더는 데이터를 압축해 중요한 특징만 추출하는 

인코딩과 원래값과 유사하게 복원하는 디코딩으로 이루어

져 있다. 그러나 이미지 데이터에 대해서 이미지의 공간적 

정보를 무시한다[9]. 이는 데이터에 대한 정보 손실이며, 

고차원의 데이터를 저차원으로 표현하는 과정에서 문제가 

발생할 수 있다.

합성곱 오토인코더는 합성곱 계층을 이용한 방식으로, 

공간적 인접성(정보)을 보존하기 때문에 이미지 처리에 효
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과적이다[9]. 

Fig. 1은 합성곱 오토인코더의 구조로 오토인코더와 합

성곱 신경망을 결합한 형태다[10]. 합성곱의 Maxpooling

을 사용해 정보를 축소하는 인코딩 부분과 전치 합성곱인 

디코딩 부분으로 구성되어있다.

Fig. 1. Convolutional Autoencoder architecture[10]

1.3 VAE

VAE는 변분 추론과 딥러닝을 결합한 형태의 생성모델이

다. 실제 데이터의 분포와 사전에 알고 있는 어떤 분포(가우

시안 정규분포)를 사상(mapping)하여 표현함으로써, 이 분

포에서 샘플링을 통해 새로운 데이터를 추정한다[8][11].

Fig. 2는 VAE의 구조이다. 인코더는 z가 정규분포를 따

른다는 가정하에 이 분포를 표현하기 위해 z의 평균과 분

산을 추정한다. 디코더는 z 분포로부터 새로운 데이터를 

생성한다. 이때, z 분포는 샘플링 과정을 거치며, 역전파 

과정을 수행하기 위해서 reparametrization trick을 도입

하여 임의의 정규분포로부터 상수 Epsilon을 샘플링한다.

Fig. 2. Variational Autoencoder architecture[12] 

1.4 Dilated VAE

Dilated VAE 구조는 Dilation box 모듈이 추가된다는 점

에서 VAE 구조와 차이가 있다. 인코딩 과정에서 디코딩 과정

으로 넘어가는 bottleneck 구간에 존재하는 dilation box는 

dilated convolution을 병렬로 적용한 구조이다[13][14]. 

Fig. 3은 기존 VAE에 dilation box를 추가한 모델을 도

식화한 그림이다. 확장 비율이 [1, 2, 4, 8]로 구성된 

dilated convolution 연산 결과를 결합한 형태로, 이 과정

을 통해 서로 다른 수준의 특징 맵(Feature Map)을 합쳐 

더 나은 특징 추출을 만들어 낼 수 있다. 

Fig. 3. Dilated Box in VAE encoder structure

III. The Proposed Scheme

1. Dataset

본 연구에서는 Kaggle에서 제공하는 품질 검사를 위한 

주조제품 데이터 세트를 사용하여 모델 학습과 테스트를 

수행한다[15]. 주조는 원하는 모양의 중공 공동을 포함하

는 금형에 액체 재료를 부은 다음 응고시키는 제조 공정으

로, 해당 데이터 세트는 여러 주조제품 중 수중 펌프 임펠

러의 평면도에 대한 이미지이다. 모델 학습에 사용된 데이

터 세트는 정상 데이터로만 구성되어있으며, 300x300 크

기의 1채널 이미지를 사용하였다. 학습에 사용된 양품(정

상 데이터)은 2,500개이며, 테스트에 사용된 양/불량 데이

터는 262개씩 총 524개를 사용했다.

Fig. 4는 양/불량 주조제품 이미지들이다. 첫 행은 양품

(정상) 이미지들이며, 두 번째 행은 불량품(비정상) 이미지

들을 나타낸다.

Fig. 4. Casting Product Datasets

2. Anomaly Scores

이상 탐지는 정상과 비정상 데이터를 구분하는 것을 목

적으로 한다. 이때, 정상과 비정상 데이터를 구분하는 기

준선(임계값)이 필요하다. 하지만, AE 기반의 모델 학습 

결과는 이미지 데이터이기 때문에 데이터 자체만으로는 

명확히 구분하기 어렵다. 따라서, 각 이미지 데이터에 대

해서 이상 징후 수준을 의미하는 이상치(Anomaly Score)



26   Journal of The Korea Society of Computer and Information 

를 부여하여, 해당 이상치를 기준으로 “높음/낮음”에 대한 

판단을 통해서 정상과 비정상 데이터를 구분한다[5].

본 연구에서는 크게 2가지를 기준으로 이상치를 설정한

다. 첫 번째로, 잔차 이미지에 대해서 통계치를 이상치로 

설정하는 방법과 두 번째로는, 원본과 생성된 이미지에 대

해서 복원 오차(MSE), 정보 엔트로피를 이상치로 설정하

는 방법이다.

첫 번째 이상치 설정 방법은, 각 데이터에 대한 원본 이

미지와 생성된 이미지의 픽셀 간의 차를 의미하는 잔차 이

미지에 대해서 데이터값 자체의 속성을 파악할 수 있는 통

계적 대푯값을 이용하는 방법이다. 

두 번째 이상치 설정 방법은, 평균 제곱 오차인 MSE와 

얻는 정보가 의미 있는 정보인지 판단하는 척도인 정보 엔

트로피를 이용하는 방법이다. 주조 데이터에 대해서 정상 

데이터로만 학습되었기 때문에 입력 데이터가 정상 데이

터라면 놀라운 일이 아니기에 엔트로피가 작을 것이며, 비

정상 데이터의 경우 놀라운 일(정보)이기에 비정상 정도가 

클수록 엔트로피도 더 커질 것이다.

Table 1은 이상치 판별 기준으로 설정된 값들이다. 다

양한 이상치 판별 기준을 토대로 양/불량 판정을 한다.

3. Training The Models

본 연구는 NVIDIA Tesla V100 환경에서 수행되었다. 연

구에 사용한 학습 모델은 Convolutional AE, VAE, 

Dilated VAE 모델로 Keras 2.3 버전 기반으로 구성하였다. 

Fig. 5는 학습에 사용된 Convolutional AE의 모델 구

성과 이상 탐지 프로세스이다. 인코더와 디코더는 kernel 

size 5x5, filters 32-64-128-128-64-32, filters 1개인 3

개의 conv layer로 구성되어있다[20]. 프로세스는 복원한 

이미지와 원본 이미지의 잔차 이미지에 대해 이상치 판별 

기준을 적용하여 양/불량 판정을 수행한다.

Fig. 5. Convolutional AE Model and Process

Value of 

Discrimination 

Criteria

Description

Mean

The mean here is the arithmetic mean, 

and the sum of the data divided by the 

sample size[16].

Standard 

deviation

Rooted in variance, used as a 

representation of the degree of 

scattering of the data[16].

Variance The mean of the squared deviations[15].

Kurtosis

Kurtosis is a measure of the ‘tailedness’ 

of the probability distribution of a 

real-valued random variable. Different 

measures of kurtosis may have different 

interpretations. 

A zero kurtosis indicates a normal 

distribution. The higher the kurtosis, the 

longer the tail and the more outliers it 

produces[17].

Skewness

Skewness is a measure of the 

asymmetry of the probability 

distribution of a real-valued random 

variable about its mean. A zero 

skewness means normal distribution, 

and the more positive the right side has 

a long tail shape[16].

Range It is the maximum minus the minimum.

Minimum Value It is the smallest value of sample.

Maximum Value It is the largest value of sample.

Cumulative Sum It is the cumulative sum of data.

Mean Square 

Error

The mean of the square of the 

residual(error) is taken. In this work, the 

distance(difference) between each pixel 

of the original and generated images 

is averaged[18].

Information 

Entropy

It is the degree of surprise(in disorder), 

and the more random the value, the 

higher the entropy. In information 

theory, it is used as a measure to 

determine whether the information 

obtained (data) is meaningful(or volume 

of information)[19].

Table 1. Anomaly Discrimination Criteria

Fig. 6는 학습에 사용된 VAE의 모델 구성도이다. 인코

더는 conv layer 4개로 filters는 64-128-128-128로 구

성되어있다. z를 구하기 위한 Dense layer는 64-2-2로 

구성되어있다. 디코더는 2개의 conv layer로 filters 64-1

로 구성되어있다.

Fig. 6. VAE Model 
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Fig. 7은 학습에 사용된 Dilated VAE의 Encoder의 모

델 구성도이다. 실선에 해당하는 Dilated Box 부분을 제

외한 나머지는 Fig. 6의 구조와 같다.

Fig. 7. Dilated VAE Encoder Model 

Fig. 8은 Dilated convolution의 확장 비율을 [1, 2, 4, 

8]로 설정하고, kernel size를 3x3으로 설정했을 때의 필

터의 모습이다. Dilated Box에서는 Filters 128의 Kernel 

size가 3x3, Kernel initializer가 he_normal인 conv 

layer 4개를 사용했다.

Dilation rate 비율이 증가할수록, filter가 추출하는 

input의 간격이 멀어진다. Receptive Field가 커짐에도 

불구하고 연산량의 증가가 없는 장점이 있다.

Fig. 8. Filter according to dilation rate of 

Dilated Convolution

최적화 함수로는 Adamax, Batch size 64, Learing 

rate 0.0001, Epochs 100으로 학습을 진행하였다.

이상치는 잔차(원본 - 생성) 이미지에 대한 통계치와 정

보 엔트로피, MSE를 사용하였다. 사용된 이상치는 Table 

1과 같다. 

모델의 성능 평가의 척도로는 정확도(Accuracy), AUC 

ROC, 조화평균(F1 Score), AUC PRC를 기준으로 평가하

였다. 성능 평가에 사용된 지표들은 다음 Table 2와 같다.

Performance 

Indicator
Description

Accuracy

This is a correctly predicted raio of the 

total data. However, for biased data, false 

results can be occurred[21].

F1 Score

This indicates how much reproducibility 

and precision are in harmony, and whether 

they are not skewed to one side[21].

AUC ROC

It is an indicator that evaluates 

binary(positive/negative) classification 

performance with changes in threshold. 

The value of the area below the curve 

drawn by setting the x-axis to False 

Positive Rate(FPR, 1-specificity) and the 

y-axis to True Positive Rate(TPR, 

sensitivity). AUC values range from 0 to 

1. The closer the value of AUC to 1, the 

better the model performs[22].

AUC PRC

It is an indicator that evaluates the 

performance of artificial intelligence 

according to the confidence level of each 

detection result of artificial intelligence 

and changes in the threshold. It is a model 

evaluation indicator that  is the area value 

under the curve drawn by setting the x-axis 

to recall and the y-axis to precision. It is 

a performance indicator used for 

unbalanced datasets[23].

Table 2. Performance Assessment Indicator

3.1 Convolutional AE

Table 3은 학습된 Convolutional AE 모델의 잔차 이

미지에 대해서 통계치를 이상치로 설정했을 때의 성능지

표 결과이다.

Table 4는 학습된 Convolutional AE 모델에 테스트 

데이터를 적용한 결과, MSE와 정보 엔트로피를 이상치로 

설정했을 때의 성능지표 결과이다.

성능지표 결과, 해당 모델에서 잔차(원본 – 생성) 이미지

에 대한 통계치 중 범위를 이상치 판별 기준으로 사용하였을 

때, AUC PRC 0.9570, F1 Score 0.8812, AUC ROC 

0.9548, 정확도 87.60%의 가장 좋은 성능을 도출했다. 이는 

단편적으로는 높은 수치는 아니지만, 기존 판별 기준으로 사

용되는 MSE에 비해 약 20%P의 성능 향상을 보인다.
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Statistics
AUC 

PRC

F1 

Score

AUC 

ROC
ACC

Mean 0.8098 0.7263 0.8046 71.95%

Standard 

deviation
0.7969 0.6856 0.7703 70.42%

Variance 0.7969 0.6856 0.7703 70.42%

Kurtosis 0.8986 0.7992 0.8854 80.34%

Skewness 0.7025 0.5955 0.6705 66.03%

Range 0.9570 0.8812 0.9548 87.60%

Minimum Value 0.8745 0.8025 0.8949 82.06%

Maximum Value 0.9289 0.8459 0.9236 83.59%

Cumulative Sum 0.8098 0.7263 0.8046 71.95%

Table 3. Statistics Performance Indicator Results 

for Residual Images

Value
AUC 

PRC

F1 

Score

AUC 

ROC
ACC

MSE 0.7818 0.6747 0.7568 68.89%

Information 

Entropy
0.7503 0.7114 0.7661 69.66%

Table 4. Results of Performance indicators of MSE 

and Information entropy

3.2 VAE

Table 5는 학습된 VAE 모델의 잔차 이미지에 대해서 

통계치를 이상치로 설정했을 때의 성능지표 결과이다.

Table 6은 학습된 VAE 모델에 테스트 데이터를 적용한 

결과, MSE와 정보 엔트로피를 이상치로 설정했을 때의 성

능지표 결과이다.

성능지표 결과, 해당 모델에서 잔차(원본 – 생성) 이미

지에 대한 통계치 중 평균과 누적 합을 이상치 판별 기준

으로 사용하였을 때, AUC PRC 0.8923, F1 Score 

0.8390, AUC ROC 0.8965, 정확도 82.25%의 가장 좋은 

성능을 도출했다. 이는 단편적으로는 높은 수치는 아니지

만, 기존 판별 기준으로 사용되는 MSE에 비해 약 18%P의 

성능 향상을 보인다. 

Statistics
AUC 

PRC

F1 

Score

AUC 

ROC
ACC

Mean 0.8923 0.8390 0.8965 82.25%

Standard 

deviation
0.6529 0.5989 0.6168 60.31%

Variance 0.6529 0.5989 0.6168 60.31%

Kurtosis 0.6685 0.6429 0.6758 67.56%

Skewness 0.8061 0.7419 0.7734 72.90%

Range 0.6501 0.6678 0.6671 63.74%

Minimum Value 0.6924 0.5783 0.7156 67.37%

Maximum Value 0.5614 0.5800 0.5799 60.11%

Cumulative Sum 0.8923 0.8390 0.8965 82.25%

Table 5. Statistics Performance Indicator Results 

for Residual Images

Value
AUC 

PRC

F1 

Score

AUC 

ROC
ACC

MSE 0.7250 0.6420 0.6951 64.89%

Information 

Entropy
0.6503 0.5877 0.6257 65.46%

Table 6. Results of Performance indicators of MSE 

and Information entropy

3.3 Dilated VAE

Table 7은 학습된 Dilated VAE 모델의 잔차 이미지에 

대해서 통계치를 이상치로 설정했을 때의 성능지표 결과이다.

Table 8은 학습된 Dilated VAE 모델에 테스트 데이터

를 적용한 결과, MSE와 정보 엔트로피를 이상치로 설정했

을 때의 성능지표 결과이다.

성능지표 결과, 해당 모델에서 잔차(원본 – 생성) 이미

지에 대한 통계치 중 평균과 누적 합을 이상치 판별 기준

으로 사용하였을 때, AUC PRC 0.8892, F1 Score 

0.8354, AUC ROC 0.8901, 정확도 82.06%의 가장 좋은 

성능을 도출했다. 이는 단편적으로는 높은 수치는 아니지

만, 기존 판별 기준으로 사용되는 MSE에 비해 약 17%P의 

성능 향상을 보인다.

Statistics
AUC 

PRC

F1 

Score

AUC 

ROC
ACC

Mean 0.8892 0.8354 0.8901 82.06%

Standard 

deviation
0.6154 0.6432 0.6229 60.50%

Variance 0.6154 0.6432 0.6229 60.50%

Kurtosis 0.6492 0.4063 0.6107 58.59%

Skewness 0.8018 0.6939 0.7751 70.04%

Range 0.6392 0.6162 0.6519 61.83%

Minimum Value 0.6842 0.5708 0.6885 64.50%

Maximum Value 0.5602 0.5887 0.5902 58.97%

Cumulative Sum 0.8892 0.8354 0.8901 82.06%

Table 7. Statistics Performance Indicator Results 

for Residual Images

Value
AUC 

PRC

F1 

Score

AUC 

ROC
ACC

MSE 0.6679 0.6351 0.6775 65.46%

Information 

Entropy
0.5566 0.4936 0.5477 54.77%

Table 8. Results of Performance indicators of MSE 

and Information entropy

4. Performance Assessments of The Models

잔차 이미지에 대해 이상치를 통계치 설정하거나 원본

과 생성된 이미지에 대해 이상치를 MSE, 정보 엔트로피로 

설정하여 정확도, 조화평균, AUC ROC, AUC PRC라는 성

능지표를 통해 각 모델의 성능을 평가하였다.
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Table 9는 모델별 가장 우수한 성능을 보인 성능 평가 

결과를 나타낸 것이다. 각 모델 성능 비교 결과, 

Convolutional AE 모델에서 잔차(원본 – 생성) 이미지에 

대한 통계치 중 범위 값을 이상치 판별 기준으로 사용하였을 

때에 주조 제품 이미지의 양/불량 판정을 가장 우수하게 수

행하였다. VAE는 특징들의 분포인 latent Code Z를 통해 

정상 이미지의 주요 특징 추출에 유리할 것으로 생각되었으

나, 실험 결과 Convolutional AE보다 성능이 낮은 결과를 

보였다. 또한, 거리가 먼 주변 데이터를 반영할 수 있는 

Dilation Box를 VAE에 추가한 Dilated VAE 모델로 성능 

테스트하였으나, 성능상의 이점을 얻을 수 없었다. 이는 이미

지의 경우 공간적인 특성 반영이 더욱 주효한 것으로 보인다.

Model Criteria
AUC 

PRC

F1 

Score
AUC ROC ACC

Convolut

ional AE
Range 0.9570 0.8812 0.9548 87.60%

VAE Mean 0.8923 0.8390 0.8965 82.25%

VAE
Cumulative 

Sum 
0.8923 0.8390 0.8965 82.25%

Dilated 

VAE
Mean 0.8892 0.8354 0.8901 82.06%

Dilated 

VAE

Cumulative 

Sum
0.8892 0.8354 0.8901 82.06%

Table 9. Performance assessments result for each 

model

IV. Conclusions

본 연구는 Kaggle의 정상 주조 제품 이미지를 사용하여 

Convolutional AE, VAE, Dilated VAE 모델 학습을 수행

하였다. 이후 학습된 각 모델에 대해서 통계치, MSE, 정보 

엔트로피를 이상치 판별 기준으로 적용하여 양/불량 이상 

탐지를 시도해 모델 성능을 비교 분석하였다. 그 결과, 범위 

값을 이상치 기준으로 적용하였을 때, 각 모델에 대해서 우

수한 성능을 보였다. 특히 학습된 Convolutional AE 모델

에 대해서 범위 값을 이상치 기준으로 적용했을 때, AUC 

PRC 0.9570, F1 Score 0.8812, AUC ROC 0.9548, 정확도 

87.60%의 가장 좋은 성능을 보였다. 이는 기존 판별 기준으

로 사용하는 MSE에 비해 약 20%P의 성능 향상을 보인다. 

이를 통해 본 연구에서 범위 값을 이상치 판별 기준을 

적용하였을 때 모델의 성능 향상이 가능함을 확인하였다. 

본 연구에서의 테스트는 Kaggle 주조제품 이미지에 대

한 것으로 결과가 한정적일 수 있다. 따라서, 추후 다른 제

조 데이터 세트를 적용했을 때도 제시한 이상치 판별 기준

이 적용될 수 있는지 연구할 예정이다.
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