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요  약  본 연구는 미숙아의 재원일수 예측 모형을 머신러닝 기법을 통해 개발하기 위해 수행 되었다. 모형 개발을 위해 
질병관리본부에서 수집한 퇴원손상심층조사 자료의 2011년부터 2016년까지 퇴원한 미숙아 6,149건을 이용하였다. 입
원 초기 신경망 모형은 설명력(R²)이 0.75로 다른 모형에 비해 우수 하였다. 입원 초기 변수에 임상진단을 CCS(Clinical 
class ification software)로 변환하여 추가 투입한 모형은 큐비스트(Cubist) 모형의 설명력(R²)이 0.81로 랜덤 포레스
트(Random Forests), 그라디언트 부스트(Gradient boost), 신경망(neural network), 벌점화 회귀(Penalty 
regression) 모형에 비해 성능이 우수 하였다. 본 연구는 전국단위 데이터를 이용한 미숙아의 재원일수 예측 모형을 
머신러닝을 통해 제시하고 그 활용 가능성을 확인하였다. 하지만 임상정보, 부모정보 등 데이터의 한계로 향후 성능 향
상을 위한 추가 연구가 필요하다.
주제어 : 재원일수, 머신러닝, 큐비스트, 인공신경망, 융복합 연구

Abstract  This study was conducted to develop a model for predicting the length of stay for premature 
infants through machine learning. For the development of this model, 6,149 cases of premature infants 
discharged from the hospital from 2011 to 2016 of the discharge injury in-depth survey data collected 
by the Korea Centers for Disease Control and Prevention were used. The neural network model of the 
initial hospitalization was superior to other models with an explanatory power (R²) of 0.75. In the model 
added by converting the clinical diagnosis to CCS(Clinical class ification software), the explanatory 
power (R²) of the cubist model was 0.81, which was superior to the random forest, gradient boost, 
neural network, and penalty regression models. In this study, using national data, a model for predicting 
the length of stay for premature infants was presented through machine learning and its applicability 
was confirmed. However, due to the lack of clinical information and parental information, additional 
research is needed to improve future performance.
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1. 서론
한국사회는 저 출산과 노령사회화가 지속적으로 심화

하고 있다. 통계청 지표에 따르면 2010년 1.22명이던 
합계출산율이 2020년에는 0.84명으로 감소했다[1]. 출
산율의 감소와 함께 임신연령의 증가, 난임 치료 등 사
회 환경적 요인에 따라 미숙아 출생은 증가하고 있다[2]. 
미숙아는 면역이 약하거나 신체 장기발달이 미숙한 상
태에서 태어나지만 출생 후 의료서비스를 적기에 제공
함으로써 건강한 사회의 일원으로 성장 할 수 있다[2]. 
이를 위한 적절한 의료자원의 투입이 필요하며, 미숙아
는 출생 직후 신생아집중치료실에서의 관리가 필수적이
다. 2008년부터 권역별 신생아집중치료 병상의 불균형
을 해소하고 미숙아 등의 고 위험 신생아에 대한 집중치
료 접근성을 제고하기 위해 정부 차원의 지원 정책이 이
루어지고 있다[4].

의료기관의 재원 기간 예측은 부족한 병상 자원의 효
율적 관리를 가능하게 한다. 또한 합병증을 방지하기 위
하여 조기 관리를 가능하게하고, 병원에 있는 인력 및 
시설을 보다 능률적으로 관리하도록 한다[5]. 의료 질 개
선 활동을 자극하고 향후 연구 및 의료 행위에 대한 근
거를 제공 한다. 특히 미숙아 치료 과정에서 초기 불안
한 산모에 대한 설명의 기초 자료가 될 수 있다[6]. 
2019년 건강보험심사평가원의 신생아 중환자실 적정성
평가 결과에 의하면 평균재원일수는 13.6일, 4일에서 7
일 이내 재원환자는 34.2%인 것으로 보고되고 있다. 이
중 미숙아 상병 코드(P07)를 가진 비율은 25.0%로 가장 
많았다[7]. 

Seaton은 영국의 국립 신생아 연구 데이터베이스에 
등록된 24주 이상 31주 이하의 조산아에 대해 분석한 
결과 사망환자의 절반이 10일 이하의 재원기간 안에 발
생하는 것으로 확인 되었다. 출생 후 약 10일에 생존아
의 특성을 파악하여 예상 재원기간을 부모에게 설명한
다고 가정할 때 평균 체류기간은 92일 이었다[6]. 캘리
포니아의 주산기품질관리협력(CPQCC)에 등록된 데이
터의 출생 시 체중 401g이상 1000g이하의 극 초저체중
아를 대상으로 한 재원일수 예측에서는 로그변환 선형
혼합모델, 음 이항 일반화선형모델이 유사한 결과로 고
려되었다. 또한 출생체중과 재태 연령 요인에 따라 변동
성이 큰 것으로 확인 되었다[8]. 중환자실의 재원일수 예
측을 위한 여러 선행연구들은 크게 장기입원여부를 이
항변수로 예측하거나, 입원일수를 연속변수로 예측하였
다[9-11]. 최근 다수의 재원일수 예측 연구들에서 머신

러닝(Machine learning) 기반 예측 모델이 좋은 예측
성능을 보이는 것으로 보고되고 있다[11-16]. Brandon 
Thompson은 신생아의 행정자료를 이용하여 분석 자
료의 사사분위(Q4 : 85%)에 속하는 장기입원 예측을 위
한 기계학습 모델을 구축하였다. Zero R, Navie 
Bayes, 다층퍼셉트론(Multi-layer Perceptron), 단순 
로지스틱(Simple Logistic), 서포터벡터머신(Support 
Vector Machine), J48(C4.5), 랜덤포레스트(Random 
Forest), 랜덤트리(Random Tree) 모델을 평가한 결과 
랜덤 포레스트 모델(ROC 0.877)을 우수한 모델로 제안 
하였다[16]. Whellan은 심부전환자의 재원일수 예측연
구에서 입원 당시 이용 가능한 병원 특성과 임상 데이터
를 사용하여 재원일수 예측인자를 연구하였다. 재원일수
가 긴 환자가 재원일수가 짧은 환자보다 동반 질환이 더 
많고 질병 중증도가 더 높았다[17]. 신경계질환을 대상
으로 머신러닝을 이용한 또 다른 국내 연구에서는 환자
의 동반상병을 이용한 중증도 보정 방법이 제시되었다. 
CCI(Charlson comorbid ity index), ECI(Elixhauser 
comorbidity index), CCS(Clinical class ification 
software)의 분류기준을 각각 적용하고, 회귀분석, 의사
결정나무, 랜덤 포레스트, 서포터 벡터 회귀, 신경망 모
형을 적용하여 비교한 결과 CCS 진단군 분류를 통해 동
반상병을 보정한 신경망 모형이 가장 모형 설명력(R² 
0.31)이 높았다[18]. 이와 같이 재원일수 예측에 있어 
동반질환은 중요한 변수로 평가 받고 있다. 다른 한편으
로는 퇴원손상심층조사 자료를 이용한 중증도 보정 재
원일수를 타 의료기관에서 벤치마킹 활용하는 방안도 
연구되었다[20]. 이에 본 연구에서도 선행연구와 같이 
동반상병을 CCS 임상분류법에 따라 분류하여 적용 하
고, 선행연구의 기계학습에 사용된 여러 알고리즘의 적
용을 고려하였다. 

CCS(Clinical classification software) 임상 분류
법은 미국 AHRQ(The Agency for Healthcare 
Research and Quality)에서 개발하여 모든 질병을 임
상학적으로 군집화하는 방법이다. 개발 된 CCS 질병군
을 이용하면 모든 동반상병을 259개의 질병군으로 분류 
할 수 있다[18,19].

퇴원손상심층조사의 동반질환을 이용한 재원일수 예
측은 뇌졸중[13], 신경계질환[18], 심장병[19], 목 손상
환자[21] 등 다양한 국내연구 사례가 있었으나, 중증도 
보정과 재원일수에 영향을 미치는 변이 요인을 확인하
는 목적이었다. 신생아 및 미숙아에 대한 재원일수 예측 
국내연구는 확인 되지 않았다. 해외 사례는 주로 신생아 
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등록데이터를 관리하는 영국[6]과 미국[8,12], 인도[15] 
등에서 미숙아의 신생아집중치료실 입원기간에 대한 일
부 연구가 있었다. 이에 본 연구에서는 질병관리본부의 
퇴원손상심층조사 자료와 다양한 머신러닝 기술을 이용
하여 재원일수 예측 모델을 개발하여 제안하고자 한다.

2. 연구방법
2.1 연구방법

2.1.1 자료수집
본 연구는 질병관리본부로부터 퇴원손상심층조사 자

료를 제공받아 미숙아를 대상으로 하였다. 퇴원손상심층
조사는 질병관리본부에서 2004년 미국의 퇴원환자조사 
방법론을 근거로 구축하여 2005년부터 매년 전국의 
100병상 이상의 종합병원 및 병원에 입원하였다가 퇴원
한 퇴원환자를 대상으로 170개의 병원의 표본 환자를 
대상으로 수집된 자료이다[13,19]. 

2.1.2 분석대상자 추출
퇴원손상심층조사로부터 수집된 2011년부터 2016

년 자료 1,362,455건으로부터 입원경로가 신생아실이
면서 미숙아(premature infant) 또는 조산아(preterm 
infant) 질병코드(P07.0-P07.3)를 가진 환자 6,805명
을 대상으로 하였다. 신생아집중치료실과 중환자실 입원
환자를 대상으로 한 선행연구에서 사망으로 인한 조기
퇴원과 생존퇴원의 재원일수 예측의 차이와 재원일수 
분포를 고려하여[6,9] 퇴원형태가 호전되어 귀가한 경우
가 아닌 상망 또는 전원, 기타 421건, 재원일수가 174
일을 넘는 6건을 제외하였다. 자료의 한계로 재태 연령
과 신생아체중을 확인할 수 없는 229건을 제외한 6,149 
건을 최종 대상으로 하였다<Fig. 1>.

2.2 데이터의 전 처리
현실세계 데이터는 일반적으로 불완전하고 일관성이 

없어 예측에 직접 사용 할 수 없거나 결과가 만족스럽지 
않다. 이러한 데이터의 예측 결과를 향상 기키기 위해 
데이터 전 처리를 하게 된다. 데이터 전 처리에는 데이
터 정리, 통합, 변환, 축소 등의 여러 가지가 있다[9]. 

본 연구에서는 재원일수를 목표 변수로, 입원기초변
수 7개와 임상변수 38개를 설명 변수로 선정하였다. 통
계적 특성 분석에 따르면 재원일수의 분포는 오른쪽으

로 심하게 치우치고 꼬리가 긴 왜곡된 분포 특성을 가지
며 이는 선행연구와도 일치한다[8,9]. 치우친 분포는 
Box-Cox 변환을 통해 정규분포 형태로 수정하였다. 범
주형 변수는 One Hot Encoding 처리하여 0과 1로 구
성된 숫자 형식으로 변환 하였다. 임상변수는 질병분류
코드를 CCS 진단군 분류에 따라 변경 후 역시 0과 1로 
변환 하였다. CCS 진단 그룹의 발생 빈도수가 30건을 
넘지 않는 변수에 대해 선택적으로 일부를 제거 하였다. 
통계적 특성 분석과 함께 전 처리를 거친 데이터는 모델 
개발용 훈련데이터(Train data) 70%와 모형 정확도 평
가를 위한 검증데이터(Test data) 30%로 분할하였다.

Premature and preterm

Type of discharge
(improvement)

Newborn weight

LOS(less than
 174 days)

Analysis target data (6,149)

Death or 
Transfer, Other

No newborn 
weight data

174 days or 
more

Total 1,362,455

Yes 6,805

Yes 6,384

Yes 6,155

Yes 6,149

No 421

No 229

No 6

Korea National Hospital Discharge Injury Survey 
Data(2011-2016)

Fig. 1. Analysis subject extraction

2.3 분석방법
미숙아의 입원초기 확인 가능한 변수를 통하여 예측

된 재원일수는 입원 후 시간이 지남에 따라 추가 확인되
는 임상진단으로 계속 수정될 수 있다[6]. 본 연구에서는 
입원초기변수와 임상변수를 구분하여 통계적 특성을 파
악하고 머신러닝을 통한 예측모형을 구축 하였다. 예측 
모형은 입원초기 모형과 임상변수가 추가 투입된 모형
으로 구분하여 각각 모형 평가를 통해 최종 모델을 제안
하고자 하였다. 통계분석 및 예측 모형 구축은 R 3.6.1
과 R Studio를 사용 하였다. 머신러닝 모형 구축에는 
caret 패키지를 사용 하였다. caret 패키지는 약 200개
의 머신러닝 알고리즘에 대한 참고를 제공하며, 서로 다
른 알고리즘을 비교할 수 있다[22].

2.3.1 통계적 특성분석
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분석대상 미숙아의 일반적 특성, 제 특성에 따른 평균
재원일수를 살펴보았다. 재원일수는 등 분산의 가정을 
만족하지 않아 Welch검정을 실시하고 Games-Howell
를 통해 사후검정을 하였다. 

2.3.2 예측 모형개발
모형 개발은 학습을 위해 분할된 70%의 데이터

(Train data)를 이용하였다. 머신러닝 알고리즘의 선택
은 선행연구에 따라 비교 가능한 여러 알고리즘이 고려되
었다. 최종 모형은 벌점화 회귀(penalized regression), 
그라디언트 부스트 머신(Gradient Boost), 랜덤 포레스
트(Random Forest), 인공신경망(Neural Network), 
큐비스트(Cubist)을 통해 모형을 구축하였다.

벌점화 회귀(penalized regression)모형 중 L1 정규
화를 적용한 라쏘 회귀(lasso regression)는 회귀계수
에 벌점을 적용하는 회귀분석 방법으로 영향력이 거의 
없는 변수의 회귀계수를 제거하여 모형을 단순화하는 
장점이 있다. 최소제곱회귀모형이 관측치보다 변수가 많
아지는 경우 행렬식이 0에 근사하여 분산이 무한에 수
렴하는 문제를 Biase를 이용하여 분산을 낮추기 위해 
고안된 방법이다[9,10]. 

랜덤 포레스트(Random Forest)는 다수의 의사결정
나무의 예측 평균을 이용하여 단일 회귀 트리보다 향상
된 성능의 비선형 관계를 분석할 수 있는 모형이다[22]. 
다수의 각 트리는 서로 다른 부트스트랩(Bootstrap) 데
이터 세트에서 훈련되어 생성되며, 그 결과를 종합하여 
최종 모형을 선택하는 의사결정나무 기반 앙상블 방법
(ensemble methods)이다[18].

그라디언트 부스트(Gradient Boost)는 여러 개의 간
단한 모델을 사용하거나 기본 학습기 혹은 성능이 약한 
여러 학습기를 연결하여 성능을 높이는 앙상블 학습방
식이다[24]. 데이터 셋에 대한 모델을 만든 후 오차의 수
정(손실 함수)을 통해 오차를 최소화되는 방향으로 순차
적으로 반복(경사 하강법)하여 최적화하는 머신러닝 기
술이다. 매개 변수 튜닝이 필요하며 트레이닝 시간이 길
고, 트리 기반 모델의 특성으로 고차원 데이터 셋에는 
잘 동작하지 않는 단점이 있다[25]. 하지만 예측하기 어
려운 데이터에 약한 기본 모델을 개발하여 순차적으로 
모델을 추가함으로, 이전 모델의 실수가 수정된 정밀한 
최적의 모델을 만들 수 있는 장점이 있다.[26]. 

인공신경망(Neural Network)은 복잡한 인간의 뇌를 
모방하여 알고리즘화한 것으로, 네트워크를 구성하기 위
해 레이어를 연결하는 뉴런과 노드로 구성 된다. 입력층

(input layer)과 출력층(output layer)으로 구성된 레
이어 사이에는 여러 은닉층(hidden layer)을 두어 활성
함수와 가중치에 의해 오차를 최소화하는 모델을 생성 
하면서 각층을 통과한다. 고도로 구조화된 문제를 해결
하는데 유용하지만 ‘설명이 가능하지 않은’ 블랙박스 모
델이라는 단점이 있다[18,24].

큐비스트(Cubist)는 RuleQuest(www.rulequest.com 
)에 의해 개발된 상용 프로그램으로 규칙 기반 모델이다. 
회귀 트리 알고리즘과 선형 최소 제곱 회귀의 변형을 사용
하여 각 모델링과 결합하는 하이브리드 트리 기반 접근 
방식이다. 모델의 분석 결과는 규칙 모음으로 표현되며, 
각 규칙에는 연관된 다 변량 선형 모델이 있다. 상황이 
규칙의 조건과 일치 할 때마다 관련 모델이 예측 값을 
계산하는 데 사용된다. 이러한 선형 모델이 상호 배타적 
일 필요가 없으므로 최종 예측에 도달하기 위해 출력 값
이 평균화된다. 일반적으로 다변량 선형 회귀와 같은 간
단한 기술로 생성 된 것보다 더 나은 결과를 제공하는 
동시에 신경망보다 이해하기 쉬운 장점이 있다[5,28].

각 모형은 과 적합을 예방하고, 최적의 하이퍼파라미
터(hyperparameter) 값을 얻기 위해 반복 10겹 교차
검증(repeated crossvalidation)을 시행하였다. 

최종 모델 구축 전 선형회귀모형의 잔차를 통해 극단
적인 이상치 관측(DFFITS, Cook's distance)값을 확인 
하였다[8]. 확인된 7건의 극단적인 데이터는 모델 적합
성을 최적화하기 위해 모델개발용 데이터에서 제외 하
였다. 

2.3.3 모형의 평가
모형평가를 위해 분할된 30%의 데이터(Test data)를 

이용해 각 모형의 예측 값을 산출하였다. 예측 값은 
Box-Cox 변환의 역 변환한 후 리샘플링
(postResample)을 통해 결정계수(R²), 평균 제곱근 오
차(Root mean square error), 절대 평균 오차(Mean 
absolute error)를 산출하여 각 모형의 성능을 비교 평
가 하였다.

3. 연구결과 
3.1 분석대상자의 특성

분석대상 미숙아는 6,149명으로 일반적인 특성은 
Table 1과 같다. 다 태아 여부는 단 태아 출생이 
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70.7%, 쌍 태아 출생이 27.8% 였다. 재태 연령은 32주 
이상 36주 이하가 68.4%, 37주 이상이 14.1%, 28주 이
상 31주 이하가 13.0%, 28주 미만이 4.5%였다. 미숙아 
체중은 2,000g이상 2,499g이하가 37.8%, 1,500g이상 
1999g이하가 23.9%, 2500g이상이 22.7%, 1000g이상 
1499g이하가 11.2%로 나타났다. 분석 대상자의 등록 
거주지 행정구역이 읍, 면을 시골로 동을 도시로 구분했
을 때 도시지역이 77.4%로 나탔다. 병상 규모는 500병
상 이상 999이하가 60.5%, 1000병상 이상 23.0%로 대
부분의 분석대상 미숙아가 대형병원 환자로 나타났다.

Variable 　 n %
Single vs. multiple fetuses

Single 4,346 70.7
Twin 1,712 27.8

　 Other multiple 91 1.5
Gender

Male 3,287 53.5
　 Female 2,862 46.5
Insurance

Health insurance 6,036 98.2
Medical benefits 82 1.3

　 Other 31 0.5
Gestational age

Less than 28 weeks 274 4.5
28-31 798 13.0
32-36 4,207 68.4

　 37 weeks or more 870 14.1
Weight

Less than 1000g 273 4.4
1000g-1499g 687 11.2
1500g-1999g 1,467 23.9
2000g-2499g 2,327 37.8

　 2500g or more 1,395 22.7
Urban

Rural 1,108 18.0
Urban 4,760 77.4

　 Unknown 281 4.6
Bed size

100-299 519 8.4
300-499 491 8.0
500-999 3,723 60.5

　 1000 or more 1,416 23.0

Table 1. General characteristics of Admission based 
Variable

임상변수 39개 중 상위 15개의 일반적인 특성은 

Table 2와 같다. 가장 많은 임상 진단은 기타 주 산기 
상태로 분석대상자 6,149명 중 62.8% 환자에게 나타났
다. 다음으로는 용혈성 황달 및 주 산기 황달 55.5%, 호흡 
곤란 증후군 23.6%, 심장 및 순환기 선천성 기형 20.3%, 
패혈증 10.8%, 수술 받은 경우가 4.2%로 나타났다.

Variable n %
Other perinatal conditions 3,859 62.8
Hemolytic jaundice and perinatal jaundice 3,413 55.5
Respiratory distress syndrome 1,450 23.6
Cardiac and circulatory congenital anomalies 1,249 20.3
Septicemia 664 10.8
Presence or absence of Surgery 261 4.2
Retinal disease 239 3.9
Intestinal infection 221 3.6
Other congenital anomalies 179 2.9
Genitourinary congenital anomalies 178 2.9
Nutritional deficiencies 90 1.5
Birth trauma  90 1.5
Abdominal hernia  83 1.3
Digestive congenital anomalies   75 1.2
Other nutritional, endocrine and metabolic 
disorders  74 1.2

Table 2. General characteristics of Clinical based 
Variable(Top15)

3.1.1 분석대상자의 평균 재원일수
분석대상 미숙아의 평균 재원일수는 23.6일, 중앙값

은 14일, 사분위수의 1분위는 8일, 3분위는 30일, 최대
값은 174일 이었다. 다 태아 출생여부는 단태 출생자의 
평균 재원일수가 24.3일, 쌍 태아 출생이 21.3일, 기타 
다 태아 출생이 30.7일로 평균 재원일수에 차이가 있는 
것으로 나타났다(p<0.01). 태아의 재태 연령은 28주 미
만이 23.6일, 28주 이상 31주 이하가 49.1일, 32주 이
상 36주 이하가 15.0일, 37주 이상이 18.8일 이었다
(p<0.01). 출생 시 체중은 1000g 미만이 94.4일, 
1000g이상 1499g이하 54.5일, 1500g이상 1999g이하 
25.9일, 2000g이상 2499g이하 1.3일, 2500g이상 
10.9일로 나타났다(p<0.01). 병상 규모는 100병상 이상 
299병상 이하가 18.1일, 300병상 이상 499일 이하 
21.8일, 500병상 이상 999이하 23.8일, 1000병상 이상
이 25.7일로 나타났다(p<0.01). 분석 대상자의 등록 거
주지가 읍, 면 지역인 시골의 경우 23.2일, 도시인 경우 
23.7일, 미상 23.4일로 통계적으로 유의미하지 않았다
(p=0.82). Table 3
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　Variable n Mean±SD F(p)
Total 6,149 23.6±24.8
Single vs. multiple fetuses

Snglea 4,346 24.3±25.9 15.6(<0.01)
Twinb 1,712 21.3±21.7 c>a>b

　 Other multiplec    91 30.7±23.3 　
Gender

Male 3,287 23.7±24.5 0.2(0.65)
　 Female 2,862 23.4±25.1
Insurance

Health insurance 6,036 23.6±24.9 1.5(0.22)
Medical benefits    82 22.7±21.8

　 Other    31 18.0±18.0
Gestational age

Less than 28 weeksa   274 95.6±26.7 1522(<0.01)
28-31b   798 49.1±19.6 a>d>b>c
32-36c 4,207 15.0±12.2

　 37 weeks or mored   870 18.8±21.0 　
Weight

Less than 1000ga   273 94.4±28.0 1522(<0.01)
1000-1499b   687 54.5±22.8 a>b>c>d>e
1500-1999c 1,467 25.9±14.0
2000-2499d 2,327 12.3±9.4

　 2500g or moree 1,395 10.9±10.8 　
Urban

Rural 1,108 23.2±23.6 0.20(0.82)
Urban 4,760 23.7±25.1

　 Unknown   281 23.4±24.0 　
Bed size

100-299a   519 18.1±16.9 1522(<0.01)
300-499b   491 21.8±22.3 d,c,b>a
500-999c 3,723 23.8±24.3 d>b

　 1000 or mored 1,416 25.7±28.8 　

Table 3. Average length of stay according to 
characteristics of admission based variable

3.1.2 임상변수에 따른 평균 재원일수
임상 진단 변수에 따른 평균 재원일수는 기타 주 산

기 상태로 진단받은 경우 27.8일로 진단받지 않은 16.5
일과 차이가 있었다(p<0.01). 용혈성 황달 및 주 산기 
황달을 진단받은 경우 26.1일, 진단받지 않은 경우 20.4
일 있었다(p<0.01). 호흡 곤란 증후군을 진단받은 경우 
26.1일, 진단받지 않은 경우 20.4일 있었다(p<0.01). 심
장 및 순환기 선천성 기형을 진단받은 경우 44.8일, 진
단받지 않은 경우 18.2일 있었다(p<0.01). 패혈증을 진
단받은 경우 41.0일, 진단받지 않은 경우 21.5일 있었다
(p<0.01). 수술 받은 경우가 84.1일 수술 받지 않은 경

우가 20.9일로 재원일수가 짧았다(p<0.01). 출생 중 외
상이 있는 경우 22.1일, 없는 경우가 23.6일로 나타났으
나 통계적으로 유의미하지 않았다(p=0.56) Table 4.

Variable n Mean±SD　 t(p)
Other perinatal conditions No 2,290 16.5±15.9 -20.1

(<0.01)Yes 3,859 27.8±28.0
Hemolytic jaundice and 
perinatal jaundice

No 2,736 20.4±24.2 -9.0
(<0.01)Yes 3,413 26.1±25.0

Respiratory distress 
syndrome

No 4,699 16.6±16.3 -33.4
(<0.01)Yes 1,450 46.3±32.7

Cardiac and circulatory  
anomalies

No 4,900 18.2±17.9 -26.2
(<0.01)Yes 1,249 44.8±34.7

Septicemia No 5,485 21.5±22.1 -13.6
(<0.01)Yes  664 41.0±36.2

Presence or absence of 
Surgery

No 5,888 20.9±20.1 -25.8
(<0.01)Yes  261 84.1±39.4

Retinal disease No 5,910 21.1±20.6 -26.5
(<0.01)Yes  239 85.3±37.3

Intestinal infection No 4,699 16.6±16.3 -33.4
(<0.01)Yes 1,450 46.3±32.7

Other congenital anomalies No 5,970 23.3±24.4 -3.1
(<0.01)Yes  179 31.4±34.4

Genitourinary congenital  
anomalies

No 5,971 23.4±24.8 -2.7
(0.01)Yes  178 28.5±25.6

Nutritional deficiencies No 6,059 23.2±24.3 -6.4
(<0.01)Yes   90 49.9±39.7

Birth trauma No 6,059 23.6±24.7 0.59
(0.56)Yes   90 22.1±29.7

Abdominal hernia No 6,066 22.8±23.8 -16.0
(<0.01)Yes   83 77.8±32.2

Digestive congenital 
anomalies

No 6,074 23.5±24.6 -2.4
(0.02)Yes   75 33.5±35.8

Other nutritional, endocrine 
and metabolic disorders

No 6,075 23.4±24.6 -4.2
(<0.01)Yes   74 39.4±32.6

Table 4. Average length of stay according to 
characteristics of Clinical based Variable
(Top15)

3.2 예측 모델
3.2.1 변수 중요도
머신러닝의 데이터 셋에서 더 많은 변수를 가지는 것

은 모델을 복잡하게 하고 해석을 더 어렵게 하고 과 적
합이 발생하기도 한다. 변수 간에 중첩이 있는지, 어떤 
변수가 중요한 변수인지, 어떤 변수가 목표변수에 영향
을 크게 주는 변수인지를 분석할 필요가 있다[23]. 입원
기초변수 모델에서 인공신경망 모형을 통한 변수 중요
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도(Variable Importance)를 확인한 결과 출생 시 체중 
2000g이상에서 2499g이하, 2500이상, 재태 연령 32주 
이상에서 36주이하, 출생 시 체중 1500g이상에서 1999g
이하, 재태 연령 37주 이상 순으로 나타났다<Fig. 2>.

Fig. 2. Admission based Variable importance 
(Neural Network model)

입원기초변수에 임상변수가 추가 투입된 큐비스트 모
형의 변수는 20개의 각 모형에서 생성한 규칙을 통해 
알아보았다. 각 규칙에는 재태 연령 32주 이상에서 36
주이하, 호흡 곤란 증후군, 출생 시 체중 2000g이상에
서 2499g이하, 재태 연령 37주 이상, 출생 시 체중 
1500g이상에서 1999g이하 순으로 나타났다. 조건(if)
별 출력(then)된 다 변량 회귀식에서 변수의 출현율을 
확인한 결과 추가 투입된 임상변수는 수술여부, 기타 주 
산기 상태, 호흡 곤란 증후군, 패혈증, 심장 및 순환기 
선천성 기형, 장의 감염 순이었다. Table 5

3.2.2 모델별 매개변수
모델의 학습 효율을 결정하는 각각의 하이퍼파라미터

(hyper- parameter)는 caret 패키지의 튜닝 기능을 
이용하여 RMSE값이 최소화된 상태 값을 설정 하였다. 
반복 5회 10겹 교차 검증(repeated cross validation)
을 사용하였다. 튜닝 길이(tuneLength)는 튜닝 성능과 
시스템의 효율성을 고려하여 20으로 설정하였다. 튜닝 
길이는 튜닝 매개 변수 설정을 위한 그리드의 크기를 제
어 하여 복잡한 매개변수 후보 값을 선택한다. 크게 설
정하면 성능은 좋아지지만 시간이 많이 걸리는 등 효율
성이 떨어질 수 있다[28]. 구체적인 모델별 하이퍼파라
미터 값은 Table 6과 같다. 벌점화 회귀 모형의 알파는 
1로 라쏘(LASSO)회귀 모형을 사용 하였다.

Models
Admission based Models 
of
parameter

Admission and Clinical 
Models of 
parameter

GLMN alpha=1
lambda=0.0003140304

alpha=1
lambda=0.001275978

RF mtry=5 mtry=7

GBM
n.trees=100, 
interaction.depth=5, 
shrinkage=0.1,
n.minobsinnode=10

n.trees=1000, 
interaction.depth=2, 
shrinkage=0.1,
n.minobsinnode=10

NNT size=3, 
decay=0.06812921 size=3, decay=0.1

CUB committees=20, 
neighbors=0

committees=20, 
neighbors=0

Table 6. Hyperparameter optimal tuning value for each 
model

Percent 
appearance 
in a rule 
conditions 

(%)

Percent 
appearance in a 

multivariate 
regression 

models (%)
Variable 

50% 65% Gestational_age(32-36)
50% 87% Respiratory distress 

syndrome
6% 99% Weight(2000g-2499g)
2% 67% Gestational_age(37  or more)
1% 99% Weight(1500g-1999g)
　 98% Weight(2500g or more)
　 94% Presence or absence of 

Surgery

Table 5. Variables used in the 20 committee, 0 
neighbors Cubist model

　 88% Other perinatal conditions
　 79% weight(1000g-1499g)
　 76% Septicemia
　 76% Bed size(1000 or more)
　 74% Cardiac and circulatory 

anomalies
　 73% Intestinal infection
　 70% gestational_age(28-31)
　 56% Hemolytic jaundice and 

perinatal jaundice
　 53% Bed size(500-999)
　 43% Bed size(300-499)
　 41% Single vs. multi(twin)
　 38% Other congenital anomalies
　 32% Retinal disease
　 24% Gender(female)
　 20% Urban(urban)
　 10% Birth trauma
　 1% Urban(unknown)
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3.2.3 모형의 예측
입원초기 신경망 모형은 17개의 투입변수로 1개의 

은닉층에 3개의 노드를 가지는 모형이다. 활성함수로 선
형출력이 사용되었다. Fig. 3. 생성된 신경망 모형에 검
증 데이터(Test data)를 투입하여 예측된 재원일수를 
그래프로 표현하면 Fig. 4와 같았으며 모형의 설명력
(R²)는 0.75였다. 검증용 재원일수 최소값이 0일, 최대
값이 162일인 반면 예측 값의 최소값 7일, 최대값 116
일로 단기 입원 환자와 장기 입원 환자의 예측 성능이 
현저히 떨어지는 것으로 확인 되었다. 반면 입원초기변
수에 임상변수가 추가 투입된 큐비스트 모델에서는 장기
입원환자의 예측이 여전히 나쁘지만 비교적 고른 분포를 
보였다. 모형의 설명력(R²)는 0.81로 향상 되었다. Fig. 5

입원초기변수에 임상변수가 추가 투입된 큐비스트 모
형의 결과는 Table 7과 같은 규칙조건(if)에 따른(then) 
다변량회귀식을 산출하였다. 재태 연령이 32주 이상에
서 36주 이하에 속하지 않고, 출생 시 체중 2000g이상
에서 2499g이하인 경우의 다변량 회귀식은  
2.020307+1.34×수술여부+0.63×재태 연령 28주 이
상에서 31주 이하+0.4×호흡 곤란 증후군+0.24×순환
기 선천성 기형-0.22×병상규모 1000병 이상+0.17×
용혈성 황달 및 주 산기 황달+0.12×기타 주 산기 상태
-0.11×출생 시 체중 2000g이상에서 2499g이하
-0.12×2500g이상+0.28×장 감염(ccs135)+0.14×패
혈증+0.06×병상 규모 500병상 이상 999병상 이하
-0.06×출생 시 체중 1500g이상에서 1999g 이하
-0.05×성별-0.05×재태 연령 32주 이상에서 36주이하
-0.06×재태 연령 37주 이상의 화귀식으로 출력되었으
며, 이 회귀식이 같은 규칙 중 추정된 절대평균오차가 
가장 낮게 나왔다(MAE 0.35). 이런 형태의 10개의 규칙
은 20개의 모델에서 반복 산출되어 47개의 규칙을 출력
하였으며, 이 중 추정된 절대평균오차가 가장 작은 다 
변량 회귀식은 Table 9와 같다.

Fig. 3. Admission-based neural network model

Fig. 4. Admission based prediction 
of neural network model
(R² 0.75)

Fig. 5. Admission and Clinical based 
prediction of Cubist model
(R² 0.81)

  Rule Consequent MAE

gestational_a
ge3  <= 0, 
weight4 > 0

2.020307+1.34opyn1+0.63gestational_age2+0.4
ccs221+0.24ccs213-0.22bedsize4+0.17ccs222+
0.12ccs224-0.11weight4-0.12weight5+0.28ccs
135+0.14ccs2+0.06bedsize3-0.06weight3-0.05
gender1-0.05gestational_age3-0.06gestational_
age4

0.35

gestational_a
ge3 > 0

3.718505-1.45weight4-1.64weight5-0.92weigh
t3+0.86opyn1+0.31ccs221-0.4weight2-0.16gest
ational_age3+0.16ccs213-0.18gestational_age4-
0.14bedsize4+0.16ccs2+0.27ccs135+0.1ccs224
+0.05ccs222-0.04single_multi2-0.05gestational
_age2

0.33

gestational_a
ge3 <= 0, 
weight3 > 0

3.859788-0.82weight4-0.58weight3-0.57weigh
t5-0.64gestational_age4+0.25ccs221-0.23weigh
t2+0.14bedsize3-0.14gestational_age3+0.33opy
n1-0.19gestational_age2+0.2bedsize2+0.07ccs2
24+0.1ccs2-0.05gender1+0.06ccs213+0.11ccs1
35+0.06ccs87+0.02ccs222

0.34

gestational_a
ge3 <= 0, 
weight3 <= 0, 
weight4 <= 0

4.295847-0.52weight5-0.42gestational_age4-0.
37gestational_age2-0.28weight3-0.32weight2-
0.2weight4+0.18ccs221+0.37opyn1+0.13ccs224
+0.19ccs2+0.1bedsize3-0.05ccs222+0.09ccs87
+0.06bedsize2-0.03gestational_age3

0.31

Table 7. Ten Cubist rules with smallest Mean Absolute 
Error (MAE).
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3.3 모형평가
입원초기모델과 임상변수가 추가 투입된 모델을 통해 

예측모형의 성능을 비교 하였다. 개발된 예측 모형은 인
공신경망, 큐비스트, 그라디언트 부스트, 랜덤 포레스트, 
벌점화 회귀 모형 이었다. 각 모형 설명력(R²), 절대 평
균 오차(MAE), 평균 제곱근 오차(RMSE)를 비교한 결과 
입원 초기 모델에서는 인공신경망 모형이 성능이 가장 

좋았고(R² 0.75), 임상변수가 추가 투입된 모델에서는 
큐비스트 모형(R² 0.81)이 성능이 가장 뛰어난 것으로 
확인 되었다. 또한 입원초기 확인 가능한 변수만으로도 
재원일수 예측이 가능 했으며, 임상 진단 변수를 추가 
투입함으로써 모형의 설명력(R²)이 향상되고 오차가 줄
어드는 것을 확인 하였다. Table 8, Table 9.

4. 고찰
본 연구는 전국단위의 조사가 이루어지는 퇴원환자심

층조사 자료를 이용하였다. 전국 단위의 표본 자료를 이
용한 미숙아의 재원일수 예측을 위해 다양한 머신러닝 
기법을 탐색하고 최적의 모델을 제안하는 것을 목표로 
하였다. 미숙아는 출생과 동시에 입원 치료하게 되는 특
성을 고려하여 신생아실이나 분만실을 통해 입원되는 
환자만을 대상으로 하였으며, 타 병원 전원과 치료 중 
사망을 제외하였다. 머신 러닝에는 무엇보다도 각 변수
들의 이해가 중요하며 피쳐 엔지니어링(feature 
engineering)을 통해 변수의 변환, 표준화, 정규화, 그
룹화, 중요도에 따른 선택 또는 제거 등이 이루어진다. 
이러한 과정을 거쳐 생성되는 모델은 전통적인 통계 이
론에 기반 하지만 그 목적은 예측에 더 중점을 둔다. 선
행연구에서 제안하였던 다양한 머신러닝 기법을 고려하
여 모델을 구현하고 비교하였다. 최종 제안된 큐비스트 
모형은 예측의 해석이 용이하고, 예측 모형에 적용된 규
칙 뒤에 있는 논리를 확인 할 수 있을 뿐만 아니라 재원
일수에 영향을 미칠 수 있는 변수를 파악하고 이해하는
데 장점이 있다. 큐비스트 모형을 적용한 울혈성 심부전 
환자 재원일수를 예측한 Turgeman의 사례에서 학습 
데이터에서 R² 0.84의 결과를 보였다[5]. 이 데이터는 
입원병력, 외래병력, 활력징후, 혈액검사, 동반질환에 대
한 보다 다양한 임상 데이터를 사용할 수 있었던 차이가 
있음을 고려한다면 본 연구 결과와 유사한 예측 성능을 
보였다. Singh는 재태 연령에 따라 그룹을 나누고 주산
기 및 산전 요인, 영양편차, 약물, 임상진단에 대한 독립
변수를 이용하여 회귀모형을 구축하였다. 검증 데이터에
서 32주 미만의 R²이 0.95, 32주 이상 34주 미만에서 
0.74, 34주 이상 37주 미만에서 0.62를 보였다[15]. 본 
연구에서도 입원초기모형은 장기입원에 대하여 예측 성
능이 떨어지고, 예측값의 분포가 고르게 나타나지 않았
다. 그럼에도 불구하고 입원초기변수가 기본적인 7개로 
제한적이라는 점을 고려한다면 인공신경망 모형이 R² 

　Models RMSE R² MAE
Neural Network 12.71 0.75 7.93
Cubist 12.97 0.74 7.94
Gradient Boosting 12.86 0.74 7.97
Random Forest 12.89 0.74 7.99
Penalized Regression 13.46 0.72 8.17

Table 8. Evaluation of admission based models

　Models RMSE R² MAE
Cubist 11.03 0.81 7.00
Gradient Boosting 11.15 0.80 7.04
Neural Network 11.12 0.80 7.08
Random Forest 11.37 0.80 7.15
Penalized Regression 11.44 0.79 7.29

Table 9. Evaluation of the admission and clinical 
based models 

ccs2211 <= 0

4.253301-1.34weight4-1.52weight5-0.86gestat
ional_age3-1gestational_age4-0.8weight3+0.79
opyn1-0.34gestational_age2+0.23ccs213-0.28w
eight2+0.38ccs87+0.33ccs217+0.1ccs222+0.1be
dsize3+0.26ccs135-0.11bedsize4+0.08ccs224+0
.14bedsize2+0.12ccs2-0.05single_multi2-0.05ur
ban1+0.03ccs2211-0.02gender1

0.35

ccs2211 > 0
4.446906-1.21weight4-1.3weight5-0.76weight
3-0.69gestational_age3-0.31weight2-0.26gesta
tional_age4-0.27gestational_age2+0.17ccs224+
0.32opyn1+0.18ccs2-0.1ccs222+0.15ccs87

0.31

gestational_a
ge3 <= 0, 
weight4 <= 0

4.308512-0.97weight3-0.62weight4-0.58gestat
ional_age4-0.4weight2+0.25bedsize3-0.36gesta
tional_age2+0.25ccs221+0.21weight5+0.26bedsi
ze2+0.32opyn1+0.17ccs2+0.17urban9+0.08beds
ize4

0.35

gestational_a
ge4 > 0

4.092114-1.95weight4-1.16weight3+1.16opyn1
-0.25gestational_age4-0.19weight5+0.13ccs222
-0.2weight2-0.08gestational_age3+0.06ccs221-
0.06gestational_age2+0.03bedsize3+0.03ccs224
+0.04ccs2

0.40

gestational_a
ge3 <= 0, 
gestational_a
ge4 <= 0

4.674826-1.29weight4-0.9weight3-0.53weight
2-0.39gestational_age2+0.19ccs221-0.2gestatio
nal_age4+0.14weight5-0.11ccs222+0.18bedsize
2+0.25opyn1+0.1bedsize3+0.1ccs224-0.04gesta
tional_age3+0.16ccs143+0.04ccs2

0.34

gestational_a
ge3 <= 0

4.464732-1.91weight4-1.07weight3-0.64gestat
ional_age4+0.72opyn1-0.39weight2-0.26gestati
onal_age2+0.15bedsize3+0.12ccs221-0.1weight
5-0.04gestational_age3

0.37
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0.75의 결과는 의미 있는 결과이다. 선행연구에서도 급
성심근경색 및 심부전환자의 인공신경망 모형을 이용한 
재원일수 예측에서 좋은 성능을 보였다[27]. 뉴 잉글랜
드지역 신생아중환자실 환자의 재원일수를 예측한 또 
다른 사례에서는 출생 체중, 재태 연령, 신생아 급성생리
학점수(SNAP-PE : score for neonatal acute 
physiology perinatal extension), 신생아이환율평가
지수(MAIN : morbidity assessment index for 
newborns)를 사용하여 예측하였다.(R² 0.79). 이 모델
은 출생 시 알려진 요인을 넘어 생후 첫 주 질병을 판단
하여 모델링함으로 성능이 개선된다고 제안 하였다[12]. 
본 연구에서는 신생아 급성생리학점수와 신생아이환율
평가지수 대신 수술여부와 CCS 임상진단 분류만을 사
용하였음에도 입원초기변수에 임상변수를 추가 투입한 
모델에서는 모형 설명력 R²이 0.81의 큐비스트 모형을 
구현할 수 있었다. 

기존 전통적 통계기법이 통계적 가정을 기반으로 재
원일수에 영향을 미치는 변수를 찾아내는데 효과적이었
고, 재원일수 관리를 위한 방안을 제시하는데 맞춰진 사
례가 많았다[13]. 본 연구는 재원일수를 입원 초기에 예
측하고 예측 자료를 기반으로 보호자에게 설명의 기초
자료를 제공하는데 활용하는 것을 고려하였다. 이러한 
활동은 보호자에게 치료에 대한 불확실성을 제거해 주
는데 도움이 된다. 본 연구를 통해 제한된 데이터만으로
도 머신러닝의 여러 알고리즘을 통해 재원일수의 예측 
가능성을 확인 하였다. 미숙아의 특성상 태어나면서부터 
알 수 있는 기초적인 정보 즉, 재태 연령, 출생 시 체중, 
출생 직후 활력징후, 엄마의 기본 정보 및 병력 등 출생 
병원에서는 누락되기 힘든 기본 정보가 있다. 추가 적인 
임상 및 부모의 정보가 결합된다면 예측 성능의 향상도 
기대된다.

본 연구에서는 미숙아 환자의 재원일수를 입원초기 
기본정보 또는 입원 후 임상 진단 정보로 예측 가능하
고, 여러 머신러닝 기법을 통해 그 예측 성능을 확인 하
였다는데 본 연구의 의의를 갖는다.

5. 결론
본 연구는 미숙아의 입원초기 기본정보 또는 임상 진

단 자료로 재원일수의 예측을 시도 하였다. 재원일수 예
측에 있어 여러 머신 러닝 기법을 비교하여 입원초기에
는 신경망 모형, 임상 진단 변수 추가 투입 모형에는 큐

비스트 모형이 성능이 뛰어난 것으로 확인 되었다. 미숙
아의 특성상 입원초기 또는 입원 일주일 후 많은 임상정
보가 확인 가능해지고 이를 통해 재원일수를 예측 하는 
것은 의료기관의 병상 자원을 효율적으로 관리 할 수 있
고 의료 질 개선의 노력을 촉진 할 수 있다. 또한 머신러
닝 기법의 적절한 활용으로 보다 정확한 예측이 가능해 
짐으로써 이를 활용한 보호자 설명의 기초 자료로 활용 
할 수 있다.

본 연구에 사용된 데이터의 한계로 포함되지 못한 산
모의 정보, 태아의 출생 시 상태 즉, 아프가 점수 
(Apgar score) 또는 신생아이환율평가지수 등과 같은 
자료를 포함한 좀 더 고도화된 예측 모델과 사망 또는 
미숙아 외의 신생아 중환자실 환자에 대한 추가 연구를 
통해 신생아 중환자실 자원의 효율적 관리를 위한 예측
모델도 가능할 것이다. 전국단위 데이터를 이용하여 머
신러닝을 이용한 미숙아의 재원일수 예측 모형을 제시
하고 그 활용 가능성을 확인 했다는데 본 연구에 의의가 
있다.
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