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요  약  비간섭 부하 모니터링은 사용자 에너지 소비량의 실시간 모니터링을 통해 가전기기의 사용량 예측 및 분류를
하는 기술로, 최근 에너지 절약의 수단으로 관심이 증가하고 있다. 본 논문에서는 GAF(Gramian angular field) 기반
1차원 시계열 데이터를 2차원 행렬로 변환하는 기법과, 합성곱 신경망(convolutional neural networks)을 결합해 사
용자 전력 사용량 데이터로부터 가전기기를 예측하는 시스템을 제안한다. 학습을 위해 공개 가정용 전력 데이터인 
REDD(residential energy disaggregation dataset)를 사용하고, GASF(Gramian angular summation field), 
GADF(Gramian angular difference field)의 분류 정확도를 확인한다. 시뮬레이션 결과, 이중 상태(on/off)를 가지는
가전기기에서 두 모델 모두 97%의 정확도를 보였고, 다중 상태를 가지는 기기에서 GASF는 95%로 GADF보다 3% 높은
정확도를 보임을 확인하였다. 차후 데이터의 량을 증가시키고 모델을 최적화해 정확도와 속도를 개선할 예정이다. 

Abstract  Non-intrusive load monitoring is a technology that can be used for predicting and classifying
the type of appliances through real-time monitoring of user power consumption, and it has recently got
interested as a means of energy-saving. In this paper, we propose a system for classifying appliances
from user consumption data by combining GAF(Gramian angular field) technique that can be used for
converting one-dimensional data to the two-dimensional matrix with convolutional neural networks. We
use REDD(residential energy disaggregation dataset) that is the public appliances power data and 
confirm the classification accuracy of the GASF(Gramian angular summation field) and GADF(Gramian
angular difference field). Simulation results show that both models showed 94% accuracy on appliances
with binary-state(on/off) and that GASF showed 93.5% accuracy that is 3% higher than GADF on 
appliances with multi-state. In later studies, we plan to increase the dataset and optimize the model to 
improve accuracy and speed.

Key Words : Convolutional neural networks, Deep learning, Gramian angular field, Non-intrusive load 
monitoring
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Ⅰ. 서  론

스마트 그리드에 대한 관심 증가에 따라 전력 소비 최
적화 방법이 많이 활용된다. 특히 가전기기의 전력 소비 
정보를 실시간으로 모니터링 하여 사용자에게 정보를 제
공할 수 있다면 12% 정도의 에너지 절감 효과를 얻을 수 
있다고 보고된 적이 있다[1]. 최적화 방법으로, 간섭 부하 
모니터링(intrusive load monitoring) 방법과 비간섭 
부하 모니터링(non-intrusive load monitoring) 방법
이 존재한다. 간섭 부하 모니터링 방법은 가전기기의 전
력 소비량을 읽고 사용자의 사용 패턴을 인식하는 방법
이다. 그러나 이 방법은 각 가전기기에 대한 측정 장치가 
필요하며 이에 따른 사용자의 기기 설치비용 문제가 발
생한다. 따라서 현실적인 적용에 어려움이 있다. 이에 반
해, 비간섭 부하 모니터링 기술은 1992년 Hart[2]에 의해 
제안된 방식으로 단일 스마트 미터를 통해 추출된 취합
된 부하를 통해 여러 가전기기를 분석한다. 따라서 상대
적으로 적은 비용으로 적용이 가능한 장점을 가지고 있
어 간섭 부하 모니터링 방법에 비해 경쟁력을 가진다.

그러나 적은 양의 정보로 가전기기를 식별하기에 정확
도의 문제가 있기에 이를 극복하기 위한 많은 방법들이 
제안됐다. 이 중, 사용된 소비량을 푸리에 변환(Fourier 
transformation)을 통해 정보를 추출하는 방법이 제안
되었으며[3], 은닉 마르코프 모델(hidden Markov model)
을 통해 상태에 따라 가전기기를 분류하는 방법이 제안
되었다[4]. 

그러나 이러한 방법들은 기존 가전기기로부터 추출된 
데이터인 1차원 시계열 데이터를 이용한 것이기에 여러 
가전기기들이 섞인 부하에서 가전기기를 분류하는데 어
려움을 겪는다. 특히 가전기기 중 켜짐과 꺼짐의 이중 상
태(on/off)만이 존재하는 가전기기가 아닌 다중 상태가 
존재하는 냉장고와 같은 가전기기 분류에 어려움을 겪는다.

본 논문에서는 앞서 언급한 1차원 데이터 사용의 한계
를 해결하기 위해 GAF(Gramian angular field) 방법을 
활용해 시계열 데이터를 2차원 행렬로 바꿔주는 방식을 
제안한다. 시계열 데이터를 2차원 행렬로 바꾸는 방식과 
최근 딥러닝(deep learning) 성장과 함께 이미지 분석에 특
화된 합성곱 신경망(convolutional neural networks)
을 결합하여 시계열에서 변환된 2차원 행렬 데이터의 특
징 추출 및 분류에 적용하는 시스템 모델을 제안한다.

본 논문의 구성은 다음과 같다. Ⅱ장에서는 비간섭 부
하 모니터링의 기존 시스템 모델에 대해 살펴보고 Ⅲ장
에서는 GAF 기술에 대해 설명한다. Ⅳ장에서는 합성곱 

신경망에 대해 설명하며, Ⅴ장에서 GAF 기반 딥러닝을 
통해 가전기기를 분류하는 시스템 모델을 제안한다. Ⅵ장
에서는 제안한 시스템의 시뮬레이션 결과를 확인하고 Ⅶ
장에서 결론을 내리며 마무리 짓는다.

Ⅱ. 비간섭 부하 모니터링 기존 시스템 

비간섭 부하 모니터링 시스템은 이벤트 검출 방식으로 
크게 이벤트 기반(event-based) 접근 방식과 상태 기반
(state-based) 접근 방식 두 가지 방식으로 나눌 수 있다.

1. 이벤트 기반 접근 방식
이벤트 기반 접근 방식은 가전기기가 변화하는 순간의 

상태 변화 지점(state transition edges)에 따른 사건들
(events)을 검출하여 가전기기를 분류하는 방식을 의미
한다. 이벤트 기반 접근 방식은 유효 전력(active power)의 
경우 증가/감소하는 지점(edges)들을 검출하여 특징으로 
사용한다. 관련 연구로는 유효 및 무효 전력(active and 
reactive power)을 기반으로 사건을 추출하는 방식이 
존재한다[5]. 그러나 이러한 방식은 유효 전류와 무효 전
류 두 가지 전류를 모두 추출해야하기에 검출을 위한 추
가 장비를 설치해야 한다. 이에 따라서 추가 설치에 따른 
비용 문제가 발생한다.

그림 1. 이벤트 기반 접근 방식의 개요도.
Fig. 1. Schematic of event-based approach.

그림 2. 상태 기반 접근 방식 개요도.
Fig. 2. Schematic of state-based approach.
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2. 상태 기반 접근 방식
상태 기반 접근 방식은 취합된 전력의 위치를 통해 상

태 분석을 하는 방식으로 구성된다. 관련 연구로는 은닉 
마르코프 모델을 통해 변화하는 상태를 확률로써 가전기
기를 분류하는 방법이 존재한다[4]. 그러나 상태 기반 접
근 방식은 대부분 높은 계산상의 복잡성을 동반하며 긴 
시간 변하지 않는 상태가 지속될 경우 다루기 어려운 문
제가 있어 적용에 어려움을 가진다.

Ⅲ. GAF 기술

딥러닝을 통한 컴퓨터 비전 및 음성 인식은 정확도에 
있어서 이전 모델들에 비해 큰 향상을 보였다[6]. 그러나 
시계열 데이터에 있어서 딥러닝 기반 분류 모델을 구축
하는 것은 상대적으로 어렵다. 따라서 분류 모델을 구축
하기 위해 1차원 시계열 데이터를 바로 입력 데이터로 
사용하는 방법[7]이 있지만 이런 방법은 이미지 기반 딥러
닝 기술과의 접목이 어렵다. GAF 기법은 2015년 Z. 
Wang에 의해 제안된 방식[8]이며 1차원인 시계열 데이터
를 정보 손실이 거의 없게 시간적 종속성을 갖는 2차원 
행렬 데이터로 바꾸어 기존의 한계점을 극복하는 기법이다. 
GAF는 크게 수학적 개념인 그람 행렬(Gram matrix)에 
의해 설명된다.

1. 그람 행렬
그람 행렬은 모든 두 벡터의 내적으로 정의된 행렬이

다. 만약 (1) 식과 같은 형태의 시계열 데이터 X가 주어
진다면 그람 행렬 G는 다음과 같이 나타난다.

  ⋯   , (1)

 









〈〉〈〉⋯〈〉〈〉〈〉⋯〈〉
⋮ ⋮ ⋱ ⋮〈〉〈〉⋯〈〉

. (2)

2. GAF
시계열 데이터를 min-max scaler를 통해서 범위를 

정할 수 있는데, 식 (1)과 같은 X가 주어진다면 다음 식
과 함께 [-1,1] 또는 [0, 1]로 범위로 나타낼 수 있다.

  






    ,
(3)

 



  . (4)

여기서 식 (3), (4)의 max(X)는 (1)의 X의 n개의 데이터 
중 가장 큰 값을 의미하고, min(X)는 n개의 데이터 중 
가장 작은 값을 의미한다. 이 값들은 각 지점 간의 삼각
함수 각의 합/차를 통해 다른 시간 간격 내에서 시간적 
상관관계를 식별하여 다르게 표현할 수 있다. 

  arccos   ≤ ≤  . (5)

이 때, 각은 식 (3), (4)의 x 값을 통해 (5)와 같이 표현
된다. 그리고 각각 삼각함수 내에서 각의 합/차를 통해 
다음과 같은 식으로 표현되며 둘은 각각 GASF와 GADF
로 불린다.

 









cos   cos   ⋯ cos  cos   cos   ⋯ cos  
⋮ ⋮ ⋱ ⋮

cos   cos  ⋯cos  
,

(6)











sin   sin   ⋯ sin  sin   sin   ⋯ sin  
⋮ ⋮ ⋱ ⋮

sin   sin  ⋯sin  
.

(7)

GASF는 (6)의 cos을 이용한 합으로, GADF는 (7)의 
sin을 이용한 차의 식으로 (2)와 같은 2차원 행렬로 변환
이 된다. 내적을 통해 시간적 속성을 가진 시계열 데이터
가 행렬로 형태가 변했지만, 위치가 왼쪽 상단에서 오른
쪽 하단으로 이동함에 따라 시간이 증가하게 되는 특성
을 유지하며, 행렬의 기하 구조를 통해 GAF는 시간적 종
속성을 유지한다. 

Ⅳ. 합성곱 신경망 

합성곱 신경망은 1989년에 처음 소개되었고[9], 이후 
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딥러닝이 활성화되면서 많은 사람들에 의해 발전되었다. 
특히 최근 컴퓨터 비전 분야에서 이미지 관련 분류 및 예
측 시스템 구성에 매우 높은 정확성을 보이고 있다[10]. 국
내에서는 유사물체의 인식 및 분류에 활용하기 위해 적
용되었으며[11], 음성 데이터 분류에도 사용된 사례[12]가 
있다. 

합성곱 신경망은 합성곱 전처리 작업을 사용하는 신경
망 모델이다. 일반적인 신경망(neural networks)은 기
본적으로 1차원 형태의 데이터를 사용하기에 2차원인 이
미지 데이터를 받을 경우 정보의 손실이 존재한다. 이에 
반해 합성곱 신경망은 이미지 정보의 특성을 유지한다. 

합성곱 신경망은 특정 계층(layer)을 더해가면서 특징
을 고도화하는데, 이 과정에 쓰이는 주요 계층들을 합성곱 
계층(convolutional layer), 풀링 계층(pooling layer)
이라 한다.

그림 3. 필터(Filter)를 통한 입력 이미지 특징 추출 방식.
Fig. 3. Feature extraction of input image with 

filter(kernel).

1. 합성곱 계층
합성곱 신경망은 필터(kernel) 구조를 이용하여 이미

지 데이터의 부분 특징을 고도화하는 특징을 가지고 있
다. 즉, 이미지의 전체 부분을 보는 것이 아닌 이미지의 
부분 특징을 추출하여 분석에 활용한다. 데이터와 필터
의 모양은 (높이, 너비)로 나타나고 이를 윈도우
(window)라고 한다. 여기서 입력 데이터가 (5, 5)의 윈
도우를 가지고 필터가 (3, 3)의 형태를 가질 때, 필터는 
합성곱 계층의 가중치가 된다. 합성곱 연산은 필터의 윈
도우를 일정한 간격(stride)으로 이동해가며 계산하는데, 
합성곱 연산은 입력 데이터와 필터 간에 서로 대응하는 
원소끼리 곱한 후 총합을 구하게 된다. 그림 3에 이와 같

은 연산 과정이 표현되어 있다.
데이터는 합성곱 계층을 통과하면서 공간적 크기

(spatial)가 작아지게 되는데 데이터의 공간적 크기를 확
대시켜 이전과 같이 유지하기 위해 패딩(padding)을 수
행한다. 패딩을 할 때, 어떤 값을 채울지 결정할 수 잇는
데, 주로 제로-패딩(zero-padding)을 사용한다. 

2. 풀링 계층
풀링 계층은 합성곱 계층 계산 이후 데이터의 공간적 

크기를 줄이기 위해 사용된다. 합성곱 계층은 입력 데이
터의 크기를 유지시키며, 풀링을 통해서 크기를 조절하
는 방식을 사용한다. 풀링의 종류로는 최대값 풀링
(max-pooling), 최소값 풀링(min-pooling), 평균값 풀
링(average-pooling)이 존재하며, 주로 최대값 풀링과 
평균값 풀링 방식이 사용된다. 

그림 4. 최대값 풀링과 평균값 풀링의 동작 방식.
Fig. 4. Operation of max-pooling and average-pooling.

그림 5. 합성곱 신경망 시스템 구조 예시.
Fig. 5. Example of convolutional neural 
networks system structure.

최대값 풀링 방식은 그림 4와 같이 해당하는 윈도우 
사이즈 내에서 최대값을 찾아 차원을 축소하는 방법이
며, 평균값 풀링은 해당하는 윈도우 내에서 평균값을 계
산하여 차원을 축소하는 방식이다. 
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3. 전체 합성곱 신경망 시스템 구조
합성곱 신경망 시스템의 전체적인 구조는 그림 5와 같

이 표현된다. 합성곱 신경망은 입력으로 이미지 행렬을 
집어넣으며(그림에서는 24X24) 필터를 이용하여 그림에
서 합성곱 연산을 통해 특징 부분을 추출한다. 추출된 특
징 부분은 합성곱 연산 이후 풀링 과정을 통해 차원을 축
소한다. 이 과정을 반복하여 줄어든 차원 값을 1차원 벡
터 형태로 평탄화(flatten) 시킨 다음 특징 값을 통해 원
하는 모델로써 예측 또는 분류를 시행한다. 

Ⅴ. 제안하는 시스템 모델

1. 데이터 전처리
본 논문에서는 공공적으로 사용할 수 있는 가정용 전력 

데이터인 REDD(residential energy disaggregation 
dataset)를 이용하여[13] 약 20일간 사용된 가전기기들의 
전력량을 추출하여 데이터로써 사용했다. 다중 상태를 
가지는 가전기기로는 냉장고, 주방 기기, 식기 세척기를 
선정하고 상태가 켜짐, 꺼짐의 이중 상태를 갖는 가전기
기로는 오븐, 토스트기와 히터를 선정했다. 

제안된 시스템 모델은 이벤트 기반으로 구성되었기에 
변환하기에 앞서 사건 변이 지점들의 사건들을 추출한
다. 각 가전기기들로부터 얻은 데이터를 특이지점 검출
(anomaly detection) 기법을 이용하여[14] 먼저 각 가전
기기들의 사건이 일어나는 지점을 확인하고, 각 변이가 
일어나는 사건 지점 위치 정보를 통해 가전기기들의 사
건 변화 지점에서의 사건들의 3분 정도의 시계열 데이터
를 추출한다. 이 때, 시계열 데이터 사건 추출 시의 오차
를 줄이기 위해 GAF 변환 후에 일정 임계값(threshold) 
이하의 행렬은 제거하게 된다. 일정 임계값 이하 행렬 제
거의 노이즈 완화(de-noise) 과정을 거친 데이터들은 
GAF 기법을 통해 2차원 이미지로 변환한다. 데이터 변
환은 다음 그림 6, 7, 8의 순서로 진행된다.

그림 6. 상태 변화 지점에서의 시계열 데이터.
Fig. 6. Time series data on state transition edge.

그림 7. 상태 변화 지점에서 시계열 데이터의 GAF 기반 극 
좌표계 표현.

Fig. 7. The polar coordinate system expressions of 
time series data on state transition edge 
based on GAF.

그림 8. 상태 변화 지점에서 시계열 데이터의 GAF 기반 이
미지 표현.

Fig. 8. The image expressions of time series data 
on state transition edge based on GAF.

그림 9. 본 논문에서 제안된 가전기기 분류를 위한 구조.
Fig. 9. Proposed structure for classification of 

appliances in paper.

2. 딥러닝 모델 학습
시계열 데이터로부터 GAF 기반 변환된 행렬들을 가

전기기들에 맞게 라벨링(labeling)한 뒤, 합성곱 신경망
을 통해 특징을 추출하고 가전기기를 예측하게 된다. 이
후, 학습된 모델을 통해 정확도를 분석하게 된다. 이 과
정은 그림 9에서와 같이 표현된다.
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Ⅵ. 시뮬레이션 결과

1. 정확도 지표
본 논문에서는 시뮬레이션을 통해 GAF 기반의 GASF, 

GADF의 두 가지 수학적 변형 방법의 분류 정확도를 F1 
score와 accuracy를 통해 정확도를 비교한다. F1 
score와 accuracy는 다음과 같은 수식으로써 정확도 지
표로 나타낸다.

   
× . (8)

 
 . (9)

여기서 precision과 recall은 다음과 같이 표현된다.

   
 . (10)

   
 . (11)

여기서 TP(true positive)는 예측이 맞았고(true), 이
때의 예측 값이 positive임을 의미하고, TN(true false)
는 예측이 맞았고 이때의 예측 값이 negative인 것을 의
미한다. 그리고 FP(false positive)는 예측이 틀렸고
(false), 이때의 예측 값은 positive임을 의미하고, 
FN(false negative)은 예측이 틀렸고, 이때의 예측 값은 
negative임을 의미한다. 

2. 시뮬레이션 결과 및 정확도 비교
총 두 가지 환경으로 나누어 시뮬레이션을 진행했다. 

하나는 다중 상태를 가지는 냉장고, 주방 기기, 식기 세
척기 세 가지 가전기기들로 이루어진 환경을 만들었고, 
이중 상태를 가지는 전자레인지, 오븐, 히터로 이루어진 
환경을 만들어서 각 환경에서 시뮬레이션을 진행했다.  

시뮬레이션을 진행하기 위해 가전기기들의 약 320개
의 GAF 행렬 데이터를 사용하였고 75%를 훈련 데이터
로, 25%를 테스트 데이터로 사용하여 시뮬레이션을 진
행했다. 

그림 10. 다중 상태를 가지는 가전기기들의 합성곱 신경망 
모델의 학습 정확도(GASF).

Fig. 10. Training accuracy of convolutional neural 
networks model for multi-state appliances 
(GASF).

그림 11. 다중 상태를 가지는 가전기기들의 합성곱 신경망 
모델의 학습 정확도(GADF).

Fig. 11. Training accuracy of convolutional neural 
networks model for multi-state appliances 
(GADF).

학습 모델 테스트 정확도 F1 score

GASF 95% 0.956
GADF 92% 0.918

표 1. 다중 상태를 가지는 가전기기의 분류 정확도와 F1 score.
Table 1. Classification accuracy and F1 score of training 

models for multi-state appliances.  

각 라벨링된 가전기기들의 신호들을 학습하고 테스트 
데이터로써 훈련되지 않은 가전기기들의 신호를 사용해 
정확도를 확인했다. 그림 10, 11은 다중 상태를 가지는 
가전기기에서의 GASF, GADF의 학습 정확도를 나타낸
다.
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표 1에서 나오는 것과 같이 다중 상태를 가지는 가전
기기를 분류하는 경우에, GASF와 GADF 모두 90% 이
상의 정확도를 보여주었지만 일반적으로는 GASF가 더 
좋은 성능을 보여주는 것을 알 수 있었다. 

다른 실험으로, 다중 상태를 가지는 기기 이외의 비교 
대상으로 이중 상태를 가지는 가전기기들을 선정하여 시
뮬레이션을 진행하였다.

그림 12. 이중 상태를 가지는 가전기기들의 합성곱 신경망
모델의 학습 정확도(GASF).

Fig. 12. Training accuracy of convolutional neural 
networks model for binary-state appliances
(GASF).

 

그림 13. 이중 상태를 가지는 가전기기들의 합성곱 신경망
모델의 학습 정확도(GADF).

Fig. 13. Training accuracy of convolutional neural 
networks model for binary-state appliances
(GADF). 

학습 모델 테스트 정확도 F1 score
GASF 97% 0.974

GADF 97% 0.970

표 2. 이중 상태를 가지는 가전기기의 분류 정확도와 F1 score.
Table 2. Classification accuracy and F1 score of training 

models for binary-state appliances.  

그림 12, 13은 이중 상태를 가지는 가전기기에서의 
GASF, GADF의 학습 정확도를 나타낸다. 그리고 GAF 
기반 두 모델의 정확도와 F1 score는 표 2와 같이 정리
되었다. 표 2를 통해 이중 상태를 가지는 가전기기에서
의 시뮬레이션은 두 모델이 유사한 성능 정확도를 보이
는 것을 알 수 있었다. 그림 12, 13에서 보이는 정확도는 
학습 횟수(epoch)가 진행되면서 증가하는 것을 볼 수 있
었는데, 30회 이상 진행되면서 훈련 데이터에서 과적합
(overfitting) 현상이 발생한 것을 알 수 있었다. 

GASF와 GADF는 이중 상태를 가지는 가전기기를 분
류할 때는 97%로 모두 높은 정확도를 보였으며, 다중상
태를 가지는 가전기기를 분류할 때에는 3% 정도의 정확
도 차이를 보였지만 두 모델 모두 90% 이상의 정확도를 
보였다. 이는 시계열 데이터를 직접 이용하지 않고 이미
지로 바꾸었을 때 충분한 가전기기 특징에 대한 정보를 
가지고 있으며, 이를 통해 분류에서 높은 정확도를 보임
을 확인하였다.

Ⅶ. 결  론

본 논문은 비간섭 부하 모니터링에서 GAF 기반 딥러
닝 기술을 이용하여 기존 시계열 데이터를 2차원 행렬로 
변환하여 정확도를 높이는 가전기기 분류 시스템을 제안
하였다. 또한, 제안한 시스템 모델을 적용시켜 시뮬레이
션을 진행해보고 기존 시계열 데이터 분류와의 비교 성
능을 확인하였다. 분류 정확도 성능은 다중 상태 비교 
시, GASF, GADF 각각 95%, 92%의 성능을 보였고, 이
중 상태 가전기기의 분류 시에는 둘 모두 97%의 정확도
를 보였다. 이 결과를 통해 이미지로 변환된 시계열 데이
터는 충분한 정보를 가지고 있으며 차후 발전된 모델을 
통해 향상된 정확도를 보일 여지가 있음을 확인하였다.

실험을 진행하는 과정에서 부족한 데이터량에 의해 학
습 횟수가 30이 넘어가게 되면 과적합 문제를 보였다. 앞
선 문제를 없애기 위해서 이후 지도학습에서 준지도 학
습 (semi-supervised learning)으로 모델을 변경하여 
라벨링 되지 않은 데이터 또한 학습데이터로 사용하여 
학습 정확도를 향상시킨다면 과적합 문제를 해결할 수 
있을 것으로 생각된다. 제안하는 시스템 모델을 실제에 
적용하기 위해서는 더 복잡한 환경에서의 실험 및 정확
도 달성이 필수적이므로 앞으로의 연구는 적은 정보로 
라벨링 되지 않은 정보를 임의(pseudo) 라벨링 하는 방
법과 고도화된 특징 추출 방법을 연구하여 정확도를 향



Classification Method of Multi-State Appliances in Non-intrusive 
Load Monitoring Environment based on Gramian Angular Field

- 190 -

상시키는 방법에 대해 연구하는 방향으로 진행이 필요해 
보인다.
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