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해수면 높이와 해수면 온도 자료를 이용한 
동아시아 해역의 패턴 분석

황도현
*
ㆍ정민지

*
ㆍ김나경

*
ㆍ박미소

*
ㆍ김보람

*
ㆍ윤홍주

**

Pattern Analysis in East Asian Coasts by using Sea Level Anomaly 

and Sea Surface Temperature Data

Do-Hyun Hwang
*
ㆍMin-Ji Jeong

*
ㆍNa-Kyeong Kim

*
ㆍMi-So Park

*
ㆍBo-Ram Kim

*
ㆍHong-Joo Yoon

**

요 약

해양에서는 여러 원인들이 복합적으로 작용하여 하나의 원인에 의한 효과를 분리하기 쉽지 않은데, 자기 조

직화 지도는 군집 결과에 다른 인자를 추가하여 분석이 가능하다. 따라서 본 연구에서는 해수면 높이 자료로 

군집된 결과를 해수면 온도에 적용시켜 분석해보았다. 해수면 높이 자료는 총 6개의 노드로 군집되었다. 해수

면 온도와 해수면 높이의 차이에는 1개월 시간 지연이 있어 군집된 결과에 1개월 전 해수면 온도 자료를 적용

시켰다. 해수면 온도가 다양하게 분포하였던 140 ~ 150°E의 평균 해수면 온도를 비교해본 결과 노드 1, 3, 5의 

경우 해수면 높이 자료에서 뚜렷하게 구분되는 사행하는 모양의 해수면 온도 분포를 찾을 수 있었으나, 노드 

2, 4, 6의 경우 해수면 온도 분포는 완만하게 나타났다. 본 연구에서는 해수면 높이 자료로 군집된 결과에 해수

면 온도 자료를 적용해보았지만, 추후 바람이나 지형류 자료를 적용시켜 비교해볼 필요가 있다고 판단된다.

ABSTRACT

In the ocean, it is difficult to separate the effects of one cause due to the multiple causes, but the self-organizing 

map can be analyzed by adding other factors to the cluster result. Therefore, in this study, the results of the clustering 

of sea level data were applied to sea surface temperature. Sea level data was clustered into a total of 6 nodes. The 

difference between sea surface temperature and sea level height has a one-month delay, which applied sea surface 

temperature data a month ago to the clustered results. As a result of comparing the mean of sea surface temperature 

of 140 to 150°E, where the sea surface temperature was variously distributed, in the case of nodes 1, 3, and 5, it was 

possible to find a meandering sea surface temperature distribution that is clearly distinguished from the sea level data. 

While nodes 2, 4 and 6, the sea surface temperature distribution was smooth. In this study, sea surface temperature 

data were applied to the clustered results of sea level data, but later it is necessary to apply wind or geostrophic 

velocity data to compare. 
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Ⅰ. 서 론

해양은 대기와 상호 작용으로 해양의 일차생산력, 생

태계, 어업 등 기후 변화에서 중요한 역할을 한다[1]. 따라

서 여러 원인들이 복합적으로 작용하여 하나의 원인에 

의한 효과를 분리하기 쉽지 않은데, 지구 과학에서 가장 

광범위하게 사용되는 방법은 경험 직교 함수 분석이다. 

경험 직교 함수 분석은 다량의 데이터에서 나타나는 시·

공간 변동성을 간단하고 효과적으로 분석할 수 있다는 

장점이 있다. 경험 직교 함수는 공간 가중 공분산 행렬의 

고유 벡터를 계산하여 여러 패턴을 찾는다. 각 패턴은 직

교하며 하위 집합이 아니기 때문에 변동성을 쉽게 찾을 

수 있다[2]. 하지만 EOF 분석 기법은 연구자에 의해 각 

고유 벡터가 가지는 의미를 해석해야하기 때문에 해석에 

따라서 결과 분석이 달라질 수 있다.

최근 컴퓨터 기술의 발전으로 데이터 마이닝 기법이 

발달함에 따라 대용량의 데이터를 신속히 처리하거나 과

거에는 해석하지 못했던 데이터 간의 관계와 패턴 분석이 

가능하게 되었다. 데이터 마이닝은 통계 기법, 머신 러닝, 

패턴 인식 등의 기술을 사용해 대용량의 데이터베이스로

부터 기존에 알려지지 않은 패턴이나 규칙을 찾아내는 과

정이다. 이 과정은 지도학습과 비지도학습으로 분류된다. 

지도학습은 입력에 대한 결과값을 미리 알고 있는 경

우에 규칙을 찾아내는 과정으로 예측과 분류 기법으로 

나누어진다. 예측(prediction)은 기존 데이터 및 미래에 

대한 가정을 분석하며, 회귀분석, 선형모형, 비선형 모형

이 있다. 분류(classification)는 다수의 객체를 그룹화하

는 것으로 학습 데이터(training data)를 사용해서 오분류

율(cost function)을 최소화하는 분류규칙을 생성하는 것

이다. 분류기법은 의사결정나무, 서포트 벡터 머신, 판별

분석, 로지스틱 회귀분석 등이 있다.

비지도학습은 입력에 대한 결과값을 모르는 경우 데이

터의 속성값을 이용해 그룹으로 나누는 군집 과정이다. 

군집은 객체 간 거리를 측정하여 생성되며, 거리가 가까

우면 유사성이 높게 나타난다. 군집 분석은 데이터를 의

미 있는 그룹이나 군집으로 나누는 방법으로 클러스터링

(clustering)이 대표적이다[3-4]. 사전에 군집 개수를 결

정하지 않고 트리 형태로 군집을 생성하는 계층적 방법과 

군집 개수를 결정한 뒤 군집을 생성하는 비계층적 방법이 

있다. 비계층적 방법으로 가장 많이 사용되는 방법은 

K-means 알고리즘이다. 자기 조직화 지도는 코호넨에 

의해서 개발되었으며, 군집 분석시 신경망 분석을 수행하

는 방법으로 인공신경망과 K-means 기법을 모두 가지고 

있다는 특징이 있다. 자기 조직화 지도는 인공신경망에서 

사용하는 역전파(back propagation) 과정이 없어서 수행 

속도가 빠르다. 따라서 기존 경험적 직교 함수 분석의 대

안으로 제시되고 있다[5-6]. 

한편, 경험적 직교 함수와 같은 방법은 지금처럼 컴퓨

터 기술이 발달하기 이전에 다차원 대용량 자료에 대해 

소량의 자료를 활용하여 효율적으로 군집을 이루어 낼 

수 있다는 장점이 있었지만 기본적으로 기법 자체가 가지

고 있는 선형적 데이터 축소 기술로 인해 정보의 손실이 

존재하고 비선형적 형태를 보이는 분석 대상에는 적합하

지 않은 단점이 존재한다[7-8]. 

SOM은 대용량의 데이터를 2차원으로 시각화 하여 자

료를 분석하기 쉽다는 장점을 가지며, 자료에서 직접적으

로 나타나지 않는 패턴을 찾을 수 있으며, 입력 자료와 

분석하려는 자료간의 상관관계를 구할 수 있다[9-10]. 또

한 자기 조직화 지도는 경험적 직교 함수와 달리 직교성

을 가지지 않고 비선형적인 특성을 가지기 때문에 복잡한 

기후 시스템을 패턴화 시켜 비선형적인 위상에 대한 공간 

패턴을 군집화 하는 것이 효과적이다[11].

SOM의 장점은 극단적인 이벤트가 자주 발생하는 노

드를 식별하여 극단적인 결과를 초래하는 물리적 동작을 

식별 할 수 있다. 예를 들어, 극한 이벤트는 SOM 공간의 

작은 부분에 군집되는 경향이 있으므로 극한 이벤트를 

생성하는 대형 규모의 기상 패턴을 찾을 수 있다. 해양 

분야에서는 Liu[12]에 의해서 해수면 높이 자료를 사용하

여 남중국해의 순환 연구가 진행되었다. 하지만 우리나라

에서는 일부 기상 분야에서 SOM을 활용한 분석을 수행 

중이며[11, 13], 해양 분야에서 적용은 미미한 실정이다. 

따라서 본 연구에서는 자기 조직화 지도 분석 기법을 사

용하여 해양 자료에 적용할 수 있는 방법을 알아보고자 

한다.

Ⅱ. 자료 및 방법

2.1 자료

해수면 높이 자료는 CMEMS(: European Copernicus 

Marine Environment Monitoring Service)에서 제공되는 

자료를 사용하였다. 해수면 자료는 CMEMS의 데이터 통
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합 ​​및 고도계 조합 시스템(DUCAS)을 통해 제공된다. 

DUCAS 시스템은 원시 자료에서 내부 보정을 거친 레벨 

2 데이터를 입력 데이터로 사용하며, 보간 및 그리드화 

시켜 다중 그리드 레벨 4 데이터를 생성한다. 고도계는 

Topex / Poseidon (1993-2002), Jason-1 (2002-2008), 

Jason-2 (2008-2016) 및 현재 Jason-3 (2016- 현재) 위성

에서 관측되고 있으며, 고도계 위성은 최대 66 °N까지 

측정 가능하다. 고위도 지역의 해수면 높이 관측을 위해 

ERS-1 (1993-1995), GFO (2000-2008), Envisat 

(2002-2012), ALtiKa (2013-2015), Cryosat-2 

(2011-2013), HY-2A (2014-2016), Sentinel-3A (2016- 

현재) 위성 자료를 함께 사용한다[14]. 해수면 아노말리 

자료는 1993년부터 2012년까지 20년 평균 자료를 사용하

여 계산한다[15]. 연구 기간은 해수면 높이 관측이 시작된 

1993년 1월부터 2018년 12월까지 총 26년이며, 월별 평균 

자료를 사용하였다. 연구 지역은 25~45°N, 117~157°E로 

동북아시아 주변의 동중국해, 북태평양 일부를 포함하는 

지역으로 설정하였다. 

해수온 자료는 미국 NOAA의 GHRSST(Group for 

High Resolution Sea Surface Temperature) 자료를 사용

하였다. GHRSST는 준 실시간으로 제공되는 고해상도의 

SST 자료이다. 자료는 가공 단계에 따라 L2 산출물, L3 

산출물, L4 산출물이 있으며, 본 연구에서는 데이터 분석 

및 보간법을 이용하여 격자 형식으로 구성되어있는 L4 

산출물을 이용하였다[16]. 해상도도 해수면 자료와 동일

한 1/4°이며, 연구 기간도 해수면 높이 자료와 동일하게 

1993년 1월부터 2018년 12월까지 총 26년 월 평균 자료를 

사용하였다.

2.2 자기 조직화 지도 분석

자기조직화 지도는 다차원의 데이터를 입력 자료로 하

여 저차원의 노드로 결과를 도출하며 입력 변수의 위치를 

그대로 보존하여 나타낸다는 특징이 있다. 노드는 입력 

자료에서 유사도가 높은 벡터이며, 참조 벡터(reference 

vector)는 각 노드를 대표한다. 인접한 노드일수록 참조 

벡터의 유사성이 크게 나타나며, 각 노드에 입력 벡터가 

배치될 때 마다 해당 노드와 이웃 노드는 일련의 조정 

과정을 거쳐 업데이트 된다. 마지막 입력 벡터가 노드에 

배치될 때 까지 이 과정이 반복된다[17]. 

자기 조직화 지도의 구조는 입력층(input layer)과 경

쟁층(competitive layer)이라는 두 개의 인공신경망 층으

로 구성된다. 입력층은 입력 변수와 동일한 노드 수가 존

재하며, 입력층의 자료는 훈련 과정을 통하여 경쟁층에 

정렬시킨다. 훈련 과정은 N개의 노드인 참조 벡터를 결정

하는 과정인데, 입력층의 자료와 참조 벡터 사이의 유클

리드 거리가 최소가 되도록 결정한다. 유클리드 거리를 

최소화하기 위하여 경쟁하게 되는데, 입력 패턴과 가장 

유사한 노드가 승자가 된다. 승자가 된 노드를 최상의 매

칭 유닛(best matching unit, BMU)라고 한다. 훈련 과정

이 끝나면 입력층의 자료는 경쟁층에 그리드화 시키는 

매핑 과정을 통해서 군집할 수 있다[11]. 

SOM의 평가 방법은 데이터 세트 토폴로지 보존과 해

상도를 기준으로 한다. 지도 그리드의 크기가 너무 작으

면 지도는 입력 데이터의 분포를 따르지 못할 수 있으며, 

그리드의 크기가 너무 크면 유사한 패턴을 구분하기 어렵

다[18-20]. 

SOM 토폴로지 특성을 평가하는 방법은 Kiviluoto 

[21]에 의해 제안되었다. 이 방법은 위상관계 오차 

(topographic error, TE)를 계산하는 방법이다. 첫 번째 

BMU와 두 번째 BMU 샘플 벡터의 비율로 식 1과 같이 

계산한다.

 
 
 



             (1)

의 첫 번째 BMU와 두 번째 BMU가 인접한 경우 

는 0이며, 인접하지 않은 경우 1이다. 따라서 값이 

작을수록 좋다. 위상관계 오차의 장점은 결과가 서로 다

른 그리드와 서로 다른 데이터의 그리드 간에 직접 비교

할 수 있다.

양자화 오차(quantization error, QE)는 입력 데이터 

세트의 해상도 척도로 평균 양자화 오차는 인접 지도 단

위로부터의 평균 거리이다. 따라서 식 2에서는 평균 정량

화 오류를 계산하였다.

 
 
 

 ∥ ∥         (2)
이 지수는 전통적인 벡터 양자화 알고리즘과 관련하여 

상당한 유사성을 보여준다[22]. 
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본 연구에서는 헬싱키 공과대학 (Helsinki University 

of Technology)에서 제작하여 제공하는 SOM Toolbox 

2.0버전(http://www.cis.hut.fi/projects/ somtoolbox/)을 

사용하였다. 입력벡터는 1993년부터 2018년 12월까지 월

별 해수면 높이 아노말리 자료이며, 참조벡터의 수는 양

자화 오차와 위상관계 오차를 고려하여 설정하였다. 

노드 수가 증가하면 양자화 오차가 줄어들지만 위상관

계 오차가 커졌고, 연구 지역에 대한 유사한 패턴이 나타

났기 때문에 연구 지역을 대표할 수 있는 2 × 3 배열을 

선정하여 총 6개의 노드를 사용하여 군집하였다.

Ⅲ. 결 과

3.1 해수면 높이 자료 분석

Hwang[23]의 연구에서는 해수면 높이 자료를 사용하

여 2 × 3 배열의 자기 조직화 지도를 적용하였다. 노드 

1과 2는 8월에서 11월까지 여름철에 나타나는 패턴이었

으며, 노드 3과 4 패턴은 계절이 변화하는 6~7월, 12월에 

주로 나타났다. 노드 5와 노드 6은 1월에서 5월까지 겨울

철에 나타나는 패턴이었다. 이 중 노드 1, 5의 경우 2000년

대, 2010년대 초반의 패턴으로 나타났으며, 노드 2, 6의 

경우 1990년대, 2000년대 후반에 나타나는 패턴이었다

[23]. 자기 조직화 지도는 군집된 결과에 다른 인자를 추

가하여 추가된 인자만 분석이 가능하다[2]. 따라서 본 논

문에서는 Hwang[23]의 연구에서 군집된 자료를 바탕으

로 해수면 온도 자료를 추가시켜 해수면 높이 변동 패턴

에 대한 해수면 온도의 변화를 알아보고자 하였다.

3.2 해수면 온도 자료 분석

해수면 높이 자료로 군집된 노드를 해수면 온도 자료

에 적용시키기 위해서 시간 지연 상관 계수를 구하였다. 

해수면 온도가 변화함에 따라 해수면 높이에 영향을 줄 

수 있는데 이 때 시간 지연이 발생하기 때문이다. 각 노드

의 해수면 높이와 해수면 온도의 시간 지연 상관 계수는 

그림 1과 같다.

그림 1. 해수면 높이와 해수면 온도의 노드별 시간 
지연 상관 계수.

Fig. 1 Time lag correlation coefficient for each node of 
sea level anomaly and sea surface temperature.

해수면 온도와 해수면 높이의 변동에는 1개월의 지연

이 발생하였으며, 이와 같은 시간 지연은 오 등[24]의 연

구 결과와 일치한다. 노드 1, 3의 경우 1개월 지연의 상관 

계수가 0.672, 0.614로 해수면 온도에 의하여 해수면 높이 

변동에 영향을 미친다고 볼 수 있다. 노드 2의 경우 시간 

지연과 상관성이 낮은 것으로 나타났는데, 노드 2의 해수

면 변동에 해수면 온도 이외의 다른 요소가 영향을 미치

는 것으로 판단되며, 이는 추후 다른 요소들과 비교 연구

가 필요하다.

해수면 높이 자료로 군집된 결과에 1개월 전 해수면 

온도 자료를 적용시킨 결과는 그림 2와 같다. 노드 1과 

2, 노드 3과 4, 노드 5와 6은 비슷한 분포를 보였다. 해수면 

온도 분포는 140~150°E 구간에서 가장 큰 변화가 나타났

다.

노드 1, 2에서 해수면 온도는 10~30℃에 분포하며, 노

드 1의 평균 해수면 온도는 23.7(±4.23)℃, 노드 2의 평균 

해수면 온도는 24.3(±4.24)℃이었다. 노드 2의 경우 평균 

해수면 온도가 0.6℃ 높게 나타났다. 노드 1과 2의 분포를 

비교해보면 35~40°N에서 해수면 온도가 큰 차이가 나타

났다. 노드 3과 4의 해수면 온도는 5~28℃에서 분포하였

으며, 노드 3의 평균 해수면 온도는 18.8(±5.62)℃, 노드 

4의 평균 해수면 온도는 18.7(±5.64)℃이었다. 노드 3과 

4의 경우 평균 해수면 온도는 0.1℃ 차이가 났기 때문에 

거의 같다고 볼 수 있다. 노드 3과 4를 비교해보면 36°N 

부근에서 노드 3의 경우에는 해류가 사행하는 듯한 패턴

이 보였으나, 노드 4는 단조로운 패턴을 보였다. 노드 5와 

6은 해수면 온도가 0~25 ℃에 분포하며, 노드 5의 평균 
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그림 2. SST 자료를 해수면 높이 SOM 군집 결과에 적용.
Fig. 2 Applying SST data to sea level SOM cluster results.

 
해수면 온도는 15.0(±6.43)℃, 노드 6의 평균 해수면 온도

는 14.8(±6.44)℃로 노드 5의 평균 해수면 온도가 0.2℃ 

높게 나타났다. 노드 5와 6의 경우에는 30~40°N에서 해수

면 온도가 크게 차이 났다.

해수면 온도는 해수면 높이에 비하여 노드별 구분되는 

큰 차이가 없는 것으로 판단되어 극단적인 값의 차이를 

알아보고자 상·하위 십분위수를 구하였다. 그림 3은 노드

별 평균 해수면 온도 및 평균 상·하위 십분위수를 나타낸

다. 붉은색 막대는 평균 해수면 온도와 표준편차이며, 푸

른색 삼각형은 상위 십분위수, 푸른색 역삼각형은 하위 

십분위수를 나타낸다. 

노드 1의 상위 십분위수 평균 해수면 온도는 28.7℃, 

노드 2의 상위 십분위수 평균 해수면 온도는 28.8℃로 평

균 해수면 온도가 0.7℃ 차이 나는 것에 비하면 상위 십분

위수 평균 해수면 온도 차이는 크지 않았다. 노드 3과 4의 

상위 십분위수 평균 해수면 온도는 26.7℃, 26.6℃, 노드 

5와 6의 상위 십분위수 평균 해수면 온도는 24.2℃, 24.1℃

로 노드별 상위 십분위수 평균 해수면 온도는 비슷한 결

과를 나타내었다. 노드 1의 하위 십분위수 평균 해수면 

온도는 9.8℃, 노드 2의 경우 10.4℃로 0.6℃ 차이났다. 노

드 3과 4의 하위 십분위수 평균 해수면 온도는 4.8℃, 5.

1℃, 노드 5와 6의 하위 십분위수 평균 해수면 온도는 0.

9℃, 0.8℃로 하위 십분위수 평균 해수면 온도는 평균과 

비슷한 분포를 보였다.

그림 3. 각 노드별 평균 해수면 온도 및 평균 상·하위 
십분위수.

Fig. 3 Mean SST data ,mean 90th percentile and 
mean 10th percentile for each node.

노드 분포에는 극단적인 값이 영향을 적게 주는 것으

로 판단되어 해수면 온도가 다양하게 분포하였던 140 ~ 

150°E의 평균 해수면 온도를 그림 4에 나타내었다. 노드 

1, 3, 5의 경우 해수면 온도는 144°E까지 상승하였다가 

146°E에서 하강하는 패턴을 보였으며, 이 구간은 해수면 

높이 자료에서 사행하는 구간과 일치함을 알 수 있었다. 

노드 2, 4, 6의 경우 해수면 온도가 약 1℃ 더 높고 완만한 

상승 곡선을 보여 해수면 온도 분포가 노드별로 다르게 

나타남을 알 수 있었다.
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그림 4. 140°E ~ 150°E의 노드별 평균 해수면 온도.
Fig. 4 Mean sea surface temperature by node from 

140°E to 150°E.

Ⅴ. 결  론

자기 조직화 지도는 군집 결과에 다른 인자를 추가하

여 분석이 가능하여 해수면 높이 자료로 군집된 결과를 

해수면 온도에 적용시켜 분석해보았다. 해수면 온도가 변

화함에 따라 해수면 높이가 변하는데 시간 지연이 있기 

때문에 시간 지연 상관계수를 구하였으며, 해수면 온도와 

해수면 높이의 차이에는 1개월 시간 지연이 있는 것으로 

나타났다. 따라서 1개월 전 해수면 온도 자료를 사용하여 

군집하였다.

해수면 온도는 노드 1과 2, 3과 4, 5와 6이 비슷한 분포

를 보였으며, 해수면 높이로 군집된 결과도 노드 별 비슷

한 분포를 보이기 때문에 군집이 잘 되었다고 판단된다. 

다만 노드 1과 2를 제외하고 평균이나 상·하위 십분위수

에서 노드별로 구분되는 뚜렷한 특성이 나타나지 않았다. 

따라서 해수면 온도가 다양하게 분포하였던 140 ~ 150°E

의 평균 해수면 온도를 비교해본 결과 노드 1, 3, 5의 경우 

해수면 높이 자료에서 뚜렷하게 구분되는 사행하는 모양

의 해수면 온도 분포를 찾을 수 있었으나, 노드 2, 4, 6의 

경우 해수면 온도 분포는 완만하게 나타났다. 

본 연구에서는 해수면 높이 자료로 군집된 결과에 해

수면 온도 자료를 적용해보았지만, 추후 바람이나 지형류 

자료를 적용시켜 비교해볼 필요가 있다고 판단된다.
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2021년 현재 부경대학교 대학원 지구환경시스템과학

부(석사과정)

※ 관심분야 : 해양 원격탐사

김보람(Bo-Ram Kim)

2021년 부경대학교 공간정보시스템공학과 재학(학  

사과정)

※ 관심분야 : 해양 원격탐사

윤홍주(Hong-Joo Yoon)

1983년 부경대학교 해양공학과

졸업(공학사)

1985년 부경대학교 대학원 해양

학과 졸업(공학석사)

1997년 프랑스 그르노블 I 대학교 대학원 위성원격

탐사전공 졸업(공학박사)

1999년∼2002년 여수대학교 해양공학과 교수

2002년∼현재 부경대학교 공간정보시스템공학 교수

2012년∼2013년 부경대학교 공간정보연구소 초대 소장

2013년 (사)한국클라우드센터럴파크 이사

2014년 한국전자통신학회 부회장

2015년 공간정보 Big Data 센터장

2015년 행정공간정보화연구소 소장

2016년 (사)한국생태공학회 회장

2019~현재 한국전자통신학회 회장

※ 관심분야 : 해양 원격탐사, GIS




