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1)1. 서  론

GPU를 범용 연산장치로 사용하는 GPGPU 기술은 GPU

에 존재하는 수천개의 연산 코어를 사용해 CPU의 성능 범위

를 넘어서는 대규모 고성능 병렬처리를 가능하게 하며, 산술
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연산, 암호화, 데이터 분석과 같이 다양한 분야에서 연산 성

능의 가속화를 위해 사용된다. 이러한 장점을 클라우드 환경

에서도 사용하기 위해 상용 클라우드 서비스에서도 사용자가 

고성능 서비스를 운용할 수 있도록 GPU가 할당된 고성능 가

상머신을 제공하고 있다[2,3]. GPU는 일반적으로 일부 클라

우드 전용 GPU[3,4]를 제외하면 클라우드 환경과 같이 다수

의 사용자가 자원을 공유하는 환경을 고려하지 않고 설계되

었다. 클라우드 전용 GPU의 경우 각 가상머신이 사용할 수 

있는 GPU 메모리가 하드웨어적으로 분할되어 있으며, 각각
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ABSTRACT

RPC (Remote Procedure Call)-based Graphics Processing Unit (GPU) virtualization technology is one of the technologies for sharing 

GPUs with multiple user virtual machines. However, in a cloud environment, unlike CPU or memory, general GPUs do not provide a 

resource isolation technology that can limit the resource usage of virtual machines. In particular, in an RPC-based virtualization 

environment, since GPU tasks executed in each virtual machine are performed in the form of multi-process, the lack of resource isolation 

technology causes performance degradation due to resource competition. In addition, the GPU memory competition accelerates the 

performance degradation as the resource demand of the virtual machines increases, and the fairness decreases because it cannot guarantee 

equal performance between virtual machines. This paper, in the RPC-based GPU virtualization environment, analyzes the performance 

degradation problem caused by resource contention when the GPU memory requirement of virtual machines exceeds the available GPU 

memory capacity and proposes a GPU memory management technique to solve this problem. Also, experiments show that the GPU memory 

management technique proposed in this paper can improve the performance of GPGPU tasks.
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요     약

RPC(Remote Procedure Call) 기반 GPU(Graphics Processing Unit) 가상화 기술은 다수의 사용자 가상머신에게 GPU를 공유하기 위한 기술 

중 하나이다. 하지만 클라우드 환경에서 일반적인 GPU는 CPU나 메모리와는 다르게 가상머신의 자원 사용량을 제한할 수 있는 자원 격리(Isolation) 

기술을 제공하지 않는다. 특히 RPC 기반 가상화 환경에서는 각 가상머신에서 실행되는 GPU 작업은 멀티 프로세스 형태로 수행되기 때문에 자원 

격리 기술의 부재는 자원 경쟁으로 인한 성능 저하 문제를 발생시킨다. 그리고 GPU 메모리 경쟁은 가상머신들의 자원 요구량이 많을수록 성능 

저하를 가속화하고 가상머신 사이의 균등한 성능을 보장하지 못하기 때문에 공평성이 저하되는 문제를 발생시킨다. 본 논문에서는 RPC 기반 GPU 

가상화 환경에서 사용자 가상머신들의 GPU 메모리 요구량이 가용 GPU 메모리 용량을 초과했을 때 발생하는 자원 경쟁으로 인한 성능 저하 문제 

분석하고 이를 해결하기 위한 GPU 메모리 관리 기법을 제안한다. 또한, 실험을 통해 본 논문에서 제안한 GPU 메모리 관리 기법이 GPGPU 작업의 

성능을 향상시킬 수 있다는 것을 보여준다.
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의 가상머신들은 GPU 메모리 요구량에 따라 GPU 메모리를 

동적으로 할당 받을 수는 없지만 균등하게 할당된 GPU 메모

리 영역을 독립적으로 사용하고 GPU 전용 하이퍼바이저가 

존재하기 때문에 가상머신 사이의 GPU 메모리 경쟁이 발생

하지 않는다. 일반적인 GPU의 경우 다중 GPGPU 작업이 실

행될 때 각 GPGPU 작업들은 독립적으로 사용할 수 있는 

GPU 메모리 영역의 제한 없이 모든 가상머신이 GPU 메모

리를 공유하기 때문에 가용 GPU 메모리를 사용하기 위한 경

쟁이 발생하며, 이로 인해 GPU 메모리를 균등하게 사용하는

데 제한적이다.

또한, GPGPU 프로그래밍 모델[5,6]에서는 작업에 사용될 

데이터를 GPU 메모리에 직접 작성할 수 없기 때문에 메인 

메모리에 데이터를 입력한 후 GPU 메모리로 복사하는 방식

을 사용한다. 이러한 특징으로 인해 GPU 메모리가 초과 사

용되는 환경에서 동시에 실행되는 다수의 GPGPU 작업은 메

인 메모리와 GPU 메모리 사이의 데이터 교환이 가용 GPU 

메모리가 확보될 때까지 지속적으로 발생하며, 이는 GPGPU 

작업을 실행하는 가상머신들이 증가할수록 GPU 메모리가 

부족해지면 스래싱(thrashing) 문제와 데이터 교환으로 인해 

동시에 실행되는 GPGPU 작업의 성능이 저하된다.

GPGPU 작업의 경우 작업에 사용할 데이터가 전용 메모

리, 즉, GPU 메모리에 존재해야 한다. GPGPU 작업에서 

GPU는 CPU의 보조 처리기(Coprocessor)로써 작업 전체에

서 GPU 연산 부분만을 수행하며 작업의 전반적인 부분은 모

두 CPU에서 처리된다. 하지만 CPU가 GPU 메모리에 직접 

접근할 수 없기 때문에 GPU 메모리에서 데이터를 직접 읽어

오거나 수정할 수 없다. 이러한 특징으로 인해 GPGPU 작업

에서는 연산에 사용될 데이터 입력과 연산 결과를 출력하기 

위해 GPU 연산 전, 후로 메인 메모리와 GPU 메모리 사이의 

데이터 입출력 작업이 발생한다. GPU 연산을 실행할 때 연

산에 사용할 데이터가 GPU 메모리에 적재된 후에 GPU 연

산을 시작할 수 있기 때문에 GPU 메모리의 할당 순서는 다

중 GPGPU 작업 환경에서 각 GPGPU 작업의 성능에 직접적

으로 영향을 미친다. 단일 사용자가 GPU를 전부 사용하는 

환경에서는 다중 GPGPU 작업을 동시에 호스팅 해도 프로그

래머가 각 GPGPU 작업의 GPU 메모리 사용량을 소스코드 

수준에서 조절할 수 있지만, 다중 사용자가 단일 GPU를 공

유하는 클라우드 환경에서 GPGPU 프로그램을 개발하는 프

로그래머는 다른 가상머신 사용자들의 GPU 메모리 사용량

을 고려할 수 없으며, 가상머신 사용자는 자신이 호스팅 하는 

GPGPU 작업만을 중요시하기 때문에 클라우드 제공자 측면

에서 가상머신 사용자들 사이에서 GPU 메모리 경쟁을 최소

화하고 GPU 메모리를 균등하게 사용할 수 있도록 GPU 자

원을 관리해야 한다.

클라우드 제공자는 물리 자원을 논리적으로 분할하여 가상

머신 사용자가 독립적으로 사용할 수 있도록 컴퓨팅 자원을 

제공해 주지만 GPU 메모리의 경우 메인 메모리와 비교했을 

때 상대적으로 가용 용량이 매우 적다. 평균적으로 메인 메모

리는 단일 서버에 1TB 이상 설치할 수 있지만 GPU의 경우 

일반적인 단일 서버에 최대 4~16개 정도를 설치할 수 있다. 

고성능 GPU의 경우 일반적으로 32GB 정도의 전용 메모리

[7]가 내장되어 있으며 각 GPU에 내장된 전용 메모리는 교

체할 수 없기때문에 GPU 자체를 교체하지 않는 이상 메인 

메모리처럼 용량을 확장할 수 없다. 이러한 자원의 제약으로 

인해 다수의 가상머신이 GPU를 공유하는 환경에서는 GPU 

메모리는 자원 기아 현상에 빠르게 도달할 가능성이 있으며, 

다수의 가상머신이 요구하는 GPU 메모리의 총량이 가용 

GPU 메모리 용량을 초과하는 경우 메모리 경쟁이 심화되는 

문제를 발생시킨다. GPU 메모리 부족 현상을 해결하기 위한 

가장 간단한 방법은 고성능 GPU를 최대한 많이 설치하는 것

이다. 하지만 GPU 메모리의 경우 일반적으로 GPU 연산을 

수행할 때만 사용되며 메인 메모리와 같이 OS, 백그라운드 

서비스와 같이 메모리를 상시 점유하는 경우가 매우 적기 때

문에 메인 메모리와 비교하면 상대적으로 유휴 상태일 확률

이 더 높다. 이러한 특징을 종합해 볼 때 GPU 메모리 부족 

현상을 방지하기 위해 단순하게 고성능 GPU를 많이 사용하

는 것은 비용 및 자원 낭비로 이어질 수 있다.

본 논문에서는 RPC 기반 GPU 가상화 환경에서 GPU 메

모리의 초과 예약을 지원하기 위한 데이터 사용 시점 기반 

GPU 메모리 할당 기법을 제안한다. 제안하는 기법에서는 

GPU 메모리의 초과 예약으로 인한 메인 메모리와 GPU 메

모리 사이의 데이터 교환과 스래싱으로 인한 오버헤드를 최

소화하고 GPU 메모리 부족으로 인한 가상머신 사이의 자원 

경쟁을 완화하기 위해 각 가상머신에서 실행하는 GPGPU 작

업이 GPU 메모리를 균등하게 사용할 수 있도록 관리한다. 

또한, 기존 GPGPU 작업의 흐름처럼 GPGPU 작업에 사용할 

메모리 영역을 작업 시작 시 미리 할당하는 방식이 아니라 가

용 GPU 메모리 용량을 고려해 GPGPU 작업의 데이터 사용 

시점에 따라 데이터 일부를 GPU 메모리에 적재하는 분할 처

리 방식을 사용한다. 이를 통해 각 가상머신의 GPU 메모리 

사용량을 조절하고 GPU 메모리 초과 예약 상태를 최소화해

서 스래싱 문제를 해결하고 GPU 메모리 경쟁을 완화한다. 

본 논문의 주요 기여는 다음과 같다.

∙ 본 논문에서 제안하는 GPU 메모리 할당 기법은 RPC 기

반 GPU 가상화 환경에서 가상머신 사이의 GPU 메모리 

경쟁을 최소화하고 각 가상머신이 GPU 메모리를 균등하

게 사용할 수 있는 GPU 메모리 관리 기법을 제안한다.

∙ 가상머신의 GPU 데이터 사용 시점을 기반으로 사용하지 

않는 GPU 메모리 영역을 회수하여 가용 GPU 메모리를 

확보하고 불필요한 데이터로 인한 GPU 메모리 낭비를 최

소화한다.

∙ 다수의 가상머신이 요구하는 GPU 메모리 총량이 가용 

GPU 메모리 용량을 초과한 경우 GPGPU 작업에 사용

할 전체 데이터의 부분 할당을 통해 GPU 메모리에 

GPGPU 작업에서 요구하는 데이터의 부재로 인한 스래

싱 오버헤드를 최소화한다.
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∙ 본 논문의 GPU 메모리 할당 기법은 오픈소스 기반 가

상화 플랫폼인 Xen[8]을 사용해 가상화 환경을 구성하

였으며, 실험을 통해 기존 환경과 비교했을 때 동일한 

작업의 실행 시간이 최대 68% 감소하며, 제안하는 기법

으로 인한 오버헤드가 매우 적다는 것을 증명한다.

본 논문의 2장에서는 본 논문에서 제안하는 기술을 설명하

기 위한 배경 기술들을 설명한다. 3장에서는 실험을 통해 다

중 GPGPU 작업을 동시에 실행할 때 GPU 메모리 경쟁으로 

인한 성능 저하 문제를 증명하고 제안하는 기법의 주요 목적

에 대한 동기부여를 설명한다. 4장에서는 본 논문에서 제안

하는 GPU 메모리 관리 기법에 대해 자세히 설명하고 5장에

서는 RPC 기반 GPU 가상화 환경에서 본 논문에서 제안한 

기법의 효율성과 기존 환경과 비교한 성능을 평가한다. 6장

에서는 관련 연구에 대해 설명하고 마지막 7장에서는 본 논

문의 결론과 추후 연구를 설명한다.

2. 배경 기술

2.1 GPGPU 프로그래밍 모델

GPGPU 프로그래밍 모델은 GPU를 범용 연산장치로 사용

하기 위한 기술이다. GPGPU 프로그래밍 모델에서 GPU는 

CPU의 보조 연산장치로 사용되며, CPU를 배제하고 단독적

으로 프로그램 코드를 시작하거나 작업을 수행할 수 없다. 

GPU는 단순한 보조 연산장치이기 때문에 모든 명령어는 

CPU로부터 시작하고 CPU의 요청에 따라 프로그램의 GPU 

연산 부분만 GPU에서 처리된다.

GPGPU 작업 환경은 이기종 컴퓨팅(Heterogeneous 

Computing) 환경으로써 CPU와 GPU 모두를 연산장치로 

사용한다. GPU는 CPU의 보조 프로세서(Co-Processor)로

써 프로그램의 병렬처리 부분을 처리한다. GPGPU 프로그램에

서 GPU 연산 부분은 일반적으로 커널 함수라고 부르며, CPU

를 통해 프로그램의 전반적인 작업을 수행한 후 프로그램 내부

에서 커널 함수가 호출되면 GPU에서 연산을 수행한다. 

GPGPU 작업과 일반적인 CPU 작업의 가장 큰 차이점은 

작업에 사용될 데이터 관리에 있다. 일반적으로 CPU에서 사

용할 데이터는 메인 메모리에서 관리 되지만 GPU의 경우 

GPU 연산에 사용될 데이터를 적재하기 위한 GPU 메모리가 

별도로 존재한다. 하지만 GPU 메모리는 메인 메모리와 다르

게 데이터를 직접 입력할 수 없으며, CPU가 GPU 메모리에 

직접 접근할 수 없다. 이로 인해 GPU 연산에 사용될 데이터

를 GPU 메모리에 업로드하기 위해서는 메인 메모리에 데이터

를 업로드한 후에 GPU 메모리로 복사하는 방식을 사용하며, 

GPU 작업 결과를 읽어오기 위해서는 GPU 메모리에서 메인 메

모리로 작업 결과를 복사해야 작업 결과 데이터에 접근할 수 있

다. Fig. 1은 GPGPU 프로그래밍 모델에서 GPGPU 작업의 흐

름도를 보여준다.

Fig. 1에서 보여주는 것과 같이 GPGPU 프로그래밍 모델

에서는 연산장치에 따라 Host와 Device 영역으로 분류된다. 

또한, 앞서 설명한 것과 같이 GPU 메모리에 적재되어있는 

데이터에 직접 접근할 수 없어서 GPU 연산을 수행하기 전과 

후에 메인 메모리와 GPU 메모리 사이의 데이터 전송 작업이 

필수적으로 발생하며, 메인 메모리에서 GPU 메모리로 데이

터 전송이 완료되어야 GPU 연산을 수행할 수 있고 GPU 메

모리에서 메인 메모리로 GPU 작업 결과 복사를 완료해야 

GPU 작업의 결과를 확인할 수 있다. 이러한 특성으로 인해 

GPU 메모리에 데이터가 전송되는 성능과 GPU 메모리에서 

메인 메모리로 작업 결과의 전송 성능은 GPGPU 작업의 성

능에 많은 영향을 미치며, 실제 많은 수의 GPGPU 애플리케

이션은 전체 수행 시간에서 GPU 연산 시간보다 메인 메모리

와 GPU 메모리 사이의 데이터 전송 시간이 더 많은 비중을 

차지한다.

2.2 GPU 메모리의 데이터 관리

앞서 설명한 것과 같이 GPGPU 작업을 수행할 때 GPU 

연산에 사용될 데이터는 GPU 메모리에 존재해야 한다. 메인 

메모리의 경우 자주 사용되지 않는 페이지를 하드디스크에 

덤프 파일 형태로 저장하여 가용 메모리 용량을 확보하여 메

인 메모리의 초과 사용을 관리하기 위해 가상 메모리 기능을 

제공한다. GPU 메모리의 경우 메인 메모리와 비슷하게 가상 

GPU 메모리 영역을 제공하는데 GPU 메모리의 경우 가상 

GPU 메모리 영역을 위해 메인 메모리를 사용한다. GPU 메

모리는 데이터를 적재하기 위해 전용 영역과 공유 영역 두 가

지 영역을 관리한다. 전용 영역은 GPU 메모리를 말하며, 공

유 영역은 메인 메모리의 일정 부분을 데이터 저장에 사용할 

수 있도록 할당된 영역을 말한다.

하지만 공유 영역으로 설정된 메모리 영역은 메인 메모리

에 존재하기 때문에 공유 영역에 존재하는 데이터를 GPU가 

직접 접근할 수 없으며, GPU 연산이 실행될 때 GPU 연산

에 필요한 데이터는 공유 영역에서 전용 영역으로 옮겨와야 

Fig. 1. GPGPU Programming Model
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한다. 가용 GPU 메모리가 존재하는 경우 공유 영역의 데이

터는 전용 영역으로 이동하기만 하면 된다. 하지만 GPU 메

모리가 초과 사용되면, 가용 GPU 메모리가 부족해져서 전용 

영역과 공유 영역 사이에서 데이터를 교환해야 한다. 단일 

GPGPU 작업이 실행되는 일반적인 GPU 연산 환경에서는 

GPGPU 작업 하나가 GPU를 독점할 수 있으며, 자원 경쟁

자가 존재하지 않기 때문에 충분한 가용 자원을 확보할 확률

이 높다. 하지만 단일 GPU를 다수의 가상머신이 공유하는 

클라우드 환경에서는 각각의 가상머신을 사용하는 가상머신 

사용자들이 GPU를 함께 공유하는 다른 가상머신들의 

GPGPU 작업에 대한 정보를 얻을 수 없을뿐더러 다른 가상

머신의 자원 사용을 위해 자신의 자원 사용 기회를 양보하는 

상황도 발생할 수도 없기 때문에 클라우드 관리자는 가상화 

계층 수준에서 각 가상머신의 GPU 메모리 사용량을 균등하

게 제한하고 다수의 가상머신이 GPU 메모리의 전용공간과 

공유 공간 사이의 데이터 교환을 감소시키고 GPU 메모리를 

균등하게 사용할 수 있도록 클라우드 관리자 측면에서 관리

해야 한다.

2.3 RPC 기반 GPU 가상화 환경

본 논문에서는 앞서 설명한 것과 같이 RPC 기반 GPU 가

상화 환경에서 GPU 메모리의 관리 기법을 제안한다. RPC 

기반 GPU 가상화 기법은 단일 GPU를 다수의 가상머신 사

이에서 공유할 수 있도록 지원하는 기술이며, API 포워딩

(API Forwarding) 방식이라고도 불린다. RPC 기반 GPU 

가상화 환경에서 각각의 사용자 가상머신은 GPU를 직접 할

당받지 않으며, 수정된 GPU 프로그래밍 API를 사용한다. 사

용자 가상머신이 GPU 작업을 수행하면 원래의 GPU 프로그

래밍 API 대신 수정된 GPU 프로그래밍 API가 GPU의 실제 

소유자에게 RPC 통신을 통해 API의 정보, 데이터들을 전달

한 후 작업이 완료되면 해당 사용자 가상머신에게 작업 결과

를 반환하며, 일반적으로 GPU는 별도의 가상머신이나 호스

트 머신이 직접 할당받고 사용자 가상머신과 GPU 소유자는 

내부 통신을 통해 GPU 작업 정보를 교환한다.

Fig. 2는 본 논문의 RPC 기반 GPU 가상화 환경의 전체 

구조도이다. 각 사용자 가상머신에는 수정된 GPU 프로그래

밍 API가 사용되며, 수정된 GPU 프로그래밍 API는 GPU를 

소유한 가상머신 에게 API 정보와 데이터를 전송할 수 있도록 

RPC 통신 기능이 내장되어 있다. Fig. 2에서 보여주는 것과 

같이 본 논문에서 사용한 RPC 기반 GPU 가상화 환경에서는 

별도의 가상머신이(이후 GPGPUvm으로 칭함) 직접 통과 방

식(Direct Pass-Through)[9]으로 GPU를 직접 할당받으며 

사용자 가상머신이 실행하는 GPU 작업의 API를 전달받아 대

신 처리해주는 구조를 갖는다. 본 논문의 환경에서 가상머신

들은 GPGPU 프로그래밍 API로 많이 사용되는 OpenCL 기

반의 GPGPU 작업을 실행하며, 사용자 가상머신의 GPU 작

업을 지원하기 위해 OpenCL의 API를 수정하였다.

3. RPC 기반 GPU 가상화 환경에서 GPU 메모리 

초과 사용으로 인한 GPGPU 작업의 성능 저하

RPC 기반 GPU 가상화 환경은 앞서 설명한 것과 같이 

GPU를 실제 할당받고 직접 접근할 수 있는 GPGPUvm이라

고 불리는 별도의 가상머신이 존재한다. 사용자 가상머신들

이 OpenCL을 사용한 GPGPU 작업을 실행하면 수정된 

OpenCL API는 RPC 통신을 통해 GPGPUvm에게 전달된 

후 GPGPUvm은 전달받은 API와 작업에 사용될 데이터를 

사용해 사용자 가상머신의 GPGPU 작업을 대신 처리한 후 

작업 결과를 반환한다. 사용자 가상머신들의 GPGPU 작업이 

실행되고 GPGPU vm에게 전달되면 GPGPUvm은 멀티 프

로세스 환경에서 각각의 사용자 가상머신이 요청한 GPGPU 

작업을 실행한다.

이번 장에서는 RPC 기반 GPU 가상화 환경에서 GPU 메

모리의 초과 사용 상황을 발생시키기 위해 최대 8개의 가상

머신에서 행렬 곱셈 작업을 동시에 실행하여 성능을 측정한

다. 또한, 가용 GPU 메모리가 충분한 경우에 가상머신의 

GPGPU 작업의 성능을 측정하여 GPU 메모리 초과 사용으

로 인한 성능 저하 문제를 분석한다. 실험을 위한 GPGPU 작

업과 사용되는 가상머신의 개수는 Table 1과 같다.

Fig. 2. RPC-based GPU Virtualization Technique 

GPU 
memory 
status

Matrix size
Number of
used VMs

Single 
execution 

performance

GPU memory 
sufficient

9K × 9K 8 VMs 0.624

10K × 10K 8 VMs 0.702

Out of GPU 
memory

11K × 11K 8 VMs 0.858

12K × 12K 7 and 8 VMs 0.936

13K × 13K 6, 7 and 8 VMs 1.045

14K × 14K 5, 6, 7, and 8 VMs 1.155

Table 1. Experiment Scenario
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이번 장의 실험에서는 GPU 메모리가 부족한 경우와 충분

한 경우로 나누어 성능을 측정한다. 본 논문에서 사용한 RPC 

기반 GPU 가상화 환경은 GPGPU 작업을 실행할 때 사용자 

가상머신과 GPGPUvm 사이에 데이터 전송 작업이 발생한

다. 본 논문의 실험에서는 가상머신 사이의 GPU 메모리 경

쟁을 최대화하기 위해서 데이터 전송 작업이 완료된 후 

GPGPU 작업을 동시에 실행시킨다. 실험 결과는 Fig. 3에서 

보여준다. 실험 결과에서는 사용자 가상머신과 GPGPUvm 

사이의 데이터 전송 작업을 제외한 GPGPU 연산 부분의 성

능만을 보여준다.

Fig. 3(a)와 (b)는 각각 GPU 메모리가 충분한 상황과 초과 

사용되는 상황에서 가상머신들의 GPGPU 작업 성능을 보여

준다. Fig. 3(b)의 x축은 위에서부터 가상머신의 개수, 행렬 

크기를 보여준다. Fig. 3(a)와 같이 GPU 메모리가 충분한 경

우에는 가상머신이 증가하거나 GPGPU 작업 규모가 커져도 

급격한 성능 저하는 발생하지 않는다. GPGPU 작업과 동시 

실행 중인 가상머신의 개수가 많아지면 자원 사용량이 증가

하기 때문에 어느 정도의 성능 저하는 당연한 결과이다. 하지

만 Fig. 3(b)에서 보여주는 것과 같이 GPU 메모리가 초과 사

용되는 상황에서는 GPGPU 작업의 규모가 커지고, 실행되는 

가상머신이 증가할수록 급격한 성능 저하를 보여준다. 성능 

저하가 심할 때는 각 가상머신의 GPGPU 작업을 동시에 실

행시키지 않고 하나씩 순차적으로 처리할 때보다 성능이 더 

좋지 않다.

Fig. 4는 Fig. 3(b)의 실험에서 GPU 메모리를 가장 많이 

사용하는 14K × 14K 행렬 곱셈의 성능 자세히 보여준다. 

Fig. 4에서는 가상머신이 증가함에 따라 GPU 메모리로 데이

터 입력, 커널 함수 실행, 결과값 출력 작업 각각의 성능이 어

떻게 변하는지 평균 성능을 보여준다. GPU 메모리가 초과 

사용되면 GPU 메모리 경쟁상태가 심해지고 GPU 메모리에 

데이터를 업로드하거나 결과값을 메인 메모리로 복사할 때도 

데이터 입출력 작업에 대한 경쟁이 발생한다. 또한 앞서 설명

한 것과 같이 GPGPU 작업을 실행하는 스레드들의 처리 상

태에 따라 데이터를 GPU 메모리에 업로드해야하기 때문에 

GPU 메모리의 전용 영역과 메인 메모리에 존재하는 공유 영

역 사이의 데이터 교환이 증가한다. 이러한 문제는 GPGPU 

작업을 실행할 때 스레드에서 GPU 메모리에 적재되어있는 

데이터를 읽어올 때 지연을 발생시키며 가상머신과 GPGPU 

작업의 데이터의 규모가 증가할수록 성능 저하는 심해진다.

본 논문에서는 앞서 수행한 실험의 결과에서 보여주는 

GPGPU 메모리가 초과 사용되는 상황에서 GPGPU 작업의 

성능 저하를 방지하기 위한 GPU 메모리 관리 기법을 제안한

다. 본 논문에서 제안한 기법은 가용 GPU 메모리 용량과 현

재 실행 중인 가상머신의 개수를 고려하여 각 가상머신이 사

용할 수 있는 GPU 메모리 용량을 설정한다. 또한, GPGPU 

작업에 사용되는 데이터를 GPGPU 작업을 실행하는 스레드 

(a) GPGPU Task Performance when GPU Memory is Sufficient

(b) Performance when GPU Memory is Overused

Fig. 3. Performance Degradation of GPGPU Task Owing to 

Increase in GPU Memory usage and Task Size

Fig. 4. Detailed Performance of 14K × 14K Matrix Multiplication

as the Number of Virtual Machines Increases
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단위로 분할하고 분할된 데이터들을 사용 가능한 GPU 메모

리 용량에 맞춰 그룹화한 후 데이터 그룹을 GPU 메모리에 

순차적으로 업로드하는 방식을 사용한다. 본 논문에서는 이

를 통해 메인 메모리 사이의 데이터 교환과 GPU 메모리 경

쟁을 최소화하여 각 가상머신에서 실행되는 GPGPU 작업의 

성능을 향상시킨다.

4. RPC 기반 GPU 가상화 환경에서 GPGPU 작업성

능을 향상하기 위한 GPU 메모리 관리 기법

이전 장에서 수행한 실험을 통해 GPU 메모리가 초과 사용

되면 동시에 실행되는 GPGPU 작업의 성능이 급격하게 저하

되는 것을 확인했다. 본 논문에서 제안하는 GPU 메모리 관

리 기법의 주요 목적은 가상머신 사이의 GPU 메모리 경쟁을 

최소화하여 가상머신이 실행하는 GPGPU 작업의 성능을 향

상하는 것이다.

본 논문에서 GPU 메모리의 경쟁을 최소화하기 위해 

GPGPU 작업을 수행하는 가상머신의 개수와 가용 GPU 메

모리의 용량을 고려한다. 이전 장에서 수행한 실험 결과에서 

다수의 가상머신에서 동시에 실행하는 GPGPU 작업들의 데

이터를 동시에 GPU 메모리에 업로드하면 GPU 메모리 경쟁

으로 인해 GPGPU 작업의 성능이 크게 저하되는 것을 확인

할 수 있었다. 본 논문에서는 GPU 메모리의 경쟁을 최소화

하기 위해 가상머신의 개수와 가용 GPU 메모리를 고려하여 

GPGPU 작업에 사용될 데이터를 분할 업로드 하여 다수의 

가상머신이 GPU 메모리를 균등하게 사용할 수 있도록 지원

하는 GPU 메모리 관리 기법을 제안한다.

앞서 설명한 것과 같이 본 논문에서 제안하는 GPU 메모리 

관리 기법은 RPC 기반 GPU 가상화 환경에서 GPU 메모리

의 경쟁을 최소화하기 위해 가상머신에서 실행하는 GPGPU 

작업에 사용될 데이터를 분할하고 순차적으로 GPU 메모리

에 업로드한다. 이를 통해 GPU 메모리가 초과 사용되는 것

을 방지하고 각 가상머신이 사용할 수 있는 GPU 메모리의 

용량을 제한하여 각 가상머신이 GPU 메모리를 균등하게 사

용할 수 있도록 지원한다. 본 논문에서 제안하는 GPU 메모

리 관리 기법은 Fig. 5와 같다.

본 논문에서 제안하는 GPU 메모리 관리 기법은 크게 2가

지 요소로 구성된다: 1) GPU 데이터 분할 및 2) GPU 메모리 

할당 및 해제. 각 서브 시스템에 대한 자세한 설명은 다음과 

같다.

4.1 GPU 데이터 분할 기법

GPU 데이터 분할 기법은 본 논문에서 제안하는 GPU 메

모리 할당 기법에서 가장 중요한 역할을 한다. GPU 데이터 

분할 기법의 주요 역할은 GPGPU 작업에 사용될 데이터 객

체를 분할하고 분할된 각 데이터 객체들을 관리하는 것이다. 

앞서 설명한 것과 같이 본 논문에서 제안하는 GPU 메모리 

할당 기법에서는 다수의 가상머신이 GPU 메모리를 균등하

게 사용할 수 있도록 각 가상머신이 사용할 수 있는 GPU 메

모리 용량을 제한한다. 또한, 전용 메모리 영역과 예약 영역 

사이의 데이터 교환으로 인한 오버헤드를 최소화하기 위해 

가용 GPU 메모리 용량에 적합한 크기의 데이터 객체만을 업

로드하도록 데이터 객체를 관리한다. GPGPU 작업에 사용될 

데이터 객체를 분할 처리하게 되면 GPU 메모리에 데이터 객

체의 일부분만 업로드되기 때문에 커널 함수를 실행하는 스

레드들도 분할 처리해야 한다. 

데이터 객체의 일부분만 GPU 메모리에 적재된 상태에서 

커널 함수를 실행하기 위한 모든 스레드가 한 번에 호출되면 

스레드 일부를 제외하고 나머지 스레드들은 잘못된 데이터 

객체를 참조하거나 존재하지 않는 데이터 객체의 인덱스에 

접근하는 문제를 발생시킬 수 있다. 또한 앞서 설명한 것과 

같이 GPGPU 작업에 사용될 데이터는 GPU 메모리에 준비

되어 있어야 한다. GPU 연산을 수행하는 스레드가 작업을 

시작하면 인위적으로 문맥 교환을 발생시키는 것이 불가능 

하기 때문에 GPGPU 작업이 정상적으로 완료되기 위해서는 

스레드가 작업에 사용할 데이터는 온전하게 GPU 메모리에 

존재해야 한다. 본 논문에서 제안한 기법에서는 이러한 특징

을 기반으로 GPGPU 작업의 스레드가 정상적으로 작동하도

록 지원하면서 데이터 객체를 가장 효율적으로 분할하기 위해 

데이터 객체들을 스레드 단위로 분할하는 방법을 사용한다.

데이터의 객체를 분할하기 위해서는 우선 데이터 객체의 유

형을 분류해야 한다. 이전 장에서 설명한 것과 같이 GPGPU 

작업은 GPU 메모리에 데이터를 직접 작성할 수 없고 GPU 

메모리에 저장된 데이터를 직접 읽어올 수 없기 때문에 메인 

메모리를 통해 데이터를 입력하거나 출력하는 작업을 수행한

다. GPU 메모리에 존재하는 데이터 객체는 입력 데이터 객

체와 출력 데이터 객체로 크게 2가지로 분류할 수 있다. 입력 

Fig. 5. Overall Structure of the System
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데이터 객체는 GPU 메모리가 할당된 후 메인 메모리에 작성

해 놓은 데이터 객체를 복사하기 때문에 유효한 데이터가 존

재하며, GPU는 입력 데이터 객체를 사용해 GPU 연산을 수

행한다. 출력 데이터 객체는 GPU 연산의 결과를 저장하기 

위한 데이터 객체이기 때문에 별다른 데이터를 입력하지 않

고 GPU 메모리에 작업 결과값을 저장할 영역만 할당해 놓는

다. 일반적으로 스레드들이 데이터를 읽어오기만 하는 입력 

데이터 객체와 GPU 연산 결과를 저장하는 출력 데이터 객체

는 스레드가 데이터 객체에 접근하는 방법과 목적이 다르기 

때문에 데이터 객체를 스레드 단위로 적절하게 분할하기 위

해서는 입력 및 출력 데이터 객체를 서로 다른 방식으로 분할

해야 한다.

GPGPU 작업은 수천개의 스레드를 통해 대규모 병렬처리

를 수행하며, 각각의 스레드는 서로 다른 입력 데이터 객체의 

원소 그룹을 사용하여 같은 커널 코드를 실행한다. 일반적으

로 GPGPU 작업은 작업 처리 중에 발생하는 스레드 사이의 

간섭과 스레드의 대기 시간을 방지하기 위해 각각의 스레드

들의 상호 종속성이 발생하지 않도록 설계된다. 즉, 스레드 B

가 스레드 A의 작업 결과를 사용해야 하거나 스레드 A와 B가 

데이터 객체의 같은 원소를 수정할 수 없도록 설계된다. 따라

서 각각의 스레드들은 서로 작업 처리시 연관성이 없고 상호 

데이터 작성 순서로 인한 충돌이 발생하지 않는다. 예를 들어 

앞서 수행한 실험에서 사용했던 행렬 곱셈의 경우 행렬 A, B

의 곱셈 결과를 행렬 C에 저장한다. 행렬 A와 B의 경우 단순 

읽기 작업이기 때문에 다수의 스레드가 동시에 접근해도 상

관없지만, 행렬 C에는 각각의 스레드가 행렬 곱셈의 결과를 

저장해야 하기 때문에 여러 스레드가 데이터 객체의 동일한 

인덱스에 접근하면 충돌이 발생한다. 이러한 특징으로 인해 

입력 데이터 객체는 여러개의 스레드가 동시에 데이터 객체

의 동일한 원소에 접근해도 문제가 발생하지 않지만 출력 데

이터 객체의 경우 복수개의 스레드가 동시에 동일한 데이터 

객체의 원소에 접근하면 데이터 저장 작업의 충돌이 발생하

기 때문에 일반적으로 스레드 1개에 1개의 원소를 독립적으

로 사용하도록 구현된다.

앞서 설명한 것처럼 입력 데이터와 출력 데이터의 접근 방

식으로 인해 GPGPU 작업에서 사용되는 데이터 객체를 분할

하기 위해서는 가상머신의 요청으로 생성된 데이터 객체가 

입력 데이터인지 출력 데이터인지 분류하고 해당 커널 함수

에서 사용되는 데이터 객체인지 식별해야 한다. 본 논문에서

는 데이터 객체의 분류를 위해 RPC를 통해 전달받은 API와 

커널 코드에 대한 간단한 분석 작업을 수행한다. 

커널 코드 분석 작업에서 가장 먼저 수행해야 할 작업은 

GPU 연산에 사용되는 입력 데이터와 연산 결과를 저장하는 

출력 데이터에 대한 데이터 객체를 분류하는 것이다. 본 논문

에서 제안하는 기법에서는 RPC를 통해 전달받은 커널 함수

의 매개변수를 통해 데이터 객체의 이름을 찾아내고 

clEnqueueWriteBuffer() 함수와 같이 메인 메모리에서 GPU 

메모리로 데이터를 복사하는 작업의 매개변수를 확인한다. 

그리고 앞서 찾은 데이터 객체들의 이름과 비교한 후 커널 함

수에서 사용할 입력 데이터 객체를 분류한 후 나머지 데이터 

객체들은 출력 데이터 객체로 분류한다. API의 매개변수 순

서는 고정적이기 때문에 RPC 통신을 통해 전달받은 API의 

이름과 매개변수의 정보를 통해 데이터 객체의 이름은 쉽게 

찾을 수 있다. 또한 메인 메모리에서 데이터 복사가 발생하지 

않은 객체는 출력 데이터 객체로 분류할 수 있다.

사용자 가상머신에서 요청한 데이터 객체의 분류가 끝나면 

데이터 객체를 분할하기에 앞서 입력/출력 데이터 객체의 분할 

규모를 정해야 한다. GPGPU 작업이 잘못된 데이터 객체의 원

소에 접근하는 것을 방지하면서 데이터 객체를 분할하기 위한 

가장 좋은 방법은 GPU 메모리에 업로드할 데이터 객체를 스레

드 단위로 분할하는 것이다. 데이터 객체의 분할 규모를 결정

하기 위해서는 커널 함수를 실행하기 위해 생성되는 스레드의 

전체 개수를 알아야 한다. 본 논문의 기법에서는 커널 함수의 

스레드의 개수를 확인하기 위해 OpenCL에서 전역 스레드의 

개수를 매개변수로 사용하는 clEnqueueNDRangeKernel()와 

같은 커널 함수의 API 매개변수를 검사한다. 커널 함수를 실

행하기 위한 스레드의 개수가 커널 함수가 사용할 데이터 객

체의 최대 분할값을 나타낸다.

앞서 수행한 데이터 객체의 분할 규모와 입/출력 데이터 

객체의 분류 작업의 경우는 커널 코드의 내용 없이 완벽하게 

외부에서 수행할 수 있다. 하지만 입력/출력 데이터 분할 작

업의 경우 매우 복잡하다. 각각의 스레드가 데이터 객체에 접

근하는 패턴은 GPGPU 작업에 따라 서로 상이하기 때문에 

각각의 스레드가 데이터 객체에 접근하는 방식을 특징화하는 

것이 매우 힘들다. 각각의 스레드가 데이터 객체에 어떻게 접

근하는지 확인하기 위해서 결국은 커널 코드의 내용을 알아

야 한다. 

제안하는 기법에서는 커널 코드에 간단한 분석 작업을 수

행하기 위해 OpenCL의 온라인 컴파일 방식을 이용한다. 

OpenCL은 다양한 플랫폼에서 커널 코드를 작동시킬 수 있

다. 동일한 프로그램을 다양한 플랫폼에서 실행시키려면 각 

플랫폼에 맞는 바이너리 형태의 파일을 모두 프로그램에 준

비해야한다. 하지만 OpenCL은 다양한 플랫폼에 맞는 바이

너리를 GPGPU 작업 실행 시점에서 생성할 수 있도록 프로

그램 실행 시 커널 코드를 빌드하고 컴파일할 수 있는 온라인 

컴파일 방식을 지원한다. 따라서 본 논문에서는 OpenCL의 

온라인 컴파일 기능을 이용해 가상머신에서 커널 함수 실행 

요청이 발생하면 커널 코드를 대상으로 간단한 분석 작업을 

수행한다.

GPGPU 작업에서 사용될 데이터 객체들을 스레드 단위로 

분할할 때 각 스레드의 ID는 매우 중요한 참조 변수이다. 

GPGPU 작업을 설계할 때 프로그래머는 커널 함수를 실행하

는 수천개의 스레드에게 데이터를 직접 할당하지 않는다. 커

널 함수는 사용할 데이터 객체 전체를 매개변수로 입력받고 

커널 함수 내부에서는 현재 스레드의 ID를 조회하고 스레드

의 ID 참조하여 각 스레드가 사용할 데이터 객체 원소의 인덱
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스값을 설정하도록 설계된다. Fig. 6은 3개의 데이터 객체를 

사용해 덧셈 연산을 수행하는 간단한 커널 코드를 보여준다.

Fig. 6에서 보여주는 것과 같이 각각의 스레드가 사용할 데

이터는 스레드의 ID를 기반으로 결정된다. 본 논문의 작업에

서도 GPGPU 작업에 사용될 데이터를 스레드 단위로 분할하

기 위해 스레드 ID 정보를 사용한다. 데이터 객체를 스레드 단

위로 분할하기 위해서는 커널 함수에서 사용하는 데이터 객체 

전체에서 각각의 스레드가 데이터 객체의 원소에 접근하기 위

해 데이터 객체의 인덱스값을 결정하는 패턴을 찾아야 한다. 

즉, 데이터 객체 전체에서 각각의 스레드가 사용할 데이터 일

부를 분할하기 위해서는 커널 함수에서 스레드 ID를 기반으로 

데이터 객체의 원소에 접근하는 패턴을 찾아야 한다.

본 논문의 커널 코드 분석 작업에서는 스레드의 ID와 커널 

함수 내부에서 사용되는 변수를 통해 각각의 스레드가 요구

하는 데이터 객체의 인덱스를 추출하여 각각의 스레드가 데이

터 객체의 원소에 접근하는 패턴을 분석한다. 커널 함수에서 

각각의 스레드가 데이터 객체를 사용할 때 1차원 형태의 배열

과 동일한 형태로 사용한다. 커널 함수의 매개변수로 입력 받

은 데이터 객체 메인 메모리에서의 형태가 1차원이거나 2차원

인 것과 상관없이 GPGPU 연산에 사용되는 데이터 객체의 경

우 1차원 데이터 형태로 변환되기 때문에 커널 코드 내부에서 

data_object_name[n]과 같이 작성되어 각각의 스레드들은 

1차원 인덱스를 사용해 데이터에 직접 접근한다. 데이터 객체

를 스레드 단위로 분할할 때에는 각각의 스레드 ID 별로 데이

터 객체에 접근하기 위한 1차원 인덱스 값을 찾아야 한다.

커널 코드를 분석 작업은 OpenCL에서 커널 함수를 오브

젝트화 하기 위해 커널 코드 파일을 읽어온 후 커널 함수가 

호출된 순간 실행된다. 각 스레드의 데이터 객체 접근 패턴을 

찾기 위해 우선 커널 코드에서 커널 함수의 매개변수가 호출

된 코드 라인을 찾는다. 데이터 객체가 호출되지 않은 코드 

라인까지 전부 검색하는 것은 불필요한 분석 작업을 증가시

킬 수 있기 때문에 데이터 객체가 호출된 코드 라인을 찾은 

후 각각의 스레드가 접근할 데이터 객체의 인덱스를 결정하

기 위해 사용된 변수들이 선언되거나 초기화하기 위해 호출

된 코드 라인을 찾는 두 단계 분석 작업을 수행한다. 데이터 

객체가 호출된 커널 코드 라인을 찾은 후 데이터 객체의 변수

화 되어있는 인덱스를 찾고 연산자와 변수를 분류한다. 데이

터 객체의 경우 앞서 설명한 것과 같이 1차원 배열 형태로 사

용되기 때문에 첨자 연산자(소스 코드의 “[”, “]”와 같은 연산

자) 내부의 내용을 분석하면 각 스레드의 데이터 객체 접근 

패턴을 확인할 수 있다. 

첨자 연산자 사이의 데이터 객체의 인덱스를 추출하면 변

수와 산술 연산자를 구분하고 커널 함수의 매개변수를 식별

한다. 그리고 마지막으로 그 외의 변수와 변수가 호출된 코드 

라인 그리고 첨자 연산자 내부의 산술 연산자의 분석을 통해 

각 스레드 ID 마다 데이터 객체의 어떤 원소에 접근하는지 

패턴을 분석한다. 스레드 ID는 [0, 0] 부터 차례대로 증가하

기 때문에 커널 코드 내부에서 스레드 ID를 조회하는 함수인 

get_global_id(0), get_global_id(1)와 매핑된 변수를 통해 

스레드의 ID를 추정하고 데이터 객체의 index 값 계산을 위

해 사용된 변수와 연산자를 통해 각 스레드 ID 별로 필요로 

하는 데이터 객체의 인덱스를 추출할 수 있다.

본 논문에서는 앞서 설명한 방식으로 스레드 ID 별로 스레

드가 접근하는 데이터 객체의 인덱스를 추출할 수 있다. 쓰레

드 ID별로 데이터 객체의 인덱스가 식별되면 데이터 객체를 

스레드 별로 분할하는 작업은 간단하게 처리할 수 있다. 데이

터 객체의 분할 작업은 가상머신이 GPU 메모리에 업로드 하

기 위해 전송한 데이터 객체가 GPGPUvm에게 전달되면 

GPGPUvm은 데이터 객체를 보관하고 있다가 데이터 객체를 

GPU 메모리에 업로드하는 API가 요청되었을 때 실행된다. 

스레드 단위로 분할된 데이터 객체들을 실제로 GPU 메모

리에 업로드할 때 개별적으로 업로드되지 않는다. 데이터 객

체와 스레드들은 GPU 메모리에 업로드되고 커널 함수를 실

행하기 전에 각 가상머신에게 허용된 GPU 메모리의 용량에 

따라 여러 개의 분할된 데이터 객체가 업로드된다. 예를 들어 

가상머신이 10MB의 GPU 메모리를 사용할 수 있을 때 각 스

레드 단위로 분할된 데이터가 각각 1MB라면 분할된 데이터 

객체 10개가 한 번에 GPU 메모리에 업로드 되고 스레드도 

10개가 동시에 처리된다. 최근 GPU 메모리의 용량은 일반적

으로 GB 단위이기 때문에 각 스레드가 요구하는 데이터 객

체의 용량이 매우 큰 경우를 제외하고는 일반적으로 데이터 

분할 처리를 수십 번 반복하는 상황이 발생할 확률이 낮다. 

또한, 본 논문에서 제안한 데이터 분할 기법은 모든 GPGPU 

작업을 분할하지 않는다. GPGPU 작업에서 사용할 데이터 

객체의 크기가 사용 가능한 GPU 메모리의 용량보다 작은 경

우이다. 이런 경우는 데이터 객체를 분할하지 않고 커널 함수

를 실행할 스레드도 분할 처리하지 않는다.

4.2 GPU 메모리 할당 및 해제 기법

스레드 단위로 분할된 각각의 데이터 객체들은 개별적으로 

처리되지 않는다. 각 가상머신은 자신이 사용할 수 있는 

GPU 메모리 용량에 맞게 분할된 데이터 객체 여러 개를 

GPU 메모리에 업로드하고 그에 따라 스레드 그룹을 실행할 

수 있도록 커널 함수를 호출할 때 스레드 생성 매개변수를 변

경한다. 이러한 방식은 RPC 기반 GPU 가상화 환경 특성상 

RPC를 통해 API와 매개변수를 모두 확인할 수 있기 때문에 

가능하다. GPU 메모리 할당 기법은 간단한 GPU 메모리 모

Fig. 6. Correlation between Thread ID and Index of Data Object
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니터링을 통해 수집한 정보를 조회하여 해당 가상머신이 

GPU 메모리를 얼마나 사용할 수 있는지 확인하고 분할된 데

이터 객체의 크기를 확인한다. 그 후에 분할된 데이터 객체의 

크기와 사용 가능한 GPU 메모리 용량을 비교하여 분할된 데

이터 객체의 그룹 규모를 결정한다. 일반적으로 GPGPU 작

업에서 커널 함수를 실행하는 각각의 스레드는 동일한 크기

의 데이터를 사용하기 때문에 각각 분할된 데이터 객체는 동

일한 크기를 갖고 있기 때문에 GPU 메모리에 업로드할 분할

된 데이터 객체의 크기는 비교적 간단하게 결정할 수 있다.

본 논문에서 제안하는 기법에서 RPC를 통해 GPGPU 작

업의 요청을 전달받은 GPGPUvm은 GPU 메모리에 업로드

할 데이터 객체를 스레드 단위로 분할하고 분할된 객체 그룹

을 순차적으로 GPU 메모리에 업로드하기 때문에 커널 함수

를 실행하는 스레드들도 여러 번 나눠서 처리된다. 가용 

GPU 메모리 용량이 부족하면 GPU 메모리에 데이터 객체 

전체를 할당하지 않고 나눠서 할당하기 때문에 GPU 연산에 

사용되는 데이터의 크기에 따라 GPU 메모리의 할당과 해제

가 여러 번 반복된다. 분할된 데이터 객체는 해당 데이터 객

체를 사용하는 스레드의 ID가 낮은 순서대로 GPU 메모리에 

업로드 된다. 하지만 본 논문에서 제안하는 GPU 메모리 할

당 방식에서는 커널 함수를 여러 번 호출하기 때문에 커널 함

수가 호출되고 스레드가 생성될때 마다 스레드 ID가 초기화 

되기 때문에 커널 함수를 실행시킬 전체 스레드 개수, 현재 

실행이 완료된 스레드의 개수 그리고 아직 처리되지 않은 스

레드의 개수를 기록하여 GPGPU 작업 처리를 진행하면서 단

일 공간의 스레드 ID 처럼 커널 함수를 진행할 수 있도록 커

널 함수의 매개변수를 재정의 한다. GPU 메모리 할당 기법

은 분할된 데이터 객체를 차례대로 GPU 메모리에 업로드하

고 스레드들의 작업이 완료되면 다음 스레드들이 사용할 데

이터를 GPU 메모리에 업로드 하기 위해 GPU 메모리에 업

로드 했던 데이터를 해제하고 작업 결과를 메인 메모리에 저

장한다. 커널 코드는 스레드 ID 순서로 차례대로 실행되기 

때문에 연산 결과를 저장하기 위한 출력 데이터 객체의 접근 

RPC 통신을 통해 생성된 출력 데이터 객체에 순서대로 저장

한다. 본 논문에서 제안한 GPU 메모리 관리 기법을 사용했

을 때 GPGPU 작업의 실행 흐름은 Algorithm 1과 같다.

Algorithm 1에서 보여주는 것과 같이 최초 RPC 통신을 

통해 가상머신들의 GPGPU 작업 요청이 발생하면 GPU 데

이터 분할 기법을 통해 데이터를 분할하고 각각의 데이터를 

사용할 스레드 그룹을 분할한다. GPGPU 작업에서 GPU 메

모리 입력, GPU 연산 그리고 GPU 메모리 해제 작업은 데이

터 객체 전체의 크기/분할된 데이터 객체의 그룹 개수만큼 

반복하게 된다. 데이터를 분할하고 GPU 메모리에 데이터를 

부분적으로 업로드된 상태에서 GPGPU 작업에서 선언한 모

든 스레드를 호출하게 되면 GPU 메모리에 업로드된 데이터에 

따라 스레드 대부분은 데이터 객체 원소의 잘못된 인덱스를 참

조하여 잘못된 연산 결과를 출력할 것이다. 이로 인해 GPU 메

모리에 데이터의 부분업로드를 하기 위해서는 커널 함수를 실

행할 스레드의 ID를 기반으로 나눠서 처리해야 한다.

본 논문의 GPU 메모리 할당 기법에서 GPGPU 작업의 데

이터 객체는 가상머신이 사용할 수 있는 GPU 메모리 용량 

단위로 분할되며, 분할된 데이터 객체는 스레드 ID를 기준으

로 차례대로 GPU 메모리에 업로드된다. 예를 들어 가상머신

이 사용할 수 있는 GPU 메모리가 50MB라고 가정했을 때 스

레드 10개의 ID가 각각 0~9으로 할당되고 각각의 스레드가 

사용할 데이터의 용량이 10MB인 경우 GPU 데이터 분할 기

법은 데이터 객체를 스레드 단위로 분할한다. 그 후에 GPU 

메모리를 할당할 때 50 MB 단위로 GPU 메모리에 데이터 객

체 일부를 업로드하고 스레드는 5개씩 처리된다. 분할된 데

이터는 스레드의 ID를 기준으로 GPU 메모리에 업로드 된다. 

즉, ID가 0인 스레드부터 차례대로 실행된다. 각각의 스레드

가 사용할 데이터는 10메가 이기 때문에 총 5개의 스레드가 

동시에 실행될 수 있도록 GPU 메모리에 스레드가 사용할 데

이터를 준비할 수 있다. 이러한 환경에서 Algorithm 1에서

는 스레드 ID 0~4와 5~9를 나눠서 처리하고 각각의 스레드 

 Algorithm 1

1 If User VM requests GPGPUvm for GPGPU task

2   Number of Active VM += 1;

3   Active_VM_List[] =  VM_ID

4
  Available GPU memory for each VMs 

  = GPU memory Capacity / Number of Active VM

5   if GPU memory allocation operation call

6     wait();

7     if Data upload request to GPU memory

8       Classify the data object as input data;

9     else if 

10       Classify the data object as output data;

11
    Data_List[Thread_ID][Start_Index][End_Index] 
                        = Kernel code analysis;

12     for i= 0 to Number of Thread

13
      Partitioned_Data[i][Start_Thread_ID]     
                          [End_Thread_ID] 

                         = Data_List[Thread_ID][][];

14

    if Available GPU memory =< Size of

                       ( Partitioned_Data[i][][] + 
                        Partitioned_Data[i + 1][][]) 
                        / Number of Data Object )

15       break();

16     For j = 0 to Number of Partitioned Data

17       if User VM does not use GPU memory

18

        Alloc_GPU_mem( Partitioned_Data[j] 

                          [Start_Thread_ID]  
                           [End_Thread_ID] );

19         Processing_Kernel();

20         if Kernel processing is complete

21
          Free( Partitioned_Data[j][Start_Thread_ID]

                                  [End_Thread_ID]  );
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그룹이 차례대로 처리될 수 있도록 GPU 메모리에 업로드될 

데이터의 할당 및 해제 작업을 수행한다.

본 논문의 실험에 사용한 행렬 곱셈 작업은 각각의 스레드

들은 데이터 객체의 원소들을 공유한다. 입력 데이터 객체를 

읽어올 때 동일한 원소를 읽어오는 스레드가 발생하기 때문에 

데이터를 각각의 스레드 단위로 분할하고 GPU 메모리에 업로

드할 때 중복 데이터가 발생한다. 본 논문에서는 중복 데이터

를 제거하고 GPU 메모리 낭비를 방지하기 위해 각 스레드가 

요구하는 데이터 객체의 인덱스를 확인해서 데이터가 GPU 메

모리에 중복된 데이터가 업로드되지 않도록 방지한다.

현재 본 논문에서 제안하는 GPU 메모리 할당 기술에서는 

앞서 설명한 몇 가지 경우를 제외하고는 각 가상머신이 사용

할 수 있는 GPU 메모리 영역을 GPGPU 작업이 요구하는 

GPU 메모리양과 상관없이 동등하게 분할한다. 특정 GPGPU 

작업의 GPU 메모리 요구량이 GPU 메모리 할당량 보다 작

은 경우 요구량에 맞춰서 GPU 메모리를 덜 사용하게 하는 

것은 간단하지만 남은 GPU 메모리를 어떤 가상머신에게 추

가로 할당하는 것은 전혀 다른 문제이다. GPU 메모리 요구

량이 자신에게 할당된 GPU 메모리 용량을 초과한 가상머신

이 여러 개 있는 경우 어떤 가상머신에게 GPU 메모리를 추

가로 할당할지 결정하기 위해서는 가상머신 사이의 공평성을 

고려해야 하며 이는 SLA(Service Level Agreement) 항목, 

QoS(Quality of Service) 정책 등을 고려한 정밀한 자원 할

당 기술이 필요하다. 하지만 본 논문에서 제안한 GPU 메모

리 할당 방식은 스레드 단위로 분할된 데이터 객체의 크기를 

통해 가상머신이 GPU 메모리에 업로드 할 데이터 객체의 크

기를 정할 수 있기 때문에 가상머신의 GPU 메모리 요구량에 

맞게끔 GPU 메모리를 할당하는 것도 가능하다.

5. 성능 평가

이번 장에서는 본 논문에서 제안하는 GPU 메모리 관리 기

법의 효율성을 평가하기 위한 실험을 수행한다. 실험에서는 

다수의 가상머신이 GPGPU 작업을 실행할 때 사용할 수 있

는 GPU 메모리를 가용 GPU 메모리 용량에 맞게끔 동일한 

크기로 제한하고 GPGPU 작업의 성능을 측정한다. 본 논문

에서는 실험을 위해 GPGPU 작업의 규모에 따라 최대 8개의 

사용자 가상머신을 사용하며, 각각의 가상머신들은 GPU 메

모리 초과 상태를 만들기 위해 다양한 크기의 행렬 곱셈을 수

행한다. 이번 장의 실험에서는 각 사용자 가상머신에게 4개

의 vCPU와 2GB의 메인 메모리를 할당하였으며, 사용자 가

상머신의 GPGPU 작업을 대신 처리하는 GPGPUvm은 메인 

메모리 부족 문제를 최소화하기 위해 15GB의 메인 메모리를 

할당하고 GPU 메모리가 8GB인 GPU를 할당하였다. 자세한 

실험 환경은 Table 2와 같다.

본 논문의 구현에서는 Table 3과 같이 GPU 메모리 사용

량과 성능을 참조하여 가용 GPU 메모리의 최대 용량을 

10GB로 설정하며, 8개의 가상머신을 실행시킬 때 각 가상머

신은 약 1.2GB의 GPU 메모리를 사용할 수 있다. 하지만 본 

논문에서는 GPGPU 작업에 사용될 데이터를 분할할 때 데이

터의 용량 기반이 아니라 스레드 단위로 분할하기 때문에 데

이터를 정확하게 1.2GB 나누는 것은 제약이 있다. 때문에 가

상머신이 사용할 수 있는 GPU 메모리의 최대 용량을 1.2GB

로 설정하고 남는 GPU 메모리 용량에 대해서는 무시한다. 

본 논문에서 제안하는 GPU 메모리 관리 기법은 메모리 초과 

상황일 때 GPU 메모리의 전용 영역과 메인 메모리에 존재하

는 공유 메모리 영역의 데이터 교환과 GPU 메모리 경쟁을 

최소화하기 위해 가상머신들이 사용할 GPU 메모리를 가용 

GPU 메모리 영역의 크기에 적합하게 조절한다.

이번 실험의 경우 제한된 GPU 메모리 용량을 사용한 실험

이며 본 논문에서 제안한 기법에서는 데이터 분할로 인한 추

가 오버헤드와 각 가상머신의 성능이 어느 정도까지 개선되

었는지 초점을 둔다. 실험에서는 사용자 가상머신이 사용할 

GPU 메모리 용량에 제한을 두지 않은 기존 환경과 본 논문

에서 제안한 기법을 사용한 경우의 평균 성능과 각 가상머신

의 개별 성능을 측정한다. 각 가상머신의 GPGPU 작업을 최

Host Machine GPGPUvm User VM

CPU

(vCPU)

Intel Xeon 

E3-1231V3
4vCPU 4vCPU

Memory 32GB 15GB 2GB

GPU -

Radeon RX 570

(8GB GPU 
Memory)

-

OS Ubuntu 14.04 Windows 7 Windows 7

Hypervisor Xen 4.4.1 - -

Calculation 

Type
-

GPU Matrix 

Multiplication

Table 2. Experiment Environments

12K × 12K 13K × 13K 14K × 14K

Number 

of VMs

Memory 

usage

(GB)

Average 

execution 

time

Memory 

usage

(GB)

Average 

execution 

time

Memory 

usage

(GB)

Average 

execution 

time

1 1.6093 0.936 1.8887 1.0450 2.1904 1.155

2 3.2186 1.3965 3.7774 1.5760 4.3809 1.88

3 4.8279 1.872 5.6661 2.1633 6.5714 2.2826

4 6.4373 2.1992 7.5548 2.7297 8.7618 4.1107

5 8.0466 2.6206 9.4436 3.2950 10.9523 11.3974

6 9.6559 5.213 11.3323 11.9240 13.1428 19.877

7 11.2652 9.32671 13.221 22.8784 15.3332 21.09

8 12.8746 21.9885 15.1097 23.7691 17.5237 27.5894

Table 3. GPU Memory Usage by Number of VMs and Task Size
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대한 동시에 실행시키기 위해서 모든 데이터가 GPGPUvm

에 전송이 완료된 후에 GPGPU 작업을 실행시킨다. 성능 실

험 결과는 Fig. 7과 같다.

Fig. 7에서 보여주는 것과 같이 기존 환경의 경우 GPU 메

모리가 초과 사용될 때 성능이 기하급수적으로 저하된다. 예

를 들어 Table 3에서 보는것과 같이 12K×12K 행렬 곱셈의 

경우 가상머신이 6개가 실행되었을 때와 7개가 실행되었을 

때 약 5초에서 약 9초로 2배 가까이 실행 시간이 증가한다. 

실험에서 나타난 급격한 성능 저하는 GPU 메모리 경쟁상태

가 심해질수록 증가한다. 이는 앞서 설명했던 것과 같이 

GPU 메모리 요구량이 증가할수록 전용 메모리 영역과 공유 

메모리 영역 사이의 데이터 교환이 증가하기 때문에 발생한

다. GPU 메모리는 한정적이지만 데이터를 GPU 메모리에 업

로드 요청이 증가하면 전용 메모리 공간과 공유 메모리 공간 

사이의 데이터 교환이 많아지기 때문에 이는 GPGPU 작업의 

성능에 영향을 미친다.

하지만 Fig. 7에서 보여주는 것과 같이 본 논문에서 제안

한 기법은 GPU 메모리 초과 사용을 방지하여 GPU 메모리 경

쟁을 완화한다. 이를 통해 GPU 메모리의 전용 영역과 공유 영

역 사이의 데이터 교환이 감소하고 각 가상머신의 GPGPU 작

업은 데이터 호출로 인한 대기 시간을 최소화 할 수 있다. 그

리고 각각의 가상머신이 사용할 수 있는 GPU 메모리 용량을 

균등하게 할당하기 때문에 각 가상머신들이 GPU 메모리를 공

평하게 사용하도록 지원한다. 또한 GPGPU 작업에 사용될 데

이터를 GPU 메모리에 분할해서 업로드하면 GPGPU 작업을 

실행하는 스레드도 분할처리 되기 때문에 GPU 코어 경쟁 상

태도 간접적으로 피할 수 있다.

실험 결과에서 보여주듯이 본 논문에서 제안한 GPU 메모

리 관리 기법은 기존 환경과 비교하여 효과적으로 GPU 메모

리 경쟁을 감소시키고 가상머신의 GPGPU 작업의 성능을 향

상시킨다. 하지만 Fig. 8과 같이 각각의 가상머신이 요청한 

(a) Performance of 12K×12K Matrix Multiplication

(b) Performance of 13K×13K Matrix Multiplication

(c) Performance of 14K×14K Matrix Multiplication

Fig. 7. Performance Improvement of GPGPU Tasks through 

Proposed GPU Memory Management
Fig. 8. Performance when Processing Multiple GPGPU Tasks in

Sequence
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GPGPU 작업을 하나씩 차례대로 처리하는 경우보다 성능이 

좋지 않다. 예를 들어 Fig. 7과 8에서 가상머신 8개를 사용한 

14K×14K 행렬 곱셈의 성능을 비교하면, 순차적으로 처리

한 경우 약 9초의 실행 시간을 갖지만 본 논문에서 제안한 

GPU 메모리 관리 기법을 적용한 경우 약 10초의 실행 시간

을 갖는다. 본 논문은 각 사용자 가상머신이 GPU 자원을 균

등하게 사용해야만 하는 클라우드 환경이기 때문에 GPGPU 

작업의 성능을 향상 시키기위한 방법으로 GPGPU 작업들을 

차례대로 실행시키는 방법은 고려하지 않는다. 본 논문의 기

법은 각 가상머신이 실행하는 GPGPU 작업을 동시에 시작시

키고 거의 유사한 시간에 작업이 완료되도록 지원하기 때문

에 단순히 차례대로 실행시키는 방법보다 클라우드 환경에 

더 적합하다.

6. 관련 연구

GPU 장치를 클라우드 환경에서 효율적으로 공유하기 위

한 다양한 기존 연구들이 존재한다. 단일 GPU에서 여러 

GPGPU 작업을 동시에 실행하면 GPU 자원 활용률을 향상

시킬 수 있다. 그러나 다중 GPGPU 작업 환경은 항상 자원 

경쟁이 발생한다. 특히 본 논문의 연구 동기와 같이 GPGPU 

작업이 데이터 입출력 작업을 수행할 때 GPU 메모리에 동시

에 접근하는 횟수가 증가할수록 자원 경쟁이 심해진다. 또한 

가용 GPU 메모리보다 가상머신들의 GPU 메모리 요구량이 

큰 경우 이전 장에서 수행했던 실험에서 보여주듯이 GPGPU 

작업의 성능이 매우 저하된다. 이전 연구에서는 GPU 메모리 

경쟁을 최소화 하기 위해 다양한 기법이 제안되었다.

vCUDA[10]와 rCUDA[11]는 본 연구의 구현 환경과 같은 

RPC 기반 GPU 가상화 기법을 제안한 연구이다. GPU가 없

는 환경이나 다수의 머신이 단일 GPU를 공유하도록 지원한

다. 하지만 기존 RPC 기반 GPU 가상화 기술에서 다수의 

GPGPU 작업에 대한 스케줄링은 GPU 장치의 하드웨어 스

케줄러에 의존한다. GPGPU 작업을 처리할 때 각 사용자 혹

은 머신에서 요청받은 GPGPU API는 FIFO방식으로 처리가 

요청되고 API가 GPU에 전달되는 시점부터 작업 처리와 관

련된 스케줄링은 GPU에 담당하며, 작업 처리 완료를 대기해

야 한다. 또한 기존 기술들은 다수의 사용자 및 머신에게 

GPU를 공유하는 것에 초점을 두고 있으며, 단일 GPU 장치

에 대해 자원의 초과사용, 균등한 자원 사용에 대한 처리는 

관심을 두지 않는다.

GPUswap[12]은 GPU 메모리가 초과 예약 된 경우 GPU 

메모리 영역을 메인 메모리 영역으로 확장하고 사용하지 않

는 데이터를 메인 메모리로 이동시켜 사용 가능한 GPU 메모

리 공간을 확보하기 위한 기법이다. 해당 연구는 여러 GPU 

작업이 GPU를 공유할 때 GPU 메모리가 부족해지는 것을 

방지하기 위해 GPU 메모리를 가장 많이 사용하는 GPU 응

용 프로그램의 데이터 일부분을 메인 메모리로 이동하여 다

른 GPU 작업에서 GPU 메모리를 사용할 수 있도록 지원한

다. 처리량 지향 GPU 메모리 할당 기법[13]은 GPU 메모리 

할당의 병목 현상을 방지하기 위해 여러 GPU 작업이 동시에 

실행되는 환경에서 동시성을 향상시키기 위해 동적 GPU 메

모리 할당 기술을 제안한다. 동적 GPU 메모리 할당에 Bulk 

세마포어를 사용하여 리소스를 동시에 할당 할 수 있다. 

LD[14]는 GPU 경쟁 조건을 감지하고 확정적(Deterministic) 

GPU 실행을 가능하게한다. LD는 컴파일러 지원 및 런타임 

기술을 사용하여 GPU 리소스 경합을 감지하고 GPU 자원의 

비경쟁 실행을 지원한다. GPU 작업의 GPU 메모리 액세스 

중요도를 기반으로 GPU 메모리를 관리하는 GPU 메모리 액

세스 관리 기법[15]은 3D 장면의 프레임 속도 등 성능값을 

기반으로 각 작업의 중요도를 예측하고 중요도에 따라 GPU 

메모리 액세스를 스케줄링한다. Mask[16] 및 Mosaic[17]은 

메모리 주소 변환으로 인한 오버헤드를 최소화하고 작업이 

GPU 메모리에 액세스 할 때 GPU 작업 성능을 최적화한다. 

하이브리드 섀도우 페이지 테이블(Shadow page table) 기

술[18]은 가상머신의 가상 GPU 메모리와 실제 GPU 메모리 

간의 주소 변환 작업을 최적화하여 GPU 작업 성능을 향상시

킨다. gScale[19]은 페이지 테이블의 격리를 통해 여러개 가

상머신이 GPU 메모리 영역을 동적으로 공유 할 수 있는 기

술을 제안한다. 기존 GPU 메모리 관리 기술에는 전체 GPU 

가상화 구조를 변경해야 하는 부담이 있다. 또한 제안 된 구

조는 특정 GPU 또는 GPU 가상화 시스템 전용이므로 다른 

시스템에 적용하는데 제약이 따른다.

앞서 언급한 연구에서는 장치 드라이버 및 운영 체제 커널

과 같은 시스템의 여러 구성 요소 변경이 필요하다. 이러한 

접근 방식은 여러 구성 요소의 변경으로 인해 시스템 및 클라

우드 공급자의 시스템 관리의 복잡성을 증가시킨다. 또한 시

스템에 대한 의존도가 높기 때문에 새로운 장치 및 시스템에 

대한 적응력이 저하된다. 하지만 본 논문에서 제안한 GPU 

메모리 관리 기법은 운영 체제, 하이퍼바이저 및 컴파일러와 

같은 시스템 구성 요소에 의존하지 않기 때문에 새로운 GPU 

장치에 적용하는데 비교적 간단하다.

7. 결론 및 향후 연구

본 논문에서는 다수의 가상머신이 GPU 메모리를 초과 사

용할 때 발생하는 성능 저하 문제를 확인하고 GPU 메모리 

경쟁으로 인한 성능 저하를 해결하기 위한 GPU 메모리 관리 

기법을 제안한다. 본 논문에서 제안한 GPU 메모리 관리 기

법은 가상머신들이 GPGPU 작업에 사용할 데이터를 분할하

고 순차 처리하여 GPU 메모리 경쟁 상태를 완화하고 가상머

신에서 실행하는 GPGPU 작업의 성능을 향상 시킨다. 또한 

데이터를 GPU 메모리에 분할 업로드할 때 GPGPU 작업을 

실행하는 스레드들도 분할 처리 되기 때문에 간접적으로 

GPU 코어의 경쟁도 완화한다.
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본 논문에서 제안한 GPU 메모리 관리 기법은 실험 결과와 

같이 다수의 가상머신이 실행하는 GPGPU 작업의 성능을 기

존 환경과 향상시킬 수 있었다. 하지만 GPGPU 작업에 사용

될 데이터를 분할하고 그룹화하는 추가 작업을 수행하기 때

문에 Fig. 7과 같이 여러 개의 GPGPU 작업을 순차적으로 

처리하는 경우보다 성능이 좋지 않다. 본 논문의 실험 환경은 

GPU 자원의 경쟁 상황을 만들기 위해 다수의 가상머신에서 

GPGPU 작업을 동시에 실행한다. 하지만 순차적으로 처리하

는 경우 각각의 GPGPU 작업이 차례대로 GPU를 독점하기 

때문에 자원 경쟁이 발생하지 않으며 충분한 자원을 사용해 

작업을 실행할 수 있다. 하지만 앞서 설명한것과 같이 동시에 

요청되는 작업을 순차적으로 처리하기 위해서는 어떤 작업이 

먼저 처리되고 어떤 작업이 가장 늦게 처리될지 정해야 한다. 

각 가상머신에게 자원을 균등하게 제공해야 하는 클라우드 

환경에서 동시에 요청된 작업의 순차적은 처리는 가상머신 

사이의 공평성을 저해한다. 때문에 본 논문에서 제안한 데이

터 분할 업로드 기법이 클라우드 환경에 더 적합한 기법이다. 

또한 기존 클라우드 환경의 CPU 자원처럼 시분할 기반으로 

GPGPU 작업을 스케줄링하는 방법도 있지만, 관련 연구에서 

설명한 것과 같이 OS, GPU 드라이버, 하이퍼바이저 등 시스

템 구성요소의 수정이 필요하기 때문에 시스템 복잡도가 증

가하는 문제가 발생한다.

본 논문의 구현과 실험에서는 각 가상머신에서 동일한 규

모의 GPGPU 작업을 수행시키고 모든 가상머신이 동일한 크

기의 GPU 메모리를 사용한다고 가정한다. 때문에 각 가상머

신에서 실행하는 GPGPU 작업에 사용될 데이터를 동일한 크

기로 분할하는 방법을 사용할 수 있었다. 하지만 각 가상머신

에서 실행하는 GPGPU 작업의 규모가 다르거나 각 가상머신

이 사용할 수 있는 GPU 메모리의 용량이 서로 다르거나 실행 

중인 가상머신의 개수가 동적으로 변한다면, 데이터 분할에 

다양한 요소를 추가해야 한다. 추후 연구로는 실행 중인 가상

머신의 개수, 가상머신의 GPU 메모리 요구량과 같은 정보를 

고려할 수 있도록 GPU 메모리 관리 기법을 확장할 것이다.
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