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1)1. 서  론

-스텝 시간차 학습은 몬테카를로 방법과 1-스텝 시간차 

학습을 결합한 것으로, -스텝까지 관찰된 누적 보상과 번

째 스텝에서 기대되는 행동 가치가 결합된 값을 학습의 업데

이트 타겟으로 활용한다. 의 값을 적절하게 선택할 경우 -

스텝 시간차 학습은 강화 학습의 성능을 높일 수 있어 1-스

텝 시간차 학습보다 좋을 수 있다[1,14]. 그러나 -스텝 시간

차 학습은 의 값이 커질수록 행동 가치의 분산이 높아져 환

경에 맞는 적절한 의 값을 찾기가 어렵다[22].

최근 연구에서는 -스텝 시간차 학습의 변형을 제안했다
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[3-5]. 하지만 학습의 가속화를 위한 최적의 값을 찾는 방법

에 대한 논의는 없었다. 또 다른 연구에서는 TD()를 제안하였

는데, 이는 -스텝 시간차 학습에서 적절한 의 값을 찾기가 어

렵기 때문에 모든 -스텝 누적 보상을 활용하여 학습의 업데이

트 타겟을 계산하는 알고리즘이다[2,6,7]. 이 알고리즘은 라는 

하이퍼-파라미터를 사용하여 모든 -스텝 누적 보상에 가중치

를 다르게 주어 평균을 계산한다. 하지만 적절한 값을 정해야 

하는 문제와 몬테카를로 방법과 같이 에피소드가 종료되어야 누

적 보상을 계산할 수 있다는 문제가 있다.

본 논문에서는 -스텝 시간차 학습에서 최적의 을 선택

해야 하는 문제를 해결하기 위해, 이라는 새로운 

-스텝 업데이트 타겟을 제안한다. 은 모든 -스텝 

누적 보상의 최댓값과 평균으로 구성된다. 또한, 

을 적용한 -스텝 Q-learning 알고리즘과 DQN 알고리즘

을 제안하고 다양한 환경에서 실험을 진행하여 제안하는 방

식의 성능을 검증한다.

본 논문의 2장에서는 강화 학습의 기본 개념과 실험에서 사
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용된 강화 학습의 여러 알고리즘을 설명하고, 간단한 그리드 월

드 환경을 구성하여 실험을 통해 기존 -스텝 시간차 학습 알고

리즘의 문제점을 살펴보며 연구 동기를 밝힌다. 3장에서는 기존 

-스텝 시간차 학습 알고리즘의 문제점을 개선한 알고리즘을 

제안한다. 4장은 먼저 실험 환경을 소개하고 기존 -스텝 시간

차 학습 알고리즘과 본 논문에서 제안하는 알고리즘을 비교하는 

실험을 진행한다. 마지막으로 5장에서 결론을 제시한다.

2. 관련 연구

2.1 강화 학습

강화 학습(Reinforcement learning)은 머신 러닝의 한 

분야로, 에이전트가 환경과 상호작용하며 시행착오를 거쳐 

원하는 목표를 달성하기 위해 행동하는 법을 배우는 것이다. 

강화 학습의 구성 요소로는 환경(Environment), 에이전트

(Agent), 그리고 환경과 에이전트의 상호작용으로 얻는 상태

(State), 행동(Action), 보상(Reward) 등 5가지가 있다. 

Fig. 1은 환경과 에이전트의 상호작용 흐름을 보여준다. 

타임 스텝 에서, 에이전트는 상태 

에서 정책(Policy) 에 

의해 행동 

를 선택하고 다음 상태 

  
로 전환되며 보상 


  

을 받는다. 여기서 정책 는 각 상태에서 어떤 행동을 취

할 것인가를 나타내는 확률밀도함수로 정의된다. 다음 상태 


  

와 보상 
  

은 에이전트에게 전달되어 이 과정을 다시 

반복한다. 이 순환 과정은 에피소드가 종료될 때까지 계속되

며, 강화 학습의 최종 목표는 환경으로부터 받는 누적 보상을 

최대화하는 최적 정책(Optimal Policy) 를 찾는 것이다.

타임 스텝  이후부터 받은 누적 보상 

는 Equation (1)

과 같으며 완전 누적 보상(Complete Return)이라고도 한

다.  ∈는 감가율(Discount Factor)이고 는 에피소드 

종료 시점의 타임 스텝을 나타낸다. 감가율 는 최근에 받은 

보상에 더 큰 가중치를 주고, →∞일 때 누적 보상 의 값

이 수렴하도록 돕는 역할을 한다.

     


  


  


  
⋯    




  


  

(1)

에이전트가 시점에 어떤 상태 에서 시작해 정책 를 따라 

행동하며 받는 누적 보상 

의 기댓값을 상태 가치 함수

(State-Value Function) 
라고 하며 다음과 같이 정의한다.

 

            

 








 (2)

그리고, 에이전트가 시점에 어떤 상태 에서 행동 를 선

택하고 그 후 정책 를 따라 행동하며 받는 누적 보상 의 

기댓값을 행동 가치 함수(Action-Value Function) 



라고 하며 다음과 같이 정의한다.

          

 











 (3)

강화 학습 문제를 해결하는 방법으로는 크게 가치 기반

(Value-based) 강화 학습과 정책 기반(Policy-based) 강화 학

습이 있다. 본 논문에서는 가치 기반 강화 학습을 다룬다. 가치 

기반 강화 학습에서 최적 정책 를 구하는 방법은 최적의 행동 

가치 함수  를 추정한 후, 각 상태 에서 행동 가치 값이 

최대인 행동을 선택하는 것이다. 이는 다음과 같이 표현된다.

            


argmax  (4)

에이전트가 학습을 진행할 때 탐욕적(Greedy) 행동 즉, 



argmax로만 행동을 선택한다면 에이전트가 잘못된 방

향으로 학습하여 국소 최적해(Local Optimum)에 빠질 가능

성이 크다. 이 문제를 해결하는 방법으로 -그리디(

-greedy) 정책이 있다. 에이전트가 의 확률로 랜덤하게 행

동하거나 의 확률로 


argmax인 행동을 하는 것이

다. -그리디 정책은 에이전트가 지속적으로 탐험하여 최적 

정책을 찾도록 돕는다. 값은 에이전트의 학습이 진행될수록 

점차 낮아져 탐험 빈도를 떨어뜨리는 것이 일반적이다.

2.2 -스텝 시간차 학습

최적의 행동 가치 함수  를 추정하는 방법으로는 몬테카를

로 방법(Monte Carlo Method)과 시간차 학습(Temporal- 

Difference Learning)이 있다[1]. 몬테카를로 방법과 1-스

텝 시간차 학습은 행동 가치 함수 를 업데이트할 때 타겟 

값을 설정하는 측면에서 차이가 있다.

몬테카를로 방법은 타임 스텝 부터 에피소드의 종료 시점 

까지의 누적 보상 

를 의 업데이트 타겟 값으로 사용한

다. 이는 Equation (1)과 같으며 에피소드의 종료 시점까지

를 나타내는 의미로 완전 누적 보상이라고도 한다.

반면, 1-스텝 시간차 학습에서 의 업데이트 타겟은 다음

과 같은 수식을 이용해 계산하고 
    

로 표기한다. 이는 1-

스텝 누적 보상(1-step return)이라 한다.

              


  





  


  
 (5)

1-스텝 누적 보상은 에이전트가 타임 스텝 에서 행동을 

수행하고 다음 상태 
  

로 전환되며 받은 보상 
  

과 그 

Fig. 1. Environment and Agent Interaction
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이후에 받을 보상에 대해서는 행동 가치 함수 로 예측한 값을 

사용해 계산한다. 따라서 1-스텝 시간차 학습은 타임 스텝마다 

를 업데이트할 수 있지만, 몬테카를로 방법은 타겟을 구하기 위해 

에피소드의 종료 시점까지 가야 한다는 차이점이 있다. 이러한 이

유로 에피소드가 종료되지 않는 환경이나 에피소드의 길이가 

긴 경우에는 몬테카를로 방법이 적합하지 않다.

1-스텝 누적 보상을 타겟으로 하는 의 업데이트 수식은 

다음과 같으며, 는 학습률(Learning Rate)을 나타낸다.

   
  






 








    









  (6)

또한, 2-스텝 시간차 학습에서 의 업데이트 타겟은 다음

과 같다.

         


  


  


  


  


  
   (7)

-스텝 시간차 학습은 몬테카를로 방법과 1-스텝 시간차 

학습을 결합한 것으로 의 값을 적절하게 선택할 경우 강화 

학습의 성능을 높일 수 있다[14]. ≥ ≤ 에 대하

여 -스텝 누적 보상(-step return)은 다음과 같이 정의된다.

           


  


  
⋯  

  


    


  


  



(8)

-스텝 누적 보상은 -스텝 이후의 누적 보상에 대해서는 

행동 가치 함수 를 이용하여 값을 추정하기 때문에 완전 누

적 보상의 근삿값으로 볼 수 있다.  일 경우, 를 초

과하는 모든 항은 0으로 간주하며, -스텝 누적 보상은 완전 

누적 보상과 같다.

-스텝 시간차 학습에서 의 업데이트 수식은 다음과 같다.

 
 

 
    

 
 

      
  

 
 

  (9)

한편, TD() 알고리즘은 하이퍼-파라미터 를 기반으로 

모든 -스텝 누적 보상에 가중치를 주어 평균을 계산하고 학

습의 업데이트 타겟으로 사용한다[1]. 이를 -누적 보상(

-return)이라 하고 다음과 같이 정의한다.

     

   
  

    

  
    

    
 (10)

-누적 보상은 에피소드의 종료 시점인 에 도달해야 계

산할 수 있다. 만약  이면, -누적 보상은 1-스텝 누적 

보상인 
    

와 같다. 그리고  이면, -누적 보상은 몬

테카를로 방법과 같은 완전 누적 보상인 

와 같다. 

일 때, 1-스텝 누적 보상의 가중치는 이고, 2-스텝 누적 

보상의 가중치는 가 된다. 다른 누적 보상의 가중치는 

동일한 방법으로 계산되며 모든 가중치의 합은 1이 된다.

-스텝 시간차 학습과 마찬가지로 TD() 알고리즘 또한 

적절한 값을 정해야 하는 문제가 있다[15].

2.3 Q-learning

강화 학습에서 정책을 업데이트하는 방법으로는 온-폴리

시(on-policy) 알고리즘과 오프-폴리시(off-policy) 알고리

즘이 있다. 온-폴리시 알고리즘은 에이전트가 행동할 때 사

용하는 정책(행동 정책)과 학습하기 위해 타겟을 계산할 때 

사용하는 정책(타겟 정책)이 같은 것을 말하고, 오프-폴리시 

알고리즘은 행동 정책과 타겟 정책이 다른 것을 말한다. 오프

-폴리시 알고리즘의 장점은 행동 정책과 타겟 정책을 분리했

기 때문에 에이전트의 탐험을 위한 행동 정책으로는 -그리

디 정책을 사용하면서, 학습할 때는 그리디 정책을 사용하여 

최적 정책을 배울 수 있다.

Q-learning은 오프-폴리시 강화 학습 알고리즘으로, 

Q-learning의 1-스텝 누적 보상 수식은 다음과 같다[8,17].

            


  




max



  
 (11)

-스텝 시간차 학습을 Q-learning에 적용하면, ≥ 

≤ 에 대하여 -스텝 누적 보상은 다음과 같이 정의

된다[21,23].

       



⋯




max




(12)

2.4 -스텝 시간차 학습의 파라미터 민감성

이번 장에서는 몇 가지 실험 결과를 통해 연구 동기를 밝

힌다. 실험은 Fig. 2에 나타낸 네 가지의 × 그리드월드 환

경에서 진행하였다. 각각의 환경은 트랩이나 구덩이의 개수, 

보상의 크기가 다르다.

에이전트는 동, 서, 남, 북 4가지의 행동을 취할 수 있고 

벽과 맞닿아있는 상태에서 벽 쪽으로 가는 행동을 취할 때는 

상태변화가 없다. 매 타임 스텝마다 –0.1의 보상을 받고, ‘S’

에서 출발해 목표 ‘G’에 도달하면 1.0의 보상을 받으며 에피

소드는 종료된다. Fig. 2의 (b) 환경은 트랩 ‘T’에 도달하면 

–3.0, (c) 환경은 트랩 ‘T’에 도달하면 –6.0의 보상을 받는다. 

(d) 환경에서는 구덩이 ‘H’에 도달하면 –3.0의 보상을 받으며 

에피소드가 종료된다.

Fig. 3은 네 가지의 × 그리드월드 환경(Fig. 2)에서의 

다양한 과 학습률 에 대한 -스텝 Q-learning의 실험 결

과이다. Fig. 3 (a), (b), (c), (d)의 실험 환경은 Fig. 2의 (a), 

(b), (c), (d) 각각에 대응된다. 에이전트의 행동을 추론할 때

는 -그리디 정책을 사용하였고 값은 매 타임 스텝마다 점

진적으로 감소시켰다. 200 에피소드가 끝나면 학습을 종료하

였고, 이 과정을 100번 진행하였다. 그래프의 Return은 마

지막 에피소드에 받은 누적 보상을 나타내며, RMS Error는 

다이나믹 프로그래밍(Dynamic Programming)으로 구한 

행동 가치 의 true value와 강화 학습 -스텝 Q-learning 

알고리즘으로 구한 행동 가치 의 평균 제곱근 편차(RMSE)

를 나타낸다. 는 학습률을 의미한다. 그래프의 결과는 100

번 진행하며 얻은 값들의 평균과 표준편차를 표시한 것이다.
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Fig. 3에 나타난 결과와 같이, RMSE는 과 에 비례하여 

증가하는 반면, Return은 과 가 변경됨에 따라 결과가 크

게 달라진다. 과 가 작을 때는 에이전트의 정책이 느리게 수렴

하면서 많은 상태를 방문하며 대부분의 행동 가치 값을 업데이

트하지만, 과 가 클 때는 최적 정책이 아닌 잘못된 정책으로 

빠르게 수렴하면서 일부의 값만 업데이트되어 RMSE가 커

지는 것으로 생각된다.

Table 1은   ⋯  중 2개의 값 과 

에 대한 실험 결과이며, Return이 가장 높을 때의 과 가장 

낮을 때의 을 나타낸다. Table 1에 나타난 결과와 같이 은 

실험 환경과 학습률 의 변화에 민감하여 최적과 최악의 을 

찾는 것이 어렵다. 따라서 -스텝 시간차 학습의 성능은 파

라미터에 민감하다는 것을 알 수 있다[16].

2.5 -스텝 시간차 학습의 편향-분산 트레이드오프

Equation (12)의 Q-learning -스텝 누적 보상은 다음

의 2가지로 분리하여 볼 수 있다.

              




 (13)

            


max


 (14)

Equation (13)은 에이전트가 환경과 상호작용하며 받은 실

제 보상을 의미하며, Equation (14)는 에이전트가 받은 보상이 

아닌 행동 가치 함수 를 사용하여 누적 보상을 추정한 값이다.

의 값이 커지면 -스텝 누적 보상에서 Equation (13)의 

비중이 높아지며 Equation (14)의 비중은 낮아진다. 에이전

트는 환경을 탐험하기 위해 확률적으로 행동하기 때문에 같은 

상태에 존재하더라도 다른 행동을 취하며 다른 보상을 받을 

수 있다. 따라서 이 커지면 확률적으로 행동하며 받은 보상

의 비중이 커지므로 -스텝 누적 보상의 분산이 커지게 된다.

이와 반대로 의 값이 작아지면 -스텝 누적 보상에서 Equation 

(13)의 비중은 낮아지며 Equation (14)의 비중은 높아진다. 의 

값이 1인 경우를 예로 들면, 1-스텝 누적 보상을 계산할 때 에

이전트가 받은 실제 보상은 단 하나만 사용되며 이후의 누적 보

상에 대해서는   에서의 행동 가치 함수 로 계산하기 때문에 

Equation (14)의 비중이 높아지는 것이다. 행동 가치 함수 는 

학습 중인 에이전트가 받을 누적 보상을 추정한 값이기 때문에 

실제 값과는 차이가 있고 이로 인해 편향이 발생하게 된다.

따라서 -스텝 시간차 학습 알고리즘은 이 커지면 -스

텝 누적 보상의 분산이 커지고 이 작아지면 편향이 발생하

는 편향-분산 트레이드오프 문제가 있다[21,22].

3. Max-Mean -스텝 시간차 학습

2장에서 -스텝 시간차 학습이 환경과 하이퍼-파라미터에 

민감하여 적절한 을 선택하는 것이 어렵다는 문제를 밝혔

다. 본 장에서는 기존 -스텝 시간차 학습 알고리즘에서 적

절한 을 선택해야 하는 문제를 해결하기 위해, ≤≤에 

대한 모든 -스텝 누적 보상의 최댓값과 평균으로 구성된 

이라는 새로운 -스텝 업데이트 타겟을 제안한다.

3.1 멀티-스텝 누적 보상의 최댓값과 평균

본 논문에서 제안하는 방법은 -스텝 누적 보상에 기초하

여 가장 좋은 업데이트 타겟을 결정하는 것에서 시작된다. 

Q-learning 알고리즘의 학습 타겟인 1-스텝 누적 보상의 

Equation (11)을 보면 


max



  
가 사용된다. 의 

max를 취하는 것은 실제 값보다 과대평가되어 편향이 발

생해 문제를 야기할 수 있지만, Qingfeng Lan은 의 과대

평가가 항상 해로운 것은 아니며 학습 성능을 향상시킬 수도 

있다고 하였다[24]. 강화 학습 환경에서는 에이전트가 탐험을 

통해 의미 있는 경험을 빠르게 배우는 것이 중요하기 때문에, 

만약 높은 보상을 받을 수 있는 상태-행동(State-Action)에 

대한 값이 과대평가되어 있다면 에이전트가 해당 영역을 탐

     

Experiment best  worst  best  worst 

(a) 3 1 3 6
(b) 6 3 1 3
(c) 1 3 1 6
(d) 6 3 1 3

Table 1. The Best and Worst  for four Types of Gridworld

Fig. 2. Four Types of × Gridworld

Fig. 3. The Results of -step Q-learning 
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험하도록 장려하여 학습에 이점을 줄 수 있기 때문이다.

이러한 이유로, ≤≤에 대한 모든 -스텝 누적 보상 

중에서 최댓값은 편향이 크지 않은 학습 초기에 좋은 업데이

트 타겟으로 활용될 수 있다. 이 최댓값을 라 하고 다음

과 같이 정의한다.

         




max       ≤≤ (15)

만약 모든 상태와 행동에 대한 최적의 행동 가치 함수  

를 찾았다면, ≤≤에 대한 모든 -스텝 누적 보상 


    

는 같은 값을 가진다.

Theorem 1. 

Q-learning에서 만약≈ 이면, 


    

≈
    

≈⋯≈
    



proof. 벨만 최적 방정식에 의해, 최적의 행동 가치 함수 

 는 다음과 같이 정의할 수 있다[20].

 




 

  




max 
  




  


  




max 
  



 ⋯


  


  
⋯  

  




max 
  



그리고 Equation (12)에 따라서, 
    


    

⋯
    

은 다음과 같이 쓸 수 있다.


    

 
  




max
  




    

 
  


  




max
  



⋯


    

 
  


  

⋯  
  




max
  



만약 ≈ 이면, 모든 

에 대해 



max

≈



max 



가 성립하며 행동 는 최적 정책에 의해 


argmax 

로 

정해지므로 다음과 같이 쓸 수 있다.


    

≈
  




max 
  




    

≈
  


  




max 
  



⋯


    

≈
  


  

⋯  
  




max 
  



∴벨만 최적 방정식에 의해, 


    

≈
    

≈⋯≈
    



■

Corollary 1.1. 

Q-learning에서 만약≈ 이면, 


    

≈
    

≈⋯≈
    

≈






Corollary 1.1에 따라, 아래와 같은 수식을 얻을 수 있다.

         


 



  



      









≈ (16)

Equation (16)으로부터, 학습이 충분히 이루어졌을 때 

≤≤에 대한 모든 -스텝 누적 보상의 평균이 

Q-learning의 좋은 학습 타겟으로 활용될 수 있음을 알 수 

있다. 이 평균을 


이라 하고 다음과 같이 정의한다.

      



 







    



  ≤ ≤ (17)

3.2 

3.1에서 살펴본 바와 같이 는 학습 초기에 좋은 업데

이트 타겟으로 활용될 수 있지만, 학습이 진행되며 과대평가 편

향 문제가 발생할 위험이 있다[11]. 반면, 


은 학습이 충분

히 이루어졌을 때 좋은 업데이트 타겟으로 쓰일 수 있다. 따라

서, 와 을 결합한 새로운 학습 타겟인 을 

제안하며, 다음과 같이 정의한다.

    





 ≤≤ (18)

Equation (18)에서, 는 와 의 비율을 결정하는 

파라미터이다. 본 논문은 파라미터 를 Equation (19)로 대체

하였다.

      




max    


max    


min    
 ≤≤ (19)

학습 초기에는 


max    와 


min    의 값이 차이가 

나기 때문에 에서 의 비율이 높지만, 학습이 

진행되며 


max    와 


min    의 차이가 줄어들면 


의 비율은 낮아지고 


의 비율이 높아지게 된다.

3.3 을 적용한 -스텝 Q-learning 알고리즘

본 논문에서 제안하는 새로운 학습 타겟인 을 적용

한 -스텝 Q-learning 알고리즘의 의사코드(Pseudo-code)는 

Algorithm 1과 같다. 는 분모가 0이 되는 것을 방지하기 

위한 매우 작은 양의 상수를 나타낸다. 12번째 줄부터 18번째 줄

까지는 에피소드가 종료될 때까지 에이전트가 상태 

에서 행동 



를 선택하고 보상 

  
을 받으며 다음 상태 

  
로 넘어가

는 것을 나타낸다. 22번째 줄부터는 를 업데이트하는 과정

을 보여준다. ≤≤에 대한 모든 -스텝 누적 보상을 계

산한 뒤, 이의 최댓값과 평균을 이용하여 학습 타겟인 

을 계산한다. 학습 타겟과 현재 와의 차이를 이용

하여 학습률 만큼 를 업데이트한다.
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4. 실  험

4.1 학습 정도에 따른 값 변화 실험

Fig. 4는 두 가지의 × 그리드월드 환경(Fig. 2)에서 학

습 정도에 따른 에서 와 


의 비율을 결정

하는 파라미터 값의 변화에 대한 실험 결과이다. Fig. 4 (a), 

(b)의 실험 환경은 Fig. 2의 (a), (b) 각각에 대응된다. 200 

에피소드가 끝나면 학습을 종료하였고, 이 과정을 100번 진

행하였다. 그래프에 나타낸 값은 해당 에피소드에서 매 타

임 스텝마다 계산한 값들의 평균을 의미한다. 실험 결과를 

통해 학습 초반에 높았던 값이 학습이 진행되면서 점점 낮

아지는 것을 볼 수 있다.

4.2 의 성능 평가

본 논문의 실험 목적은 -스텝 시간차 학습에서 적절한 

을 선택해야 하는 문제를 해결하기 위해 제안하는 새로운 학

습 타겟인 의 성능을 평가하는 것이다. 따라서 실험은 

기존 -스텝 시간차 학습 알고리즘과의 비교 평가를 진행한다.

본 논문의 실험은 Nature DQN[9, 10]과 이의 확장 알고

리즘인 Double DQN[12,13], Dueling DQN[18], Prioritized 

Experience Replay[19] 알고리즘을 통합한 기법 위에 기존 

-스텝 시간차 학습과 제안하는 방법을 구현하여 비교 실험

을 진행하였다[16].

기존 -스텝 시간차 학습 알고리즘에서 ={1, 3, 6} 3가지에 대

해서 실험을 진행하였다. 본 논문에서 제안하는 의 

≤≤ 에서의 은 기존 -스텝 시간차 학습 알고리즘에

서 6까지 실험하였으므로 동일하게 6으로 설정하였다.

실험은 OpenAI Gym의 Atari 게임 중 ‘Pong’, ‘Enduro’, 

‘Seaquest’, ‘Freeway’ 4개 환경에서 진행하였다[25]. 실험 

결과는 Fig. 5와 같으며 데이터는 100개에 대한 이동평균

(Moving Average)을 나타낸다. 실험은 1-스텝, 3-스텝, 6-

스텝,  모두 각각 3번씩 측정하였으며, 3번 측정한 것의 평

균과 표준편차를 그래프에 나타내었다. 그래프의 가로축은 

강화 학습 환경에서의 타임 스텝 를 나타내며, 세로축은 에

이전트가 한 에피소드의 시작부터 끝날 때까지 받은 누적 보

상을 의미한다. Return은 매 1000타임 스텝마다 측정하였으

며 직전 100개 에피소드에서 받은 누적 보상의 평균을 의미

한다. 따라서 그래프가 가로축 대비 세로축이 빠르게 올라가

는 것은 에이전트가 학습을 빠른 시간 내에 배우고 있다는 것

을 의미하기 때문에 좋은 성능을 낸 것이라고 볼 수 있다.

Fig. 5의 실험 결과로부터 본 논문에서 제안하는 알고리즘

이 기존 -스텝 시간차 학습 알고리즘보다 전반적인 학습 성

능이 우수하다는 것을 알 수 있다. 학습 초반 모든 실험 환경

에서 제안하는 알고리즘의 성능이 우수한 것을 보아 학습 초

기에 가 좋은 타겟이라는 것을 알 수 있고, 학습이 진행

되며 성능이 떨어지지 않는 것을 보아 


이 과대평가 문제를 

방지하였다고 볼 수 있다. 또한 Fig. 5-2나 Fig. 5-4의 결과와 

같이 기존 -스텝 시간차 학습 알고리즘의 성능이 1-스텝 시간

차 학습보다 떨어지는 경우에도 본 논문에서 제안하는 알고리즘

의 성능이 좋다는 것을 알 수 있다. 따라서 이 -스

텝 시간차 학습에서 을 선택해야 하는 문제를 해결하는 새

로운 학습 타겟으로 적절하다고 생각한다.

5. 결  론

-스텝 시간차 학습은 적절한 을 선택할 경우 1-스텝 시

간차 학습보다 성능이 좋은 알고리즘으로 알려져 있다. 하지

만, -스텝 시간차 학습은 강화 학습 환경의 변화에 따라 최적

의 이 바뀌는 파라미터 민감성의 문제가 있다. 또한, -스텝 시

간차 학습의 타겟 값인 -스텝 누적 보상은 의 값이 커지면 

분산이 높아지고, 의 값이 작아지면 편향이 커지는 편향-분산 

(a) (b)

Fig. 4. Variation of  According to Learning Degree
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트레이드오프 문제가 있다. 따라서 -스텝 시간차 학습 알고리

즘은 하이퍼-파라미터 을 선택하기 어려운 문제가 있다.

본 논문에서는 ≤≤에 대한 모든 -스텝 누적 보상의 

최댓값과 평균으로 구성된 이라는 새로운 -스텝 

업데이트 타겟을 제안하고, 을 적용한 -스텝 

Q-learning 알고리즘을 제안한다.

실험은 Nature DQN과 이의 확장 알고리즘인 Double 

DQN, Dueling DQN, Prioritized replay buffer 알고리즘

들을 통합한 기법 위에서 기존 -스텝 시간차 학습과 제안하

는 알고리즘의 성능 비교 평가를 진행하였다. OpenAI Gym

의 Atari 게임 환경에서의 실험 결과 본 논문에서 제안하는 

알고리즘이 기존 -스텝 시간차 학습 알고리즘보다 성능이 

우수하다는 것을 입증하였다.

본 논문에서 제안하는 은 ≤≤에 대한 모든 

-스텝 누적 보상의 최댓값과 평균으로 구성되기 때문에 범

위를 지정하는 이 하이퍼-파라미터라고 볼 수 있다. 하지

만, 기존 -스텝 시간차 학습에서도 최적의 을 찾기 위해서 

1-스텝부터 몇 스텝까지 실험을 할지 결정해야 하는 문제는 

동일하며, 지정된 범위 내의 모든 값을 전부 실험하여 적절한 

값을 찾아야 하는 문제가 있다. 본 논문에서 제안하는 알고

리즘은 기존 -스텝 시간차 학습 알고리즘에서 을 선택하

는 문제를 해결하였고 -스텝 시간차 학습이 1-스텝 시간차 

학습보다 낮은 성능을 보이는 환경에서도 제안하는 알고리즘

의 성능이 우수한 것을 보였다.
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