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서 론1. 

삭가공에서 최  가공조건을 선정하기 해서

는 일반 으로 공작물 공작기계 그리고 삭공구 , 

등에 한 숙련된 작업자의 경험과 지식이 필요하

다 이는 아직 가공 품질과 삭변수와의 명확한 . 

수학  모형이 도출되지 않아 최  가공조건을 이

론 으로 단하기는 어렵기 때문이다 .

가공 품질을 단하는 여러 기  에서 표면거

칠기(surface roughness 는 부품 간의 조립성 수명) , , 

성능 등에 향을 미치는 주요 지표이다 표면거칠. 

기는 삭조건뿐만 아니라 공구의 형상 공작기계, 

의 강성 삭유의 사용 여부 등에 따라서 민감하, 

게 변화하기 때문에 최  가공조건을 도출하는데 

고려해야 할 변수가 많다 이에 양호한 표면품. 

를 획득하기 해서는 이들 입력변수에 따른 정

한 표면거칠기 측 모델 구축이 필수 이다.
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ABSTRACT

We applied an artificial neural network (ANN) and evaluated surface roughness prediction in lateral milling 

using an endmill. The selected workpiece was AL6061-T4 to obtain data of surface roughness measurement 

based on the spindle speed, feed, and depth of cut. The Bayesian optimization algorithm was applied to the 

number of nodes and the learning rate of each hidden layer to optimize the neural network. Experimental 

results show that the neural network applied to optimize using the Expected Improvement(EI) algorithm 

showed the best performance. Additionally, the predicted values   do not exactly match during the neural 

network evaluation; however, the predicted tendency does march. Moreover, it is found that the neural 

network can be used to predict the surface roughness in the milling of aluminum alloy.

Key Words : ANN(인공신경망), Surface Roughness(표면거칠기), Bayesian Optimization(베이지안 최적화)
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표면거칠기 측 모델을 도출하기 해 다양한 

방법이 시도되었으며 회귀분석 실험계획법, , 

그리고 인공신경망 에 의한 연구가 표 이다. 

인공신경망(artificial neural network, ANN 은 최근 )

하드웨어의 발달과 더불어 데이터를 처리하는 다양

한 알고리즘의 개발로 인해 여러 학분 분야에서 

용이 이루어지고 있다 특히 표면거칠기 부분에 있. 

어서 인공신경망을 활용한 우수한 측 성능 결과

가 보고되고 있다 .

한편 공작물의 종류에 따라 가공조건에 따른 표

면거칠기 변화 경향이 달라질 수 있다 최근 산업 . 

장에서는 기계 부품의 경량화를 해 알루미늄 

합 의 용이 증 되고 있다 알루미늄 합 은 . 

삭가공 시 강(steel 는 주철) (cast iron 에 비해 민)

감한 열변형과 빈번한 구성인선(built-up edge 의 )

향을 받아 품질 리가 어려워 난삭재로 분류되고 

있다 이러한 난삭재의 경우 여러 가지 요인들이 . 

반응 결과에 향을 미치기 때문에 수학 인 표면

거칠기 측 모델 구축이 어려울 것으로 상된다.

이에 본 연구에서는 기계 부품 소재로 활용되는 

AL6061-T4의 링가공 표면거칠기 측을 해 인

공신경망을 용하고자 하 다 이를 해 엔드. 

을 이용하여 측면 링가공 데이터를 확보한 후 인

공신경망을 구성하 다 특히 인공신경망의 성능을 . 

좌우하는 매개변수(hyper-parameter 를 최 화하기 )

해 베이지안 최 화(bayesian optimization) 를 

용하고 그 성능을 평가하 다.

절삭가공 데이터2. 

인공신경망의 훈련을 해 각기 다른 조건에서 

개의 데이터를 확보하 다 이  개는 신경망90 . 70

의 훈련(train 으로 사용되고 나머지 개는 학습 상) 20

태를 검증(validation 하기 한 용도로 활용하 다) . 

실험에 사용된 공구는 코 되지 않은 직경 12mm 

경 엔드 (AES3120 UF10, TaeguTec 이며 날 길이)

는 30mm, 칩 배출과 생산성을 고려하여 날을 선3

정하 다 입력변수는 . 에서와같이 주축 회Fig. 1

수(rpm) 이송, (mm/teeth) 그리고 축 방향 입깊이, 

(axial depth, mm 를 선정하 고 반경 방향 입깊이)

(radial depth 는 일정) (2mm 하게 유지하 다) . 

Fig. 1 Schematic diagram of experimental set-up

Table 1 Cutting conditions for experiment

Factors min. max.

Spindle speed(rpm) 800 8,000

Feed(mm/teeth) 0.02 0.40

Axial depth(mm) 0.3 4.0

Table 2 Conditions for measurement

Filter Gauss

Curvature R

Cut-off( , mm) 0.8

Number of sampling length 5

Measure speed(mm/s) 0.5

Measurement parameter( mμ ) Ra

비실험을 통해 가공 가능한 역을 탐색하 고 

데이터 수집을 한 각 변수에 따른 삭조건 범

를 Table 1에 나타내었다 그리고 선정된 범  내에. 

서 표본편향(sample bias 을 최소화하기 해 임의추)

출(random sampling 방식으로 개의 데이터를 수) 90

집하 다 그리고 알루미늄 합 의 경우 구성인선. 

이 가공에 많은 향을 미치므로 이를 최소화하기 

해 삭유를 사용한 습식가공으로 진행하 다.

각 조건별 삭이 완료된 공작물의 측면을 세척

하 으며 입깊이 방향으로 침식 표면조도측정
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기(Surftest SJ-310, Mitutoyo Corp.)를 활용하여 거칠

기를 측정하 다 측정 방법은 심선 평균 거칠기. 

(arithmetical average roughness, Ra 값을 채택하 고 )

측정조건은 Table 2와 같다.

인공신경망 적용3. 

신경망 성3.1 

Table 3에서는 실험데이터를 바탕으로 표면거칠

기 측을 한 인공신경망 구성에 해 나타내었

다 일반 으로 신경망은 입력층. (input layer 은닉), 

층(hidden layer 그리고 출력층), (output layer 으로 설)

계된다 입력층에는 주축 회 수 이송 그리고 . , , 

입깊이가 변수로 입력되고 출력층에는 표면거칠기 

측값이 출력되도록 하 다 표면거칠기 측에 . 

련된 최근 연구 에서 개의 은닉층으로 높은 2

측 정 도를 확보하 으며 실시간 학습이 아닌 , 

데이터에 해서는 개의 은닉층이 단층 은닉층 구2

조보다 성능이 높다고 하 다 이에 기존 연구를 . 

바탕으로 층 구조를 용하고자 하 다2 .

신경망에 입력되는 데이터는 비선형 함수의 일종

인 활성화 함수(activation function 를 경유하여 다음 )

층으로 이동한다 활성화 함수는 최근 성능이 입증. 

된 Rectified Linear Unit(ReLU) 함수를 용하

다 그리고 각 가 치 매개변수에 한 기값 설. 

정 방법은 함수에 특화된 ReLU He initialization

알고리즘을 용하 다 신경망 학습에서 오버피. 

 국소 최 값(overfitting) (local optimum value)을 

찾는 오류를 최소화하기 해 각 신경망 층에서 활

성화 함수 출력값이 고르게 분포시켜야 한다는 기

존 연구 결과에 따라 각 층에서의 입력 데이터와 

출력 데이터는 정규화(normalization 처리를 하 다) .

Table 3 Design of ANN layers

Layers

Input
ReLU Batch

NormalizationHe initialization

Hidden
(2 layers)

ReLU Batch
NormalizationHe initialization

Output
Linear

Prediction
He initialization

신경망 학습3.2 

데이터가 신경망을 통과한 후 검증 데이터와 비

교하여 오차를 계산한 후 보상되는 과정을 거처야 

한다 그리고 오차를 반 하여 각 신경망의 가 치. 

와 같은 매개변수(parameter 를 갱신해야 하는데 손)

실함수(loss function 에 의한 평가가 이루어진다 본 ) . 

신경망에서는 평균제곱오차(Mean Squared Error, 

를 손실함수로 용하 다 식 과 같이 신경MSE) . (1)

망에서 출력된 데이터()는 손실함수 ( 를 통해 )

검증 데이터( 와 손실함수로 평가되고 신경망의 )

매개변수를 갱신할 수 있도록 구성하 다.

           



  



 
            (1)

손실함수를 최소화할 수 있는 매개변수로 갱신이 

가 치 조정 주기 마다 지속해서 이루어져야 (epoch)

하며 이를 통해 신경망이 최 화된다 이때 한 . 

매개변수를 찾는 방법이 필요하며 최근 연구에서 

Adam 알고리즘이 다양한 상황에서 하다고 

제시하 다 이에 을 통해 주기마다 가 치 갱. Adam

신이 이루어지도록 하 다.

초매개변수 최적화3.3 

신경망 학습 과정에서 가 치 갱신의 경우 데이

터에 의해 결정되지만 은닉층의 개수 각 은닉층의 , , 

노드 수 학습률 등은 신경망 설계자가 직  설정, 

하는 변수이다 특히 이러한 변수들을 일반 으로 . 

매개변수라고 하며 인공신경망의 성능에 많은 

향을 미친다 최 화하기 한 목 함수가 수학. 

으로 도출되지 않은 미지의 함수이기 때문에 이를 

최 화하는 방법으로 Manual search와 Grid search 

방법이 있으나 고려해야 할 변수에 따라 탐색 시간

이 많아진다 이를 개선하기 해 확률  무작  . 

추출을 용한 방Random search 법의 경우 최 값 

탐색 시간을 일 수 있으나 이  탐색값에 한 

정보를 반 하지 않기 때문에 비효율 이다 이에 . 

이  탐색값의 정보를 반 하면서 확률  추정이 

가능한 베이지안 최 화(bayesian optimization) 알

고리즘이 제시되었다.
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Table 4 Cutting conditions for experiment

Factors min. max.

No. of nodes
unit 1 5 50

unit 2 5 50

learning rate 0.001 0.01

No. of iteration 30

Table 5 Experiment results for acquisition functions

Function unit 1 unit 2 learning rate accuracy

EI 12 44 0.001 0.967

UCB 12 29 0.003 0.965

POI 21 26 0.009 0.972

Fig. 2 Results according to the number of iteration

베이지안 최 화는 측 데이터를 기반으로 미지

의 목 함수에 한 확률  추정을 하는 Surrogate 

과 최 값을 탐색하는 으로 model Acquisition function

구성된다 본 연구에서는 각 은닉층의 노드 수. 

와 학습률을 탐색할 상으로 선정하 으며 탐색 

범 는 Table 4와 같다. 효과 인 최 값 탐색을 

해서는 기존 자료를 기반으로 확실성이 높은 다음 

최 값을 탐색 하는 방법과 불확실성이 (exploitation)

높은 미지 역을 탐색 하는 방법이 (exploration)

하게 반 되어야 하며 Expected Improvement(EI), 

그리고 Upper Confidence Bound(UCB), Probability of 

알고리즘이 용되고 있다improvement(POI) 이. 

에 Acquisition function에 따른 최 값 탐색 성능평

가를 하 으며 그 결과는 에 나타내었고Table 5 검

증 데이터와의 평가 시 가장 측 정 도가 높은 

함수는 이다 에서는  Expected Improvement . Fig. 2

함수를 용했을 때 갱신회수Expected Improvement 

에 따른 최 값 분포 경향을 나타내(no. of iteration)

었다 여기서 각 데이터 의 크기는 정 도에 따. 

라 달리하 으며 의 크기가 클수록 높은 정 도

를 나타낸다 그림에서 첫 번째 은닉층의 노드 수. 

는 에서 사이에 집 되고 있으며 두 번째 은닉5 25 

층의 노드 수는 비교  에서 사이에 최 값이 30 50 

분포하는 것으로 보아 첫 번째 층보다 두 번째 층

의 노드 수가 많아야 할 것으로 단된다 이는 . 

에서와같이 다른 을 용Table 5 Acquisition function

했을 때의 결과와도 유사한 경향을 보인다.

예측성능 평가3.4 

은닉층의 노드 수와 학습률에 한 최 값을 신

경망에 용하여 학습을 진행하 다 체 가 치 . 

조정 주기(200 내에서 오버피 은 찰되지 epoch) 

않았으며 훈련된 신경망과 검증 데이터와의 평가에

서 최종 손실값은 이다 훈련이 완료된 신경망0.032 . 

의 측성능을 평가하기 해 실험을 추가하여 진

행하 고 개의 데이터를 확보하 다 추가된 데14 . 

이터는 신경망 훈련에 사용하 던 삭조건을 피해 

선정하 다 에서는 추가된 테스트 데이터를 . Fig. 4

이용하여 신경망을 평가한 결과를 나타내었다.

Fig. 3 Loss of optimized ANN
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테스트 데이터에 해 측 방향성이 체로 일

치하고 있음을 알 수 있고 측 오차 분포는 번 13

데이터를 제외하고 ±0.1μm 이내에 형성되고 있다 .

(a) Analysis of curve fitting

(b) Predicted values vs measured values

(c) Histogram of ANN residuals

Fig. 4 Evaluation of ANN with test data set

Table 6 Results of acquisition function test

Function MSE MAE R2

EI 0.014 0.084 0.778

UCB 0.024 0.139 0.611

POI 0.016 0.092 0.753

한편 훈련에서 사용된 데이터와 평가에서 사용된 

데이터는 다르므로 에 따른 최 Acquisition function

화 결과를 이용하여 평가하 고 그 결과는 Table 6

과 같다 식 의 손실함수에서 사용된 평균제곱오. (1)

차(MSE) 그리고 평균 오차, (Mean Absolute Error, 

와MAE) 결정계수(Coefficient of Determination, R2)를 

반 하여 평가해본 결과 에 의Expected Improvement

한 최 화 모델이 우수하 음을 알 수 있다.

결론4. 

본 연구에서는 엔드 을 이용한 측면 링가공에

서 표면거칠기 측을 한 인공신경망을 용하고 

평가하 다 이를 해 공작물을 . 으로 선AL6061-T4

정하여 주축 회 수 이송 그리고 입깊이 변화에 , , 

따른 표면거칠기 측정 데이터를 확보하 다 각 은. 

닉층의 노드 수와 학습률에 해 베이지안 최 화 

알고리즘을 용하여 신경망을 최 화하고 성능을 

평가하 다 그 결과 . 에Acquisition function Expected 

알고리즘을 이용한 최 화 결과를 Improvement 

용한 신경망이 가장 우수한 성능을 나타내었다 그. 

리고 신경망 평가에서 측값이 정확히 일치하지는 

않지만 체로 유사한 측 경향을 보 다 향후 , . 

인공신경망을 활용한 링가공의 표면거칠기 측

에 있어서 다양한 종류의 공작물 공작기계 공구, , , 

가공조건 등을 용한 연구가 이루어져야 하며 본 

연구의 결과가 후속 연구의 기  자료로 활용되리

라 단된다.
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