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요 약

초고해상도 변환 문제에서 최근 딥러닝을 사용하면서 큰 성능 개선을 얻고 있다. 빠른 초고해상도 합성곱 신경망 (FSRCNN)은 딥
러닝 기반 초고해상도 알고리즘으로 잘 알려져 있으며, 여러 개의 합성곱 층로 추출한 저 해상도의 입력 특징을 활용하여 역합성곱 층
에서 초고해상도의 영상을 출력하는 알고리즘이다. 본 논문에서는 병렬 연산 효율성을 고려한 FPGA 기반 합성곱 신경망 가속기를 제
안한다. 특히 역합성곱 층을 합성곱 층으로 변환하는 방법을 통해서 에너지 효율적인 가속기를 설계했다. 또한 제안한 방법은 FPGA 
리소스를 고려하여 FSRCNN의 구조를 변형한 Optimal-FSRCNN을 제안한다. 사용하는 곱셈기의 개수를 FSRCNN 대비 3.47배 압축
하였고, 초고해상도 변환 성능을 평가하는 지표인 PSNR은 FSRCNN과 비슷한 성능을 내고 있다. 이를 통해서 FPGA에 최적화된 네
트워크를 구현하여 FHD 입력 영상을 UHD 영상으로 출력하는 실시간 영상처리 기술을 개발했다.

Abstract

Recently, deep learning technology is widely used in various computer vision applications, such as object recognition, classification, 
and image generation. In particular, the deep learning-based super-resolution has been gaining significant performance improvement. 
Fast super-resolution convolutional neural network (FSRCNN) is a well-known model as a deep learning-based super-resolution 
algorithm that output image is generated by a deconvolutional layer. In this paper, we propose an FPGA-based convolutional neural 
networks accelerator that considers parallel computing efficiency. In addition, the proposed method proposes Optimal-FSRCNN, which 
is modified the structure of FSRCNN. The number of multipliers is compressed by 3.47 times compared to FSRCNN. Moreover, 
PSNR has similar performance to FSRCNN. We developed a real-time image processing technology that implements on FPGA.
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Ⅰ. 서 론

최근 딥러닝은 높은 정확도와 함께 다양한 컴퓨터 비전

어플리케이션에서 주목받고 있다[1][2]. 깊은 합성곱 신경망
(convolutional nueral networks, CNNs)는 뛰어난 특징 추
출 능력으로 객체 인식, 분류 등에서 많이 사용되고 있다
[3]-[6]. 초고해상도 (super-resolution, SR)는저해상도영상을
고해상도 영상으로 변환하는 기술로 존재하지 않는 픽셀

정보를복원및예측이필요하다. SR은하나의입력에대해
복수의결과물이나올수있는잘정의되지않은문제이며, 
CNN은 이러한 문제를 해결하는데 적합하여 연구가 활발
히 이루어지고 있다[7]-[8]. Dong et al.[8]은 빠른 초고해상도

합성곱 신경망 (FSRCNN)을 소개했다. CNN 구조의 초고
해상도알고리즘인 FSRCNN은그림 1과같이마지막 layer
를제외하고 모두 합성곱층이며마지막 층만 역합성곱층

(전치 합성곱 층, deconvolutional layer)이다.
저해상도영상을높은성능의고해상도영상으로복원하는

CNN 구조의 FSRCNN 모델을하드웨어플랫폼에서빠르게
동작하기 위해서 중앙 처리 유닛 (CPUs) 그래픽 처리 유닛
(GPUs)를사용할수있다. 그러나엄청난에너지소비량으로
임베디드 시스템에서는 한계가 존재한다. 반대로 FPGA와
ASIC 칩은높은에너지효율과병렬연산의이점으로 CNN 
가속기의충분한매력을가지고있어최근 FPGA 기반 CNN 
가속기 연구가 다양한 분야에서 주목받고 있다[9]-[10].

FSRCNN을 가속하기 위해서 합성곱 연산 가속기뿐만
아니라 역합성곱 연산을 가속하기 위한 방법이 필요하다. 
Chang et al.[11]은역합성곱연산을합성곱연산으로바꾸는

transforming deconvolutional layer into convolutional layer 
(TDC) 방법을 소개했다. 이 방법으로 합성곱 연산 가속기

를 사용하여 역합성곱 연산이 가능하다.
본 논문에서 딥러닝 기반 초고해상도 영상을 생성하는

알고리즘을 FPGA 하드웨어 플랫폼에서외부 메모리 사용
없이가속하여실시간으로동작하는시스템을설계하는방

법을 소개한다. FPGA 리소스를 고려하여 FSRCNN 알고
리즘을성능저하를최소로하여압축하는방법과 FPGA의
리소스를 충분히 사용하면서 양자화 오류를 최소로 하는

방법을 소개한다.

Ⅱ. 관련 이론

1. FSRCNN 모델 분석

딥러닝 기반 초고해상도 알고리즘으로 SRCNN[12], 
FSRCNN[8], VDSR[13] 등이 대표적인 모델이다. FSRCNN
은 SRCNN과 VDSR과비교하여다음과같은특징을가지
고 있다. 첫 번째, 모델의 입력 영상이 저해상도 영상이다. 
SRCNN과 VDSR은모델입력을쌍입방보간법과같은규
칙기반초고해상도알고리즘을이용하여타겟해상도로변

환 후 딥러닝 기반 알고리즘으로 디테일을 살리는 방법이

다. 반면 FSRCNN은딥러닝기반모델에서저해상도영상
을 고해상도 영상으로 업 스케일링하는 방법으로 모델 내

부에서도 모든 특징 맵들은 저해상도 영상이다. 따라서
FSRCNN은 메모리 사용량과 연산량이 적다. 두 번째, 
FSRCNN은입력영상이저해상도영상이므로저해상도영
상을 고해상도 영상으로 변환하는 layer를 사용한다. 이를
위해 SRCNN과 VDSR과다르게 그림 1과 같이 마지막층
에서 저해상도 영상을 고해상도 영상으로 변환하기 위해

그림 1. FSRCNN의 구조
Fig. 1. FSRCNN Structure
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역합성곱층을사용한다. 역합성곱층의보폭에따라몇배
업 스케일링하는지 결정할 수 있다.

2. 역합성곱 연산 가속기

역합성곱연산은합성곱연산과수학적인연산방법이다

르다. 합성곱연산은입력데이터에서필터와겹치는영역에
대해서 필터와 곱셈 후 모두 더해서 하나의 출력 데이터를

생성하지만, 역합성곱 연산은 하나의 입력 데이터와 필터와
곱하여 필터의 크기만큼 출력 데이터를 생성한다. 역합성곱
연산 과정에서 보폭이 작은 경우 서로 다른 입력 데이터에

대해서생성된두출력데이터가있을때일부데이터는출력

특징맵에서같은위치이다. 이러한두데이터는덧셈연산을
추가로 해야 한다. 이를 overlapping sum이라고 한다. 이는
하드웨어에서추가적으로메모리에접근하여데이터를읽기/
쓰기간접비가발생한다. 이에의해에너지소비량증가, 속도
저하의문제를야기한다. 이러한문제를해결하기위해서두
가지해결방법이존재한다. 첫번째, 입력특징맵들에서데
이터사이마다영을삽입하는방법이다[14]-[16]. 그러나영을삽
입하면서루프차원이증가하기때문에매우비효율적인방

법이다. 두번째, 역합성곱연산을합성곱연산으로대체하는
TDC 방법이다[11]. TDC 방법은역합성곱층의필터값들을
합성곱층의필터에매핑하는방법이다. 이방법은일반역합
성곱연산과같은출력값을얻으면서병렬연산을증가하여

스루풋을 높이기 때문에 매우 효율적인 방법이다.

Ⅲ. 제안하는 기법

1. 하드웨어에 최적화된 모델 생성 방법

FSRCNN 모델을타겟 FPGA에서외부메모리를사용하
지않고구현하는데다음과같은어려움이존재한다. 첫번
째, 합성곱층의필터의커널크기는 5x5이다. 따라서최소
4개행의데이터를 저장하기위한 buffer가 필요하다. 이는
지연시간증가뿐만아니라메모리 사용량증가에따른에

너지 소비량이 증가한다. 두 번째, FSRCNN의 총 weight 
개수는 12,636개이다. 외부 메모리를 사용하지 않으면서
실시간으로 동작하기 위해서는 FPGA 리소스중에서 디지

털 신호 처리기 (DSP) 개수보다 적은 웨이트 개수를 가진
모델만 설계가 가능하다. 따라서 타겟 FPGA의 DSP 리소
스가 적은 경우 FSRCNN의 모델 압축은 피할 수 없다.

FSRCNN의 압축 방법은 세 가지가 있다. 커널 크기 조
정, 펄터 개수 조정, 매핑 층의 개수 조정이다. 하드웨어의
DSP 개수를 고려하여 압축하기 위해 위 세 가지에 따른
모델의 DSP 사용량은다음의수식으로계산할수있다. 합
성곱 층에서 곱셈 횟수는 다음과 같다.

2
,m nConvMul k m n= ´ ´ (1)

여기서 m, n, k는각각입력특징맵들의개수, 출력특징
맵들의 개수, 그리고 커널 크기이다. Parametric 정류 선형
단위 활성화 층에서의 곱셈 횟수는 다음과 같다.

nActiveMul n= (2)

마지막으로역합성곱층을 TDC 방법으로대체된합성곱
층에서의 곱셈 횟수는 다음과 같다.

,m nDeConvMul C Ck m n n= ´ ´ ´ + (3)

여기서 C, Ck는각각 TDC 방법적용후합성곱층의개
수, 커널크기이다. 위수식 (1)-(3)을통해 FSRCNN을하드
웨어에설계하기위한필요한 DSP 개수를계산할수있다.
본논문에서는하드웨어의 DSP 개수를고려하여 FSRCNN 
모델을압축하여연산복잡도를줄였다. 이때, 하드웨어에
구현할때발생할수있는양자화오류를고려했다. 양자화
오류가심한 경우, 일정하게 픽셀 값이증가하는영역에서
계단식으로 픽셀 값이 증가하는 영역으로 변환된 출력 영

상이 생성되어 윤곽이 보이는 문제가 발생하게 된다. 양자
화 오류는 연산량이 많을수록 증가하며, 특히층 개수가 많
을수록증가하는문제가존재한다. 이는각층의출력특징
맵들에서양자화과정을거치기때문이다. 따라서먼저층
개수를 줄였으며, 그 후 필터 개수를 줄였다. 커널 크기의
경우 모든합성곱층의 커널 크기를 3이하로하여 지연시
간을줄였다. 그결과표 1과같이 Optimal- FSRCNN을설
계했다. 역합성곱층의경우커널크기는 TDC 방법이적용
된 상태에서 합성곱 층의 커널 크기를 의미하며 총 4개의
합성곱 층를 사용한다.
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Layer Type Kernel Size #Input
Feature Maps

#Output 
Feature Maps

1 Convolutional 
Layer 3x3 1 23

2 Convolutional 
Layer 1x1 23 12

3 Convolutional 
Layer 3x3 12 12

4 Convolutional 
Layer 3x3 12 12

5 Convolutional 
Layer 1x1 12 23

6 Deconvolutional 
Layer 3x3 23 1

표 1. Optimal-FSRCNN의 구조
Table 1. Optimal-FSRCNN Structure

FSRCNN을약 3.47배만큼웨이트개수를압축했다. 추가
로하드웨어친화적인모델을설계하기위해데이터양자화

를수행했다. 32-bits 부동소수점의데이터타입인경우 32- 
bits와 32-bits의데이터곱셈을위해서 1개의 DSP로부족하
다. 한 번의 곱셈 연산에 1개의 DSP를 사용하기 위해

16-bits 고정소수점로데이터타입을변환했다. 데이터타입
을변환하여양자화과정에서양자화오류가발생하면서출

력 영상의 성능은 감소하지만 무시할 수 있는 정도이다.
다음은 Optimal-FSRCNN의성능이다. 성능을평가할때

양자화된 데이터를 사용했다. peak-to-signal ratio (PSNR)
로 다양한 데이터셋에서 초고해상도 영상 생성 성능을 평

가했다. 그 결과는 표 2와 같다. 단위는 dB이다.

Test 
Dataset FSRCNN [8] Bicubic 

Interpolation
Ours

(Optimal-FSRCNN)

Set5 36.94 33.64 36.52
Set14 32.51 30.02 32.29

BSDS100 31.50 29.57 31.22
Urban100 29.85 26.87 29.25
Manga109 35.56 30.84 35.35

표 2. Optimal-FSRCNN의 성능 비교
Table 2. Comparison of the Optimal-FSRCNN Performance

Optimal-FSRCNN은 FSRCNN과비교하여무시할수있
는정도의성능하락이있다. 그러나규칙기반초고해상도영
상생성알고리즘대비뛰어난출력영상을생성할수있다.

2. 외부 메모리를 사용하지 않는 하드웨어 가속기
설계 방법

Optimal-FSRCNN을 FPGA에서 실시간으로 동작하는

그림 2. 하드웨어 아키텍처의 Overview
Fig. 2. An Overview of Proposed Hardware Architecture
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시스템을 위한 가속기를 설계했다. 설계한 가속기의 개요
는 그림 2와 같다.
입력 저해상도 영상 (LR Image)은 매 클럭마다 한 픽셀
씩입력된다. 이 RGB 타입의픽셀은 RGB to YCbCr 모듈
에서 YCbCr 도메인으로 변환되어 Y 데이터는 CNN 아키
텍처에서 고해상도 데이터로 변환된다. Cb와 Cr 데이터는
쌍 입방 보간법에서 규칙기반 초고해상도 영상 생성 알고

리즘으로 고해상도 데이터로 변환된다. CNN 아키텍처에
서는 여러 개의 합성곱 층 프로세서 (CLP)가 결합된

Combined CLP를여러개거치면서특징추출및고해상도
영상으로 변환된다. 각 CLP는 여러 개의 처리 요소 (PEs)
로 구성된다.

Optimal-FSRCNN에서각 층는 커널크기, 입력특징 맵
들개수, 그리고출력특징맵들개수와같은하이퍼파라미
터가다르다. 따라서각층마다서로다른 CLP를설계해야
하드웨어리소스를덜사용하는문제를해결할수있다. 따
라서 각 층마다 적합한 CLP를 설계했다.
커널 크기가 3x3인 CLP의 구조는 그림 3과 같다.
라인버퍼에서합성곱연산에필요한데이터를읽기하여

병렬 연산으로 하드웨어 리소스 사용량을 늘리고 지연 시

간을줄였다. 입력특징맵들의채널방향, 커널방향, 출력
특징맵들의 채널 방향으로루프풀기를 하여 병렬 연산을

수행했다. 추가로 완전 파이프라이닝을 통해 실시간으로
동작하도록 했다.

웨이트와 입력 데이터와 DSP를 사용하여 곱셈 연산 후
adder tree에서 모두 덧셈을 수행하여 최종 출력 데이터를
얻는다. 이때입력데이터및웨이트는 16-bits 고정소수점
이며 DSP의 출력은 32-bits 고정 소수점의 데이터 타입이
다. Adder tree에서모든연산은 32-bits에서연산하도록하
여 양자화 오류를 최소화 했다. 최종 출력 데이터에서

32-bits를 16-bits로 양자화하며 이 때 반올림 연산을 구현
하여 추가로 양자화 오류를 줄였다.
그림 4는커널크기가 1x1인 CLP의구조이다. 입력특징
맵들의채널방향, 출력특징맵들의채널방향으로만루프
풀기를 하여 병렬 연산 및 파이프라이닝 연산을 하도

그림 4. 커널 크기가 1x1인 CLP 구조
Fig. 4. CLP Architecture with Kernel Size of 1x1

그림 3. 커널 크기가 3x3인 CLP 구조
Fig. 3. CLP Architecture with Kernel Size of 3x3
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록 구현했다. 또한 커널크기가 1x1이기 때문에라인 버퍼
가 불필요하다. 즉, 이전 CLP의 출력 데이터가 생성되면
바로 연산이 가능하다. 따라서 커널 크기가 1x1인 CLP가
있을경우이전 CLP와 결합한 Combined CLP를구현하여
중간에라인버퍼사용을제거할수있었다. 그결과메모리
사용량 감소 및 지연 시간을 감소했다.
역합성곱 층은 TDC 방법으로 변환된 합성곱 층을 CLP
로 구현했다. 역합성곱 층의 커널 크기를 5x5를 사용했기
때문에 TDC 방법으로커널크기가 3x3인 4개의합성곱층
으로변환된다. 따라서그림 3과같은 CLP를병렬로 4개를
구현하여 지연시간은 1개의 CLP와 동일한 아키텍처를 구
현할 수 있었다.

Ⅳ. 실험 결과

1. 실험 환경 세팅

본 논문에서는 Xilinx Kintex7 UltraScale FPGA 환경에
서 Vivado 2018.2 툴을사용하여아키텍처를구현했다. 베
릴로그 언어를 사용해서 회로를 설계했다. 입력영상의해
상도는 FHD(1920x1080)이며 출력해상도는 UHD (2840x 
2160)로 2배 up-scaling하는 시스템을 구현했다.

2. 실험 결과

표 3은 FPGA의하드웨어 리소스를 사용하는양을 보여
준다. DSP를상당히많이사용하는반면나머지 lookup ta-
ble (LUT), Block RAM (BRAM), flip flop (FF) 등은 최소
한으로 사용하도록 구현한결과이다. Combined CLP 설계
및 각 층의 특성에 맞춰 설계한 서로 다른 모양의 CLP를
설계함으로서 DSP를제외한나머지리소스의사용량을줄
일수있었다. 그결과저비용으로칩설계가가능하며크기
도 작을 것으로 기대된다.

Resource Utilization

LUT 106,796

FF 277,264

BRAM 208

DSM 4,348

표 3. FPGA 하드웨어 리소스 사용량
Table 3. FPGA Hardware Resource Utilization

다음은시뮬레이터를사용하여계산한입력과출력픽셀

사이의 지연 시간이다. 그림 5와 같이 입력과 출력 사이의
74.8 micro 초의지연시간을 가지는것을확인할수있다. 
이것은 Combined CLP 및 각 layer의 특성에 맞춰 설계한

그림 5. 시뮬레이터를 사용한 지연 시간 측정 결과
Fig. 5. Latency Measurement using Simulator
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CLP에의해지연시간을최소화한결과이다. 또한 TDC 방
법으로역합성곱층의 overlapping sum문제를해결하고병
렬 연산을 극대화화한 결과이다. 따라서음성신호와 출력
영상 사이의 동기화를 보장한다. 또한 FPGA의 구동 주파
수를 148.5MHz로하여 60Hz 입력및 60Hz 출력으로시스
템을 설계했다.

Ⅴ. 결 론

본논문에서는 FSRCNN을타겟 FPGA 하드웨어플랫폼
에서외부메모리 사용 없이 실시간으로 동작하기위한방

법을소개한다. 첫번째, 타겟 FPGA 하드웨어리소스를고
려하여 FSRCNN을 성능 저하 없이 압축하는 방법을 소개
한다. DSP의개수및양자화오류를고려하여가장효율적
으로 압축하여 Optimal-FSRCNN 모델을 설계했다. 두 번
째, 타겟 FPGA 하드웨어에 Optimal-FSRCNN 모델을가장
효율적으로 설계하기 위한 아키텍처를 소개한다. 각 layer
의 특성을 분석하여 하드웨어 리소스의 덜 사용하는 문제

를해결하기위해다양한형태로 CLP를설계하는 방법및
DSP를 제외한 나머지 리소스의 사용량을 줄이고 지연 시
간을 줄이기 위한 Combined CLP 설계 방법을 소개한다. 
그 결과 FSRCNN 대비 무시할 수 있는 성정 저하를 가진
Optimal-FSRCNN을 Xilinx Kintex7 UltraScale FPGA에
구현하여 60Hz 및 74.8 micro 초의 지연시간을 가진 시스
템을 구현했다.
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