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요  약  본 연구에서는 가전기기 5종에 대해 실제 측정 전력 데이터를 이용하여 딥러닝 기반의 NILM 기법을 제안하고
그 효용성을 검증 하고자 한다. 약 3주간 중앙 전력 측정 장치 및 5종 가전기기(냉장고, 인덕션, TV, 세탁기, 공기청정
기)의 유효전력을 개별 측정하였다. 실측 데이터의 전처리 방법을 소개하고 Spectogram 분석을 통해 가전 기기별 특징
을 분석하였다. 가전기기별 특징을 학습 데이터셋으로 구성하였다. 중앙 전력 측정 기기와 가전기기 5종에서 측정된
모든 전력 데이터를 시계열 매핑하여 시계열 데이터 분석에 우수한 RNN 계열의 LSTM 신경망을 이용해 학습을 수행하
였다. 메인 중앙 전력 측정 장치의 전력 데이터만으로도 5종 전력 신호를 분해해낼 수 있는 알고리즘을 제안하였다.

주제어 : 에너지 분해, 비침입 부하 모니터링(NILM), LSTM, 스마트 그리드 시스템, 스팩토그램

Abstract  In this study, we propose a deep learning-based NILM technique using actual measured power 
data for 5 kinds of home appliances and verify its effectiveness. For about 3 weeks, the active power 
of the central power measuring device and five kinds of home appliances (refrigerator, induction, TV, 
washing machine, air cleaner) was individually measured. The preprocessing method of the measured 
data was introduced, and characteristics of each household appliance were analyzed through 
spectogram analysis. The characteristics of each household appliance are organized into a learning 
data set. All the power data measured by the central power measuring device and 5 kinds of home 
appliances were time-series mapping, and training was performed using a LSTM neural network, which 
is excellent for time series data prediction. An algorithm that can disaggregate five types of energies 
using only the power data of the main central power measuring device is proposed.

Key Words : Energy disaggregation, NILM(Non-Intrusive Load Monitoring), LSTM, Smart Grid System, 
Spectogram
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1. 서론

전 세계 에너지 소비의 25∼40 %에 상응하는 이산화
탄소 배출량은 일반 주거용 건물에서 발생한다[1-4]. 주
거용 건물 또는 가정에서 사용되는 전기 장치의 개수 또
한 스마트 디바이스와 가전기기의 고도화로 인해 증가 
할 것으로 예상된다. 한편 가정에서 사용되는 에너지 소
비의 약 20%가 가전기기의 결함 또는 불량으로 인해 누
전과 비효율적인 운용으로 인한 것으로 조사되었다[5-7]. 
따라서 결함이 있는 가전기기를 능동적으로 모니터링하
고 가전기기별 운용 전략을 개선하기 위해 최적 및 차선
의 운용 전략을 찾기 위해 장치 감지 및 부하 스케줄링 
최적화 기술이 최근 핵심 기술로써 연구가 수행되고 있
다[8]. 

하나의 마스터 전력 측정기로부터 개별 가전기기의 전
력을 분해 및 분석하는 시스템을 위한 스마트 그리드 시
스템 및 스마트 디바이스 또한 상당한 기술 진보를 이루
었다[8,9]. 가정에서 측정되는 개별 가전 기기별 에너지 
사용량을 모니터링하게 되면 가전 기기별 최대 부하를 
줄일 수 있어 가전기기의 결함을 줄일 수 있을 뿐만 아니
라 전체적인 에너지 소비량을 효율적으로 설계 할 수 있
다[10]. 

Target place Apartment(Osan, South Korea),
5-person household

Measurement period 20.09.16 ∼ 20.10.08 (22 days)

M
ain Centered M

easuring Device 

Input
Measureme

nt freq 50 / 60 Hz

Voltage 
input AC 10 ∼ 380 (phase voltage)

Current 
input AC 5A

Voltage/
current 0.5 VA or less (1 Phase)

Output

WIFI Use dedicated manager software
MODBUS-

RTU RS485 4800 ∼ 38400 BPS

images

Table 1. Central main power measurement equipment

그러나 오늘날 전력 사용량 모니터링의 수준은 대부분 
월별 청구서에 대한 총 에너지 측정을 통해 수행되며 가
전 기기별 사용량에 대한 정보는 전혀 주어지지 않고 있
다. 이를 위해서는 에너지 소비를 정확하게 측정하기 위
해 일반적으로 1Hz 이상의 샘플링 해상도를 가지는 스

마트 미터가 필수적이다. 스마트 미터는 전압 및 전류 측
정을 기반으로 가전기기의 에너지 소비를 측정하는 데 
사용되는 장치이다. 스마트 미터의 에너지 측정 주기가 
작을수록 에너지 소비 패턴 또는 특징적 요소를 파악하
기 쉬 울 수 있다. 그러나 과도한 샘플링 주파수의 증가
는 데이터의 저장, 처리 시간이 기하급수적으로 증가 할 
수 있을 뿐만 아니라 가전기기와는 상관없는 전력 측정 
데이터에 미치는 노이즈 요소들이 많이 측정되어 분석 
정확도를 떨어뜨릴 위험성이 있다[11]. 따라서 적절한 측
정 주기를 설정할 필요가 있으며 대부분의 상업용 스마
트 미터는 하드웨어 비용, 데이터 전송 및 저장의 용이함 
그리고 분석 정확도를 최적으로 설정 할 수 있도록 일반
적으로 0.1Hz 또는 최대 1Hz 정도의 주파수로 데이터를 
취득한다[13,14]. 

에너지 분해(Energy Disaggregation)는 전체 가정 
부하의 전류 및 전압을 측정하여 개별 기기에서 에너지 
소비량을 거시적으로 측정하거나 시계열의 형태로 Regression 
하는 기술을 비침입 부하 모니터링 (Non-Intrusive 
Load Monitoring, NILM)이라고 한다[12]. 비침입적
(Non-Intrusive)이라는 용어는 다수의 전력 측정 장치 
또는 개별 가전기기에 따로 부착된 스마트 미터를 활용
하는 기존의 ILM (Intrusive Load Monitoring) 방법과 
차별을 두기 위해 사용하는 용어이며 하나의 메인 측정 
장치로부터 계측되는 가전 기기의 총 사용량을 분석하여 
가전 기기별 패턴을 포착 및 분류, 사용량 예측까지 수행 
할 수 있다는 점에 큰 차이점이 있다. NILM은 하나의 중
앙 측정을 기반으로 가전 기기 수준으로 전기 에너지 소
비를 추출하므로 집계 된 총 에너지 신호에서 가전 기기
의 시작 신호(스위치 On) 및 사용 종류 시간(스위치 Off)
을 식별하여 기기를 식별 하였다[15].

NILM 기술은 SS (Source Separation) 알고리즘을 
사용하는 방법과 SS 알고리즘을 사용하지 않는 방법으로 
가장 크게 분류된다. NILM 방법은 주로 샘플링 주파수
에 따라 거시 신호 기반 파라미터(예 : 유효/무효 전력 
[16]) 또는 미시 신호 파라미터 (예 : 과출력 에너지 및 
고조파 [17])를 사용하여 가전 기기 수준으로 전력량을 
분석 할 수 있다는 장점이 있다. SS 알고리즘을 사용하지 
않는 방법은 주로 특징 추출 기반 기법(Feature 
Extraction based method)이 사용되며, 머신 러닝 알
고리즘 (예 : SVM (Support Vector Machines) [18], 
인공 신경망 (ANN) [19], Decision Tree (DT) [20], 
K-Nearest Neighbors (KNN) [21]) 기법이 주로 사용
된다. 이는 여러 가지 이유로 실제 가정이나 건물에서 사
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Appliances Refrigerator Induction TV Air Cleaner Washer

Power 33kWh/Month 3400W 180W 38W 2100W

Voltage - 220V 240V 100∼240V 220V

Frequency - 60Hz 50/60Hz 50/60Hz 60Hz

Dimension
912x1785x910

()
575x515x54

()
65

(inches)
44.5
( )

645x770x940
()

Images

Table 2. Types and specifications of appliances connected to the central main power measuring device

용하기엔 제약요소가 있다. 가전기기의 빠른 고도화와 
On/Off 외에 다른 신호가 있는 가전기기, 그리고 냉장
고와 같이 항상 켜져 있는 가전기기의 경우에는 분석이 
효율적으로 이루어지지 않는다. 최근에는 SS 알고리즘을 
함께 사용하는 딥러닝 기반의 NILM 기법이 보고되고 있
으며 기존 기계학습 기반의 한계점을 여러 측면에서 뛰
어넘고 있다. CNN(Convolutional Neural Networks) 
[22,23,24], RNN (Recurrent Neural Networks) [25,26] 
및 LSTM(Long Short-Term Memory) [26,27], 
denoising autoencoder (dAE) [28]를 사용하는 방법
론, GRU (Gated Recurrent Units) [22] 등이 있다. 

본 연구에서는 가전기기 5종에 대해 실제 측정 전력 
데이터를 이용하여 딥러닝 기반의 NILM 기법을 제안하
고 그 효용성을 검증하려 한다. 실측 데이터에서 전처리 
방법을 소개하고 Spectogram 분석을 통해 가전 기기별 
특징을 추출하여 분해 성능을 향상시켰다. 또한 중앙 전
력 측정 기기와 가전 기기 5종에서 측정된 모든 전력 데
이터를 시계열 매핑하여 시계열 데이터 분석에 우수한 
RNN 계열의 LSTM 신경망[26,27]을 이용해 학습을 수
행했다. 추후 main 전력 기기의 전력 데이터만으로도 5
종 전력 신호를 분해해낼 수 있는 알고리즘을 제안한다. 

2. 전력 데이터 측정

국내 주택 유형은 단독주택, 아파트, 연립 및 다세대, 
기타로 분류할 수 있으며, 월평균 전력사용량 소비 구조
는 아파트에서 51%로 가장 높은 비율을 차지하고 있다
[29]. 본 연구는 가전기기 전력 데이터 수집을 위해 경기
도 오산에 위치한 5인 가구 아파트 1개 세대의 5대 가전
기기의 소비전력을 Table 1. 과 같이 측정했으며, 가전
기기별 세부사항은 Table 2. 와 같다. 전력 측정 장비는 
PLC를 통해 이더넷(ethernet) 통신으로 데이터를 전송

하며, 100ms 단위 샘플링이 가능하다. 가전기기를 개별
적으로 연결할 수 있는 콘센트를 전력 측정 장비와 연결
하여 가전기기별 유효 전력, 5대 가전기기 전체(메인)의 
유효 전력을 1초 단위로 약 3주 동안 수집하였다.

본 연구에서 측정한 가전기기는 냉장고, 인덕션, TV, 
공기청정기, 세탁기이며 24시간 전력 사용량을 메인 전
력 데이터와 함께 도식화하면 Fig. 1과 같다

Fig. 1. Active power consumption for one day each 
appliance.

3. 스팩토그램을 이용한 전력 데이터 분석

스팩토그램(Spectogram)이란 FFT(Fast Fourier 
Transform)를 활용하여  전력 데이터를 시간-주파수 영
역대별 분포도 시각화한 자료이다. Fig. 1에 나타난 모든 
가전기기를 스팩토그램으로 도식화하면 Fig. 2와 같다. 
스팩토그램 분석 결과 각 가전기기의 특징을 시각적으로 
파악할 수 있다. On/Off 신호가 명확한 가전기기, 작동
(On)중 유효전력 변동 주파수대역이 저주파∼고주파로 
넓은 영역으로 분포하는 기기, 특정 주파수대에 에너지가 
분포하는 기기 등 다양한 특징을 추출 할 수 있다. 
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Fig. 2. Spectogram analysis result for each home appliance.

스팩토그램의 전력 단위는 를 사용하였고, 기간
은 Fig. 1의 기간과 같은 기간으로 가시화하였다.

TV, 세탁기, 인덕션의 경우에는 On/Off 신호가 명확
하다는 특성이 있다. 인덕션 및 세탁기는 0∼1.0Hz 주파
수 넓은 영역에서 고루 전력 에너지가 분포하였다. 공기 
청정기의 경우에는 On/Off 신호가 명확하지 않으며 항
상 대기 전력이 존재 하는 것을 알 수가 있으며 On 신호
시에는 간헐적으로 전력 신호가 증가 하는 것을 확인할 
수 있었다. TV의 경우에는 On 신호시 전력 소모량은 냉

장고와 비슷하지만 스팩토그램 분석 결과 저주파수의 전
력 소모가 이루어졌다. 냉장고는 항상 켜진 상태로 사용
한다는 특징이 있는데, 스팩토그램 분석 결과 냉장고 내
부 온도 유지를 위해 모터가 가동될 때마다 전력 소모가 
증가하는 것을 확인할 수 있으며 저주파수대에 에너지가 
집중되어 있다는 것을 알 수 있다.

4. 딥러닝 기반의 전력 분해 알고리즘

Fig. 3. Spectogram and LSTM-based energy 
disaggregation algorithm.

본 연구에서 제안하는 전력 분해 알고리즘은 2단계로 
구성되어 있다. 측정된 전력 데이터를 전처리를 수행하고 
스팩토그램 분석을 통해 특징 신호를 추출한다. 메인 전
력 측정 장치를 포함한 5개 가전기기를 하나의 학습 데
이터셋으로 구성하여 LSTM 기반의 신경망 학습을 수행
하였다. 메인 전력 측정 장치에서 취합된 전력 데이터는 
아래의 식으로 표현될 수 있다.

   ⋯   
  



  

는 메인 전력 측정 장치에서 취합된 S개의 가전

기기의 유효전력이고   ⋯ 는 개별 가전기기

별로 측정되는 유효전력이다. 는 개별 가전기기의 유
효전력 외에 측정되는 전력 데이터이다. 이는 하드웨어에 
연결된 물리적 결함으로 인해 발생하는 전력 손실, 가전
기기와 메인 측정 장치가 작동하는 주변 환경 등에 의해 
발생하는 메인 측정 장치의 오차 전력 값이다.

본 연구에서 제안하는 전력 분해 알고리즘은 메인 전
력 측정 장치에서 측정된 에서   ⋯ 신호
를 추출해내는 것이 목적이라 할 수 있다.

⋯ 
    


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Fig. 5. Time series plot results of energy decomposition results for each home appliance

⋯은 로부터 분해 알고리즘을 
거쳐 분해된 가전기기 전력이다. 본 전력 분해 알고리즘
은 아래 식을 만족하는 해를 찾는 함수에 대한 알고리즘
으로 정의 할 수 있다.

위 식에 대한 해석해를 찾는 것은 어려움이 있어 대부
분의 전력 분해 알고리즘은 전력 신호를 시간 단위로 분
해하여 기계학습 기반의 모델을 이용하여 전력 장치 레
벨에서 추정하는 방식을 사용해 왔다. 본 연구에서는 전
력 데이터를 “One to many” 학습 데이터 형식으로 매
핑하여 LSTM 기반의 방법으로 이를 해결하고자 한다.

Fig. 4는 본 연구에서 LSTM 신경망 학습을 위해 수행
된 데이터 전처리 프로세스이다. 데이터 전처리는 Raw 
데이터를 딥러닝 알고리즘에 알맞은 학습 데이터셋으로 
바꾸는 과정을 뜻하며  분해 신뢰성과 정확성을 높일 수 
있다.

Fig. 4. Deep learning training data set pre-processing 
process for energy disaggregation.

Data Cleaning : 불필요한 데이터를 제거하였다. 본 
연구에서 메인 전력 측정 장치로부터 취합되는 데이터는 
전압, 전류, 전력량, 유효전력, 피상전력, 무효전력, 역률, 
전압주파수, 전류주파수, 시간, 전압고조파, 전류고조파
이다. 유효전력을 제외 하고 나머지 데이터는 제외 하였
다. 또한 유효전력의 경우 현장에서의 다양한 문제로 인
해 음의 값이 측정되기도 하는데 모든 음의 값의 유효전
력은 0으로 처리 하였다.

Time sequencing : 모든 데이터를 시간에 맞추어 
time-sequence 데이터로 맞추는 작업을 하였다. 시간 
데이터와 유효전력 데이터를 1:N 매핑하는 과정을 수행
하였다. 또한 LSTM 알고리즘 특성상 장기-단기 데이터
를 기억할 수 있도록 데이터를 세팅해야 하는데, 본 연구
에서는 60초의 데이터를 기억할 수 있도록 
Time-sequencing 하였다.

Feature Scaling : 일부 데이터의 경우 ms 단위로 측
정되어 10000배 이상의 데이터가 측정되는 경우가 있는
데, 이는 노이즈로 간주하고 제거하였다. 또한 학습의 효
율성을 높이기 위하여 모든 전력 데이터를 0∼1.0으로 
스케일 매핑을 수행하였다.

Resampling : LSTM 알고리즘은 단위 시간당 유효전
력 데이터의 개수가 모든 가전기기에 대해서 같아야 한
다. Resampling 알고리즘을 통해 데이터 입력 빈도수를 
일정하게 하였다.
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Formating : 센서로부터 측정된 데이터는 가전기기
별로 따로 저장된다. 시간–메인 유효전력-가전기기별 유
효전력 순서로 하나의 테이블로 정리하였다.

LSTM 신경망은 총 50개로 구성했으며 Early-stop을 
위한 patience는 10으로 설정하였다. 총 학습 파라미터 
개수는 10655개로 설정 되었고, 총 Epoch 100회로 설
정하여 학습을 수행하였으며 Colab 환경에서 T4 GPU
를 활용하였다. 또한 콜백 함수로써 Learning rate 스케
줄러와 최적 모델을 자동으로 저장 하는 Check point 
함수를 이용하였다. 총 학습 시간은 16시간동안 수행하
였다. 최종 손실 값은 1.2222e-04 였으며, 더 이상 손실 
값의 하강과 정확도 향상이 없을 것으로 판단하여 해당 
신경망을 이용하여 분해를 수행하였다. Fig. 2. 의 스팩
토그램 분석을 수행한 같은 기간에 대해 분해 결과는 
Fig. 5. 와 같다. 5개 기기 전체에 대한 분해 정확도는 
89.79%로 측정 되었다. 중앙 측정 전력 에너지의 시계열 
총합의 데이터로부터 분해가 완료된 5종 가전기기의 전
력 값과 실제로 측정한 전력 값의 차이에 따른 에러를 아
래와 같은 식으로 정확도를 계산 하였다.

  

 




  




 


  




  




 

 

냉장고과 인덕션의 경우에는 꽤 유사한 수준의 분해가 
이루어 졌음을 알 수 있다. 그러나 냉장고의 80000초 부
근의 전력 사용량의 데이터는 다소 다른 패턴으로 인식
하여 전력 사용량을 분해한 것을 확인 할 수 있다. 같은 
시간대의 세탁기의 전력 사용량을 확인해보면 세탁기의 
사용 패턴을 냉장고의 사용량으로 인식하여 세탁기의 사
용량이 분해 성능에 악영향을 미쳤음을 알 수 있다. TV
의 경우에도 사용시간을 분해하는 데는 어느정도 유사한 
결과를 얻었음을 알 수 있으나 80000초 부근의 데이터
에서 큰 에러를 일으켰음을 알 수 있다. 공기 청정기의 
경우에는 전력 사용량이 극히 적어 On/Off 신호가 명확
하지 않다는 특성과 전체적인 전력 사용량이 너무 작아 
전력 사용 예측에 있어 큰 오차를 나타내었다. 세탁기의 
경우에는 실제 가전기기 사용율이 적다는 특성이 있다. 
실제 사용한 시간은 80000초 부근에서 한번 사용하였는
데, 세탁기의 패턴을 LSTM 신경망이 명확히 학습하지 
못하여 다른 가전기기에도 에러가 커지는 영향을 미친 
것으로 분석 된다.

5. 결론

본 연구에서는 전기기 5종에 대해 실제 측정 전력 데
이터를 이용하여 스팩토그램 분석을 통해 가전기기별 전
력 특징을 분석하고, LSTM 딥러닝 기반의 시계열 데이
터 학습을 통한 2단계 NILM 기법을 제안하고 그 효용성
을 확인하였다. 3개월 데이터 기준 정확도 89.79% 신뢰
도를 확보하였다. 실측 데이터 전처리 방법을 소개하고 
Spectogram 분석을 통해 가전 기기별 특징을 추출해내 
분해 성능을 향상 시켰다. 향후 연구로써 main 전력 기
기의 전력 데이터만으로 신뢰도 높은 5종 전력 신호를 
분해해낼 수 있는 알고리즘을 확보하기 위해 전력 분해
를 위한 전처리 필터 개발, 유효전력 이외의 무효전력, 피
상 전력 등의 다른 전력 데이터의 상관 관계를 학습한 분
해 알고리즘 개발 등을 수행할 예정이다.
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