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ABSTRACT

Forward osmosis (FO) process is a chemical potential driven process, where highly concentrated draw solution (DS) is 

used to take water through semi-permeable membrane from feed solution (FS) with lower concentration. Recently, commercial

FO membrane modules have been developed so that full-scale FO process can be applied to seawater desalination or

water reuse. In order to design a real-scale FO plant, the performance prediction of FO membrane modules installed 

in the plant is essential. Especially, the flux prediction is the most important task because the amount of diluted draw

solution and concentrate solution flowing out of FO modules can be expected from the flux. Through a previous study,

a theoretical based FO module model to predict flux was developed. However it needs an intensive numerical calculation

work and a fitting process to reflect a complex module geometry. The idea of this work is to introduce deep learning

to predict flux of FO membrane modules using 116 experimental data set, which include six input variables (flow rate,

pressure, and ion concentration of DS and FS) and one output variable (flux). The procedure of optimizing a deep learning

model to minimize prediction error and overfitting problem was developed and tested. The optimized deep learning 

model (error of 3.87%) was found to predict flux better than the theoretical based FO module model (error of 10.13%)

in the data set which were not used in machine learning.
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1. 서 론

딥러닝(Deep learning)은 기계학습(Machine learning)
의 한 가지 방법으로 컴퓨터가 데이터를 학습하여 분

류하거나 예측하는 등의 작업을 하는 기술이다. 컴퓨

터가 데이터를 분류 또는 예측하기 위한 대표적인 방

법 중 하나는 인공신경망이다. 인공신경망은 신경을 

구현하기 위해 만든 머신러닝의 기법이다. 딥러닝은 

인공신경망을 기반으로 하여 컴퓨터가 다양한 입력 

및 출력 데이터를 학습하는 방법이다 (Ciresan et al., 
2012). 기술 개발의 발달로 컴퓨터 연산 성능의 발전

과 인공신경망에 사용하는 함수의 개발로 높은 성능

을 기대할 수 있어 미디어 분야 등 다양한 분야에서 

예측, 분석하는 연구가 활발히 진행되고 있다 (Lee et 
al., 2020a). 수처리 분야에서도 일유량 예측이나 강에

서의 클로로필-a 농도를 예측하는데 활용된 연구 사례

가 있다 (Kum et al., 2020; Lee et al., 2020b). 
딥러닝의 기본 개념은 원하는 결과 값 예측에 영향

을 미치는 독립변수 데이터를 인공신경망 모델에 입

력하여 예측 결과값을 얻는 것인데, 은닉층, 뉴런 수 

등 파라미터를 조정하여 모델 최적화를 시행할 수 있

다. 본 연구에서 딥러닝이 적용될 정삼투(Forward 
osmosis, FO) 공정의 경우 막모듈에 유입되는 흐름의 

특성에 따라 평균 플럭스가 결정되기 때문에 딥러닝

을 적용하기에 적합하다.
FO 공정은 고농도 용액과 저농도 용액이 분리막을 

사이에 두고 흐를 때, 삼투압을 구동력으로 하여 저농

도 용액에서 고농도 용액으로 물이 투과되는 공정이

다. FO 공정은 하수처리와 담수화 같은 수처리 분야

나 식품 공정 등과 같은 다양한 분야에 적용하기 위

한 연구가 진행되고 있다 (Kim et al., 2015; Jeon et al., 
2018a). FO 공정의 경우 모듈 실험과 모델링 연구가 

활발히 진행되고 있지만(Kim et al., 2017; Kim et al., 
2018), RO 공정과는 달리 막모듈 제조사가 많지 않고 

공개된 설계프로그램도 없는 실정이다. FO 공정을 설

계하기 위해서는 모듈을 직렬 또는 병렬로 배열했을 

때 유량, 압력의 변동을 예측해야 한다. 이를 위해 FO 
막모듈의 성능을 예측할 수 있는 모델의 개발이 필수

적이다.
본 연구팀은 FO 막모듈 성능 예측을 위한 이론 기

반 모델을 개발하였다 (Lee et al., 2017; Jeon et al., 
2018b). FO 막 내외부에서 발생하는 농도분극 현상을 

모델링하여 랩 스케일에서 검증하여 높은 정확도의 

예측 성능을 확인하였고(Lee et al., 2017), 이를 모듈 

스케일로 확대하여 모듈 실험 데이터와 비교하였다 

(Jeon et al., 2018b). 모듈 스케일에서는 랩 스케일에서

와 달리 FS와 DS 유로 형태의 복잡성으로 인해 정확

도에 한계가 있었기 때문에, 모듈 실험 데이터를 활용

한 fitting process를 이용해 이를 보완하였다. 또한, 20
여개의 비선형 수식들을 연립하여 계산하기 위한 알

고리즘의 계산 시간이 많이 소요되는(1분 이상) 단점

도 무시할 수 없었다. 
RO 공정 설계 프로그램의 계산 시간은 수 초 내외

이기 때문에, FO 설계 프로그램의 활용도를 높이기 

위해서는 계산 시간을 줄이는 것이 유리하다. 또한, 
정확도를 높이기 위해 fitting process를 도입해야 한다

면, 긴 계산 시간을 필요로 하는 이론 수식을 배제하

고 fitting process를 전체적으로 도입하는 회귀 모델을 

도입하는 아이디어도 고려해 볼 수 있다. 본 연구팀에

서는 이론 기반 모델을 개발하고 검증하는 데 사용된 

실험 데이터 셋 116개를 가지고, FO 막모듈의 플럭스

를 예측하는 회귀 모델을 개발하였다 (Jeon et al., 
2019). 회귀 모델의 계산 시간은 1초 미만으로 이론 

기반 모델의 단점을 해소하였고 예측 오차도 더 우수

하였지만, 모델의 성능을 높이기 위한 적절한 회귀식

을 결정하는 절차가 단순하지 않았다. 그러나, 딥러닝

을 적용한다면 회귀식의 형태를 결정하는 고민 대신, 
모델 예측 성능에 영향을 주는 파라미터에 대한 최적

화를 실시함으로써 예측 오차를 비약적으로 감소시킬 

수 있을 것으로 기대된다. 따라서, 본 연구에서는 딥

러닝을 적용하여 FO 막모듈의 플럭스를 예측하는 모

델을 개발, 최적화 하고, 이를 기존의 두 모델(즉, 이
론 기반 모델과 회귀 모델)과 비교하여, FO 공정 모델

링 분야에서의 딥러닝의 적용성을 평가하고자 한다.

2. 연구 방법

2.1. 딥러닝에 사용된 FO 막모듈 실험 데이터

Fig. 1은 FO 막모듈에 유입되는 유도용액(Draw 
solution, DS), 원수(Feed solution, FS)와 유출되는 희석 

유도용액(Diluted DS), 농축수(Concentrate)를 나타낸 

것이고,  ,  , 는 각각 유량, 농도, 압력을 나타내

며 아래첨자  , , , 는 각각 FS, 농축수, DS, 희석 
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Fig. 1. Pressure, flow, and ion concentrations of four different 
streams in FO membrane modules.

Fig. 2. Experimental flux according to the salt concentration 
difference between draw and feed solutions.

유도용액을 의미한다. 플럭스(Jw)는 DS와 FS의 농도 

차로 인한 삼투압에 의해 발생되며, 플럭스로 인해 

DS와 FS가 모듈 내 유로를 따라 흐르면서 각각 희석, 
농축된다. 따라서, 모듈 입구에서 멀어질수록 DS와 

FS의 농도차가 줄어들어 플럭스가 감소한다. 
서론에서 언급했듯이 본 연구팀은 FO 막 내외부에

서 발생하는 농도분극 현상 등이론 수식을 이용한 이

론 기반 모델을 개발하였고 이를 모델 스케일로 확장

시켰다 (Lee et al., 2017; Jeon et al., 2018b). FO 막모

듈 내부 유로의 복잡성으로 인한 모델 예측 성능의 

저하를 막기 위해 116개의 실험 데이터(Fig. 2)를 사용

한 fitting process를 거쳤는데(Jeon et al., 2018b), 본 연

구에서는 이들 데이터를 활용해 이론 수식을 배제한 

딥러닝 모델을 개발하였다.
Fig. 2는 DS와 FS의 농도차에 따른 플럭스를 보여

주고 있는데, 농도차가 증가할수록 대체로 플럭스가 

증가하는 패턴을 보여주고 있지만, 압력, 유량 등 다

른 실험 조건에 따라 플럭스 변동이 발생하게 된다. 
FS와 DS의 농도, 압력, 유량이 플럭스에 미치는 구체

적인 영향은 본 연구팀이 출판한 기존 문헌에 정리되

어 있다 (Jeon et al., 2018a; Jeon et al., 2018b). 딥러닝 

모델을 구축할 때는 이러한 구체적인 영향이 무엇인

지 모르더라도 FO 막모듈에 유입되는 DS와 FS의 농

도, 유량, 압력이 모두 플럭스에 영향을 준다는 사실

만 파악한다면, 이들 6개의 변수들을 플럭스를 예측하

기 위한 입력 변수로 설정해야 한다는 것을 알 수 있

다. Table 1은 딥러닝에 사용된 116개의 데이터 셋을 

입력 변수(DS와 FS의 농도, 유량, 압력)와 결과 변수

(플럭스)로 나누고, 그 값들의 범위를 나타낸 것이다.

2.2 딥러닝 모델 구축

Table 1에 언급된 입력, 결과 변수와 Google의 

Tensorflow를 사용하여 딥러닝 모델을 구축하였다 

(www.tensorflow.org). 딥러닝 모델 적용 시 예측 성능

을 높이기 위해서 모델 구축 전에 입력 변수 데이터

를 정규화(Normalization)하는 과정이 필요하다. 정규

화는 데이터에 인자마다 크기 범위가 다른 것을 수식

을 통해 가공하여 성능을 올리는 과정이다. 정규화를 

위한 방법 중 min-max 방법을 통해 데이터의 정규화

를 진행하였으며, 식 1은 min-max 방법을 계산하는 식

이다 (Jo, 2019).

 max  min

  min (1)

Fig. 3은 인공신경망의 개념을 나타낸 것이다. 입력

층(Input layer)에서 입력 변수 값을 받아 은닉층

(Hidden Layer)에서 학습한 후 출력층(Output Layer)에

Table 1. Ranges of deep learning input data (flow rate, salt concentration, and pressure of feed and draw solutions) and 
output data (experimental flux)

Input Output
Qf Qd Cf Cd Pf Pd Jw

m3/d m3/d mol/m3 mol/m3 bar bar L/m2h
Min 14.11 6.62 0.15 99.52 0.20 0.29 0.39
Max 45.94 26.0 134.96 1003.30 1.75 1.00 31.37
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서 결과 변수(플럭스)를 출력한다. 학습은 은닉층 내

의 뉴런(Neuron)에서 진행되며, 각 입력 변수의 값과 

입력 변수 별 가중치(인공신경망 모델의 목적은 예측 

오차를 최소화 시키도록 반복 수행을 통해 가중치 값

을 조정하는 것)의 곱들의 합을 활성화 함수

(Activation function)를 통해 변환하게 된다. 최종 결과

값을 반환하기 위해서는 각 뉴런에 있는 활성화함수 

값이 다음 단계로 넘어가면서 각각의 가중치 조정을 

계속 진행한다. 가중치 조정 크기는 학습률(Learning 
rate)에 의해 결정되고, 조정 방향은 옵티마이저

(Optimizer)에 의해 오차를 가장 잘 줄일 수 있는 방향

으로 결정된다. 이러한 학습을 반복하는 것을 학습횟

수(Epochs)라고 하며 최종적으로 결정된 값은 출력층

으로 출력된다. 이때 인공신경망의 은닉층의 개수가 2
개 이상인 것을 통상 딥러닝이라 부르고 있다.
본 연구에서 활성화 함수과 옵티마이저는 성능이 

좋고 속도가 빨라 주로 선호되고 있는 Rectified Linear 
Unit(Relu, 식 2)와 adaptive moment estimation(Adam)을 

각각 사용하였다 (Cho et al., 2016; Joo et al., 2020). 

  max                             (2)

여기서 는 각 입력 변수의 값과 입력 변수별 가중

치의 곱들의 합이다. 

Fig. 3. The concept of artificial neural network.

딥러닝 모델의 예측 오차를 최소화하기 위해 모델 

성능에 영향을 주는 학습률, 은닉층 수, 뉴런 수, 학습

횟수를 변동하는 과정을 수행하였다. 변동 시 기본 조

건으로는 활성화 함수 relu, 은닉층 수 2층, 뉴런 수 

32, 옵티마이저 adam의 학습률 0.01, 학습횟수 200번
으로 결정하였다. 은닉층 수(2층, 3층, 4층, 5층), 뉴런 

수(16, 32, 64, 128), 학습률(0.01, 0.005, 0.0025, 0.001), 
학습횟수(100, 200, 400, 800)를 변동 시키면서 normalized 
root mean square of errors(NRMSE)를 계산하여(식 3) 
예측 오차를 비교하였다.

 


×  (3)

여기서, Mean은 각 독립변수의 평균값을 의미하고 

RMSE는 평균제곱근오차로 식 6과 같이 나타낼 수 있

으며 exp는 플럭스 실측값이고 mod는 플럭스 예

측값이다. 

  





  



exp mod (4)

2.3 딥러닝 모델의 변동성 및 과적합 분석

딥러닝을 통해 예측 모델을 구현할 때는 확률적 경사

하강법(Stochastic gradient decent)을 통해 오차함수의 값

을 최소화하는 과정을 거친다. 전체 데이터(Batch)에 대

한 오차 함수의 최소값을 최소 자승법을 통해 찾아내는 

회귀 모델 구현과는 달리, 확률적 경사하강법에서는 계

산량을 줄이기 위해 학습회수별로 무작위적으로 선별

된 일부 데이터(Mini batch)에 대한 오차 함수의 최소값

을 찾아가도록 가중치를 조정한다. 따라서, 수식의 형태

가 결정되고 동일한 데이터 집합을 사용한다면 항상 동

일한 모델이 만들어지는 회귀 모델과는 달리, 딥러닝 

모델은 구축 때마다 예측 성능이 달라지는 별개의 모델

이 만들어지게 된다. 이를 딥러닝 모델의 변동성이라 

정의하고, 식 5와 같이 변동계수를 통해 나타낸다.

  

 
×  (5)

여기에서, 평균(Mean)과 표준편차(Standard deviation)
는 구축된 딥러닝 모델들(본 연구의 경우에서는 100
개 구축)의 NRMSE를 이용해서 구한다.
과적합이란 학습 대상 데이터(Train data)에 대한 예
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측 정확도가 높지만 학습에 사용되지 않은 데이터

(Test data)에 대한 예측 정확도가 낮은 것을 말한다. 
과적합은 딥러닝 모델에서 데이터의 수가 너무 적은 

경우, 학습을 너무 많이 진행한 경우, 모델이 너무 복

잡하거나 단순한 경우에 발생하며, 과적합 현상이 수

반되는 모델은 성능이 좋은 모델이라고 할 수 없다 

(Caruana et al., 2000). 따라서, 딥러닝 모델 구축 시 과

적합 문제에 대한 분석이 중요한 요소라고 할 수 있다.
과적합 정도를 분석하기 위해서는 학습용 데이터

(Train data)와 검증용 데이터(Test data)의 예측 오차

(NRMSE)를 비교해야 한다. 딥러닝 모델 구축 시 가용

할 수 있는 데이터(본 연구의 경우 116개)를 train data
와 test data로 나눠서 과적합 정도를 분석하는데, 기계 

학습 시 마다 모델의 성능이 변하기 때문에 모델 구

축 작업을 100회 실시하여 각 오차의 평균값을 비교

하게 된다. 모델 구축 시마다 train data는 원하는 수

(10-90개)가 될 때까지 무작위로 추출하여 데이터 편

중(Bias)이 되지 않도록 주의한다. 

3. 결과 및 토의

3.1 딥러닝 모델의 변동성 평가 및 최소화 방안

2.2절에 언급된 학습률, 은닉층 수, 뉴런 수, 학습횟

수 조건별로 116개의 데이터를 모두 학습에 사용하여 

학습 오차를 최소화하기 위한 조건을 찾은 결과, 은닉

층 5층, 학습률 0.005, 뉴런 수 128개, 학습횟수 800회
인 것으로 나타났다. 2.3절에서 언급된 딥러닝 모델의 

변동성을 고려하여 각 조건별로 모델을 100회 구축하

여 평균 NRMSE를 구해 비교하였고, 위 조건에서의 

평균 NRMSE는 2.17%로 나타났다. 
Fig. 4는 학습 오차를 최소화 하기 위한 조건에서 

모델을 100회 구축하여 각 모델별로 NRMSE를 나타

낸 것이다. 최소, 최대 NRMSE는 각각 1.27, 6.81%로 

평균 NRMSE(2.17%)와 큰 차이를 보였다. 변동계수

(Coefficient of variation, CV, 식 5)는 41.32% 였는데, 
이를 줄이기 위한 모델 인자를 찾는 것이 중요하다.
딥러닝 모델의 변동성은 2.2절에서 언급한 조건들 

중에 학습률과 학습횟수에 변화에 크게 영향을 받는다. 
딥러닝은 손실 함수의 최소값을 찾아가는 것을 목표로 

하면서 모델을 구축한다. 손실 함수는 모델이 예측한 

값과 목표값의 차이를 계산하는 비선형 함수이다. 가

중치 조정 크기(학습률, Learning rate)를 큰 폭으로 설

정한다면 손실 함수가 최소가 되는 전역 최소값 

(Global minimum)을 지나쳐 버릴 수도 있다. 반대로 

Fig. 4. NRMSE of deep learning model 1 according to the 
number of model development trials.

(a)

(b)

Fig. 5. Effects of (a) learning rate and (b) No. of epochs on 
coefficient of variation (CV) and NRMSE of the deep 
learning model.
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너무 작게 설정한다면 국소한 범위내의 최소값(Local 
minimum)에 빠져버려 전역 최소값을 찾지 못할 수도 

있다. 따라서, 딥러닝 모델 구축 시 데이터에 맞는 학

습률 설정이 중요하다 (Ji et al., 2020). 또한, 학습횟수

(epoch)에 따라 오차함수의 최소값 최종 위치가 달라

지므로 변동성에 영향을 줄 수 있다.
변동성을 최소화하기 위한 학습률과 학습횟수를 찾

기 위해 학습 데이터를 116개로 고정하고, 이들 인자를 

바꾸어 가면서 변동계수(CV) 값이 가장 낮은 조건을 

찾았다. Fig. 5 (a)에 의하면 변동계수는 학습률이 0.001
인 경우 6.38%로 가장 낮았다. 예측 오차가 가장 작은 

경우의 학습률은 0.005이었지만, 이 경우에는 변동계

수 값이 23.29%로 높기때문에 적절하지 않다. Fig. 5 
(b)에 의하면 적정 학습횟수는 200으로 나타났다. 

3.2 검증 오차를 최소화하기 위한 딥러닝 모델 최적화

3.1절에서 딥러닝 모델의 변동성을 평가하고 이를 

최소화하기 위한 학습률과 학습횟수를 각각 0.001과 

200으로 결정하였다. 이들 조건을 고정하여 변동성을 

최소화한 다음 단계는 모델의 예측 성능을 높이는 것

이다. 예측 성능을 평가함에 있어서 학습에 사용된 데

이터(Train data)에 대한 예측오차(NRMSE) 값을 사용

하는 것보다는 학습에 사용되지 않은 검증 데이터

(Test data)에 대한 예측오차(즉, 검증오차)를 활용하는 

것이 타당하다. 
학습률과 학습횟수 외에 모델 성능에 영향을 미치

는 인자에는 은닉층 수와 뉴런 수가 있다. 이들을 변

화시켜가며 검증 오차를 최소화하기 위한 모델 최적

화 과정을 수행하였다. 학습에 사용된 train data는 70
개, 검증에 사용된 test data는 46개로 구분하였고, 모
델 구축은 100회 시행하였으며, 모델 구축 시마다 

train data와 test data는 무작위적으로 선정하였다.
Fig. 6(a)는 은닉층 수와 뉴런 수의 변화에 따른 test 

data의 NRMSE(즉, 검증오차)를 나타낸 것이다. 이때 

NRMSE 값은 각 조건별로 100회 구축된 딥러닝 모델

의 평균값을 의미한다. 은닉층 수가 같을 때 뉴런수가 

증가할수록 test data의 NRMSE는 감소하며, 뉴런 수가 

같을 때 은닉층 수가 증가할수록 대체적으로 test data
의 NRMSE가 감소한다. 하지만, 뉴런 수가 1,024개일 

때 은닉층 수가 4층에서 5층으로 증가하면서 NRMSE
가 증가하였는데, 이는 모델의 은닉층 수와 뉴런 수가 

너무 많아지면서 모델 성능이 하락한 것으로 해석된다. 

(a)

(b)
Fig. 6. Effects of the numbers of neurons and hidden layers 

on NRMSE of the test data.

필요이상의 은닉층 수와 뉴런수는 과적합 문제를 발

생시킬 수도 있으며 수행 속도를 저하시키므로 적절

한 은닉층 수와 뉴런 수를 설정하는 것이 중요하다 

(Jang and Wee, 2001; Bae et al., 2016).
Fig. 6(a)에 의하면 은닉층 수가 4개이고, 뉴런 수가 

1,024개일 경우 검증오차가 5.08%로 가장 낮았기 때문

에 최적 조건이라 볼 수 있다. Fig. 6(b)는 최적 조건에서

의 플럭스 실험값과 최적 딥러닝 모델에서의 예측값을 

70개의 train data와 46개의 test data에 대해 각각 도시한 

것이다. 딥러닝 모델의 검증 오차가 학습 오차보다 크기 

때문에 test data의 예측값이 실험값을 벗어나는 경향이 

train data의 경우보다 더 큰 것을 알 수 있다.

3.3 딥러닝 모델의 과적합 분석

3.1절에서는 본 연구에서 가용한 모든 데이터 셋

(116개)을 이용하여 학습 오차를 최소화하는 딥러닝 

모델(Deep learning model 1)의 구축 조건을 학습률 
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0.005, 학습횟수 800회, 은닉층 수 5개, 뉴런 수 128개
로 결정하였고, 3.2절에서는 train data와 test data를 각

각 70개와 46개로 무작위적으로 구분하여 검증 오차

를 최소화하는 딥러닝 모델(Deep learning model 2)의 

구축 조건을 학습률 0.001, 학습횟수 200회, 은닉층 수 

4층, 뉴런 수 1,024개로 결정하였다. 
FO 막모듈의 플럭스를 예측하는 회귀 모델을 개발

한 본 연구팀의 기존 연구(Jeon et al., 2019)에서 다루

었듯이, 이론 수식들을 배제하고 실험데이터 기반으

로 구축된 모델(회귀 모델, 딥러닝 모델)의 단점은 과

적합 문제이다. 과적합도를 해결하기 위해서는 충분

히 많은 데이터를 통한 기계학습이 필수적이지만, 본 

연구에서 활용할 수 있는 데이터 수가 116개로 제한

되어 있어 train data의 수를 10-90개로 변화시켜가며 

학습데이터 수에 따른 과적합 정도를 분석하였고, 이
를 본 연구팀에서 기존에 개발했던 이론 기반 모델과 

회귀 모델과 비교하였다 (Table 2).
Table 2의 NRMSE 값은 각 조건별로 100회씩 구축

된 모델의 학습(Train) 오차와 검증(Test) 오차 평

균값을 나타낸 것이다. 모델이 구축될 때마다 무

작위적으로 train data와 test data가 구분되었다. 
과적합 정도는 검증 오차와 학습 오차의 차이로 

평가할 수 있다. 서론에서 언급되었듯이 이론기

반 모델도 FO 막모듈 내부 유로의 복잡성을 극

복하기 위한 실험값 기반 fitting process가 들어가

기 때문에 과적합이 발생할 수 있다. 그러나, 이
론식으로 플럭스를 계산한 후 실험값을 통해 보

정하는 방식이기 때문에(Jeon et al., 2018b), 타 모

델들 대비 과적합 정도가 낮은 것으로 나타났다. 
Table 2에 따르면 과적합 정도는 앞서 예상한 대로 

학습데이터 수가 늘어날수록 감소하는 경향이 나타났

고, 회귀 모델보다 딥러닝 모델들의 과적합 정도가 높

은 경향을 보였다. 이는 딥러닝 모델들의 학습 능력이 

기존 회귀 모델보다 높아서 학습오차가 더 낮아지기 

때문으로 풀이된다. 비록 과적합 정도가 높긴 하지만 

이는 회귀 모델에서도 나타나는 현상이고, 딥러닝 모

델들은 train data 수가 30개 이상인 경우에는 검증 오

차가 회귀 모델보다 더 낮기때문에 회귀 모델 대비 

활용도는 더욱 높을 것으로 기대된다.
딥러닝 모델들에서는 학습데이터 수가 늘어날수록 

과적합 정도가 크게 감소하는 경향을 나타내었다. 이는 

학습데이터 수가 늘어나 좀 더 다양한 조건에 대한 학습

이 이루어질수록, 학습에 사용되지 않은 조건에서의 예

측 능력이 올라가기(즉, 검증 오차가 감소하기) 때문이

다. Deep learning model 1과 2를 비교해보면, 학습오차

를 최소화시키는 모델구축 조건(Deep learning model 1)
보다 검증오차를 최소화시키는 모델구축 조건(Deep 
learning model 2)이 과적합 정도를 줄이고, 검증 성능을 

향상시키는 데 훨씬 효과적임을 알 수 있다. 따라서, 딥
러닝 모델을 최적화할 때는 검증 오차를 최소화할 수 

있도록 모델 구축 조건을 결정해야 할 것이다.

4. 결 론

본 논문에서는 FO 막모듈의 플럭스를 예측하기 위한 

기존 모델을 개선하기 위해 최근 각광받고 있는 딥러닝

을 적용한 모델을 개발하여 최적화하는 과정을 다루었

다. 딥러닝 모델의 변동성을 최소화하기 위한 학습률, 
학습횟수 조건을 먼저 결정하고, 검증 오차를 최소화하

기 위한 은닉층 수, 뉴런 수를 결정하는 방법(Deep 
learning model 2 구축 방법)이 과적합도를 줄이는 등 모델

의 성능 향상을 위해서 유리하다는 결론을 끌어내었다. 
딥러닝 모델은 과적합도가 약간 높은 단점은 있지

Table 2. Comparison of theoretical based model, regression model, and two deep learning models in terms of the train
and test errors

No. of 
train data

NRMSE of theoretical 
based model1)

NRMSE of regression 
model2)

NRMSE of deep
learning model 1

NRMSE of deep
learning model 2

Train Test Train Test Train Test Train Test
10 9.28 12.30 6.38 12.99 0.02 15.79 0.3 18.11
30 9.86 10.32 7.71 9.44 0.36 7.14 1.28 7.04
50 10.05 10.12 7.47 8.79 1.82 6.34 1.14 6.18
70 9.98 10.13 7.72 8.43 2.69 6.07 2.36 5.08
90 - - - - 2.27 5.00 1.72 3.87

1) Jeon et al., 2018b; 2) Jeon et al., 2019
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만, 이는 회귀 모델에서도 피할 수 없는 현상이고, 동
일 조건의 회귀 모델 대비 검증 오차를 최대 3.35%까

지 줄일 수 있어 회귀 모델보다 적용성이 높을 것으

로 기대된다. 
딥러닝 모델의 과적합 정도는 학습 데이터 수를 증

가시킬수록 하락하였다. 본 연구에서 사용된 데이터 

셋 수의 한계(총 116개)로 인해 명확한 결론을 내릴 

수는 없지만 학습 데이터 수를 충분히 늘리면 딥러닝 

모델의 유일한 단점인 과적합도 해결될 가능성이 있

고, 이것이 실현된다면 다양한 공정 모델링 분야에서 

딥러닝 모델의 적용성이 높아질 것이다.
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