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Recently, the importance of preventive maintenance has been emerging since failures in a complex system are automatically 
detected due to the development of artificial intelligence techniques and sensor technology. Therefore, prognostic and health manage-
ment (PHM) is being actively studied, and prediction of the remaining useful life (RUL) of the system is being one of the 
most important tasks. A lot of researches has been conducted to predict the RUL. Deep learning models have been developed 
to improve prediction performance, but studies on identifying the importance of features are not carried out. It is very meaningful 
to extract and interpret features that affect failures while improving the predictive accuracy of RUL is important. In this paper, 
a total of six popular deep learning models were employed to predict the RUL, and identified important variables for each model 
through SHAP (Shapley Additive explanations) that one of the explainable artificial intelligence (XAI). Moreover, the fluctuations 
and trends of prediction performance according to the number of variables were identified. This paper can suggest the possibility 
of explainability of various deep learning models, and the application of XAI can be demonstrated. Also, through this proposed 
method, it is expected that the possibility of utilizing SHAP as a feature selection method. 
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1. 서  론1)

최근 여러 기능이 결합된 복잡한 시스템에서 고장이 발

생하기 전 유지보수를 위한 예방보전의 중요성이 대두되고 

있으며, 이에 따라 많은 분야에서 고장예지 및 건전성 관리
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(Prognosis and health management, PHM)에 대해 활발히 
논의되고 있다. PHM 기술은 센서를 이용하여 시스템이나 
장비의 상태를 모니터링하고 고장의 징후를 포착하는 진단

과 잔여유효수명(Remaining useful life, RUL) 예측 및 효과
적인 관리 기술을 의미한다[9]. 잔여유효수명은 현재 시점
에서 시스템의 고장이 발생할 미래 시점까지 남아있는 기

간으로 정의할 수 있으며, 이를 신뢰성 있게 예측하는 것이 
PHM기술을 통한 안전성 확보와 시스템의 장기 운용 측면
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에서 매우 중요하다할 수 있다[4]. 잔여유효수명 예측 방법
은 크게 모델기반 접근법(Model-based approach), 데이터 
기반 접근법(Data-driven approach) 그리고 융합접근법
(Hybried approach)로 구분할 수 있으며[19], 이 중 데이터 
기반 접근법을 통한 잔여유효수명 예측에 대한 연구가 대

다수를 이루고 있다.
이에 따라 잔여유효수명의 예측 성능 향상을 위한 다양한 

딥러닝 알고리즘이 제안되고 있다. 그러나 딥러닝은 내부에
서 일어나는 의사결정 과정을 파악하기 어렵다는 블랙박스

(black-box) 특징이 존재한다. 따라서 최근 인공지능 기술의 
성능 향상뿐만 아니라 인공지능 모델의 해석에도 관심이 

증대되고 있으며, 설명가능한 인공지능(Explainable artifi-
cial intelligence, XAI)에 관한 연구가 확대되고 있다[1]. 통
상적으로 XAI 기술은 복잡한 구조를 가지고 있는 심층신경
망 기반 인공지능 모델들이 내린 결정과정을 알기 쉽게 

분석하는 기술들을 의미한다[10]. XAI는 활발한 연구가 진
행 중인 분야로 LIME(Local interpretable model-agnostic ex-
planations), SHAP(Shapley additive explanations), SA(Sensi-
tivity analysis), LRP(Layer-wise relevance propagation) 등 
다양한 알고리즘이 제안되고 있다[8].
터보팬 엔진은 항공기 추진에 주로 사용되며, 구조적 

특성상 작은 결함이 큰 고장으로 이어지므로 사고를 줄

이기 위해서는 높은 신뢰성이 요구된다[7]. 터보팬 엔진
은 다양한 구성요소로 이루어져 있으며 온도, 압력, 속도 
등 여러 센서를 통해 데이터를 수집하여 엔진의 상태를 

파악할 수 있다. 그러나 과도한 센서 데이터의 경우 데이
터의 양과 복잡성으로 인해 데이터에 잡음(noise)이 존재
하며, 이는 예측을 어렵게 하는 문제가 존재한다[20]. 따
라서 데이터 전처리과정이 필요하며, 이에 따라 중요한 
변수를 식별하는 과정이 요구된다. 
본 논문에서는 여러 딥러닝 모델을 통해 항공기 터보

팬 엔진의 잔여유효수명을 예측하고 설명가능한 인공지

능 기술 중 SHAP 알고리즘을 통해 예측 모델별 변수의 
중요도를 파악하고자 하였다. 또한 SHAP을 활용한 변수 
선택(feature selection) 기법을 제안하여 변수 개수에 따
른 예측 성능의 변동 및 추세를 확인하였다. 
본 논문의 구성은 제2장에서 관련문헌을 소개하고 제3

장에서 연구 프로세스 및 방법론을 제시한다. 제4장을 
통해 실험결과를 보이고 마지막으로 제5장을 통해 결론 
및 추후 연구 과제를 다룬다.

2. 관련문헌 연구

관련문헌 연구는 크게 3가지로 이루어진다. 딥러닝을 
활용한 잔여유효수명 예측, 설명가능한 인공지능 기술 

중 SHAP을 활용한 연구, 그리고 새로운 변수 선택 기법
을 제안한 문헌을 조사하였다. 
첫 번째로, 딥러닝을 활용하여 잔여유효수명을 예측을 

진행한 연구에 대한 관련문헌을 확인하였다. Babu et 
al.[3]은 다변량 시계열 데이터 기반 잔여유효수명을 추
정하기 위해 새로운 합성곱신경망(Convolutional neural 
network, CNN)을 활용한 심층 아키텍처 회귀 접근법을 
제안하였다. Li et al.[13]은 슬라이딩 윈도우(Sliding win-
dow) 기법을 통해 시간 시퀀스의 길이를 데이터 테이블
로 처리하고 LSTM(Long short term memory)와 CNN을 
결합한 방향 비순환 그래프(Directed acyclic graph, DAG) 
네트워크를 제안하여 터보팬 엔진의 잔여유효수명을 예

측하였다. Li et al[14].는 슬라이딩 윈도우 기법을 통해 1
차원 시퀀스 데이터를 2차원 형상벡터(feature vector)로 
추출하고, 이를 입력데이터로 활용하여 Deep CNN을 통
해 잔여유효수명을 예측하는 방법을 제안하였다. Zhang 
A et al.[21]은 Bi-LSTM(Bidirectional LSTM) 반복 신경
망에 기초한 전이학습(Transfer learning) 알고리즘을 통
한 잔여유효수명 예측 방법을 제안하였다. 
두 번째로 SHAP 알고리즘을 활용한 관련문헌 연구를 

수행하였다. 오재영 외[16]는 SHAP value 해석에 의한 
입력 특징 중요도를 기반으로 입력 특징을 선택하여 태

양광 발전량 예측 시스템의 성능을 향상시킬 수 있음을 

확인하였다. Hong et al.[6]은 CNN, LSTM, Bi-LSTM 앙
상블 모델을 통해 터보팬 엔진의 잔여유효수명을 예측하

고 SHAP 알고리즘을 활용하여 해당 딥러닝 모델의 설명 
가능성을 입증하였다. 그러나, 해당 연구에서는 단 하나
의 앙상블모델에 적용하였으며, 본 연구에서는 다양한 
딥러닝 모델에서의 적용 가능성을 입증하기 위한 연구를 

진행하였다. Marcílio and Eler[15]는 XG Boost 모델에 
Tree SHAP을 적용하여 변수 선택을 진행할 시 다른 변
수 선택 방법에 비해 더 나은 결과를 달성함을 보였다.
마지막으로 전통적인 변수 선택 기법이 아닌 새로운 변

수 선택 기법을 제안한 관련문헌 연구를 수행하였다. 
Hancer et al.[5]는 더 나은 분류 성능을 달성하기 위해 릴
리프(Relief)와 피셔 점수(Fisher score)를 활용한 새로운 필
터 기준을 구축하고 DE(Differential evolution) 기반 방법
론을 제안하였다. Seijo-Pardo et al.[17]는 필터와 임베디드 
방법의 서로 다른 개별 방식을 이용하는 새로운 앙상블 

변수 선택방법을 제안하고 서포트벡터머신(Support vector 
machine, SVM) 모델에 적용하여 우수성을 입증하였다. 
Zhang et al.[22]은 변수 선택 기능이 내장된 서포트벡터머
신 모델을 개발하고 대표적인 주행 사이클 데이터를 사용

하여 해당 모델의 우수성을 입증하였다. 
각 분야에서 많은 연구가 수행되고 있으나, 딥러닝을 

통해 잔여유효수명을 예측하고 이에 대한 해석을 진행한 
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연구는 미미하다. 잔여유효수명 예측 관련 연구의 경우 
예측력 향상에 초점이 맞추어져 있으며, 이를 해석하기 
위해 SHAP 알고리즘을 활용한 문헌은 매우 적다. 변수 
선택 기법 또한 다양한 앙상블 방법들이 개발되고 있으

나, 대부분 분류 모델에 적용되며 예측 모델에 적용된 연
구는 비교적 적다. 따라서 본 논문에서는 딥러닝을 통해 
터보팬 엔진의 잔여유효수명을 예측하고 SHAP 알고리
즘을 활용하여 변수의 기여도를 파악하고자 하였다. 또
한 해당 기여도를 기반으로 변수 선택을 진행하여 변수 

선택에 따른 예측성능 변동 및 추세를 파악하고자 한다. 

3. 잔여유효수명 예측 및 SHAP을 통한 변수 
기여도 분석프로세스  

본 논문에서 제안하는 연구 프로세스는 <Figure 1>과 
같다. 먼저 잔여유효수명 예측을 위해서는 센서 기반으
로 측정된 run-to-failure(RTF) 데이터가 필요하므로, 본 
연구에서는 널리 사용되는 벤치마크 데이터 세트 중 

C-MAPSS(Commercial modular aero-propulsion system 
simulation)를 통해 실험을 진행하였다. 해당 데이터는 21
개의 센서 측정변수가 존재하며 이를 통해 터보팬 엔진의 

상태를 파악하고 잔여유효수명을 예측할 수 있다. 연구 프
로세스는 크게 데이터 전처리, 잔여유효수명 예측, SHAP
을 활용한 중요변수 파악 및 중요변수 선택에 따른 잔여유

효수명 예측 성능 변동을 파악하는 단계로 이루어진다. 

<Figure 1> Research Process

3.1 데이터 전처리

본 연구 프로세스의 첫 번째 단계는 데이터 전처리 및 

데이터 준비 단계이다. 분석 데이터의 센서 측정값의 경
우 일부는 엔진 성능 저하에 대한 정보를 포함하지 않는

다. 따라서 센서 측정값의 추세를 확인하고 이 중 변동성
을 보이지 않는 변수를 제거한다. 그 다음 모델 학습 시 
변수별 동일한 정도의 스케일을 반영하기 위해 데이터 

정규화(normalization)를 진행한다. 센서 데이터의 경우 
시그널 특성이 존재하므로 단일 시점에서 샘플링된 데이

터 포인트와 비교하여 일정기간 동안의 패턴 변화를 탐

지하고 더 많은 시퀀스 정보를 얻는 것이 중요하다. 따라
서 윈도우 사이즈를 하나의 관측치로 보는 슬라이딩 윈

도우 기법이 다방면에서 사용되고 있다[12]. 해당 기법을 
통해 단일 시점(time step)에서 윈도우 사이즈 내의 모든 
센서 데이터로 형상 벡터(feature vector)를 형성할 수 있
다. 해당 기법을 통해 각 예측 모델별 적합한 형상벡터를 
추출하고 이를 입력데이터로 활용하기 위한 데이터 전처

리 과정을 거쳤다. 따라서 입력 차원(input dimension)의 
형상은  × 으로 표현할 수 있다. 여기서 는 시

퀀스 차원(time sequence dimension), 는 선택된 형상

의 개수(number of selected feature)를 의미한다. 해당 방
법은 Li et al.[14]에 의해 제안된 방법으로 형상 추출에 
효율적이라는 것이 입증되었다. 

3.2 잔여유효수명 예측

두 번째 단계는 잔여유효수명 예측 단계로 본 연구에

서는 대표적으로 사용되는 DNN(Deep neural network), 
CNN, RNN(Recurrent neural network), 그리고 RNN의 파
생모델 3가지로 총 6가지 딥러닝 모델을 활용하였다. 

DNN의 경우 딥러닝에서 가장 기본적인 기법으로 알
려져 있으며 입력층(input layer)과 출력층(output layer) 
사이에 여러 개의 은닉층(hidden layer)이 존재하는 인공
신경망이다[18]. DNN은 일반적인 인공신경망과 마찬가
지로 비선형 관계들을 모델링할 수 있으며, 선형모델과 
활성화 함수(Activation function)의 적용을 반복하여 학습
이 진행된다. CNN의 경우 처음에는 이미지 프로세싱을 
위해 제안되었으나, 최근 음성 인식, 영상, 센서 데이터
와 같은 시그널 데이터에도 이를 활용한 연구가 진행되

고 있다[2]. CNN은 합성곱층(Convolution layer)과 풀링
층(Pooling layer)으로 학습이 진행된다. 슬라이딩 윈도우 
방법을 통해 1차원 시퀀스 데이터를 2차원 형상 벡터로 
변형하고, 이를 입력데이터로 활용하는 2차원 구조의 
CNN을 통해 예측 모델을 구축하였다. RNN은 연속적으
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로 변하는 시계열 데이터를 다루기 위한 인공신경망 중 

하나로 임의의 길이를 가진 시계열 데이터를 학습하는데 

적합함이 많은 연구에서 입증되었다. RNN의 입력값은 
시간에 따라 순차적으로 입력층을 통해 은닉층으로 들어

가며, 은닉층의 뉴런은 각각의 시점에서 바로 이전 시점
의 은닉층의 뉴런에서 나온 값을 계속해서 자신의 입력

으로 보내는 재귀적인 활동을 한다. RNN은 시계열 데이
터를 처리하는데 유용하게 사용되나, 시점이 길어질수록 
기울기(gradient)값이 0으로 수렴하거나 무한으로 발산하
여 과거에 입력으로 들어왔던 데이터의 영향력이 감소하

는 vanishing gradient 문제가 존재한다[11]. 이러한 문제
를 해결하기 위해 다양한 RNN 파생모델이 개발되었다. 
LSTM(Long short term memory)는 RNN의 은닉층에 셀 
상태(cell state)를 추가하여 vanishing gradient 문제를 해
결하고자하였다. 은닉층의 정보 흐름을 제어하는 게이트 
시스템인 망각게이트(forget gate), 입력게이트(input gate), 
출력게이트(output gate)가 존재하며, 이를 통해 장기간 
이전의 시계열 데이터를 현재 출력층에 반영시킨다. 이
러한 셀 내부 구조의 기능을 통해 RNN의 단점을 보완하
고 장기간 이전 데이터에 대한 정보도 더 잘 기억할 수 

있는 장점이 존재한다. GRU(Gated recurrent units)는 
LSTM의 복잡한 연산구조를 간소화하여 변형된 구조로 
게이트의 개념을 이용한 RNN의 일종이다. LSTM의 경
우 총 세 개의 게이트를 가지고 있으나, GRU는 업데이
트게이트(update gate)와 리셋게이트(reset gate)로 구성되
어 LSTM에 비해 연산속도가 빠르다는 장점이 존재한다. 
마지막으로 Bi-LSTM(Bidirectional LSTM)은 기존 LSTM 
계측에 역방향으로 처리하는 LSTM 계층을 추가한 구조
이다. Bi-LSTM은 과거와 미래의 양방향으로 데이터를 
수집하고 기억할 수 있어 기존 LSTM에 비해 더 많은 정
보에서 학습 특징을 추출할 수 있다는 장점을 가지고 있

다. Bi-LSTM은 입력계층, 망각게이트, 입력게이트, 출력
게이트로 변형된 포워드 계층(forward layer), 백워드 계
층(backward layer) 그리고 출력 계층으로 이루어진다. 과
거와 미래 데이터에 모두 의존함으로써 오랜 과거의 시

계열 데이터가 반영되지 않는 문제점을 개선하였다.
총 6개의 모델을 통해 시스템의 잔여유효수명을 예측

하고, 이에 대한 잔여수명 예측 성능을 파악하기 위해 본 
논문에서는 성능평가 지표로 RMSE(Root mean square 
error)와 PHM Score 함수를 사용하였다. RMSE는 추정값 
또는 모델이 예측한 값과 실제 데이터에서 관찰되는 값

의 차이를 다룰 때 흔히 사용되는 측도로 아래 수식과 

같이 표현할 수 있다. 
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′로 실제 RUL과 예측 RUL의 

차이를 의미한다. 은 테스트데이터 샘플의 전체 수를 

의미하며, 는 각 테스트 유닛을 의미한다. PHM Score는 
International Conference of Prognostics and Health Ma-
nagement Data Challenge에서 제안된 잔여유효수명 예측 
성능 평가 지표로 초기의 예측보다 늦은 예측에 더 많은 

불이익을 부가하는 지표이다. 이에 대한 수식은 아래와 
같으며, <Figure 2>와 같은 함수 형태를 보인다. 
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<Figure 2> PHM Score Function of Error

3.3 SHAP을 활용한 중요변수 파악

본 연구 프로세스의 세 번째 단계는 SHAP을 사용하여 
중요변수를 파악하는 단계이다. SHAP은 머신러닝 모델의 
출력을 설명하기 위해 게임 이론의 섀플리 값(Shapley val-
ue)을 기반으로 한 알고리즘이다. 섀플리 값은 하나의 특성
에 대한 중요도를 알기 위해 여러 특성들의 조합을 구성한 

후 해당 특성의 유무에 따른 평균적인 변화를 통해 얻어낸 

값이다. <Figure 3>과 같이 학습데이터와 학습된 모델을 
통해 새로운 입력데이터에 대한 예측 결과에 대한 영향도의 

섀플리 값을 계산하여 입력 변수가 학습된 모델이 출력값에 

대해 어떠한 공헌도를 가지는지 설명할 수 있다[6]. 타 설명
가능한 인공지능 기술과 다르게 데이터만이 아닌 모델의 

기여에 대한 정보를 포함하여 사용한 모델이 각 변수에 

부여하는 중요성을 알 수 있는 특징이 존재한다. 이는 데이
터의 모든 인스턴스에 대해 각 입력 특징의 섀플리 값의 

절대값을 취하여 평균을 구하는 것으로 입력 특징의 중요도

로 사용할 수 있음을 의미한다.
Python 패키지를 통해 섀플리 값을 계산할 수 있으며 

본 연구에서는 딥러닝 모델에 적용되는 Deep SHAP을 
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<Figure 4> Example of Summary Plot (Results of DNN)

통해 분석을 진행하였다. SHAP plot 중 summary plot은 
특성 중요도(Feature importance)와 특성 효과(Feature ef-
fects)를 결합하여 <Figure 4>와 같이 예측 결과에 대한 
기여도가 큰 변수를 순서대로 나열한 결과를 보여준다. 
Summary plot은 옵션을 통해 다양한 모양으로 나타낼 수 
있으며, 이를 통해 타점들의 분포 또한 확이할 수 있다. 
각 점은 특성에 대한 섀플리 값과 관측치이며, x축은 섀
플리 값에 의해 결정되고 y축은 특성에 의해 결정된다. 
색은 특성값의 낮음에서 높음까지를 의미하고 겹치는 값

이 y축의 방향으로 내포됨에 따라 특성 당 섀플리 값의 
분포를 알 수 있다. SHAP 계산 원리에 따라 모델별 변
수 기여도의 순위가 상이하게 나타나므로 각 모델별 

summary plot을 확인하여 일반적으로 잔여유효수명 예측 
시 기여도가 큰 변수를 파악할 필요성이 존재한다. 이를 
통해 잔여유효수명 예측을 위해 중요한 변수가 무엇인지 

확인할 수 있다. 

<Figure 3> Operation Method of SHAP Algorithm

3.4 중요변수 선택에 따른 잔여유효수명 예측 성능 

변동 확인

각 모델별 summary plot을 확인하고 기여도가 낮은 순
서부터 하나씩 변수를 제거해나가며 변수 개수에 따른 

예측 성능의 변동 및 추세를 확인하였다. 예측 성능 변동
을 파악하기 위한 지표로는 RMSE만 사용하였으며, 이는 
전체적인 모델의 예측 성능 변동을 파악하기 위함이다. 
PHM Score의 경우 늦은 예측에 더 큰 패널티를 부가하
므로 전체적인 모델 성능을 파악하기에는 부적절할 것으

로 판단하였다. 각 모델별 예측 성능 변동 추세를 비교하
였으며, 가장 큰 변동을 보이는 변수 개수를 파악하였다. 
또한 변수 개수에 따른 특정 범위의 잔여유효수명 예측

력의 변동을 확인하기 위한 추가적인 경향분석을 수행하

였다. 이는 잔여유효수명이 길게 남은 시스템에 비하여 
짧은 잔여유효수명을 가지고 있는 시스템의 위험성이 더 

크며, 빠른 시점의 잔여유효수명을 정확하게 예측하는 
것이 더욱 중요하기 때문이다. 각 모델별 특징을 비교분
석하고 단기 잔여유효수명 예측 성능만을 중점적으로 파

악하고자 하는 경우 최소한으로 필요한 변수의 개수를 

파악하고자 하였다. 

4. 실험결과 및 분석

4.1 데이터 소개 

본 논문에서 사용한 C-MAPSS 데이터세트는 NASA의 
PCoE(Prognostics center of excellence)에서 제공되는 터
보팬 엔진의 RTF 데이터세트이다. 터보팬 엔진의 모듈은 
<Figure 5>와 같으며 크게 팬(fan), 저압 압출기(Low pres-
sure compressor, LPC), 고압 압축기(High pressure com-
pressor, HPC), 저압 터빈(Low pressure turbine, LPT), 고
압 터빈(High pressure turbine, HPT)으로 구성되어 있다. 

<Figure 5> Diagram of the Turbofan Engine Modules
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Sensor num Symbol Description Units Trend

1 T2 Total temperature at fan inlet °R -
2 T24 Total temperature at LPC outlet °R ↑

3 T30 Total temperature at HPC outlet °R ↑

4 T50 Total temperature at LPT outlet °R ↑

5 P2 Pressure at fan inlet psia -
6 P15 Total pressure in bypass-duct psia -
7 P30 Total pressure at HPC outlet psia ↓

8 Nf Physical fan speed rpm ↑

9 Nc Physical core speed rpm ↑

10 epr Engine pressure ratio - -
11 Ps30 Static pressure at HPC outlet psia ↑

12 Phi Ratio of fuel flow at Ps30 pps /psi ↓

13 NRf Corrected fan speed rpm ↑

14 NRc Corrected core speed rpm ↓

15 BPR Bypass ratio - ↑

16 farB Bumer fuel-air ratio - -
17 htBleed Bleed enthalpy - ↑

18 Nf_dmd Demanded fan speed rpm -
19 PCNfR_dmd Demanded corrected fan speed rpm -
20 W31 HPT coolant bleed lbm /s ↓

21 W32 LPT coolant bleed lbm /s ↓

<Table 2> List of C-MAPSS Dataset

해당 데이터세트는 <Table 1>과 같이 총 4가지 서브데
이터세트로 구성되어 있으며, 본 연구에서는 단일 운용
모드 및 고장모드를 가지는 FD001 데이터 세트만을 사
용하여 분석을 진행하였다. 각 엔진은 정상범주로 취급
되는 공개되지 않은 서로 다른 초기 마모 및 제조 변동

을 지니고 있다. 해당 데이터는 train set, test set, RUL 
set이 별도로 분할되어 존재한다. 데이터의 변수는 엔진
의 번호를 의미하는 unit, 각 unit별 cycle, 운영설정변수
(operating) 3개, 센서 측정 변수(measurement) 21개로 총 
26개의 변수로 구성되어 있다. train set을 이용하여 모델
을 구축하고 그 모델을 이용하여 test set의 정확한 잔여
수명을 예측하는 것이 해당 데이터를 활용한 잔여유효수

명 예측의 목적이라고 할 수 있다[20].

Dataset FD001 FD002 FD003 FD004

Train trajectories 100 260 100 249
Test trajectories 100 259 100 248
Maximum cycle 362 378 525 543
Minimum cycle 128 128 145 128

Mean cycle 206 206 247 245
Training samples 17,731 48,819 21,820 57,522
Testing samples 100 259 100 248

Operating conditions 1 6 1 6
Fault conditions 1 1 2 2

<Table 1> C-MAPSS Dataset

4.2 데이터 전처리 및 데이터 준비 

잔여유효수명을 예측하기 위해 활용되는 21개의 센서 
측정 변수는 온도, 압력, 속도 등 각 컴포넌트의 정보를 
파악하기 위해 수집되었다. <Table 2>는 각 센서의 물리
적인 의미들과 센서의 추세를 나타낸다. 센서별 추세 확
인 결과, 변동성을 보이지 않는 변수 7개를 제거하여 총 
14개의 센서 측정변수를 통해 분석을 진행하였다. 
추세파악을 통한 변수 선택을 진행한 후 모델 학습 시 

변수별 동일한 정도의 스케일(Scale)을 반영하기 위해 정
규화를 수행하였다. 최소-최대 정규화(Min-max normal-
ization)를 활용하였으며, 이에 대한 수식 아래와 같다. 
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

  
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∀    

일반적인 시스템의 성능 저하는 초기 열화가 발생하기 

전까지 거의 변화가 존재하지 않으므로 열화 발생 전의 

데이터를 포함하여 분석을 수행하는 것은 부적절할 수 있다. 
따라서 초기에는 일정한 값을 가진다는 가정 하에 전처리를 

진행한 연구가 다수 존재한다[3, 13, 14]. 본 연구에서는 
초기 일정한 값을 125로 설정하여 전처리를 진행하였다.
마지막으로 슬라이딩 윈도우(sliding window) 방법을 

통해 형상벡터를 추출하는 과정을 거쳤다. 본 논문에서
는 반복 시험을 통해 적합한 윈도우 사이즈를 30으로 설
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Method
RMSE

Best model_RMSE
Score

Average STD Average STD

DNN 13.489 0.113 13.293 331.323 10.214
CNN 13.102 0.621 12.252 282.410 96.850
RNN 14.469 0.856 12.726 412.564 97.876

LSTM 14.839 0.879 13.539 437.945 102.492
GRU 14.480 0.978 13.484 434.370 132.680

Bi-LSTM 15.134 0.906 14.019 458.383 106.839

<Table 3> Result of RUL Prediction Performance

(a) DNN (b) CNN

(c) RNN (d) LSTM

(e) GRU (f) Bi-LSTM

<Figure 6> Summary Plot of Each Model

정하여 분석을 진행하였으며, 이를 통해 추출된 형상벡
터를 입력데이터로 사용하였다. 

4.3 잔여수명 예측 결과 

본 논문에서는 잔여수명을 예측하기 위해 총 6개의 모
델을 사용하였다. 각 모델별 입력데이터의 형상 및 은닉
층 종류의 차이가 존재하나 레이어 깊이(depth), 활성화 
함수 등 파라미터 값은 최대한 동일한 조건으로 설계하

였다. 각 모델들은 총 5개의 레이어를 가지며, 각 레이어 
뒤에 Dropout layer를 0.2로 설정하여 추가하였다. 활성화 
함수는 elu 함수를 사용하였으며, 최적화 함수는 Adam, 
배치사이즈(Batch size)와 에포크(Epochs)는 각각 500과 
200으로 설정하였다. 손실함수는 RMSE를 사용하였으며, 
최종적으로 RMSE와 PHM Score 성능 지표를 통해 성능

을 확인하였다. 각 모델별 잔여유효수명 예측 성능을 파
악하기 위해 10번씩 반복 측정하였으며, 이에 대한 결과
는 <Table 3>과 같다. 전체 변수를 사용한 경우 CNN이 
비교적 가장 우수한 성능을 보였으며, Bi-LSTM이 가장 
저조한 성능을 보였다. 모든 모델의 성능이 차이가 존재
하나, 적절한 예측성능을 보였다할 수 있으며, 가장 우수
한 RMSE 값을 보인 모델을 대상으로 SHAP 알고리즘을 
통해 summary plot을 확인하였다.  

4.4 SHAP을 통한 중요변수 파악 

Summary plot의 feature 번호는 SHAP 알고리즘 수행 
시 부여되는 feature 번호로 각 센서 번호와 맵핑하여 결
과를 해석할 수 있다. 각 모델별 summary plot은 <Figure 
6>과 같으며, 변수 중요도 순위는 <Table 4>와 같다. 각 
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feature num DNN CNN RNN LSTM GRU BiLSTM

14 13.489 13.102 14.470 14.840 14.480 15.135

13 13.417 13.504 14.650 15.181 14.279 15.210

12 13.526 13.865 14.970 15.382 14.126 15.307

11 13.622 14.409 14.685 15.295 14.084 15.812

10 13.913 14.256 14.415 15.823 14.197 15.601

9 14.060 14.338 14.912 15.725 14.402 15.023

8 14.054 14.447 14.395 15.711 14.332 15.582

7 14.528 14.790 14.940 15.417 15.065 15.789

6 14.555 15.401 14.769 15.234 15.253 16.104

5 14.166 16.915 15.180 15.635 14.971 17.235

4 15.104 16.959 15.253 16.077 15.262 18.810

3 15.603 17.690 15.372 16.371 15.080 19.452 

<Table 5> Result based on the Number of Features for Each Model (RMSE)

모델별 summary plot을 통해 도출된 기여도 순위가 상이
한 결과를 보이나, 대부분 feature 6, 7(sensor 11, 12)가 
잔여유효수명 예측에 높은 기여를 한다는 것을 알 수 있

다. 이는 Phi와 Ps30의 센서 측정값이 터보팬 엔진의 잔
여수명 예측에 가장 큰 영향을 미치는 변수이며, 이는 고
압 압축기(High pressure compressor, HPC)의 관리가 터
보팬 엔진의 수명에 영향을 미칠 수 있음을 의미한다. 

Rank DNN CNN RNN LSTM GRU BiLSTM

1 6 6 8 6 6 6
2 8 7 7 7 8 7
3 5 3 6 10 7 8
4 7 10 4 12 4 3
5 4 12 9 0 9 4
6 9 2 2 4 3 10
7 3 8 10 3 0 12
8 0 0 0 1 12 2
9 2 4 12 8 5 0

10 12 13 3 2 10 1
11 10 1 1 5 2 13
12 13 9 5 11 1 11
13 11 11 11 13 13 5
14 1 5 13 9 11 9

<Table 4> Rank of Variable Importance of Each Model

4.5 변수 선택에 따른 잔여수명 예측 성능 변동 

확인

 터보팬 엔진의 상태 파악 및 잔여수명 예측 시 필요
한 최소한의 센서 수를 파악하기 위해 도출된 summary 
plot을 기반으로 기여도가 낮은 순서부터 변수를 하나씩 

제거해나가면서 예측 성능을 비교하였다. 예측 성능 변
동을 파악하기 위한 지표로는 RMSE 값만 사용하였다. 
이는 PHM Score의 경우 모델의 전체적인 예측보다 늦은 
예측에 더 큰 패널티를 부가하므로 전체적인 모델의 예

측 성능 변동을 파악하기 위한 지표로는 RMSE만을 사
용하는 것이 적절하다고 판단하였기 때문이다. 해당 실
험에 대한 결과는 <Table 5>와 같으며 이를 시각화하여 
<Figure 7>과 같은 추세를 파악하였다. 
변수 개수별 예측 성능 변동이 존재하며, 변수가 하나

씩 제거될 때마다 RMSE가 상승하는 경향을 보임을 확
인하였다. GRU의 예측 성능이 비교적 변동이 적으며, 
Bi-LSTM의 경우 변동의 폭이 가장 큼을 확인할 수 있
다. 또한 대부분의 모델은 변수 개수 6-7개부터 가장 크
게 증가하는 추세를 보였다. 

<Figure 7> RMSE Variation with the Number of Features 

for Each Model

특정 범위에 대한 잔여유효수명 예측 성능 변동을 파

악하기 위해 추가적인 경향분석을 수행하였다. 마지막으
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로 기록된 데이터에 대한 test unit들을 단기 잔여유효수
명을 가진 것부터 장기 잔여유효수명을 가진 unit으로 정
렬한 후 타점하여, 잔여유효수명 범위에 따른 예측 성능
을 확인하였다. 대표적으로 14개, 10개, 7개, 4개를 사용
하였을 때의 잔여유효수명 예측 그래프를 확인하였으며, 
이는 <Figure 7>과 같다. 해당 그래프에서 파란색은 예측
한 잔여유효수명을 빨간색은 실제 잔여유효수명을 나타

낸다. 
DNN의 경우 잔여유효수명이 짧을수록 우수한 예측 

정확도를 보였으나 타 모델들과 비교하였을 때, 단기 잔
여유효수명의 예측력이 비교적 저조함을 확인하였다. 
또한 오히려 변수 7개만을 사용하는 경우 단기 잔여유
효수명 예측 정확도가 더욱 안정적임을 알 수 있다. 변
수 개수에 따른 예측 성능의 변동이 타 모델들에 비해 

미미함을 알 수 있다. CNN의 경우 모든 변수를 사용한 
경우 RMSE값이 가장 낮은 우수한 예측 모델이었으며, 
예측 산포가 타 모델들에 비해 적음을 알 수 있다. 
RNN의 RMSE 값은 타 모델들과 비교하여 큰 차이가 
보이지 않았으나, 그래프 확인 결과 비교적 넓은 범위의 
잔여유효수명 예측 편차가 큼을 알 수 있다. 단기 잔여
유효수명 예측이 비교적 정확하였으며, 변수 7개를 사용
하는 경우까지 양호한 단기 잔여유효수명 예측 결과를 

보였다. LSTM의 경우 다른 모델들과 상이하게 단기 잔
여유효수명에 비해 장기 잔여유효수명 예측이 더욱 안

정적임을 알 수 있다. 90 이상의 잔여유효수명을 가진 
unit의 예측이 안정적인 성능을 보였으며, 변수 개수에 
따른 불안정한 예측 정확도를 보이는 범위 및 편차가 

타 모델들에 비해 큼을 알 수 있다. GRU는 변수 개수
에 따른 예측력의 추세가 모두 비슷하며, 변동성이 가장 
미미함을 알 수 있다. 단기 잔여유효수명 예측력의 경우 
14개의 변수를 사용하였을 때보다 7개의 변수를 사용한 
경우 더욱 정확하였음을 알 수 있다. Bi-LSTM은 타 모
델들과 비교하였을 때 단기의 잔여유효수명 예측값이 

불안정함을 보인다. 
전체 모델들의 경향을 각각 분석한 결과 대부분 단기 

잔여유효수명을 정확하게 예측하였으며, 변수 개수가 줄
어듦에 따라 단기 잔여유효수명 예측 성능이 불안정해짐

을 알 수 있다. 또한 대부분 40-60사이 범위의 잔여유효
수명은 불안정한 예측값을 보였다. 그러나 총 변수가 14
개가 아닌 7개까지만을 사용하여도 대부분의 모델에서 
단기 잔여유효수명 예측결과가 양호하다고 할 수 있다. 
실제 유지보수 계획 수립 시 장기의 잔여유효수명보다 

단기의 잔여유효수명이 더욱 중요하며 위험성이 크므로, 
단기 잔여유효수명의 예측 성능만을 중점적으로 파악하

고자 하는 경우, 변수 7개만을 통해 분석을 수행하여도 
적절한 예측 성능을 보임을 시사할 수 있다. 

5. 결론 및 추후 연구과제

복잡한 시스템의 잔여유효수명 예측에 관한 연구가 

활발히 이루어지고 있으며, 우수한 성능을 보이기 위해 
다양한 딥러닝 모델이 활용되고 있다. 또한 딥러닝 모델
의 해석을 위해 설명가능한 인공지능 기법이 대두되고 

있다. 본 논문에서는 다양한 딥러닝 모델을 통해 터보팬 
엔진의 잔여유효수명을 예측하고 모델별 중요한 영향을 

미치는 변수를 파악하였다. 또한 SHAP 알고리즘의 특징
을 이용하여 이를 변수선택기법으로 활용하는 경우 예측

성능의 변동을 파악하였다. 
C-MAPSS 데이터세트를 통해 분석을 수행한 결과, 대

부분의 예측모델에서 Phi와 Ps30 센서 측정값이 터보팬 
엔진의 잔여유효수명 예측에 높은 기여를 함을 확인하였

다. 이를 통해 터보팬 엔진의 구성부품 중 HPC의 관리
가 중요함을 시사할 수 있다. SHAP을 통해 도출된 sum-
mary plot을 기반으로 변수 선택을 진행하여 예측 성능
의 변동을 파악한 결과, 모든 모델의 변동 추세가 비슷함
을 확인하였다. 6-7개의 변수를 사용하는 경우 가장 크게 
RMSE가 상승하는 추세를 보였으며, 잔여유효수명의 범
위가 40에서 60 사이인 경우 비교적 부정확한 값을 보였
다. 이를 통해 변수 7개만을 사용하여도 터보팬 엔진의 
상태를 파악하고 잔여유효수명을 적절한 성능을 보이며 

예측할 수 있음을 시사할 수 있다. 
본 연구를 통해 다양한 딥러닝 모델의 설명 가능성을 

제기할 수 있다. 모델별 잔여유효수명 예측 시 기여도가 
큰 변수를 파악할 수 있으며, 이를 통해 유의미한 결과를 
도출할 수 있다. 또한 SHAP을 활용한 모델 해석 및 변
수 중요도 파악뿐만 아니라 변수 선택 기법으로써의 활

용성을 입증할 수 있다. 
본 연구에서는 앙상블 모델이 아닌 단일 딥러닝 모델

만을 사용하였으나, 추후 예측력이 더욱 우수한 앙상블 
모델을 사용하는 경우에도 해당 프로세스의 활용성 및 

범용성을 입증할 수 있을 것으로 기대된다. 또한 해당 연
구에서 활용한 C-MAPSS 데이터세트는 터보팬 엔진의 
잔여유효수명 예측을 위해 널리 사용되는 벤치마크 데이

터세트이나, 이는 시뮬레이션 데이터라는 한계가 존재하
므로, 센서가 더욱 많이 부착되어있는 실제 항공기 터보
팬 엔진의 데이터를 통해 연구를 수행할 경우 더욱 확실

한 결과를 파악할 수 있을 것으로 사료된다. 
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