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요  약  최근에는 데이터베이스의 발달로 금융, 보안, 네트워크 등에서 생성된 많은 데이터가 저장 가능하며, 기계학습
기반 분류기를 통해 분석이 이루어지고 있다. 이 때 주로 야기되는 문제는 데이터 불균형으로, 학습 시 다수 범주의
데이터들로 과적합이 되어 분류 정확도가 떨어지는 경우가 발생한다. 이를 해결하기 위해 소수 범주의 데이터 수를 증가
시키는 오버샘플링 전략이 주로 사용되며, 데이터 분포에 적합한 기법과 인자들을 다양하게 조절하는 과정이 필요하다.
이러한 과정의 개선을 위해 본 연구에서는 스모트와 생성적 적대 신경망 등 다양한 기법 기반의 오버샘플링 조합과
비율을 유전알고리즘을 통해 탐색하고 최적화 하는 전략을 제안한다. 제안된 전략과 단일 오버샘플링 기법으로 신용카
드 사기 탐지 데이터를 샘플링 한 뒤, 각각의 데이터들로 학습한 분류기의 성능을 비교한다. 그 결과 유전알고리즘으로
기법별 비율을 탐색하여 최적화 한 전략의 성능이 기존 전략들 보다 우수했다.

주제어 : 데이터 분석, 데이터 불균형, 오버샘플링, 유전알고리즘, 최적화

Abstract  Recently, with the development of database, it is possible to store a lot of data generated in 
finance, security, and networks. These data are being analyzed through classifiers based on machine 
learning. The main problem at this time is data imbalance. When we train imbalanced data, it may 
happen that classification accuracy is degraded due to over-fitting with majority class data. To 
overcome the problem of data imbalance, oversampling strategy that increases the quantity of data of 
minority class data is widely used. It requires to tuning process about suitable method and parameters 
for data distribution. To improve the process, In this study, we propose a strategy to explore and 
optimize oversampling combinations and ratio based on various methods such as synthetic minority 
oversampling technique and generative adversarial networks through genetic algorithms. After sampling 
credit card fraud detection which is a representative case of data imbalance, with the proposed strategy 
and single oversampling strategies, we compare the performance of trained classifiers with each data. 
As a result, a strategy that is optimized by exploring for ratio of each method with genetic algorithms 
was superior to previous strategies.
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1. 서론

현대에는 데이터베이스의 발달로 금융, 보안, 네트워
크 등에서 많은 데이터가 생성 및 유지되고 있다. 이를 
기계학습 기반 분류기를 통해 분석하는 문제 중 이상 탐
지에 대한 연구들[1,2]이 진행되고 있다. 이때 쉽게 야기
되는 문제는 데이터 불균형[3]이다. 데이터 불균형은 다
수 범주의 데이터에 비해 소수 범주의 데이터들의 비율
이 균등하지 않거나, 한쪽으로 치우친 경우를 의미하며, 
Fig. 1과 같이 표현된다.

Fig. 1. Example of data imbalance case

이로 인해 기계학습 기반의 분류 문제에서 다수 범주
의 데이터들에 대한 과적합이 발생하여, 분류 정확도가 
떨어지는 경우가 발생한다. 이를 해결하기 위해, 데이터 
세트의 표본 수를 조절해주는 전략을 주로 사용한다. 소
수 범주의 데이터 수를 증가 시키는 오버샘플링 전략이 
주로 사용되며, 대표적 기법들로는 지능적으로 소수 범주 
데이터를 생성하는 스모트(synthetic minority 
oversampling technique; SMOTE)와 생성적 적대 신
경망(generative adversarial networks; GANs)이 있
다. 그러나 기법의 성능을 향상시키기 위해서는 샘플링 
할 데이터 분포에 적합한 기법과 인자들을 다양하게 조
절 하는 과정을 거치고 이를 검증해야 한다. 검증 과정은 
많은 시간을 소요하며, 최적 비율 탐색에 어려움이 있다. 
기존 전략보다 개선 된 비율 탐색을 위해 본 논문은 전역 
최적화 기법인 유전알고리즘을 이용하여 스모트와 생성
적 적대 신경망 등 다양한 기법 기반의 오버샘플링 조합
과 비율을 탐색하고 최적화하는 전략을 소개한다. 제안한 
전략과 데이터 불균형 대표사례인 신용카드 사기 탐지 
데이터를 통해 이전 방식의 오버샘플링 전략과 성능 비
교를 진행한다. 최종적으로 실험 결과를 비교하며 논문을 

마무리한다.

2. 관련 연구

기계학습 기반의 분류 문제에서 데이터 불균형을 해소
하기 위해 흔히 사용되는 전략은 오버샘플링이다. 효율적
인 오버샘플링을 제안하는 연구들[4,5]이 존재한다.

2.1 스모트
스모트는 Chawla 등의 연구[6]에서 제안한 오버샘플링 

기법으로 소수 범주 데이터를 지능적으로 증가시킨다. 소
수 범주의 데이터를 k 근접 이웃(k nearest neighbor; 
KNN) 알고리즘을 통해 보간 한 뒤, 연결 선상의 임의의 
점을 선택하여 데이터를 합성 및 생성한다. 기존 스모트
는 모든 소수 범주의 데이터에서 접근했지만, Han 등의 
연구[7]에서는 범주의 결정 영역에 있는 데이터들에만 적
용하는 경계선-스모트(borderline-SMOTE)를 제안했
다. 또한 스모트의 소수 범주 데이터 분석 알고리즘인 k 
근접이웃 알고리즘 대신 다른 알고리즘을 적용하여 성능
을 개선한 연구들이 존재한다. Mathew 등의 연구[8]에
서는 커널 기반의 알고리즘을 사용한 서포트 벡터 머신
(support vector machine; SVM) 스모트를 제안했다. 
Last 등의 연구[9]에서는 주어진 데이터들을 군집화하는 
k-평균(k-means) 알고리즘을 사용하여 개선된 스모트
를 소개했다.

He 등의 연구[10]에서는 데이터들의 밀도분포를 계산 
한 뒤, 범주마다 밀도분포에 따라 생성할 데이터 수를 조
절하는 기법을 제안했다. 적응형 합성 샘플링(adaptive 
synthetic sampling; ADASYN)으로 기존 스모트 보다 
더 지능적인 방식을 추구했다.

2.2 생성적 적대 신경망
생성적 적대 신경망[11]은 생성자(generator) 와 구

분자(discriminator) 두 가지 모델이 존재하여 적대적으
로 학습하는 기법이다. 생성자는 실제 데이터와 유사한 
데이터를 생성하고, 구분자는 생성자가 생성한 데이터와 
실제 데이터를 구분한다. 이와 같은 방식으로 Douzas 
등의 연구[12]에서는 생성자를 통해 소수 범주의 데이터 
특징을 학습하고 생성하여, 데이터 불균형을 해소하는 시
도를 보였다. 기존의 오버샘플링 기법인 스모트와 비교하
여 우수함을 보였다.
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Table 1. Parameters by oversampling methods
method Parameter Value

SMOTE Number of nearest neighbors 3 or 5 or 7

Borderline-SMOTE
Number of nearest neighbor 5 or 7

Type of borderline Borderline-1 or
Borderline-2

SVM SMOTE
Number of nearest neighbor 5 or 7

Kernel of SVM Linear or Polynomial or RBF or Sigmoid
K-means SMOTE Number of nearest neighbor 3 or 5 or 7

ADASYN Number of nearest neighbor 3 or 5 or 7

GAN
Size of latent vector 100 or 120

Number of hidden layer 2 or 4

3. 최적의 오버샘플링 비율 탐색을 위한 
유전알고리즘

유전알고리즘(genetic algorithm; GA)[13]은 문제 
해결을 위해 자연 세계의 진화원리를 이용한 전역 최적
화 기법으로 Holland에 의해 소개되었다. 문제의 가능해
들을 각각 염색체(chromosome)로 변환 후, 염색체 집
단(population)에 대해 선택(selection), 교차
(crossover), 변이(mutation), 대치(replacement) 연산
을 반복하여 우수한 해를 탐색한다. 선택 연산 이전에 적
합도 평가(fitness evaluation)를 진행하여 우수한 품질
의 해가 선택 될 수 있는 확률을 높인다. 유전알고리즘의 
흐름도는 Fig. 2로 표현된다.

Fig. 2. Flow chart of a GA

3.1 인코딩
유전알고리즘으로 문제 해결을 위해서 문제의 해들을  

염색체로 표현하는 과정이 필요하다. 이 과정을 인코딩
(encoding)이라 하며, 본 연구에서 표현되는 염색체는 
기법별 오버샘플링 비율의 조합을 의미한다. 염색체의 각 
유전자(gene)는 2 장에서 언급한 6 가지 종류의 오버샘
플링 기법별 특정 데이터 범주를 얼마나 오버샘플링 할 
것인지에 대한 비율로 나타난다. 오버샘플링 비율의 합은 
일정 범위 내에 포함하도록 한다. 6 가지 종류의 오버샘
플링에서 인자의 조절로 표현될 수 있는 기법은 총 25 
가지이며, Table 1과 같다.

3.2 적합도
적합도는 염색체가 문제에 얼마나 적합한지 표현하는 

고윳값이다. 따라서 본 연구에서 염색체의 적합도는 염색
체에 따른 기법별 비율로 오버샘플링 된 데이터로 학습
한 분류기의 성능이다. 염색체를 통해 오버샘플링 된 데
이터로 학습을 한 이후 샘플링 이전의 원본 데이터로 성
능 평가를 진행한다. 성능 지표로는 F1 점수를 사용하며, 
적합도 계산은 Fig. 3과 같이 표현된다.

Fig. 3. Process of fitness calculation
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3.3 교차 연산
교차 연산은 현재 세대의 두 해의 특징을 부분 결합하

여 새로운 해를 생성 하는 연산이다. 본 연구의 염색체의 
표현은 일차원이므로 일점, 균등 두 가지 방식의 교차 연
산이 사용된다. 일점(single-point) 교차는 초기의 유전
알고리즘에서 사용되던 방법으로 염색체에서 임의의 한 
점을 기준으로 두 염색체 간의 유전자를 교차하는 연산
이다. 균등(uniform) 교차는 자름선을 이용하는 일점교
차와 달리 난수와 균등 확률을 통해 교차 연산을 진행한
다. 두 염색체에 대해서 각각의 유전자 위치에 난수를 부
여한다. 각 위치의 난수들과 균등 확률을 비교하여 두 염
색체 중 어느 위치의 유전자를 복사할지 결정한다.

3.4 변이 연산
변이 연산은 부모 염색체가 가지지 못한 성질을 부여

해 탐색 범위를 확보하기 위한 연산이다. 본 연구에서는 
염색체의 오버샘플링 비율의 합이 일정해야 한다. 그래서 
기법간의 오버샘플링 비율인 유전자의 위치를 교체하는 
스왑(swap) 변이와 염색체의 순서를 무작위로 변경하는 
셔플(shuffle) 변이가 사용된다.

3.5 선택 및 대치 연산
선택 연산은 교차 연산을 위해 가장 적합한 두 부모 

염색체를 선택하기 위한 연산이다. 선택 연산은 적합도에 
따라 이루어지는데, 적합도가 높은 순만으로 선택하게 될 
시에 해 집단의 가장 좋은 염색체와 나쁜 염색체의 품질 
차이가 극심해질 수 있다. 이를 방지하기 위해 적합도와 
비례하여 선택이 될 수 있는 룰렛 휠(roulette wheel) 
선택 연산과 무작위 n개의 염색체를 뽑고 그중 적합도가 
높은 염색체를 뽑는 과정을 반복하는 토너먼트
(tournament) 선택 연산 두 가지 방식이 사용된다. 대치 
연산은 변이 연산 이후 생성된 자식 염색체를 기존 집단
의 특정 염색체와 교체하는 연산이다. 본 연구에서는 자
식 집단을 부모 집단으로 대체한다. 또한 이른 수렴 방지
를 위해 해 집단에서 가장 적합도가 높은 해를 항상 보존
하는 엘리티즘(elitism)[14]을 적용한다.

본 연구에서 제안하는 오버샘플링 비율을 탐색하기 위
한 유전알고리즘에 사용한 연산자 및 인자는 Table 2와 
같다. 제안하는 전략은 총 두 개로 구성되며  일점 교차, 
스왑 변이, 룰렛 휠 선택 연산자를 사용한 전략과  균등 
교차, 셔플 변이, 토너먼트 선택 연산자를 사용한 전략이
다.

Table 2. Operators and parameter of GA
Operator or Parameter Value

Size of population 125

Number of generations 1,000

Length of chromosome 25

Dimension of chromosome Number of minority classes

Sum of genes 100 ≤ n ≤ 500

Selection operator Roulette wheel or Tournament
Size of selection 16

Crossover operator Single-point or Uniform
Mutation operator Swap or Shuffle

Mutation rate 0.01

Replacement operator Replace parents and Elitism

4. 연구방법 및 재료

4.1 신용카드 사기 탐지 데이터
본 연구에서 다루는 신용카드 사기 탐지 데이터는 

2013 년 9 월 유럽에서 2 일 간 신용카드 사용자의 거래
내역으로 대표적인 데이터 불균형 사례이며 이상 탐지 
분야에서 사용된다. 30 개의 변수로 이루어진 총 
284,807 건의 거래내역 데이터로,  범주는 정상 거래 
284,315 건, 비정상 거래 492 건으로 구성된다. 전체 데
이터의 75%는 학습, 25%는 평가에 사용된다.

4.2 데이터 분류
데이터를 분류하기 위해 심층신경망(deep neural 

network; DNN)[15] 기반의 분류기를 사용하며 심층신
경망의 인자는 Table 3으로 구성된다.

Table 3. Deep neural network parameters
Parameter Value

Size of input layer 2

Size of output layer 2

Number of hidden layers 2

Number of hidden nodes {80,41}

Activation function ReLU

Optimizer Adam

Learning rate 0.0001

β1 0.9

β2 0.999

Size of Batch 1,024

Epochs for training 200
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Table 4. Classifier’s performance for each strategy
case Precision Recall F1 score

Original
Train 0.9108 0.7191 0.7857

Evaluate 0.8554 0.6891 0.7468

Iterative training of
data of minority classes

Train 0.9347 0.5354 0.5651

Evaluate 0.9224 0.5495 0.5884

Single strategy
(125 cases)

Train (Min) 0.4991 0.5000 0.4996

Evaluate (Min) 0.4992 0.5000 0.4996

Train (Mean) 0.8565 0.6114 0.6619

Evaluate (Mean) 0.7785 0.6001 0.6424

Train (Max) 0.9347 0.7322 0.7894

Evaluate (Max) 0.9224 0.6981 0.7511

Genetic algorithm 1
Train 0.9156 0.9145 0.9151

Evaluate 0.8703 0.8737 0.8720

Genetic algorithm 2
Train 0.9111 0.9132 0.9121

Evaluate 0.8576 0.8736 0.8654

분류기의 성능을 비교하기 위한 지표로는 재현율(recall), 
정밀도(precision) 그리고 F1 점수(F1 score)[16]가 사용
된다. 재현율은 실제 양성 중 분류기가 정확하게 양성으
로 예측한 비율이다. 정밀도는 양성으로 예측된 결과의 
정확한 예측의 비율을 의미한다. F1 점수는 정밀도와 재
현율의 조화평균이다. 정밀도 와 재현율은 각각 식 
(1),(2)로 계산되며 F1 점수는 식 (1),(2)를 통해 식 (3)으
로 도출된다.

  
 (1)

  
 (2)

    ∙
∙ (3)

4.3 전략별 성능 비교
본 논문에서 제안하는 최적화 전략을 비교하기 위해 

단일 기법으로 오버샘플링 된 데이터와 원본 데이터를 
준비한다. 단일 전략의 오버샘플링 기법은 Table 1의 6 
종류의 전략에 대해 각각의 인자와 5 가지의 범주별 데
이터수 조절의 따라서 총 125 가지로 표현 할 수 있다. 
추가로 소수 범주의 데이터를 다수 범주의 데이터 수 만
큼 반복 학습한 전략도 추가시켰다. 원본 데이터, 반복 학
습 전략, 단일 기법 전략, 3 장에서 언급한 두 가지의 유
전알고리즘으로 최적화 비율을 탐색하는 전략 총 5 가지
의 전략으로 학습된 분류기의 성능을 비교한다.

5. 실험 결과

Table 4는 신용카드 사기 감지 데이터를 5 가지 전략
으로 샘플링 한 뒤, 각각의 데이터들에 대한 분류기 성능 
지표이다. 원본 데이터로 학습한 전략보다 단일 오버샘플
링 기법으로 샘플링 한 전략의 성능이 더 낮은 경우를 확
인 할 수 있었고, 데이터의 분포에 따라 오버샘플링을 하
였을 때 성능 저하가 생길 수 있다는 것을 확인했다. 제
안한 두 가지 전략으로 샘플링 된 분류기의 F1 점수는 학
습과 평가에서 다른 전략들 보다 모두 우수했다. 그 중 
가장 높은 성능을 보이는 것은 일점 교차, 스왑 변이, 룰
렛 휠 선택 연산자를 사용한 전략으로 원본 데이터 보다 
12.5%, 소수 범주 데이터 반복학습 보다 28.4%, 최상 성
능의 단일 오버샘플링 기법보다 12.1%의 F1 점수 우위를 
확인했다.

6. 결론

본 연구에서는 이상탐지 문제 중 쉽게 발생하는 불균
형 데이터 사례 해결을 위해 전역 최적화 기법인 유전알
고리즘을 사용하여 스모트와 생성적 적대 신경망 등 다
양한 기법 기반의 오버샘플링 조합과 비율을 탐색 및 최
적화하는 전략을 제안했다. 다양한 인자와 비율로 샘플링 
된 단일 기법보다 제안한 전략으로 샘플링 된 데이터의 
분류 성능이 우위에 있는 것을 확인하였다. 이를 이용하
여 다양한 실세계의 불균형 데이터에 대해 효율적인 오
버샘플링 최적화 전략을 도출 할 수 있다. 향후 연구로는 
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입력 변수의 차원이 높은 불균형 데이터에 대해서 차원
축소 기법을 결합하여 해당 차원에서 최적화를 진행한 
후 본 논문의 전략과 비교하여 개선된 성능의 오버샘플
링 전략을 찾을 수 있을 것 이라고 기대가 된다.
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