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<Abstract>

   

Ⅰ. 서 론

신용평가는 채무자가 은행, 증권사, 카드사 

등 금융 기관에서 개인의 신용을 적절하게 평

가하고 대출금 및 이자의 상환 여부를 정확하

게 예측하는 것은 해당 기관의 영업 이익과 직

접적으로 관련되기 때문에 중요한 의미를 갖는

다(Bae and Kim., 2015). 최근 핀테크의 일종으

로 주목 받고 있는 P2P 대출은 유연한 선정산 

서비스를 가능하게 하고, 은행이 인수하지 않는 

차입자에게도 대출을 공급할 수 있다는 특징을 

가지고 있으며(박대현과 류두진, 2020), 관련 

규제가 미비하고 진입장벽이 낮다는 점에서 급

속한 성장세를 보이고 있다. P2P 대출 분야에

서는 상대적으로 신용도가 낮은 고객에게 대출

을 제공한다는 점에서 정확한 할인율 산정이 

비즈니스 모델 구축에 있어 중요한 역할을 하

고, 이를 위해서는 적절한 신용평가가 선행되어

야 한다(최수만 외, 2020). 또한 COVID-19 팬

데믹 현상이 지속됨에 따라 각 국가에서 경제

적 피해를 입은 개인의 생계를 지원하기 위한 

대출 지원이 추진되고 있는 상황에서(강구상 

외, 2020), 신용 평가의 정확도를 향상시키는 

것은 더욱 중요한 의의를 가진다.

통계적 기법 및 인공지능을 활용한 연구는 

개인신용평가를 비롯해 다양한 금융 분야에 적
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수행되었음” (IITP-2020-0-01797)
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용되고 있는 한편(이성욱과 노태협, 2007; 유환

과 이영재, 2019), 딥러닝은 이미지, 음성, 영상, 

자연어 처리 등 다양한 분야에서 괄목할만한 

성과를 보여주며 성장하고 있다. 하지만 순환신

경망을 주로 사용하는 주가 예측과 같이 시계

열 데이터를 다루는 분야가 아닌 다른 금융 분

야에서는 판별분석, 로지스틱 회귀분석과 같은 

통계적 기법 및 서포트 벡터 머신, 인공신경망

과 같은 머신러닝 기법을 활용한 모형이 주를 

이뤄 왔으며(Abdou and Pointon, 2011), 딥러

닝을 사용한 연구는 거의 존재하지 않는다

(Hosaka, 2019). 최근 기업 신용평가, 주가 예측 

등 금융 분야의 연구에서 딥러닝을 적용하는 

연구가 늘어나고 있지만(Mai et al., 2019; 

Selvin et al., 2017; 이현상과 오세환, 2020), 그

럼에도 불구하고 개인신용평가에 딥러닝을 적

용하는 연구는 극히 드물다. 하지만 개인신용평

가와 성격이 유사하다고 볼 수 있는 기업도산

예측에서, Hosaka(2019)는 수치형 데이터를 이

미지 데이터로 변환해 이미지 처리에 특화된 

딥러닝 기법인 합성곱 신경망(Han et al., 2018)

에 적용할 경우 분류 정확도를 향상시킬 수 있

음을 실증 연구를 통해 주장했다. 따라서 금융 

데이터에서도 적절한 변수 및 데이터 구조 설

정을 통해 딥러닝을 적용할 경우 예측 성과를 

높일 수 있고(Ding et al., 2015), 개인신용평가

에도 합성곱 신경망을 포함한 딥러닝을 적용한

다면 예측 정확도를 향상시킬 수 있는 가능성

이 존재한다. 따라서 본 연구에서는 이미지 처

리에 우수한 성능을 보이는 딥러닝 기법인 합

성곱 신경망을 개인신용평가 모형에 적용하기 

위해 개인신용 데이터를 이미지 데이터로 변환

하고 이전까지 사용해 왔던 통계적 기법 및 머

신러닝 기법을 적용한 모형들과 성과를 비교해

보고자 한다.

한편 딥러닝을 활용한 분류 및 예측 모형은 

예측 성과에 있어 다양한 연구에서 머신러닝 

및 통계적 기법을 활용한 모형들보다 탁월한 

성능을 보여 왔지만, 왜 특정 예측 값을 산출하

는 지에 대한 설명력이 부족하다는 점을 지적 

받고 있으며 따라서 실무에 활용하기에는 한계

가 있다는 비판을 받아왔다. 특히 규제 산업으

로 분류되는 금융 분야에서는 내부 직원의 이

해도를 높이고 고객들에게 충분한 설명을 제공

하기 위해 설명력을 가지고 있는 기법을 요구

하고 있다(천예은 외, 2021). 이에 맞춰 최근 블

랙박스의 특징을 가지는 딥러닝 기법 및 머신

러닝의 갖는 한계를 보완하기 위해 설명 가능

한 인공지능(eXpalinable Artificial Inteligence, 

XAI)관련 연구가 진행되고 있고(Kim et al., 

2020), 이를 활용한다면 설명력을 필수적으로 

요하는 금융권에서의 딥러닝 활용 가능성이 높

아질 수 있다. 따라서 본 연구에서는 합성곱 신

경망에 사용할 수 있는 XAI 기법 중 하나인 

Layer-wise Relevance Propagation(LRP)을 적

용해, 합성곱 신경망을 적용한 신용평가 모형의 

설명력 및 해석 가능성을 제시하고자 한다.

본 논문의 구성은 다음과 같다. 제 2장은 이

론적 배경으로 먼저 통계적 기법, 머신러닝 기

법, 그리고 딥러닝을 적용한 개인신용평가 관련 

연구들을 살펴보고, 이어 본 연구에서 적용할 

딥러닝 기법인 합성곱 신경망, XAI 기법인 

LRP에 대해 알아본다. 제 3장은 연구 프레임워

크으로 수치형 데이터를 이미지 데이터로 변환

하는 방법 및 이미지의 픽셀 별 밝기 결정 방법, 

그리고 합성곱 신경망 및 LRP적용에 대해 설명
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한다. 이어 제 4장은 연구 프레임워크에 따라 

진해된 실험 및 실험 결과에 대해 알아보고, 제 

5장은 결론 및 연구의 의의와 한계 및 추후 연

구 방향을 제시한다.

Ⅱ. 이론적 배경

2.1 개인신용평가  

개인 신용평가는 구체적으로 직업, 주거 등 

인구 통계학 정보와 금융 거래 이력 등 금융 정

보를 활용해 개인의 미래 채무 상환 여부를 구

별하는 분류 문제로 볼 수 있다. 전통적으로 금

융 분야는 규제 산업으로 분류되어 설명력을 

요구하고, 주로 수치형 데이터로 이루어진 데이

터가 많아 예측 성과에 강점이 있는 딥러닝 기

법보다는 통계 및 머신러닝 기법이 주로 사용

되고 있었다. 하지만 알파고 쇼크 이후로 인공

지능 및 세부 기술에 대한 사회적 수용도가 높

아지고(조유정 외, 2021), 수치형 데이터에도 

딥러닝을 적용할 수 있도록 하는 다양한 방법

론이 등장하면서 금융 분야에서도 딥러닝을 활

용한 연구가 늘어나고 있는 추세이다. <표 1>

은 개인신용평가와 관련된 연구들을 정리한 것

으로, 크게 통계적 기법을 적용한 연구와 머신

러닝 기법을 적용한 연구, 그리고 딥러닝을 적

용한 연구로 분류할 수 있다.

첫 번째 분류는 통계적 기법을 이용한 개인

신용평가로, Durand(1941)가 고객의 신용정보 

데이터로 판별분석(Linear discriminant 

analysis)을 이용한 모형을 구축한 것을 시작으

로 본격적으로 도입되기 시작했다. 또한 

Orgler(1970)은 선형회귀분석(Linear 

Regression)과 유동성, 수익성, 위험성에 대한 

변수를 이용해 상업적 대출에 대한 비용을 계

산하는 모형을 구축했다. 이후 선형회귀분석보

다 개인신용평가와 같은 이진 분류에 더 적합

하고(Hand and William., 1997), 관련된 변수들

에 대한 해석이 가능하다는 이점을 가지고 있

는 로지스틱 회귀분석(Logistic Regression)을 

개인신용평가에 적용한 연구가 진행되었다(윤

종식 외, 2007). Wiginton(1980)은 로지스틱 회

귀분석을 사용한 개인신용평가 모형과 선형회

귀분석을 사용한 모형간 비교를 통해 로지스틱 

회귀분석의 우수성을 주장했고, 최근에도 머신

러닝 기법 및 딥러닝 기법을 활용한 연구의 성

능 비교를 위한 벤치마크로 사용되고 있다

(Triki , 2016; Nehrebecka, 2018). 따라서 본 연

구에서는 통계기법 중 대표적인 로지스틱 회귀

분석을 적용한 모형을 구축해 합성곱 신경망을 

적용한 모형과 성과를 비교한다.

두 번째는 머신러닝 기법을 적용한 개인신용

평가이다. 지난 30여년간 의사결정나무

(Decision Tree), 랜덤포레스트(Random 

Forest), 인공신경망(Neural Network), 서포트 

벡터 머신(SupportVector Machine, SVM) 등 

머신러닝 기법을 활용한 신용평가 모형을 구축

하는 연구가 진행되어 왔다. 의사결정나무는 단

순하고 예측 변수의 상호 작용 효과를 파악할 

수 있기 때문에 통계적 배경이 많지 않은 실무

자에게 설득력이 있는 것으로 알려져 있다

(Sohn and Kim., 2012). Zhang et al.(2004)은 

P2P 대출의 상환 여부를 예측하는 모형을 머신

러닝 기법들인 의사결정나무, 로지스틱 회귀분

석, 인공신경망을 사용해 구축하고 각 모형 간  
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성과를 비교했다. 또한 Ruyu et al.(2019)는 

P2P 대출 플랫폼인 랜딩클럽

(Lendingclub.com)의 데이터에 의사결정 나무, 

나이브 베이스, 로지스틱 회귀분석을 적용해 대

출 상환 여부에 대한 예측 성과를 비교했고, 의

사결정 나무와 나이브 베이스를 적용한 모형의 

경우 대출을 제때 변제한 고객들을 정확하게 

분류하는 경향을 보였다고 주장했다. 랜덤포레

스트는 Breiman(2001)에 의해 제안되었고, 의

사결정나무 기법을 여러 개의 나무로 확장시킨 

앙상블 모형이다. 랜덤포레스트는 개별 의사결

정나무의 정밀도는 떨어질 수 있으나, 이들을 

종합하여 예측에 사용해 정확도와 안정성이 높

아질 수 있다는 점을 활용한 분류 기법이다(김

성진과 안현철, 2016). 박성우(2019)는 개인신

용평가를 위해 랜덤포레스트, k-최근접 이웃, 

로지스틱 회귀분석 등 다양한 머신러닝 기법을 

적용한 모형들을 구축했고, 성과 비교 결과 랜

덤포레스트의 예측 성과가 가장 우수했다. 또한 

Rao et al.(2020)은 랜덤포레스트와 엔트로피 

가중치 방식을 함께 사용한 모형을 구축해 기

존의 분류 기법인 로지스틱 회귀분석, 의사결정

나무를 적용한 모형보다 P2P 대출 데이터에서 

우수한 성능을 보임을 실증 분석을 통해 주장

했다. 인공신경망은 모형의 통계적 기법이 가지

는 통계적 가정이 만족되지 않아도 사용할 수 

있으며, 통계기반 기법보다 분류와 예측 문제에

서 정확도 면에서 탁월한 성능을 보인다(이재

식과 한재홍, 1995). 인공신경망은 개인신용 평

가와 관련된 연구에 사용되며 우수한 예측 성

과를 보이고 있는데, Hajek(2011)은 다층 피드 

포워드 인공 신경망, 확률 신경망, 계단식 상관 

신경망, GMDH 다항식 신경망, 서포트 벡터 머

신을 활용해 개인신용평가 모형을 구축했고, 성

과를 비교한 결과 확률 신경망이 가장 큰 성과

를 보임을 주장했다. 또한 Byanjankar et 

al.(2015)은 P2P 대출에서의 채납, 변제를 예측

한 연구에서 인공신경망을 사용한 모형이 통계

적 기법인 로지스틱 회귀분석보다 더 우수한 

성능을 보일 수 있음을 주장했다. 한편 서포트 

벡터 머신은 Vapnik(1995)에 의해 개발된 분류 

알고리즘으로, 선형 문제가 아닌 비선형문제를 

고차원의 선형 문제로 대응해 나타냄으로써 수

학적 분석이 용이하다는 장점이 있다(Hearst et 

al., 1998). 서포트 벡터 머신은 분류 문제에 탁

월한 성능을 보이며 다양한 분야에서 사용되고 

있는데, 금융 분야에서도 적용되고 있다. 윤종

식 등(2007)은 소상공인 부실 예측 모형을 서포

트 벡터 머신을 적용해 구축하고, 인공신경망, 

의사결정나무와 같은 다른 머신러닝 기법에 비

해 우수한 성능을 보임을 확인했고, Martens et 

al.(2007)은 개인신용평가에 서포트 벡터 머신

을 사용했고, 실험에서 인공신경망을 사용한 모

형보다 더 우수한 성능을 보였다. 머신러닝 기

법 중에서 최근까지 가장 활발하게 연구되고 

현장에서 활용되고 있는 방법으로는 인공 신경

망과 서포트 벡터 머신이다(김성진과 안현철, 

2016). 따라서 본 연구에서는 인공 신경망 및 

서포트 벡터 머신을 적용해 모형을 구축하고, 

로지스틱 회귀분석을 적용한 모형과 함께 합성

곱 신경망을 이용해 구축한 모형과 성과를 비

교한다.

마지막 세 번째는 딥러닝 기법을 활용한 개

인신용평가로, 딥러닝은 이미지 인식(He et al., 

2016), 음성 인식(Buyukyilmaz and Cibikdiken 

2016), 영상 분석(Takahashiet al., 2017), 자연
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어 처리(Mai et al., 2019) 등 다양한 분야에서 

광범위하게 사용되고 있다. 최근 기업 도산 예

측 및 개인신용평가 분야에서도 딥러닝이 사용

되고 있는데, 김은미와 박지영(2019)은 온라인 

P2P 환경에서 딥러닝을 적용한 다분류 기반 개

인신용등급 예측 모형을 구축했고, 심층신경망

(Deep Neural Network, DNN)이 서포트 벡터 

머신이나 일반 다층 피드 포워드 신경망에 비

해 우수한 성능을 보일 수 있음을 확인했다. 

Bayraci and Susuz(2019)는 심층신경망을 이용

해 개인신용평가를 진행했고, 서포트 벡터 머신

이나 나이브 베이스 등 다른 기법을 사용해 구

축한 모형보다 월등한 성능을 보였다. 또한 

Kvamme et al.(2018)은 합성곱 신경망을 데이

터 형상을 보존하는 방식으로 모형을 구축했고, 

일반적인 인공신경망이나 로지스틱 회귀분석

을 사용한 모형보다 우수한 예측성과를 보였다. 

2.2 합성곱 신경망

합성곱 신경망은 일반적인 인공 신경망의 단

점인 공간적인 구조가 유실된다는 점을 해결하

분류 저자(년도) 적용 기법 연구 결과 및 의의

통계적

기법

Durand

(1941)
판별분석

통계적 기법을 활용해 고객의 신용정보 데이터로 채무 불이행 

여부를 최초로 예측함

Orgler

(1970)
선형회귀분석

유동성, 수익성, 위험성에 대한 변수를 이용해 상업적 대출에 

대한 비용을 계산하는 모형 구축함

Wiginton

(1980)

로지스틱 

회귀분석

로지스틱 회귀분석과 선형 회귀분석을 적용한 개인신용평가 

모형을 비교해 로지스틱 회귀분석의 우수성을 주장함

머신러닝

기법

Zhang et al.

(2004)
의사결정나무

의사결정나무, 로지스틱회귀분석 등의 기법을 사용해 P2P 

대출의 상환 여부를 예측하는 모형을 구축함

Ruyu et al.

(2019)

의사결정나무, 로지스틱 회귀분석, 나이브 베이스를 적용한 P2P 

대출 상환 여부 예측 모형을 구축함

박성우

(2019)
랜덤포레스트

랜덤포레스트, k-최근접 이웃, 로지스틱 회귀분석을 적용한 

개인신용평가 모형을 구축했고, 랜덤포레스트 기법의 예측 성과 

우수성을 주장함

Rao et al.

(2020)

랜덤포레스트와 엔트로피 가중치를 결합한 신용평가 모형을 

구축해 P2P 대출 예측에서의 성과를 높일 수 있음을 주장함

Hájek

(2011)
인공신경망

여러 종류의 인공신경망을 활용해 개인신용평가 모형을 

구축하고 성과를 비교함

Byanjankar et al.

(2015)

인공신경망을 활용할 경우 통계적 기법을 활용한 모형보다 더 

높은 예측 성과를 보일 수 있음을 주장함

윤종식

(2007)
서포트 벡터 머신

소상공인 부실 예측 모형을 서포트 벡터 머신을 활용해 

구축했고 다른 통계적, 머신러닝 기법보다 우수함을 주장함

Martens et al.

(2007)

서포트 벡터 머신을 적용한 개인신용평가 모형이 인공신경망을 

적용한 모형보다 예측 성과가 더 좋을 수 있음을 주장함

딥러닝

기법

김은미와 박지영

(2019)
심층신경망

심층신경망을 적용한 모형이 서포트 벡터 머신이나 

인공신경망을 적용한 모형보다 성과가 우수함을 주장함

Bayraci and 

Susuz(2019)

심층신경망을 적용한 개인신용평가 모형이 서포트 벡터 머신과 

나이브 베이즈를 적용한 모형보다 우수함을 주장함

Kvamme et al.

(2018)
합성곱 신경망

합성곱 신경망을 적용한 개인신용평가 모형이 일반적인 

인공신경망이나 로짓 모형보다 우수함을 주장함

<표 1> 통계적 기법, 머신러닝 및 딥러닝 기법을 활용한 개인신용평가 연구
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기 위해 등장했고 LeCun et al.(1998)에 의해 

크게 발전되었다. 여기서 공간적인 구조란 이미

지에서 거리가 가까운 픽셀끼리의 상관관계나 

관련 정보를 의미한다. <그림 1>은 합성곱 신

경망의 기본적인 구조도이다. 합성곱 신경망의 

경우 크게 입력층(input layer)과 출력층(output 

layer), 하나 이상의 합성곱 계층(Convolution 

layer)과 풀링 계층(Pooling layer), 그리고 완전 

연결 계층(Fully connected layer)으로 구성된

다. 입력층에 이미지 형태의 데이터를 입력하고 

합성곱 계층을 통해 필터링해 적절한 특징

(features)을 추출한다. 합성곱 필터와 함께 사

용되는 활성화 함수는 ReLU(R ectified Linear 

Unit) 함수로 그래디언트 소실(vanishing 

gradient)을 해결하기 위해 사용된다(이모세와 

안현철, 2018). 한편 완전 연결 계층은 이후 분

류 및 예측을 위한 일반적인 인공 신경망 구조

를 가지게 된다. 여기서 일반적인 인공신경망은 

과적합의 위험이 있기 때문에, 임의로 일정 비

율의 뉴런을 제거하면서 학습하는 드롭아웃

(dropout)기법을 사용한다(Srivastava et al., 

2014). 합성곱 신경망은 이미지 처리에 있어 다

른 딥러닝 기법이나 머신러닝 기법에 비해 월

등한 성능을 보인다(Lee and Kwon, 2017). 일

반적인 인공 신경망의 경우 은닉층이나 은닉층

의 노드 개수가 늘어날 경우 파라미터의 개수

가 기하급수적으로 늘어난다. 이를 학습에 반영

해 파라미터들을 튜닝하는 것에는 큰 비용이 

발생하는데, 합성곱 신경망은 합성곱 층을 이용

해 파라미터의 개수를 줄일 수 있음과 동시에 

높은 예측성능 또한 보장할 수 있다.  

그러나 합성곱 신경망이 금융 데이터에 적용

되는 경우는 거의 존재하지 않는데, 그 이유는 

합성곱 신경망은 재무 데이터나 신용 데이터처

럼 수치형 데이터에 적용할 때보다 이미지 데

이터에 적용할 때 더 좋은 성능을 보이기 때문

이라고 판단된다. 하지만 재무 데이터나 신용 

데이터와 같은 수치형 데이터도 이미지 데이터

로 적절하게 변환할 수 있다면, 더 우수한 성능

을 보일 수 있다(Hosaka, 2019; 김지윤과 조성

<그림 1> 합성곱 신경망 구조도 
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배, 2017). 따라서 본 연구에서는 합성곱 신경

망을 적용하기 위해 수치형 데이터를 이미지 

데이터 변환하는 방법을 활용하고, 이후 합성곱 

신경망을 적용해 개인별 대출에 대한 채무 불

이행 여부를 도출하는 과정을 제시한다.

2.3 설명 가능한 인공지능(eXplainable 

Artificail Inteligence, XAI)

설명 가능한 인공지능은 머신러닝 및 딥러닝

을 포함한 인공지능 기술을 사용해 구축한 예

측 모형들이 특정 결과 값을 산출할 때 어떤 근

거로 해당 결과 값이 산출되는지를 알 수 있게 

하기 위해 사용하는 기법이다(Adadi and 

Berrada, 2018). 최근 머신러닝 및 딥러닝 기법

들을 활용해 모형을 구축할 때 예측 정확도 향

상을 위해 하이퍼 파라미터 개수를 늘리거나 

앙상블, 하이브리드 기법을 함께 사용해 복잡한 

구조로 설계하는 경우가 많아지고 있고, 이러한 

복잡성은 실무자로 하여금 해당 모형의 출력물 

산출 과정의 해석을 불가능하게 만들었다. 설명 

가능한 인공지능은 이러한 복잡성을 해소하기 

위해 등장했고, 의사결정에 설명력이 필요한 다

양한 분야에서 연구되고 있다(Arrieta et al., 

2020; Böhle et al., 2019; Heyi et al., 2019; 

Sebastian et al., 2015). Shortliffe and 

Buchanan(1975)는 규칙 기반 의사결정 방식을 

개발해 의사들이 환자의 병을 판단할 수 있게 

했고 이후 Van Lent el al.(2004)은 인공지능 시

스템은 복잡해져 가지만 자기 설명 기능에는 

발전이 거의 없었다는 것을 지적하며 ‘설명 가

능한 인공지능’의 개념을 주장했다. 이후 딥러

닝과 비슷한 이유, 즉 컴퓨팅 파워 및 하드웨어

적 한계로 제한된 범위에서 연구되어 왔지만 

최근 머신러닝 기술의 발전 및 하드웨어 성능

의 비약적인 성장으로 연구가 더 활발하게 진

행되고 있다. 특히 최근에는 금융 분야에서도 

설명 가능한 인공지능에 대한 연구가 진행되고 

사용 알고리즘 저자(년도) 연구 결과 및 의의

Rule extraction

(Neurorule;

Trapen;

Nefclass)

Baesens et al.

(2004) 

인공신경망을 활용해 우수한 성능을 가진 신용위험을 평가하는 모형을

구축하고, 신경망을 분해하는 Neurorule, 의사결정 나무를 이용하는 

Trapen, 퍼지시스템을 이용하는 Nefclass를 각각 구축된 모형에 적용해 

설명 가능성을 높이고 분류 모형이 신용 위험을 평가하는 기준을 제시

Rule extraction

(SVM+Prototype;

Fung et al., 2005)

Martens et al.

(2007)

개인신용평가에서 SVM을 활용한 모형을 구축한 뒤, SVM을 분해하고

규칙을 만드는 알고리즘을 적용한 모형을 구축함. 이를 통해 

개인신용평가에 적용될 수 있는 규칙을 생성했고, 기존에 주로 규칙을 

만들던 기법인 의사결정나무 계열의 기법(C4.5, Trapen)들 보다 더 

높은 분류 정확도를 보일 수 있음을 주장

LIME,

SHAP value

Vincenzo Moscato et al.

(2021)

LIME, SHAP 등 XAI를 random forest, logistic regression에 적용해 

신용평가에 사용한 변수에 대한 신뢰성을 평가

SHAP value

Katsuya Futagami et al.

(2021)

Lightgbm을 이용한 모형에 Shap value 개념을 도입해 어떤 변수가 

기업 인수자와 병합자 쌍을 예측하는데 중요한 변수인지 정리

Yang et al.

(2021)

Xgboost에 Shap value를 적용해 기업 도산 예측에서 사전에 미리 

예방할 수 있는 중요한 변수들을 추출할 수 있음을 주장

<표 2> 금융 분야에 적용된 설명 가능한 인공지능(XAI)
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있는데, 금융 분야에서 설명 가능한 인공지능 

및 이를 적용한 연구는 <표 2>에 정리했다. 한

편 계층별 타당성 전파(Layer-wise relevance 

propagation, LRP)는 설명가능한 인공지능을 

구현하기 위한 기법 중 하나로, 이미지 데이터

에 적용하는 합성곱 신경망을 포함한 딥러닝 

기법의 해석을 위해 사용된다(Bach et al., 

2015). 타당성 전파(Relevance)와 분해

(Decomposition)으로 구성되어 있고, 여기서 

타당성 전파란 특정 결과값을 출력한 원인을 

분해하고 그 비중을 분배하는 과정이며, 분해는 

앞선 타당성 전파를 통해 얻어낸 원인을 가중

치로 환원하고 해부하는 과정이다(Li et al., 

2019). 즉, LRP을 활용하면 딥러닝 기법을 활

용해 구축한 모형이 산출한 결과 값을 다시 사

용하고 입력으로부터 구축한 모형의 각 계층을 

역추적해 입력값인 픽셀형태의 데이터에 어떤 

부분에 큰 영향을 받아 결과 값을 산출했는지 

나타내는 히트맵(Heatmap)을 출력하는 하고, 

이를 통해 학습시킨 모형의 투명도 및 해석 가

능성을 높일 수 있다(Jung et al., 2021). 

Ⅲ. 연구 프레임워크  

본 연구의 프레임워크는 <그림 2>와 같다. 

먼저 데이터 수집 및 전처리 단계에서는 결측

치 및 이상치 처리, 더미 변수화 및 학습, 평가 

데이터 분리와 같은 전처리의 경우 모든 모형

에 사용 될 데이터에 공통적으로 진행하고, 합

성곱 신경망을 이용한 모형의 경우 픽셀 대응, 

밝기 설정 등과 같은 수치형 데이터를 이미지

형 데이터로 변환하는 과정을 추가적으로 진행

한다. 이어 모델링 부분에서는 로짓, 인공 신경

망, 서포트 벡터 머신, 합성곱 신경망을 적용한 

모형들을 각각 구축하고, 다음 단계에서는 정확

도와 멕니마 검정 결과를 바탕으로 성과 평가

를 진행한다. 마지막으로 Layer-wise relevance 

propagation(LRP)를 적용해 설명 가능한 인공

지능을 구현해 결과를 살펴본다.

<그림 2> 연구 프레임워크
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3.1 데이터 수집 및 전처리

데이터 수집 단계에서 미국의 P2P 대출 업체

인 랜딩클럽(Lendingclub.com)에서 년도, 분기

별 개인 신용 데이터를 직접 내려 받아 통합한 

후 개인 신용 데이터베이스를 구축한다. 

각 모형들에 대한 공통적인 전처리 단계에서 

결측치가 40% 이상 존재하는 변수는 제거하고, 

관측치가 IQR방식에 의해 이상치로 선택될 경

우 관측치를 제거한다. 또한 대출 승인 후에만 

생성되는 변수는 출력 변수와 직접적인 상관관

계가 있을 수 있어 예측 성과를 왜곡시킬 수 있

기 때문에 제거한다. 이어 범주형 변수의 경우 

범주 수가 1개일 경우 의미가 없고, 100개 이상

인 변수는 차원을 과대하게 늘려 모형의 신뢰

도를 떨어트릴 수 있기 때문에 각 변수들을 제

거한다. 범주형 변수의 경우 더미화를 진행하

고, 모형의 학습과 검증을 위해 데이터를 학습

데이터와 검증데이터로 분리한다. 

이어서 합성곱 신경망을 적용하기 위한 모형

을 위한 추가적인 전처리를 진행하는데, 입력 

변수 픽셀 대응, 관측치 별 픽셀의 밝기 설정 

순으로 진행된다. 본 연구에서 수치형 데이터의 

이미지 데이터로 변환하는 방법론은 기업 도산 

예측에 합성곱 신경망을 적용한 Hosaka(2019)

의 방법론을 따른다. 먼저 입력 변수 픽셀 대응

의 경우 입력 변수 개수와 대응되는 정사각형

의 픽셀을 생성하고, 이후 무작위로 변수들을 

픽셀에 배치한다. 하지만 합성곱 신경망에 투입

되는 이미지의 형식이 무작위로 입력 변수가 

배정된 형식일 때보다, 상관 관계가 높은 변수

들이 밀집해 있는 형식일 때 예측 성과를 향상 

시 킬 수 있다(Hosaka, 2019). 본 연구에서는 

유사한 특성을 가지고 있는 변수들 간 픽셀 위

치의 거리가 가까운 정도와, 상이한 특성을 가

지고 있는 변수들 간의 픽셀 위치의 거리가 먼 

정도를 CS(Coreelation Score)이라 정의하고, 

아래 계산 식을 통해 수치화 한다. 여기서 i, j는 

임의의 선택된 픽셀이며, x(i)와 y(i)의 경우 픽

셀 i의 가로, 세로 축 위치이다. R(i)는 픽셀 i에 

위치한 변수를 의미하고, 는 픽셀 i와 픽셀 j에 

위치한 변수들간의 상관관계를 의미한다. 이어 

임의로 픽셀에 배치된 두 변수를 선택하고, 두 

변수의 위치를 변경했을 때 이전보다 CS의 값

이 줄어든다면 픽셀을 위치를 바꾸는 방법을 

통해 최적의 픽셀내 변수 배치를 결정한다.

이어 관측치 별 픽셀의 밝기(BN) 설정의 경

우 다음과 같이 설정한다. 은 관측치의 픽셀 i에 

위치한 변수 값을 의미하고, 는 변수의 평균, 그

리고 는 변수의 표준편차를 의미한다. 일반적으

로 이미지 데이터의 밝기는 수치로 나타낼 경

우 0부터 255까지로 실수로 나타내는데, 만약 

계산식을 이용해 도출해낸 값이 0보다 작을 경

우 0으로 변환하고, 255보다 클 경우 255로 변

환한다.

 
   

   

3.2 모형 구축

모형 구축 단계에서 로지스틱 회귀모형, 인

공신경망 모형, 서포트 벡터 머신 모형, 그리고 

  ∑ ∈ ∣∣
       
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합성곱 신경망 모형을 구축한다. 먼저 로지스틱 

회귀분석을 적용한 모형의 경우, 사용할 수 있

는 모든 변수를 사용하게 되면 모형의 성과 및 

신뢰성에 좋지 않은 영향을 미칠 수 있어 영향

력 있는 적절한 변수를 이용해 모형을 구축하

는 것이 바람직하다(배재권 외, 2018). 변수 선

정에는 다양한 방법론이 존재하지만, 본 연구에

서는 t-검정과 logit stepwise를 사용해 로지스

틱 회귀분석을 적용한 모형을 위한 최종 입력 

변수를 선택한다. t-검정의 경우 입력 변수들과 

종속 변수 간 5% 신뢰구간에서 유의미한 평균

의 차이를 지니는 변수들로 선정했고, logit 

stepwise의 경우 전방 선택법(forward 

selection)과 후방 제거법(backward 

elimination)이 존재하는데, 본 연구의 경우 두 

방법 모두 사용해 두 가지의 변수군을 만들고, 

각각 로지스틱 회귀분석 기법을 적용해 모형을 

구축한다. 전방 선택법을 통해 만든 변수군으로 

구축한 모형은 F_Logit 이라고 칭하고, 후방 제

거법을 통해 만든 변수군으로 구축한 모형은 

B_Logit이라고 정의한다.

이어 머신러닝 기법인 인공신경망과 서포트 

벡터머신을 적용해 모형을 구축할 때에 로지스

틱 회귀모형과 마찬가지로 과도한 변수는 예측 

성과에 악영향을 줄 수 있다. 또한 인공신경망

과 서포트 벡터 머신의 경우 다양한 종류의 하

이퍼 파라미터가 존재하고, 적절한 하이퍼 파라

미터를 설정할 경우 예측성과를 높일 수 있다. 

변수 선정과 하이퍼 파라미터 설정에는 다양한 

방법론이 존재하지만, 그중 본 연구에서는 유전 

알고리즘(Genetic Algorithm, GA)을 사용해 변

수를 선택하고 하이퍼 파라미터를 설정한다. 유

전 알고리즘은 휴리스틱 기법을 활용한 최적화 

알고리즘으로, 초기화(Initialization), 선택

(selection), 전이(crossover and mutation), 중지

(termination)의 단계로 이루어져 있고, 비용을 

고려한 설계를 통해 인공지능 기법 예측 성과

를 높이는 조합의 하이퍼 파라미터 튜닝이나 

변수 선정에 사용하게 되면 예측 성과를 높일 

수 있다(Pourbasheer et al., 2009; Sedighi and 

Afshari, 2010). 본 연구에서는 유전자 알고리

즘을 적용한 인공신경망과 서포트 벡터 머신 

모형을 구축하고, 각각 GA_NN, GA_SVM이

라 정의한다.

마지막 합성곱 신경망 모형의 경우 전처리 

단계에서 진행된 수치형 데이터의 이미지형 데

이터 변환을 통해 생성된 데이터를 사용해 구

축한다. 일반적인 합성곱 신경망의 구조와 같이 

합성곱 계층(Convolution layer)과 풀링 계층

(Pooling layer), 완전 연결 계층(Fully 

connected layer)을 차례로 쌓아 구축하고(이모

세와 안현철, 2018), 합성곱 계층 및 풀링 계층, 

그리고 완전 연결 계층의 노드 개수는 탐색 및 

최적화 기법인 베이지안 최적화(Bayesian 

optimization)를 통해 탐색, 적용한다.

3.3 설명 가능한 인공지능(XAI) 구현

마지막 설명 가능한 인공지능 구현에서는 계

층별 타당성 전파(LRP)를 활용해 모형 및 산출 

결과에 대한 해석력을 제공한다. 계층별 타당성 

전파의 기본적인 가정은 총 세 가지인데, 첫 번

째는 각 뉴런은 어느 정도 출력 값에 기여하는 

값을 가진다는 것이고, 두 번째는 타당성 점수 

또는 기여도라 불리는 relevacne score는 출력 

값으로부터 입력 층까지 재분배 된다는 것이다. 
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마지막으로 세 번째는 입력 층으로 기여도를 

재분배시 기여도의 총 합은 보존된다는 것이다. 

본 연구에서는 합성곱 신경망을 활용해 구축한 

신용평가 모형의 결과 값에 LRP를 적용해 개별 

관측치별로 예측한 결과에 영향을 크게 미친 

변수들을 탐색해 모형의 투명도(Transparency)

를 높이는 과정을 제시한다. 본 연구에서는 

Bach et al.(2015)가 제시한 방법론을 따라 타당

성 점수를 산출하기 위해 Taylor series를 사용

한다.

Ⅳ. 실험 및 실험 결과

4.1 데이터 및 전처리

본 연구에서 실험에 사용하는 데이터는 미국

의 P2P 대출 기업인 랜딩클럽의 개인별 신용 

데이터이다. 랜딩클럽의 홈페이지인 

Lendingclub.com에서 데이터를 직접 다운로드 

했으며, 실험에 사용된 데이터의 기간은 2014

년 1월 1일부터 2019년 12월 31일까지이다. 개

인의 신용 및 신상 정보에 관련된 변수의 개수

는 150개이며, 데이터는 2,694,817개의 관측치

로 구성되어 있다. 주요 변수들의 기초 통계량

의 경우 <표 3>과 같다.

전처리 단계에서 결측치가 40% 이상 존재하

는 변수는 제거했고, <표 3>에서 확인할 수 있

는 것처럼 Number of mortgage account(모기

지 계좌의 수)와 같은 변수에서 최대 값인 94와 

같은 값들은 IQR방식을 적용해 이상치라 판단

하고 제거했다. 또한 개인의 채무 불이행 여부

를 판단하기 때문에 '공동 대출 신청자의 등록 

시 기입한 연간 소득 합계'와 같이 공동 대출자 

관련 변수 도 함께 제거했다. 또한 '대출 금액 

중 미납된 원금 잔액'과 같이 대출 초기에 알 수 

없는 변수와, 변수의 범주 개수가 1개 혹은 100

개 이상인 변수도 연구 프레임워크에 따라 제

거했다. 총 150개의 변수 중 전처리 이후 61개

의 변수가 남았으며, 종속 변수인 ‘미래 대출 상

환 여부’의 경우 ‘loan status’를 활용해 생성했

다. 렌딩클럽에 제공한 데이터의 loan status는 

범주형 변수로, fully paid, charged off, current, 

late 등으로 구성되어 있고, 본 연구에서는 완납

변수명
결측치
비율

평균
(건전 대출자)

평균
(부실 대출자)

표준편차 최댓값 최솟값

Interest rates 0.0 12.0 16.0 5.0 31.0 5.0
Monthly payment 0.0 437.0 478.0 275.0 1720.0 8.0
Payment to date 0.0 16970.0 8919.0 10429.0 71629.0 0.0

Loan amount 0.0 14512.0 16126.0 9574.0 40000.0 725.0
Number of trade 23.6 3.0 3.0 3.0 78.0 0.0

Number of mortgage account 0.0 2.0 1.0 2.0 94.0 0.0
Number of card account 0.0 8.0 8.0 5.0 89.0 0.0
Total upper credit limit 0.0 186934.0 150952.0 186176.0 9999999.0 0.0

Number of public records 

negatively impacting credit
0.0 0.0 0.0 8.0 13485.0 0.0

Annual income 0.0 80092.0 73196.0 115316.0 110000000.0 0.0

<표 3> 주요 변수들의 기초 통계량
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을 의미하는 Fully paid를 건전 대출자로, 납부 

포기를 의미하는 Charged off를 부실 대출자로 

지정해 종속 변수로 사용했다. 또한 건전 대출

자와 부실 대출자의 비율은 80.5:19.5로 불균형

한 분포를 보이고 있는데, 이러한 불균형 데이

터를 활용해 모형을 구축할 경우 기계 학습의 

성능을 저하시키는 요인이 될 수 있다(홍태호 

외, 2019). 따라서 본 연구에서는 불균형 데이

터를 균형 데이터로 만들기 위해 각 데이터로

부터 10,000개씩 층화추출, 즉 언더샘플링을 진

행했다. 이어 모형의 학습과 평가를 위해 데이

터를 학습데이터와 평가데이터로 분리했는데, 

일반적으로 개인신용평가의 경우 미래의 잠재

적인 대출 신청자를 올바르게 분류하는 것이 

중요하기 때문에(Mai et al., 2019) 본 연구에서

는 2014년부터 2018년까지의 데이터를 학습 

데이터로, 2019년 데이터를 검증 데이터로 설

정한 후 실험을 진행했다.

이어 합성곱 신경망 기법 적용을 위해 기존 

수치형 데이터를 이미지 데이터로 변환했다. 변

수가 61개로 8×8 구조의 픽셀을 구축했고, 

3.1.1에서 제시한 입력 변수 픽셀 대응 법과 

3.1.2에서 제시한 픽셀의 밝기 설정 법을 적용

했다. 이어 유사한 특성을 가지고 있는 변수들

간의 픽셀 위치의 거리가 가까운 정도와, 상이

한 특성을 가지고 있는 변수들간의 픽셀 위치

의 거리가 먼 정도인 CS(Correlation Score)를 

최적화 방법인 몬테 카를로 시뮬레이션

(Montecarlo simulation)을 사용해 최적화해 변

수군의 픽셀 배치 조합을 탐색했다. <그림 3>

은 변환된 개인별 신용 데이터를 이미지 형식

으로 나타낸 한 예시이다.

4.2 예측 모형 구축

다음은 모형 구축 부분으로 통계적 기법인 

로지스틱 회귀분석을 적용한 모형과, 머신러닝 

기법인 인공신경망과 서포트 벡터 머신을 적용

한 모형, 그리고 딥러닝 기법인 합성곱 신경망

을 적용한 모형을 구축했다.

먼저 로지스틱 회귀분석을 적용한 모형의 경

우, 변수 선정을 위해 t-검정을 실시해 5% 유의 

수준

에서 종속 변수와 유의미한 평균 차이를 보

<그림 3> 이미지 데이터로 변환된 신용 데이터 예시

(왼쪽부터 건전, 부실 대출자 데이터) 



신용 데이터의 이미지 변환을 활용한 합성곱 신경망과 설명 가능한 인공지능(XAI)을 이용한 개인신용평가

- 215 -

이는 입력 변수들을 선정했고, 이어 logit 

stepwise를 전방 선택법, 후방 소거법을 각각 

적용해 총 2개의 변수군을 구축했다. 이어 로지

스틱 회귀분석을 적용해 F_Logit, B_Logit 총 

2개의 모형을 구축했다.

다음 유전 알고리즘을 변수 선정 및 하이퍼 

파라미터 튜닝 기법으로 사용한 인공 신경망 

모형의 경우, 인공 신경망의 노드의 개수와 

Epoch, 활성화 함수 및 변수의 조합을 유전 알

고리즘을 통해 탐색하고, 세대 마다 적합도를 

평가용 데이터의 예측 성과로 설정해 다음 세

대에 전이 되도록 설정해 GA_NN 모형을 구축

했다. 마찬가지로 유전 알고리즘을 사용한 서포

트 벡터 머신 모형의 경우에는 커널 함수, 감마, 

그리고 C와 변수의 조합을 유전 알고리즘을 통

해 탐색했고, 적합도를 평가용 데이터의 예측 

성과로 설정해 GA_SVM 모형을 구축했다.

마지막으로 합성곱 신경망 모형은 4.1.에서 

변환된 이미지형 데이터를 입력값으로 사용했

으며, 이미지의 크기가 8×8 형식으로 일반적으

로 이미지 분류에 사용되는 형식보다 크기가 

작기 때문에 합성곱 계층 및 풀링 계층은 차례

로 두 번 쌓아서 진행했으며, 과적합을 방지하

기 위해 Dropout층을 추가했다. 완전 연결 계층

의 노드 개수는 베이지안 최적화를 통해 탐색, 

적용해 CNN 모형을 구축했다.

4.3 예측 성과 비교

<표 4>는 각 모형의 예측 성과를 나타낸다. 

학습(Train) 및 평가(Validation)데이터의 경우 

2014년부터 2018년도의 개인별 신용 데이터를 

사용했고, 검증(Test)데이터의 경우 2019년도

의 데이터를 사용했다. 딥러닝 기법을 적용한 

CNN 모형이 통계 기법을 적용한 F_Logit, 

B_Logit 모형, 그리고 유전 알고리즘과 머신 러

닝 기법을 적용한 GA_NN, GA_SVM 모형 보

다 예측 성과가 우수하게 나타났다. <그림 4>

의 ROC(Receiver Operating Characteristic) 곡

선과 AUC(Area Under ROC Curve) 점수를 통

모형
데이터셋

F_Logit B_Logit GA_NN GA_SVM CNN

학습 데이터
65.26 65.34

65.66 65.80 67.68
평가 데이터 66.86 66.20 66.89
검증 데이터 65.23 65.47 65.70 65.97 67.30

<표 4> 모형 별 예측 정확도

 B_Logit GA_NN GA_SVM CNN

F_Logit
0.06
(0.803)

74.21***
(0.000)

2.83*
(0.09)

110.62***
(0.000)

B_Logit  
70.83***
(0.000)

2.25
(0.13)

107.08***
(0.000)

GA_NN   
44.08***
(0.000)

7.56***
(0.005)

GA_SVM    
74.41***
(0.000)

<표 5> 멕니마 검정 결과
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<그림 4> 모형 별 ROC 곡선과 AUC 점수

해서도 성과를 확인할 수 있는데, 일반적으로 

ROC 곡선 아래 면적을 계산한 AUC의 값이 클

수록 더 좋은 분류기로 판단된다(홍종선과 장

동환, 2020). CNN 모형의 AUC 값이 0.714로 

다른 모형들의 AUC 값보다 높아 더 좋은 분류 

모형으로 평가할 수 있다. 또한 본 연구에서는 

모형 간 예측 성과의 차이가 유의미함을 확인

하기 위해 두 집단 사이의 평균 차이를 검정하

기 위해 사용되는 멕니마(McNemar) 검정을 실

시했다. <표 5>는 멕니마 검정 결과이다. CNN 

모형은 F_Logit, B_Logit, GA_NN, GA_SVM 

모형 모두와 유의수준 1%에서 통계적으로 유

의미한 차이를 보여 예측 성과의 차이가 통계

적으로 유의미하다고 볼 수 있다.

4.4 설명 가능한 인공지능 구현

<그림 5>는 구축한 신용평가 모형에 LRP를 

적용해 <그림 3>의 데이터를 분류한 모형의 관

측치 별 히트맵을 나타낸다. LRP를 활용하면 

각 픽셀에 해당하는 변수가 결과에 미치는 영

향력을 파악할 수 있고, 이를 통해 합성곱 신경

망을 적용한 딥러닝 모형의 블랙박스 문제를 

해결하는 데 도움을 줄 수 있다. 먼저 건전 대출

자의 히트맵을 나타내는 좌측 그림을 살펴보면, 

좌측 중앙에 위치한 변수들의 중요도가 높은 

것을 확인할 수 있다. 해당 관측치에서 영향력

이 큰 변수들은 거주 주택의 자가 여부, 지난 

12 개월 동안 개설된 계좌 수, 지난 24개월 동

안 개설 계좌 수, 연체가 없는 계좌 비율이고, 

해당 관측치의 경우 주택이 자가이며, 지난 12, 

24개월 동안 개설된 계좌 수가 상대적으로 많

으며, 연체가 없는 계좌의 비율이 상대적으로 

높기 때문에 모형이 건전 대출자로 분류했다고 

해석할 수 있다. 또한 부실 대출자의 사례를 나

타내는 우측의 그림을 살펴보면, 중앙에 위치한 

변수들의 중요도가 높은 것을 확인할 수 있다. 

해당 관측치에서 영향력이 큰 변수들은 모기지 

계좌 수, 지난 24개월동안 개설된 계좌 수, 대출 

범위에 있는 차용자의 FICO가 속한 상위 경계 
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범위, 리볼빙 계좌 수, 활성화된 리볼빙 계좌 

수, 사용 금액이 있는 리볼빙 계좌수, FICO 속

한 하위 경계 범위이고, 모기지 계좌수가 많고, 

리볼빙 계좌수가 상대적으로 많으며, 신용점수

를 나타내는 FICO 점수가 높지 않아 부실 대출

자로 분류했다고 해석할 수 있다. 이처럼 합성

곱 신경망을 사용해 구축한 모형에 LRP를 적용

할 경우 각 개별 관측치 별로 예측 모형이 건전 

대출자와 부실 대출자로 판단한 이유에 대한 

투명성을 높일 수 있고 현업에 종사하는 신용 

평가 담당자의 경우 대출 거절에 대한 이유를 

고객들에게 설명할 수 있다. 또한 영향력이 크

다고 선정된 변수들은 선행 연구에서도 개인 

신용평가에 유의미한 영향을 미친다고 판단되

고 있는데, 예를 들어 Emekter et al.(2015)은 

FICO 점수가 채무 불이행 여부를 구분하는 중

요한 변수가 될 수 있다고 판단했고, 배재권 등

(2018)은 주택의 자가 여부, 모기지 계좌 수, 연

체가 있는 계좌 수를, 홍태호 등(2019)은 리볼

빙 계좌 수를 개인신용평가 모형에 입력 변수

로 사용했다. 이는 LRP를 활용해 탐색한 변수

가 건전, 부실 대출자 구별에 주요한 영향을 미

친 변수라고 판단할 수 있다.

Ⅴ. 결 론

최근 COVID-19 팬데믹이 지속됨에 따라 경

제적 타격을 입은 가계를 지원하기 위한 대출 

지원 정책이 추진되고 있는 상황에서 신용 평

가 모형의 정확도를 높이는 것은 팬데믹이 끝

난 이후에도 은행, 카드사를 포함한 금융기관의 

건전성 위해 중요한 의의를 가질 수 있다. 본 

연구는 최근 이미지 인식, 이미지 분류, 자연어 

처리 등 다양한 분야에 활용되고 있는 딥러닝 

기법인 합성곱 신경망을 개인신용평가에 적용

했다. 이미지 분류에 우수한 성능을 보이는 합

성곱 신경망을 적용하기 위해 수치형 데이터인 

개인별 신용 데이터를 이미지 데이터로 변환했

으며, 변환된 이미지 데이터에 합성곱 신경망을 

적용해 대출 상환 여부를 예측하는 모형을 구

축했다. 실험 결과 합성곱 신경망을 적용한 모

형이 기존 신용평가 연구에서 사용되는 통계적 

기법 및 머신러닝 기법인 로지스틱 회귀분석, 

인공 신경망, 서포트 벡터 머신을 적용한 모형

보다 우수한 예측 성과를 보였으며, 멕니마 검

증을 통해 예측 성과의 차이가 통계적으로 유

의미하였다. 또한 합성곱 신경망을 적용한 모형

<그림 5> LRP를 각 관측치에 적용해 산출한 히트맵(왼쪽부터 건전, 부실 대출자 데이터)
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에 계층별 타당성 전파(LRP)를 활용해 딥러닝 

모형으로 개인 채무자의 미래 대출 상환 여부

를 판단할 때 어떤 변수들이 분류에 큰 영향을 

미치는지 파악하는 방법을 제시했다. 

본 연구의 의의는 다음과 같다. 먼저 개인신

용평가에 잘 사용되지 않았던 합성곱 신경망을 

적용해 신용 평가 모형을 구축했다. 기존의 개

인신용평가 모형과 관련된 선행 연구에서 합성

곱 신경망이 잘 사용되지 않았던 이유 중 하나

는 신용 평가 데이터는 수치형 데이터인 반면, 

합성곱 신경망은 이미지 데이터를 처리할 때 

우수한 성능을 보인다는 점이었다. 하지만 본 

연구에서는 수치형 데이터를 이미지 형식의 데

이터로 변환해 합성곱 신경망의 입력으로 사용

할 경우 합성곱 신경망의 이점을 살릴 수 있다

는 것을 실증 분석을 통해 보였다. 이를 통해 

예측성과를 향상시킬 수 있었으며, 향상된 예측

성과는 은행 및 P2P 대출 업체가 대출시 건전 

고객을 건전 고객으로, 부실 고객을 부실 고객

으로 더 잘 분류할 수 있다는 뜻이고 이는 금융 

기관의 영업 이익과 직접적 관련이 있기에 중

요한 의미를 가진다. 두 번째로, 딥러닝 모형의 

경우 구조가 복잡하고 그에 따라 모형이 판단

하는 기준이나 해석이 불명확 하다는 특징을 

가지고, 예측력에서는 뛰어난 성과를 보이지만 

실무에 직접 적용하기에는 해석력에 약점이 있

다는 비판을 받아왔다. 본 연구에서는 딥러닝 

모형의 구조를 금융 분야에서는 거의 사용되지 

않았던 계층별 타당성 전파를 활용해 설명 가

능한 인공지능을 구현했고, 블랙박스의 특징을 

가지고 있는 딥러닝 모형에서 관측치 별 중요 

변수를 파악하는 방법을 제시했다. 이를 활용해 

금융 기관에서는 내부 직원의 모형에 대한 이

해도를 높이고, 외부 고객에게 더 설득력 있는 

설명이 가능하도록 신용 평가 모형의 투명도를 

높일 수 있다. 특히 EU에서는 2018년 딥러닝을 

포함한 알고리즘을 활용해 자동화된 서비스를 

제공하는 기업들에 소비자가 설명을 요구할 권

리를 가지게 하는 개인정보 보호규정을 신설 

하는 등(천예은 외, 2021) 전 세계적으로 설명 

가능한 인공 지능에 대한 필요성이 증대되고 

있는 시점에서 중요한 의의를 갖는다고 볼 수 

있다.

본 연구의 한계 및 추후 연구 방향은 다음과 

같다. 첫째, 본 연구는 기업 도산 예측에 합성곱 

신경망을 적용하는 선행 연구의 방법론을 바탕

으로 수치형 데이터를 이미지 데이터로 변환했

다. 하지만 기업 도산 예측과 개인신용평가는 

금융 분야라는 공통점이 있지만, 변수의 특성 

및 데이터의 구조에 차이가 존재한다. 따라서 

추후 연구에서는 수치형 데이터를 이미지 데이

터로 변환하는 더 다양한 방법을 탐구할 필요

가 있다. 둘째, 본 연구에서 61개의 변수를 가지

고 있는 수치형 데이터를 이미지 데이터로 변

환했고, 8×8 형식의 픽셀을 합성곱 신경망의 입

력으로 사용했다. 이는 합성곱 신경망을 적용하

는 다른 선행 연구들 보다 작은 크기를 가지는 

입력 데이터를 사용한 것인데, 이러한 이유 때

문에 GoogLeNet이나 ResNet과 같이 기존 이

미지 분류 문제에 다수 사용되고 우수한 성과

가 증명된 모형들을 적용해보지 못했다. 따라서 

추후 연구에서는 개인신용평가 도메인에서의 

파생 변수 생성 및 변수 조합법을 더 연구해 픽

셀의 크기를 확대시킬 필요가 있다. 마지막으로 

설명가능한 인공지능(XAI)의 경우 LIME 

(Local Interpretable Model-agnostic 
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Explanations)이나 SHAP(SHapley Additive 

exPlanations) 등 다양한 방법을 활용해 구현할 

수 있다. 본 연구에서는 합성곱 신경망을 해석

하는 데 가장 보편적으로 활용되고 있는 계측

별 타당성 전파를 활용해 구현했지만, 다양한 

방법론을 활용해 중요 변수 집합의 공통점을 

분석하는 등 더 심층적인 분석이 필요하다.
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<Abstract>

A Personal Credit Rating Using Convolutional Neural Networks 
with Transformation of Credit Data to Imaged Data and 

eXplainable Artificial Intelligence(XAI)

Won, Jong Gwan․Hong, Tae Ho․Bae, Kyoung Il

Purpose

The purpose of this study is to enhance the accuracy score of personal credit scoring using the 

convolutional neural networks and secure the transparency of the deep learning model using 

eXplainalbe Artifical Inteligence(XAI) technique. 

Design/methodology/approach

This study built a classification model by using the convolutional neural networks(CNN) and 

applied a methodology that is transformation of numerical data to imaged data to apply CNN on 

personal credit data. Then layer-wise relevance propagation(LRP) was applied to model we 

constructed to find what variables are more influenced to the output value.

Findings

According to the empirical analysis result, this study confirmed that accuracy score by model 

using CNN is highest among other models using logistic regression, neural networks, and support 

vector machines. In addition, With the LRP that is one of the technique of XAI, variables that 

have a great influence on calculating the output value for each observation could be found. 

Keyword: Convolutional Neural Networks, eXplainable Artificial Inteligence, Deep learning, Imaged 

data, Personal credit rating
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