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1. 서 론

최근 우울증 환자가 증가하고 있는데, WHO

의 발표에 따르면 전세계 2억 6400만명의 사람

들이 우울증에 시달리고 있다(WHO, 2020). 우

울증 환자를 모니터링하고 치료하기 위해서 모

어텐션 메커니즘 기반 Long-Short Term Memory
Network를 이용한 EEG 신호 기반의 감정 분류 기법+1 )

(Emotion Classification based on EEG signals with
LSTM deep learning method)

김 유 민1), 최 아 영2)*

(Youmin Kim and Ahyoung Choi)

  요 약 본 연구에서는 EEG 신호를 기반으로 감정 인식에 유용한 딥러닝 기법을 제안한다. 감

정이 시간에 따라 변화하는 특성을 반영하기 위해 Long-Short Term Memory 네트워크를 사용하였

다. 또한, 특정 시점의 감정적 상태가 전체 감정 상태에 영향을 미친다는 이론을 기반으로 특정 순
간의 감정 상태에 가중치를 주기 위해 어텐션 메커니즘을 적용했다. EEG 신호는 DEAP 데이터베이

스를 사용하였으며, 감정은 긍정과 부정의 정도를 나타내는 정서가(Valence)와 감정의 정도를 나타

내는 각성(Arousal) 모델을 사용하였다. 실험 결과 정서가(Valence)와 각성(Arousal)을 2단계(낮음,
높음)로 나누었을 때 분석 정확도는 정서가(Valence)의 경우 90.1%, 각성(Arousal)의 경우 88.1%이

다. 낮음, 중간, 높음의 3단계로 감정을 구분한 경우 정서가(Valence)는 83.5%, 각성(Arousal)은

82.5%의 정확도를 보였다.

핵심주제어: EEG, 감정 분류, Long-Short Term Memory Network, 어텐션 메커니즘

Abstract This study proposed a Long-Short Term Memory network to consider changes in

emotion over time, and applied an attention mechanism to give weights to the emotion states

that appear at specific moments. We used 32 channel EEG data from DEAP database. A 2-level
classification (Low and High) experiment and a 3-level classification experiment (Low, Middle,

and High) were performed on Valence and Arousal emotion model. As a result, accuracy of the

2-level classification experiment was 90.1% for Valence and 88.1% for Arousal. The accuracy of
3-level classification was 83.5% for Valence and 82.5% for Arousal.

Keywords: EEG, Emotion classification, Long-Short Term Memory Network, Attention mechanism
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니터링이 필요한 요소 중 하나가 감정 분석이

다. 감정을 분석하기 위한 감정 모델로는 연속

적 모델과 비연속적 모델이 있는데, 많은 연구

에서 비연속적인 정서가(Valence)-각성(Arousal)

모델을 사용하고 있다. 정서가(Valence)-각성

(Arousal) 모델은 감정의 긍정도를 나타내는 정

서가(Valence)와 감정의 각성 정도를 나타내는

각성(Arousal)으로 이루어진다(J. Posner et al.

2005). Fig. 1은 정서가(Valence)-각성(Arousal)

모델을 나타낸 그림이다. x축은 정서가

(Valence), y축은 각성(Arousal)를 나타내고 있

다. x축의 수가 커질수록 더 긍정적인 감정을

나타내고, 작아질수록 더 부정적인 감정을 나타

낸다. y축의 수는 커질수록 더 강렬한 감정을,

작아질수록 잔잔한 감정을 나타낸다.

Fig. 1 Valence-Arousal emotion model

감정 분석을 위한 방식으로 표정 및 행동 인

식을 통한 감정 분석 연구와 사용자의 생체 신

호인 ECG(Electrocardiogram, 심전도) 신호와

EMG(Electromyogram, 근전도) 신호를 활용한

분석 방법이 연구되어왔다(Huang et al. 2016;

Hemanth et al. 2018). 특히, 뇌파 신호인 EEG

(Electroencephalogram) 신호를 기반으로 한 감

정 인식 연구는 사용자가 느끼는 자연스러운 감

정을 인식할 수 있는 장점이 있어 많은 연구에

서 활용되고 있다.

기존의 EEG 신호를 이용한 감정 분석에서는

특징 추출을 통한 분석이 주를 이뤘다(Al-Fahoum

and Al-Fraihat, 2014). 특징 추출 방법으로는

Fast Fourier Transform, Wavelet Transform,

Eigenvector, Autoregressive Method 등이 있

다. 추출한 특징들은 Support Vector Machine,

Decision Tree 등의 머신 러닝 모델과 Artificial

Neural Network, Recurrent Neural Network 등

의 딥러닝 모델 등에 따라 분류되었다.

최근에는 많은 연구에서 딥러닝을 기반으로

하여 연구자가 연관성 있는 특징을 선택하는 것

이 아닌 필터링 된 시계열 입력 신호를 분석 모

델에 적용하여 특징 추출부터 인식까지

end-to-end 모델의 형태로 분석하는 방법이 제

안되었다(Al-Nafjan et al. 2017; Alhagry et al.

2017). 그러나 기존 감정 인식 연구에서는 분석

하고자 하는 클래스의 수가 많아질수록 감정 인

식 정확도가 떨어지는 문제점을 가지고 있다.

또한, 연구자마다 감정에 영향을 미치는 특징이

다양하고, 일반화되어 있지 않아 실험 환경에

따라 분석 정확도가 다른 문제점을 가지고 있다.

본 논문에서는 EEG 신호를 기반으로 한 감정

인식 모델을 제안하기 위해 특징 추출을 하지

않고 필터링 된 EEG 신호를 입력으로 하는 딥

러닝 기반의 감정 인식 분석 방법을 제안한다.

또한, 분석하고자 하는 감정의 수가 늘어날수록

정확도를 보장하기 위해서, 심리학 이론을 기반

으로 한 딥러닝 모델을 제안한다. 본 연구에 적

용된 심리학 이론인 peak-and-end rule 이론은

Fredrickson 등이 제안한 이론으로, 가장 강렬

하게 감정을 느낀 장면과 가장 마지막에 봤던

장면에서 느꼈던 감정이 어떤 사건에 대해 느끼

는 전체의 감정을 결정한다는 이론이다

(Fredrickson et al., 1993). Fredrickson 등은 영

화 클립을 보고 감정을 기록하는 실험에서 영화

클립의 전체 시간보다 특정 기억에 의해 감정이

정해진다는 것을 실험을 통해 증명하였다. 따라

서 본 논문에서는 시계열 데이터인 EEG 신호를

입력으로 하여 감정 인식의 정확도 향상을 위하

여 기존 상태가 이후의 상태에 영향을 미칠 수

있도록 LSTM 모델을 설계하였다. 또한 은닉상

태에서 감정 상태에 영향을 많이 끼치는 부분의

가중치를 더하기 위해 어텐션 메커니즘을 적용
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하였다. 제안한 방법은 공용 데이터베이스인

DEAP 데이터베이스를 사용하여 32명의 사용자

데이터를 기반으로 분석하였다. 분석하고자 하

는 감정의 수에 따라 정확도가 떨어지지 않는지

확인하기 위하여 2단계 감정 분석 (Low, High)

과 3단계 감정 분석 (Low, Middle, High)을 4

fold validation을 적용하여 검증하였다.

2. 관련 연구

Table 1에서 기존 연구 방식을 요약하여 나

타내었다. 최근 EEG 기반의 감정 인식을 위한

모델로 머신 러닝 기법을 적용하여 정서가

(Valence)와 각성(Arousal)을 High와 Low 또는

High, Middle, Low로 분류를 하는 연구가 진행

되었다(Chung and Yoon, 2012; Koelstra et al.

2012; Zhang et al. 2013; Atkinson and

Campos, 2016; Jirayucharoensak et al. 2014).

Chung 등의 연구에서는 DEAP 데이터베이스의

32개의 EEG 채널과 bipolar montage 기법으로

생성한 가상의 61개의 EEG 채널을 사용하였다.

이 신호로부터 power spectral density와 power

asymmetry를 추출하고 Bayes 분류기를 사용하

여 정서가(Valence)와 각성(Arousal) 공간을 두

가지 클래스로 분류하였다. 결과적으로 정서가

(Valence)와 각성(Arousal)에 대해 53.4%의 정

확도를 보였다. S. Koelstra 등의 연구에서는

EEG 신호로부터 power spectral density와

power asymmetry 추출하여 Naïve Bayes 분류

기를 이용하여 정서가(Valence)와 각성

(Arousal) 공간을 두 가지 클래스로 분류하였다.

결과는 정서가(Valence)에 대해 57.0%, 각성

(Arousal)에 대해 62.0%의 정확도를 보였다.

Zhang 등의 연구에서는 DEAP 데이터베이스로

부터 PSD(Power Spectral Density)를 추출하여

ontological model을 사용했다. 실험 결과 정서

가(Valence)에서는 75.19%, 각성(Arousal)에서는

81.74%의 정확도를 기록했다. Atkinson과

Campos가 제안한 방법에서는 DEAP 데이터베

이스에서 EEG 채널 중 14개의 감정과 가장 밀

접한 채널을 선택하여 통계적 특징값, band

power, Hjorth parameter, fractal dimension의

특징을 추출하였다. 이 특징들을 입력으로 사용

한 Support Vector Machine을 학습시켰다. 이

는 두 가지의 클래스로 분류한 결과 정서가

Research Method
Accuracy (%)
Valence Arousal

two-

level

classif

icatio

n

Chung et

al., 2012
Bayes 53.4 53.4

Koelstra

et al. 2012

Naive

Bayes
57.0 62.0

Zhang et

al. 2013

Ontologic

al model
75.19 81.74

Atkinson,

2016

Support

Vector

Machine

73.14 73.06

Al-Nafjan

et al. 2017

Deep

Nueral

Network

82.0 82.0

Alhagry

et al. 2017
LSTM 85.4 85.6

three-

level

classif

icatio

n

Chung et

al., 2012
Bayes 51.0 51.0

Jirayuchar

oensak et

al. 2014

Deep

Learning

Network

+ Stacked

Auto

Encoder

49.52 46.03

Atkinson

et al.,

2016

SVM 60.7 62.33

Table 1 Related works of emotion analysis

(Valence)에서는 73.14%, 각성(Arousal)에서는

73.06%의 결과를 보였다. 하지만 기존 연구에서

는 시간에 따른 변화가 아닌 단일 시간의 신호

패턴으로 감정을 구분하는 연구를 주로 하였고,

앞뒤 신호 간의 연관 관계를 고려한 분석 방법

이 적용되지 않았다.

최근에는 딥러닝을 활용한 감정 인식 연구도

활발히 진행되고 있다(Alhagry et al. 2017;
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Al-Nafjan et al. 2017; Jirayucharoensak et al.

2014). Al-Nafjan 등은 EEG 채널로부터

PSD(Power Spectral Density)와 Frontal

asymmetry를 추출하여 Deep Neural Network

를 통해 정서가(Valence)와 각성(Arousal)에 대해

4가지의 클래스로 분류하는 방법을 제안하였다.

최종 결과는 정서가(Valence)와 각성(Arousal)

모두 82.0%의 정확도를 보였다. Alhagry 등은

EEG와 같은 시계열 데이터에 적합한

LSTM(Long-Short Term Memory) network를

사용하여 raw EEG signal을 12개의 block으로

분할해 입력으로 사용하였다. 출력으로는 2단계

분류를 사용하여 분석하였다. 결과는 정서가

(Valence)에 대해 85.4%, 각성(Arousal)에 대해

85.6%의 정확도를 보였다. Jirayucharoensak 등

은 DEAP 데이터베이스에 존재하는 EEG 신호

에서 32채널에 대해 PSD를 추출하여 가장 중요

한 특징을 정하는 PCA(Principal Component

Analysis)를 적용하여 특징을 추출하였다. 뽑은

특징들을 입력으로 하고 특징을 계층적으로 할

수 있는 Stacked Auto Encoder를 적용한 Deep

Neural Network를 설계하여 3단계 분류를 수행

했다. 결과는 정서가(Valence)와 각성(Arousal)

에 대해 각각 49.52%와 46.03%의 정확도를 보

였다.

그러나 딥러닝을 사용한 감정 분석의 경우에

도 감정 인식의 정확도가 상황에 따라 유지되지

않은 문제점을 가지고 있다. Alhagry 등이 딥러

닝 기반의 LSTM 네트워크를 사용하여 EEG

신호 기반으로 감정 분석을 수행하였으나, 정확

도가 85.4%와 85.6%로 나타났다. 특히, 분석하

고자 하는 클래스의 수가 많아질수록 감정 인식

정확도가 떨어지는 문제점을 가지고 있다. 또한,

연구자마다 감정에 영향을 미치는 특징이 다양

해서 일반화된 분석 방법 적용에 문제가 있다.

3. 제안하는 딥러닝 기반 감정 분석 모델

3.1 시스템 구성

  본 논문에서는 이전의 학습 정보가 현재에 영

향을 미치도록 하기 위하여 Recurrent Neural

Network 모델을 사용했으며, 그 중 장기 의존

성 문제를 해결하기 위하여 Schmidhuber 등이

제안한 Long-Short Term Memory 모델을 적

용하여 감정 분석을 수행하였다(Hochreiter and

Schmidhuber, 1997). 본 논문에서는 양방향

Fig. 2 LSTM network structure with attention mechanism
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LSTM layer를 사용하였는데, 일반적으로 어텐

션 메커니즘을 사용할 때 단방향 LSTM 층보다

전후 은닉 상태를 모두 고려할 수 있는 양방향

LSTM 층을 사용했을 때 성능이 높다고 알려져

있다. 또한, 특정 시간에서 발생한 감정이 전체

감정에 영향을 미치는 것을 모델링하기 위해서

LSTM layer 이후에 어텐션 메커니즘을 적용하

였다. 어텐션 메커니즘은 들어온 입력에 대해

출력에 가장 영향을 많이 미치는 부분에 가중치

를 주어 학습시키는 방법이다.

제안하는 모델의 전체 구조는 Fig. 2와 같다.

첫 번째 은닉 층으로는 128개의 뉴런을 가졌고

활성화 함수로 ReLU를 사용하는 양방향

LSTM layer를 사용한다. 그 후 과적합 문제를

방지하기 위하여 0.2의 확률을 가진 Dropout을

실행하고, 64개의 뉴런을 가졌고 활성화 함수가

ReLU인 두 번째 양방향 LSTM layer에 통과시

킨다. 두 번째 layer의 출력인 은닉 상태로 어텐

션 가중치를 계산한 후 16의 출력 크기와 활성

화 함수 ReLU를 사용하는 첫 번째 Dense

layer를 통과시켜 차원을 축소한다. 마지막으로

출력 크기가 1이고 활성화 함수로 2단계 분류에

서는 Sigmoid, 3단계 분류에서는 Softmax를 사

용하는 두 번째 Dense layer를 통과시켜 최종

출력을 구한다. 2단계 분류에서는 정서가

(Valence) 또는 각성(Arousal)에 대해 Low,

High에 대한 결과이고, 3단계 분류에서는 Low,

Middle, High에 대한 결과가 나온다.

어텐션 가중치는 Fig. 3과 같이 계산된다. 입

력의 어느 부분이 출력에 영향을 가장 많이 미

치는지 어텐션 가중치를 계산하여, 해당 입력

부분의 가중치가 높을수록 네트워크가 훈련할

때 더 값을 크게 하는 방식이다. 계산 순서는

다음과 같다. 2번째 양방향 LSTM layer를 통해

계산된 은닉 상태 벡터는 무작위로 초기화된 어

텐션 가중치와 곱해주는데, 어텐션 가중치의 길

이는 은닉 상태 벡터의 길이와 같다. 두 번째

양방향 LSTM layer의 출력 크기는 64이며, 양

방향이기 때문에 이의 2배인 128이다. 따라서

어텐션 가중치의 길이도 이와 같은 128이다. 이

계산을 통해 나온 결과값은 softmax를 통해 확

률값으로 변환되고, 변환된 어텐션 벡터는 처음

계산된 은닉 상태 벡터와 함께 합쳐져 최종 어

텐션 출력으로 계산된다. Attention layer와 연

결되어있는 Dense layer 1에서는 해당 어텐션

출력을 입력으로 받아, 어느 부분의 가중치가

가장 중요한지를 앞으로의 학습에 반영하여 더

정확한 결과를 낼 수 있도록 한다.

Fig. 3 Attention network architecture 

최적화 함수로는 Adam optimizer를 사용하였

고, learning rate는 0.001로 설정하였다. 손실

함수로는 이진 분류 작업에 적합한 cross

entropy 손실 함수를 사용하였다. 정확도를 측

정하기 위해서 Stratified K-fold cross

validation 방법을 사용했으며 fold의 개수는 총

4개를 사용하였다. 이 방법을 통해 label이 각

fold에 균형 있게 분배되어 학습할 수 있도록

하였고, 한 번의 fold를 학습시킬 때 마다 데이

터의 75%는 training set, 25%는 test set으로

사용되었다. Epoch는 30으로 설정하여 각 fold

가 30번을 돌아가며 학습하도록 하였고, 입력에

대한 batch size는 32로 설정하였다. 각 하이퍼

파라미터들은 실험을 통하여 최적화 과정을 거

쳤다.

4. 실험 환경 및 결과
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4.1 실험 환경 및 사용 데이터

트레이닝 및 테스트 환경은 Intel(R) Core(TM)

i7-6850K CPU @ 3.60GHz, 6 코어, 12 논리 프

로세서와 64GB의 RAM, NVIDIA GeForce

GTX 1080 Ti 2대를 탑재한 PC에서 진행되었

다. 딥러닝 모델 구현은 파이썬 딥러닝 라이브

러리인 Keras로 구현을 해 진행하였다.

본 논문에서는 입력 데이터로 DEAP 데이터

베이스를 이용했다(S. Koelstra et al. 2012).

DEAP 데이터베이스는 피험자들의 감정 점수와

EEG 신호를 기록한 데이터베이스이다. 평균 나

이가 26.9세인 32명의 참가자는 슬픔, 즐거움,

만족, 흥미, 분노 등의 다양한 장르를 가진 1분의

뮤직비디오를 시청하고 감정을 평가하는 것에 사

용되는 설문지인 Self-Assessment Manikin

(SAM)을 이용하여 정서가(Valence), 각성

(Arousal), Dominance, Liking, Familiarity를 측

정하였다. 각 평가 항목은 1 ~ 9의 점수로 이루

어져 있으며, 각각의 참가자들은 40번의 실험을

거쳤다. 32명 중 22명에 대해서는 정면 얼굴 비

디오를 기록했다. 실험에서는 48개의 채널(32개

의 EEG 채널, 12개의 peripheral 채널, 3개의

unused 채널, 1개의 status 채널)이 측정되었으

며, sampling rate는 512Hz이다. 데이터는 사용

되기 전 전처리 과정을 거쳤는데 Fig. 4는 그

과정을 그림으로 나타낸 것이다.

입력 신호는 128Hz로 다운샘플링 되었고, 각

데이터는 3초의 베이스 라인과 60초의 실험 동

안의 EEG 측정값을 가진다. Fp1 채널에서

EOG (Electrooculography) 신호가 제거되었고,

4.0-45.0Hz의 대역폭을 가진 band pass filter가

적용되었다. 각 EEG 채널들은 8,064 값으로 이

루어졌다.

Fig. 4 Preprocessing procedure of raw

EEG signal

결과 분석은 정서가(Valence), 각성(Arousal)

에 대해서만 이루어졌으며, 정서가(Valence)와

각성(Arousal) 모델을 사용했다. 2단계 분류에서

는 Low(1~5)와 High(5~9) 클래스로, 3단계 분류

에서는 Low(1~3), Middle(3~6), High(6~9) 클래

스로 분류하였다. 각 클래스는 전처리 과정에서

점수 범위에 따라 2단계 분류에서는 Low가 0,

High가 1로, 3단계 분류에서는 Low가 0,

Middle이 1, High가 2로 각각 분류되었다. EEG

신호의 각 32개의 채널을 약 15초 간격으로 세

그멘테이션하여 총 163,840개의 데이터로 정리

하였고, 각 데이터는 2,016개의 값을 가졌다. 결

과적으로 2단계 분류에서 수행되는 클래스 각각

의 데이터의 수는 Low가 59,840개이고 High가

104,000개이다. 3단계 분류에서 수행되는 클래스

들은 Low가 20,160개, Middle이 60,160개, High

가 83,520개이다.

4.2 결과 분석

Table 2는 제안한 방법을 기존 연구들과 비교

한 결과이다. 각 연구의 정확도는 기존 논문의

수치를 인용하였다. 기존 연구와의 비교는
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DEAP database를 이용하여 정서가(Valence)와

각성(Arousal)에 대해 2단계 분류를 한 연구들

과 했다. 최종 정확도는 4개의 fold로부터 나온

정확도의 산술 평균을 사용하였다. 가장 정확도

가 높은 기존 연구와 비교했을 때, 정서가

(Valence) 분류 결과는 이전보다 4.8%가 증가한

평균 90.2%의 성능을 보였고, 각성(Arousal) 분

류 결과는 이전보다 2.5%가 증가한 평균 88.1%

의 성능을 보였다.

Research Method Valence Arousal
Chung et al,

2012
Bayes 53.4 53.4

Koelstra

et al. 2012

Naive

Bayes
57.0 62.0

Zhang et al.

2013

Ontological

model
75.19 81.74

Atkinson et

al, 2016

Support

Vector

Machine

73.14 73.06

Al-Nafjan et

al. 2017

Deep

Neural

Network

82.0 82.0

Alhagry et

al. 2017
LSTM 85.4 85.6

Proposed

Method

LSTM+

Attention
90.2 88.1

Table 2 2-level Classification Result

2단계 분석의 결과를 그룹별로 확인하기 위하

여 컨퓨전 매트릭스를 Fig. 5와 같이 나타내었

다. 실험에서 사용된 4-fold cross validation의

결과 중 가장 정확도가 높게 나온 fold에 대해

분석하였으며 Fig 5는 네 번째 fold로 평균 정

확도는 91.98%이다. x축은 예측된 결과를 나타

내고, y축은 실제 타겟 클래스를 나타낸다. 컨퓨

전 매트릭스 분석 결과 Low 클래스에 대해서는

14,960개 중 11,810개를 올바르게 분류하여

78.94%의 정확도를 보였고, High 클래스에 대해

서는 26,000개 중 25,865개를 올바르게 분류하여

99.48%의 높은 정확도를 보였다. Low 클래스

보다는 high 클래스의 정확도가 높게 나타났는

데, 이는 low와 high 클래스의 데이터 개수가

약 2배 차이가 나면서 모델이 특정 클래스에 바

이어스 되어 학습이 되었을 가능성이 있다.

또한 정서가(Valence) 예측이 각성(Arousal)

예측보다 정확도가 높게 나타났다. Howe 등의

연구에 따르면 사람이 단어를 기억할 때 얼마나

강하게 긍정적이고 약하게 긍정적인지보다 긍정

적인 것과 부정적인 것으로 나누어 기억을 할

때 더 오래 기억한다는 것이 증명되었다(Howe,

2011). 따라서 정서가(Valence)에 대한 점수를

레이블링 하는 것이 더욱 직관적이므로 딥러닝

을 통한 학습에서 더욱 뚜렷한 패턴을 찾을 수

있었기 때문으로 추측한다.

Table 3는 3단계 분류 작업을 수행한 기존 연

구들과 비교한 결과이다. 가장 정확도가 높은

기존 연구와 비교했을 때 정서가(Valence)를 분

류한 결과는 22.8%가 높은 83.5%의 성능을 보

였고, 각성(Arousal)을 분류한 결과는 20.17%가

높은 82.5%의 결과를 보였다. Fig. 6는 제

안된 모델로 정서가(Valence)를 3단계 분류한

결과를 컨퓨전 매트릭스로 나타낸 것이다. x축

은 예측 결과, y축은 실제 클래스를 나타낸다.

Fig. 5 Confusion Matrix of 2-level Classification

Result using Proposed Method about

Valence
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이는 결과의 네 번째 fold이며, 해당 fold의 정

확도는 87.84%이다. Low 클래스에 대해 5,053

개 중 3,699개를 옳게 분류하여 73.2%의 정확도

를, Middle 클래스에 대해 15,009개의 중 11,625

개를 옳게 분류하여 77.45%의 정확도를 보였다.

가장 정확도가 높은 클래스는 High 클래스로,

20,898개 중 20,655개를 옳게 분류하여 98.83%

의 정확도를 보였다. 각 클래스의 정확도가 차

이나는 이유는 2단계 분석과 유사하게 데이터의

대부분이 High 클래스이기 때문에 상대적으로

수가 적은 Low와 Middle 클래스보다 학습이 잘

되기 때문에 발생할 수 있다.

Research Method Valence Arousal

Chung et al,

2012
Bayes 51.0 51.0

Jirayucharoen

sak et al.

2014

Deep

Learning

Network +

Stacked

AutoEncoder

49.52 46.03

Atkinson and

Campos, 2016
SVM 60.7 62.33

Proposed

Method

LSTM+

Attention
83.5 82.5

Table 3 3-level Classification Result

실험을 통해 분석한 결과 기존 연구들은 2단

계 분류에서는 약 85% 성능을 보였으나 3단계

분류에서는 46%~62%의 분석 정확도를 보였다.

그러나 제안하는 네트워크를 통한 학습 결과, 2

단계 분류에서는 기존 연구 중 가장 정확도가

높았던 Alhagry 등의 연구와 비교 했을 때

3~5% 가량의 성능 향상을 보였고, 3단계 분류

에서는 Atkinson 등의 연구에서 보였던 성능

대비 20~22%의 성능 향상을 보였다. 3단계 분

류에서 Low 클래스에 대한 정확도가 Middle,

High 클래스에 대한 정확도보다 약 4%, 25%

가량이 낮은데 이는 데이터 불균형에서 야기된

것으로 추측한다. 따라서 이를 해결할 수 있는

데이터 샘플링, 가중치 조절 방법 등을 적용하

여, 보다 정확한 성능을 낼 수 있도록 할 수 있

을 것이다.

Fig. 6 Confusion Matrix of 3-level Classification

Result using Proposed Method about

Valence

5. 결 론

본 연구에서는 peak-and-end rule 이론에 기

반하여 감정 분석에 적합한 최신 기술인 어텐션

메커니즘을 적용하여 정서가(Valence)와 각성

(Arousal) 기반의 감정 모델을 효과적으로 분류

하는 어텐션 기반 LSTM 딥 러닝 모델을 제안

하였다. 제안된 모델은 별도의 특징 추출 과정

이 없이 EEG 신호를 사용하여 2단계 분석의 경

우 90.2%, 88.1%의 정확도를 보임을 확인하였

다. 3단계 분석의 경우 83.5%, 82.5%의 분석 정

확도를 보였다. 따라서 클래스 수의 증가에 따

라 정확도가 크게 변하지 않음을 확인하였다.

이를 통해 실생활에서도 실시간으로 사람의 감

정 상태를 분류할 수 있을 것으로 예상된다.

향후 연구에서는 데이터 불균형을 해결할 방

법을 적용하여 감정 분석의 정확도를 low 클래

스에서도 향상시키고자 한다. 또한, 연속적 감정

모델의 경우에는 감정의 정도를 나타내는 것이

중요하므로 딥러닝 기반 감정 인식 모델의 마지
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막 단에 regression 모델을 적용하여 감정의 정

도를 다양하게 분석되도록 하고자 한다.
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