
한국정보통신학회논문지 Vol. 25, No. 1: 88~95, Jan. 2021

토픽모델링을 활용한 대학생의 중도탈락 데이터 분석
 

정도헌1·박주연2*

Data Analysis of Dropouts of University Students Using Topic Modeling

Do-Heon Jeong1 · Ju-Yeon Park2*

1Assistant Professor, Department of Library and Information Science, Duksung Women’s University, Seoul, 
01369 Korea
2*Assistant Professor, Cha Mirisa College of Liberal Arts, Duksung Women’s University, Seoul, 01369 Korea

요  약 

본 연구의 목적은 대학생의 중도탈락 현상 데이터를 실증적으로 분석하여 대학의 학생지원정책을 수립하기 위한 

시사점을 제공하는 데 있다. 이를 위해 D대학의 2017~2019년 입학생 데이터를 토픽모델링 LDA(Latent Dirichlet 
Allocation)를 활용하여 재학생과 제적생으로 나누어 분석하였다. 연구결과 제적생에서 특징있게 나타난 토픽은 ‘학
적’관련하여 ‘학기등록 1회’, ‘전공’관련하여 ‘어문계열학과’, ‘학점’관련하여 ‘학사경고’이고, ‘대학생활’관련하여 

‘비교과 프로그램’에 대한 토픽은 나타나지 않았다. 다음으로 ‘재학생 토픽’과 ‘제적생 토픽’의 상호 식별 성능을 측

정한 결과, SVM(Support Vector Machines)이 가장 우수한 식별 성능을 보여주었다. 이러한 실험을 통해 기계학습을 

활용한 인공지능 기반의 학생 데이터 분류 기법 연구의 가능성을 확인할 수 있었다.

ABSTRACT 

This study aims to provide implications for establishing support policies for students by empirically analyzing data on 
university students dropouts. To this end, data of students enrolled in D University after 2017 were sampled and collected. 
The collected data was analyzed using topic modeling(LDA: Latent Dirichlet Allocation) technique, which is a 
probabilistic model based on text mining. As a result of the study, it was found that topics that were characteristic of 
dropout students were found, and the classification performance between groups through topics was also excellent. Based 
on these results, a specific educational support system was proposed to prevent dropout of university students. This study 
is meaningful in that it shows the use of text mining techniques in the education field and suggests an education policy 
based on data analysis.
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Ⅰ. 서  론

우리나라의 높은 대학 진학률은 고등교육이 보편화 

단계에 이른 것을 보여준다. 보편화 단계에서 고등교육

에서는 교육의 질 향상에 대한 관심이 높아진다. 더구나 

전 세계적으로 지식과 정보가 새로운 부가가치를 창출

해내는 사회가 되었으므로, 대학 경쟁력을 제고하기 위

해서는 질 높은 교육이 뒷받침되어야 한다. 
그러나 실질적인 고등교육의 현상을 살펴보면, 학령인

구가 감소함에 따라 2018년부터 대학 입학정원이 고교 

졸업자 수를 초과하면서 대학의 충원율 감소가 이어지고 

있다. 또한 해마다 대학생이 학업을 중단하는 비율은 증

가 추세를 보이고 있다[1]. 이러한 중도탈락의 문제는 개

인의 차원에서는 고등교육의 기회를 갖지 못함으로서 생

산노동력을 저하시키고, 이는 사회 진출 및 취업률에 대

한 기회비용을 발생시킨다. 또한, 대학의 차원에서는 재

학생 수의 감소에 따라 대학재정 운영에 영향을 받고 있

는데, 특히 사립대학의 재정운영에 있어 안정성을 위협

하며 이는 대학교육의 질 저하를 가져올 위험을 안고 있

다. 따라서 대학생의 중도탈락의 문제는 개인적 차원의 

문제 뿐 아니라 사회 전반에 영향을 주는 문제로써 대학 

및 정부 수준의 정책 마련이 필요한 상황이다. 즉, 이제 

대학은 신입생 유치 뿐 아니라 재학생의 안정적인 대학생

활 유지를 위한 정책적 지원에 관심을 가져야 한다.
대학생들이 학업을 중단하는 것을 ‘중도탈락’이라고 

하는데, 이러한 중도탈락에 영향을 주는 요인들에 대한 

선행 연구들을 살펴보면, 개인의 가정, 심리적인 환경을 

반영하는 환경적 요인, 대학생활 참여 요인, 대학의 교

육, 연구 활동 및 교육여건에 대한 기관적 요인 등으로 

구분하여 그 영향력을 분석하고 있다[2-7].이러한 기존

의 연구들은 중도탈락에 영향을 주는 요인들을 밝혔으

나, 이를 바탕으로 중도탈락을 예방하기 위해 실제적으

로 각 대학이 교육지원 시스템을 구축함에 있어서 한계

점이 있다. 선행연구들은 주로 대학알리미가 공시한 정

보공시 데이터를 사용하였으므로 각 대학의 특수한 상

황적 맥락을 반영하기 어렵기 때문이다. 이에 중도탈락

이라는 현상에 대해 구체적인 사례 중심으로 접근하여 

학생 데이터에 기반하여 패턴을 분석하고, 이를 바탕으

로 예측모형을 개발하는 연구가 필요한 시점이다.
따라서 본 연구의 목적은 중도탈락의 현상을 토픽모

델링 기법을 활용하여 분석하고, 중도탈락의 예측가능성

을 탐색하여, 이를 실제적인 대학의 학생지원정책에 반

영할 수 있는 기초 자료로써 시사점을 제시하는 데 있다.

Ⅱ. 관련 연구

2.1. 대학생 중도탈락 정의

대학생의 중도탈락이란 다양하게 정의되나, 대체적

으로 학위를 받기 전에 학업을 중단하여 학교를 떠나는 

것을 의미한다[5]. 즉, 대학 재학 중에 개인적인 이유 또

는 대학기관의 이유로 학업을 중단하는 것을 의미한다. 
중도탈락은 학습지속과 반대되는 개념으로 자퇴(drop-out), 
휴학(stop-out), 편입(transfer-out), 선택적 포기(opt-out)
등으로 구성되어 있다[7]. 고등교육통계에서는 중도탈

락사유를 기준으로 미등록, 미복학, 자퇴, 학사경고, 학
생활동, 유급제적, 수업 연한 초과 등으로 분류하고 있

다. 중도탈락은 크게 두 가지로 구분되는데, 중도퇴학, 
유학, 전출 등의 학생 동태 유형에 상관없이 일정기간 

동안 대학에 소속되어 있지 않는 상태와 제적, 자퇴의 

사유로 인해 소속되어 있는 대학의 학적을 확정적으로 

상실한 상태로 그 범위를 한정하기도 한다[5]. 이처럼 

중도탈락의 개념과 범주가 다양하게 논의되고 있으나 

본 연구에서는 중도탈락의 구체적인 범위를 학적을 상

실한 ‘제적’ 상태로 정의하였다. 

2.2. 대학생 중도탈락 관련 변인

중도탈락에 영향을 주는 요인들에 대한 선행 연구들

을 살펴보면, 개인의 가정, 심리적인 환경을 반영하는 

환경적 요인, 대학생활 경험과 같은 경험적 요인, 대학

의 교육, 연구 활동 및 교육여건에 대한 기관적 요인 등

으로 구분하여 그 영향력을 분석하고 있다[1-7]. 이를 바

탕으로 각 대학이 학생들의 중도탈락을 방지하고 교육

지원시스템을 마련하기 위해서는 각 대학의 특수성과 

맥락을 반영하여 실증적인 학생 데이터를 분석하는 사

례연구가 필요하다. 또한, 선행 연구들에서 사용한 연구

방법을 보면 로지스틱 회귀분석, 다항로짓모형, 의사결

정트리모델, 랜덤포레스트 예측모형 등이 있으나[1-7], 
최근 텍스트 마이닝 기법이 정교해지고 있으므로 새로

운 분석기법을 시도해 볼만 하다. 특히, 확률모델의 적

용 범위가 넓어지고 알고리즘의 성능이 개선되고 있어, 
이를 교육 데이터에 적용하여 보다 다차원적으로 중도
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탈락에 대한 데이터를 분석할 필요가 있다고 하겠다. 

2.3. 토픽모델링 기법과 관련 연구

토픽모델링 기법은 용어와 문헌 간의 행렬을 축소된 

차원 공간에 표현하고 유사한 문헌이 모이도록 함으로

써 문헌의 잠재적 의미 구조를 표현하는 텍스트 마이닝 

기법이다. LDA(Latent Dirichlet Allocation)는 널리 사

용되는 토픽 모델링 기법으로 문서를 구성하는 워드의 

집합체인 토픽, 그리고 토픽들의 혼합체로 문서를 모델

링 한다(그림 1 참고). 직접 구해내기 힘든 사전 확률분

포를 우도(likelihood)와 사후 확률분포를 통해 간접적

으로 찾아내는 것이 핵심이다. LDA에서는 워드 w에 대

한 토픽의 위치 색인값 (index)인 z의 확률분포 p(z)에 의

해 워드 w가 생성되는데, 토픽별로 워드가 생성될 확률

인 p(w|z)를 알 경우 이들을 통해 문서가 생성될 확률인 

p(w)를 구해낼 수 있다. 유일한 관측가능 값인 워드 w의 

집합인 문서가 주어지고, Dirichlet 파라미터인 α와 β를 

알 때, 잠재 변수인 θ와 z에 대한 사후 확률분포를 계산

하는 것이 LDA 모델의 핵심이라 할 수 있으며, 이를 도

출하는 수학적 추론을 위해 파라미터 γ와 φ를 추가하는 

과정 역시 필요하게 된다[8].

Fig. 1 LDA graphical model (left) & variational distribution 
to approximate the posteriori (right) [8]

토픽 모델링 기법은 문헌 클러스터링 기법처럼 비지

도 학습(unsupervised learning) 하의 모델링 기법이지만 

문헌 자체를 군집화 하는 것이 아니라 문헌에 출현한 워

드들의 관계를 토픽으로 표현하여 잠재된 패턴을 찾아

낼 수 있도록 한다. LDA 기법은 문서의 내용 분석을 위

한 모델로 최초 제안이 되었으나[8], 최근에는 패턴 분

석과 관련된 다양한 연구 분야에서 활용되고 있다. 교육 

분야에서 교육 관련 주제 분석[9]과 정책 연구[10] 등에 

활용되었다. 학제 간 융합 연구 분야를 찾기 위해 토픽 

모델링 기법이 활용되기도 하며[11][12], 생명공학 데이

터 분석[13] 등 다양한 분야에서 토픽모델링 기반 연구

가 수행되고 있다.

Ⅲ. 연구방법 

3.1. 연구절차

본 연구의 목적은 토픽모델링을 활용하여 중도탈락 

관련 토픽들을 찾고, 학생들의 중도탈락을 예측하는 방

법론을 도출하는 것으로, 이를 위한 연구절차는 그림 2
와 같다. 우선 중도탈락 관련 선행연구 분석 후 학생들

의 자료를 수집한다. 토픽모델링을 수행하여 재학생과 

제적생의 주요 토픽을 분석하고, LDAvis와 워드 클라

우드 방식으로 시각화하여 추가 분석을 실시한다. 마지

막으로 도출된 토픽들의 자동 분류 실험을 통해 식별 성

능을 측정한다.

Fig. 2 Overall process

3.2. 자료 수집 및 구축

연구 수행을 위한 원천 데이터(raw data)는 학내 구축

된 데이터 레포지터리 시스템을 통해 2017년 이후 입학

생을 대상으로 총 2,200명을 제공받았으며, 이 중 재학

생은 2,000명, 제적생은 200명이었다. 제공받은 데이터

는 중도탈락과 관련된 개인의 민감 정보임을 감안하여 

DB에 구축된 전량이 아닌 반출이 가능한 일부 데이터

이며, 실제 재학생과 중도탈락 학생의 비율을 감안하여 

중도탈락 데이터는 재학생 기준 10% 수준으로 설정하

였다. 
표 1과 같이 수집된 데이터는 학적, 입학, 장학금, 전

공연계, 취득학점, 학점, 대학생활 등의 테이블 정보를 

고유 식별자를 통해 통합 구축하였으며, 처리과정에서 

개인정보를 삭제하고 익명화 처리를 수행하였다. 
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Category Field Category Field

Basic

Entrance year
Major 

connection

Transfer major

Department Code Curriculum for 
teaching profession 

Department Linked Major
Name

Acquisition 
grade

Major
Current enrollment Liberal arts
Outside the fixed 

number
Curriculum for 

teaching profession
Number of 

registrations Minor

Current semester Multiple major
Re-entry Total

Drop out Exchange grade
(domestic)

Drop out_semester Exchange grade
(abroad)

Drop out_reason

Grades

GPA

Admission

Admission type GPA(Major)
Entrance examination 

classification Academic warning

Area

University 
life

Service time

High school Administrative 
Internship

Income decile Extracurricular 
acquisition grade

Scholarship

Off-campus 
scholarship

Extracurricular 
center

On-campus 
scholarship_high 

grade

Extracurricular 
Program

On-campus 
scholarship_Low 

income
Dormitory

On-campus 
scholarship_Etc

Table. 1 Main fields of raw data for LDA 

3.3. 데이터 전처리

3.3.1. 데이터 변환과 항목 추가

데이터로부터 통합 구축된 테이블은 총 53개 필드로 

최종 구성하였으며, 토픽 모델링을 위한 입력 데이터로 

변환하는 작업이 수행되었다. 데이터의 주요한 항목은 

표 1과 같다. 이 과정에서 성적 및 봉사시간 등의 수치 

데이터는 명목(nominal) 데이터로의 변환이 필요하였

다. 본 연구에서 수치 데이터로 구성된 항목은 종합평

점, 전공평점, 봉사시간 이었으며, 이를 사분위로 측정

한 결과는 표 2와 같다. 예를 들어, 전공 성적 필드의 값

이 “4.2”라면, 전공성적 “하위”, “중하위”, “중상위”, 
“상위” 중에서 해당 범주인 “전공성적_상위”와 같은 

문자열(string)로 자동 변환된다.

Quartile
Enrolled students Drop out students

Service 
timeOverall 

Rating
Major 
Rating

Overall 
Rating

Major 
Rating

Min. 0.0 0.0 0.0 0.0 0.0
1st Qt. (25%) 3.008 2.9 0.0 0.0 8.0
2st Qt. (50%) 3.362 3.378 2.531 2.125 24.0
3rd Qt. (75%) 3.729 3.833 3.22 3.25 54.5

Max 4.5 4.5 4.45 4.5 501.0

Table. 2 Quartile conversion of numerical data

또한, 원천 데이터가 세부항목 단위로 입력되어 있는 

경우에는 카테고리 구분을 위해 중항목, 대항목 등의 추

가 항목을 생성하였다. 예를 들어, 입학전형 데이터에서 

“수시-논술”, “수시-학생부100%” 등과 같은 입시 유형

은 상위 범주인 “입시구분:수시” 항목을 추가 생성하였

고, “교내장학_성적우수”, “교내장학_저소득” 등의 경

우, 중분류인 “교내장학금”, 대분류인 “장학금 수혜” 
등의 값을 추가 생성하였다. 

3.3.2. 익명화 처리

개인 정보를 포함하는 데이터의 익명화 처리를 위해 

성명과 학번은 모두 제거하고 식별코드를 부여하여 처

리하였다. 또한, 학과정보 역시 민감할 수 있는 데이터

이므로 모두 코드화하여 처리하였다. 수집 데이터에 나

타나는 학과는 총 41개이며, 실제 학과명을 알파벳 A-Z, 
AA-AN 으로 변환 표기하였다. 의사결정 필요시, 학과-
코드의 매핑 테이블을 활용해 역변환 할 수 있다.

3.4. LDA 토픽 모델링과 토픽 수(k) 최적화

본 연구에서는 파이썬 기반의 토픽 모델링 라이브러

리인 Gensim(https://radimrehurek.com/gensim/)을 활용

하여 파이썬 코드를 직접 작성하여 수행하였다. Gensim
을 사용하기 위해서는 데이터 집합을 2차원의 배열 형

태로 작성하여 입력하며, 생성된 토픽은 “0.240*"소득

분위:1", 0.058*"교내장학_저소득", 0.040*"행정인턴경

험", 0.032*"비교과_국가근로", ...”와 같이 용어와 가중

치의 쌍으로 구성된 벡터(vector)의 형식을 갖는다.
토픽 수의 최적화 및 토픽의 식별 성능 평가는 토픽모

델링 연구 분야에서 중요한 영역이라 할 수 있다[14]. 본 

연구에서는 최적의 토픽 수를 도출하기 위해 gensim의 

coherence 함수를 사용해 측정하였으며, 비교적 처리 속

도가 빠른 u_mass 방식을 이용하였다. u_mass는 토픽 
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내 용어의 동시발생 확률의 측정에 기반하여 토픽을 평

가하는 방식이다[15].

(1)

Mimno 등(2011)의 제안 모델(1)에 따르면 측정 값은 

음수로 표현되는 확률의 로그 값이며, 0에 가까울수록 

잘 모델링되었다고 판단할 수 있다[15]. 실험을 통한 측

정 결과, 데이터는 재학생 그룹과 제적생 그룹 모두 k=15 
즉, 15개의 토픽으로 최적화 결과가 나타났다(표 3 참고).

Table. 3 optimization of topic number
(parameters : alpha=auto, pass=20, iteration=400)

Num. of topics
Coherence

Enrolled students Dropout students
3 -9.106 -10.832 
5 -3.404 -6.340 
10 -3.687 -7.573 
15 -3.164 -5.879 
20 -3.396 -6.587 
25 -3.324 -6.467 
30 -3.481 -6.183 

Ⅳ. 연구결과

4.1. LDA 토픽별 주요 키워드

학생들의 데이터를 토픽모델링(LDA)을 적용하여 15
개의 토픽을 구성하는 단어들 중에서 주요 5개의 키워

드를 산출하고, 재학생과 제적생에서 나타나는 주요 토

픽들을 분석하였다. 먼저 재학생의 토픽별 주요 키워드

를 분석하면 표 4와 같다. 토픽별 주요 주제를 뽑아보면 

Topic 1은 ‘소득분위 중위(5-8)’, Topic 2는 ‘다양한 전

공’, Topic 3은 ‘학기등록 5회’, Topic 4는 ‘글쓰기 계열 

비교과 참여’, Topic 5는 ‘교직연계 비교과 참여’, Topic 
6은 ‘일반전형 외 전형’, Topic 7은 ‘학습관련 비교과 참

여’, Topic 8은 ‘학기등록 4회’, Topic 9는 ‘진로관련 비

교과 참여’, Topic 10은 ‘소득분위 하위(1-3)’, Topic 11
은 ‘전과’, Topic 12는 ‘학기등록 2회’, Topic 13은 ‘예체

능 전공’ 등으로 나타났다. 
다음으로 제적생의 토픽별 주요 키워드를 뽑아보면 

Topic 2는 ‘소득분위 중위(4-7)’, Topic 3은 ‘학기등록 4
회’, Topic 4와 Topic 8은 ‘학기등록 1-3회’, Topic 5는 

‘입시전형 정시’, Topic 6은 ‘학기등록 5회’, Topic 7은 

‘학사경고’, Topic 9는 ’재외국민, Topic 10은 ‘예체능 

전공’, Topic 12는 ‘어문계열학과’, Topic 14는 ‘학기등

록 1회와 수시논술’, Topic 15는 ‘학기등록 1회와 정시 

수능’ 등으로 나타났다. 
재학생과 제적생의 토픽별 주요 키워드를 비교해보

면, 공통된 토픽으로는 ‘학기등록 횟수’, ‘예체능 전공’
을 꼽을 수 있다. 토픽별 차이를 비교해보면, 두드러지

는 차이점으로는 먼저 재학생은 재학생에서는 ‘전과’가 

나타났고, 제적생에서는 ‘학사경고’가 나타났다. 재학

생은 ‘다양한 전공’이 토픽으로 나타난 반면, 제적생에

서는 ‘어문계열학과’가 토픽으로 나타났다. 또한, 재학

생에서는 ‘농어촌계열’이 나타났고, 제적생에서는 ‘재
외국민’이 토픽으로 나타났다. 재학생에서는 ‘비교과활

동’과 관련된 토픽으로 ‘글쓰기계열 비교과참여’, ‘진로

관련 비교과참여’, ‘교직연계 비교과참여’, ‘학습관련 

비교과참여’ 등이 나타났다. 반면, 제적생에서는 비교과 

참여가 나타나지 않았고, ‘학사경고’, ‘입시전형(수시논

술, 정시수능)’과 같은 토픽이 나타났다. 
이러한 주요 토픽들 간의 강도와 사이 거리를 시각적

으로 분석하기 위해 LDAvis를 활용하였다. 제적생의 

토픽을 시각화 한 예는 그림 3과 같다.

Fig. 3 Visualization of topics using LDAvis

4.2. 워드클라우드 분석

다음으로 토픽모델링을 통해 추출된 토픽들의 주요 

워드의 빈도분석을 위해 워드 클라우드 분석을 실시하

였다. 재학생에서 추출된 토픽의 빈도분석 결과는 그림 

4와 같다. 재학생의 토픽에서는 ‘교내장학_저소득’, ‘소
득분위: 1’, ‘비교과: 교직학부’, ‘소득분위: 2’, ‘J학과’, 
‘소득분위: 3’, ‘AL학과에서 전과’, ‘비교과: 수월성 프
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로그램’, ‘소득분위: 4’, ‘소득분위: 8’, ‘정원 외’ 등이 주

요 용어로 나타났다.
제적생에서 추출된 토픽의 빈도분석 결과는 그림 5

와 같다. 제적생의 토픽에서는 ‘학기등록 1회’, ‘현재학

기: 1학년 1학기’, ‘정시-(나군)예체능’, ‘소득분위:9’, 
‘AC학과’, ‘AH학과’, ‘Y학과’, ‘교내장학_성적우수’ 등

이 주요 용어로 나타났다.
재학생의 토픽에서 가장 많이 나타난 것은 소득분위 

1위, 교내장학_저소득이다. 그리고 제적생과의 차이점

으로 가장 두드러지는 것은 바로 비교과에 대한 토픽이

다. 재학생에서는 교직관련 비교과 프로그램, 학습관련 

비교과 프로그램, 진로관련 비교과 프로그램이 많은 빈

Fig. 4 Word cloud analysis of enrolled students

# of Topic Enrolled students Dropout students

1 Income decile:6, Income decile:7, On-campus 
scholarship_Low income, Income decile:5, Income decile:8

Income decile:8, Income decile:2, AD Department, 
Off-campus scholarship, 1st year 2nd semester

2 Regular decision-(A)Art, AF Department, Y Department, C 
Department, I Department

On-campus scholarship_Low income, Income decile:4, 
Income decile:6, Income decile:7, Off-campus scholarship

3 3rd semester 1st semester, Semester Registration 5, Dormitory, 
Regular decision-(B)General student, AK Department

2nd year 2nd semester, Semester Registration 4, T 
Department, X Department, Drop out_personal issues

4
Income decile:3, Income decile:4, On-campus scholarship_Low 
income, Extracurricular_Writing counseling, Extracurricular 

center_Communication Capacity Development Center

O Department, Semester Registration 3, 2nd year 1st semester, 
D Department, Regular decision-(A)General student

5
Extracurricular center_Department of Teaching, 

Extracurricular_Excellence program, AA Department, 
Service time_Upper middle, N Department

Y Department, AI Department, Income decile:5, Regular 
decision-(A)General student, Regular decision-(B)Art

6
Outside the fixed number, Suburban admission type, Early 
decision-suburbs, Early decision_Specialized high school, 

Vocational high school

On-campus scholarship_Excellent grades, Drop 
out_Admission to other universities, Semester Registration 

5, 3rd semester 1st semester, Major grade:high

7
Extracurricular_learning Program, Extracurricular center_ 

CTL, Extracurricular center_General Affairs center, 
Extracurricular_Total Development, Extracurricular_Internship

Academic warning, U Department, Drop out_Academic 
warning, 1st year 2nd semester, Semester Registration_2

8 Income decile:10, X Department, Early decision_Korea 
SAT, 2nd year 2nd semester, Semester Registration_4

Income decile:1, AB Department, Drop out_Admission to 
other universities, Semester Registration_2, 1st year 2nd semester

9
Extracurricular center_Career development center, 3rd 

semester 2nd semester, Semester Registration_6, Extracurricular_ 
Practical carrer competency, Extracurricular_Carrer program

Income decile:9, AM Department, Overall grade_Lower 
middle, Overseas Koreans, Early decision_Foreigner & 

Overseas Koreans

10 Income decile:2, On-campus scholarship_Low income, 
Administrative Internship, Income decile:3, Income decile:1

Regular decision-(B)Art, AC Department, AH Department, 
AK Department, Transfer major from AB

11 J Department, Transfer major from AL, Transfer major, 
On-campus scholarship_Etc, Income decile:10

Busan, Regular decision-(A)Korea SAT, Chungbuk, Y 
Department, Semester Registration_1

12 Early decision_Essay exam, 1st year 2nd semester, Semester 
Registration_2, Income decile:0, W Department

A Department, Semester Registration_1, 1st semester, I 
Department, G Department

13 Income decile:8, Regular decision-(B)Art, AH Department, 
P Department, Early decision-Art

Q Department, Daejeon, AG Department, Regular decision- 
(A)General student, Drop out_Admission to other universities

14 Regular decision-(B)Korea SAT, U Department, Income 
decile:9, O Department, Semester Registration 2

W Department, B Department, Early decision_Essay exam, 
1st semester, Semester Registration_1

15
Income decile:1, 2nd year 1st semester, Semester 

Registration_3, On-campus scholarship_Low income, 
Administrative Internship

1st semester, Semester Registration_1, E Department, Drop 
out_Admission to other universities, Regular 

decision-(B)Korea SAT

Table. 4 Topic analysis of enrolled students and dropout students(Top 5 words in each topic)

Fig. 5 Word cloud analysis of the drop out students
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도를 나타냈다. 제적생의 토픽에서 가장 많이 나타난 것

은 ‘학기등록 1회’, ‘현재학기:1학년 1학기’이다. 학기등

록에 대한 토픽은 재학생과 제적생 모두에게서 나타났

으나, 특히 학기등록 1회는 제적생에서 가장 많이 나타

나는 주요 토픽임을 알 수 있다.

4.3. 토픽 자동 분류

본 연구의 마지막 단계는 재학생과 제적생 두 그룹의 

토픽 들을 자동 분류하는 것이다. 기계 학습(machine 
learning) 환경의 지속적인 연구를 통해, 향후 학생의 실

시간 활동 데이터를 분석하여 중도탈락 가능성이 나타

날 때 경고 데이터를 제공하는 시스템을 구축할 수 있을 

것으로 기대한다. 
실험을 위한 분류기(classifier)로 기계 학습 분야에서 

널리 사용되는 k-최근접 이웃(kNN; k-Nearest Neighbor), 
서포트 벡터 머신(SVM; Support Vector Machines), 랜
덤 포레스트(Random Forest)의 3종 알고리즘을 사용하

였다. 분석 도구는 기계 학습과 데이터 분석을 지원하는 

과학 패키지인 아나콘다(Anaconda)를 기반으로 개발된 

오렌지(Orange)를 활용하였다.
우선 생성된 토픽의 워드에서 나타나는 ‘제적’ 관련 

정보는 바이어스(bias)가 될 수 있으므로 모두 삭제하였

다. 그림 6에서 보는 바와 같이 모든 워드는 행렬 연산을 

수행할 수 있도록 확률 가중치로 표현된 고차원 벡터 형

식으로 변환하여 입력 데이터로 사용하였다. 총 99열의 

자질(features)과 30행의 토픽(15행은 제적생(enrolled), 
15행은 재학생(dropout)으로 표현)으로 구성된 99 x 30 
사이즈의 데이터 프레임을 생성하였다.

Fig. 6 Input data frame for the automatic topic classification

평가 방식은 5-fold 교차 검증(cross validation)을 실

시하여 평균값을 구하였으며, 기계 학습 분야의 보편적

인 성능 평가 지표인 ROC curve를 산출하였다[16]. 
ROC 커브는 FPR(false positive rate)을 x축으로, TPR 
(true positive rate)을 y축으로 설정하여 좌측 상위로 휨

의 정도가 클수록 좋은 성능을 나타내는 성능 평가 척도

이다. 최종 실험 결과는 그림 7과 같다. AUC (area under 
the ROC curve)를 측정한 결과, SVM 분류기가 최고치 

0.844로 가장 우수한 성능을 보여 주었다. AUC 수치는 

0.8 이상이면 우수한 식별 능력이 있다고 보며, 그 이하

는 보통 수준, 0.5 이하는 식별 능력이 좋지 않다고 해석

한다[16]. 본 실험에 사용한 주요 파라미터는 kNN은 

neighbors=5, euclidean distance 유사도, SVM은 linear 
방식, c(cost)=1.0, RF는 생성트리수=10, ε(엡실론)=0.1, 
iteration=100 이다.

Fig. 7 Result of the classification test :AUC score(top), 
ROC curve(bottom)

Ⅴ. 결  론

본 연구는 대학생의 중도탈락에 대해 대학의 특수성

을 반영하여 사례 중심으로 접근함으로써 대학의 구체

적인 지원시스템을 구축하는데 도움을 주기 위한 목적

으로 수행되었다. 연구 결과 재학생과 제적생의 토픽 차

이로 ‘학적’에서는 ‘학기등록’, ‘전공’에서는 ‘어문계열

학과’, ‘학점’에서는 ‘학사경고’, ‘대학생활’에서는 ‘비
교과 프로그램 참여’등이 나타났다. 다음으로 토픽모델

링(LDA)를 통해 생성된 ‘재학생 토픽’, ‘제적생 토픽’의 

상호 식별 성능을 측정한 결과 학생 데이터의 불분명한 

패턴 및 제한적인 정보량(정보의 희소성)을 감안할 때 

식별 성능이 크게 저조하지 않은 것으로 확인되었다. 
이러한 연구 결과를 통해 대학에서는 신입생의 대학

생활 적응, 어문계열학과의 학업지속방안, 대학생활의 
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등의 교육적 지원을 고려해 볼 수 있겠다. 
본 연구는 텍스트 마이닝 기법을 통해 실증 데이터를 

분석함으로써 교육 분야에서도 정교해진 확률모델을 

적용하여 교육데이터를 분석하는 방법을 제안하였다는 

데서 의의가 있다. 향후 연구에서는 학생들의 대학생활

에서 발생하는 더 많은 데이터들을 수집하여 학생 개인

의 다양한 활동 데이터를 통해 중도탈락을 자동 분류하

는 연구를 수행하기를 제안한다. 
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