
1. 서론

수집된 데이터에서 일부 변수가 손실된 불완전한 

데이터는 유비쿼터스 등의 광범위한 분야에서 접하게 

되며 이로 인해 시스템의 성능 저하와 연관되므로 반드시 

해결해야 하는 문제[1,2]이다. 본 논문은 이러한 알고리즘

중에 데이터 확장 기법[3]을 사용하는 3가지 방법들을 

소개하고 서로를 비교한다. 데이터 확장 기법은 일부 
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변수가 손상된 데이터를 복원하는 중에 사용되는 데이터

구조이며, 사건마다 가중치를 달리할 수 있고 속성값들을

확률로 표현하기 편하다는 특징을 가지고 있다. 본래

이 기법은 규칙 개선(rule refinement) 문제를 해결하기

위해 개발되었고 그동안 여러 문제에 적용되어 좋은 

결과를 산출해 왔다[4]. 규칙 개선 문제는 학습 데이터를

이용해 지식습득(knowlege acquisition) 알고리즘

들로 결정트리를 구성하며, 이에 따라 규칙을 산출하게 

되는데 시간이 지남에 따라 학습 데이터가 추가 또는 변경

되는 등의 변화가 있을 때 대처하기 위한 것이다. 따라서

본래의 데이터가 보존되지 않았다 하더라도 규칙만

가지고 본래 데이터와 근사한 정보를 복원해 낼 수 있어야

한다.

데이터 확장 기법은 손실값을 가지는 경우 손실된 

사건에 적합하도록 확률을 구하고 이를 손실값에 대체

한다. 여기서 가장 중요한 부분이 손실값을 대체할 수 

있는 확률을 구하는 것으로 균등값의 확률[4], 엔트로피 

확률[5,6], 결정 트리로부터 확률[7]을 구하는 3가지 

방법에 대해 서로 이론적인 배경을 살펴보고 각각의 실험

결과를 통해 서로의 성능을 비교해 본다. 첫째, 균등 분포

(uniform distribution)의 확률로 대체하는 것은 변수의

값이 평균값을 가질 때 엔트로피가 가장 큰 값을 가진다는

성질을 이용하는 것으로 손실값을 많이 포함하는 변수

일수록 결정트리의 상위 노드에서 선택되지 않도록 하여

분류 문제와 이에 따르는 규칙에서 중요도를 낮춘다는 

것이다. 둘째, 엔트로피와 결정트리의 확률은 균등한

확률이 손실된 사건에 남아있는 정보를 무시하고 일정한

값으로 손실값을 대체한다는 점을 보완한 것으로 학습 

데이터를 손실된 사건과 완전한 사건으로 분리한 후 완

전한 사건에서 정보를 추출한 다음 이를 확률로 대체하는

방법을 사용한다. 완전한 사건에서 정보를 추출하는

방법에 따라 또 2가지로 나뉘는데, 엔트로피 방법은 엔트

로피를 구해 테이블을 구하고 손실값에 따라 확률값을 이

테이블에서 찾아 대체한다. 그리고 결정 트리 방법은 분류

알고리즘인 C4.5[8]를 이용해 정보를 분류하는 중에 결정

트리가 생성되고, 이 결정트리의 각각의 경로는 정보들의

구분된 영역을 의미한다는 것을 이용한다. 즉 손실 사건

으로 결정트리를 순회하게 하여 자신과 가장 유사한 정보

영역을 찾아 손실된 정보를 확률로 표시한다. 

이들 손실값을 복원하는 3가지 알고리즘으로 산출한 

확률들의 성능을 측정하기 위해 Fisher의 선형분류식을 

이용하는 SVM[9]으로 학습하여 그 결과를 비교한다. 물론

EBP나 딥러닝 알고리즘을 이용하면 SVM의 결과보다 

좋은 결과를 얻을 수 있으나 이들 반복적 학습 알고리즘

[10-12]은 손실값에 대한 복원 기능이 내재 되어있어 

순수하게 3가지 확률의 성능을 비교하기에는 SVM 알고

리즘이 적합하다.

2. 관련 연구

데이터 확장 기법은 본래 규칙 개선 문제를 해결하기 

위해 개발되었는데, 각 속성값을 확률로 표현할 수 있고 

각 사건의 중요도를 표시할 수 있는 데이터 구조이다. 

그동안 이 구조를 이용하여 불완전한 데이터의 분류 

문제는 물론이고 독성에 노출된 물고기들의 특성을 

감지하여 오염된 환경을 조기에 감지하기 위한 

생물학적인 조기경보 시스템, 그리고 앙상블 시스템에서 

약한(weak) 학습자를 구성하기 위한 학습 데이터를 

선택하기 위한 가중치를 관리하는 용도로 이용되어 

좋은 결과를 산출해 왔다[4].

규칙 개선 문제는 Fig. 1과 같이 과거에 사용하던 

규칙(rule)들과 새로 수집된 데이터들을 합하여 새로운 

규칙을 만드는 것을 말한다. Fig. 1에서 “Training 1”의 

학습 데이터를 가지고 임의의 분류 알고리즘으로 학습을 

하면 “Rule 1”의 규칙이 만들어진다. 이 규칙을 

사용하는 중에 “Training 2”와 같은 학습 데이터가 

추가/변경되었다면 이를 반영하기 위해 처음부터 

학습하는 방법도 있을 수 있다. 그러나 이것보다는 기존 

규칙(Rule 1)과 새로운 학습 데이터(Training 2)를 

결합하여 새로운 규칙(Rule 2)을 산출하도록 하는 것이 

정보의 유지비용 면에서 유리할 것이다. 이 문제는 

본래의 규칙을 만들 때 사용한 원본 데이터가 심지어 

없거나 손실되었는데 새롭게 수집된 데이터와 기존 

정보를 결합하는(규칙+새 데이터) 융합도 가능하다는 

장점을 가진다. 예를 들어 임의의 학습 데이터로 학습한 

결과 Fig. 2와 같은 결정 트리를 얻었다고 가정할 때, 이 

결정 트리에는 경로에 따라 5개의 규칙 정보가 포함되어 

있다. 이 트리에서 동그라미 노드는 속성을 의미하고, 

노드와 노드 사이의 수는 속성값(사건의 수)를 의미한다. 

예를 들어 V2 노드에서 3(5)는 [V2=3]인 사건이 5개 

있다는 것을 의미한다. 그리고 마지막의 말단 노드는 

부류를 나타내고 “C2:2”는 부류 2가 2개의 사건을 갖는 

말단 노드를 의미한다. 이러한 규칙 정보를 바탕으로 
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하는 확장된 데이터 표현은 Table 1과 같이 규칙 

기반의 학습 데이터가 만들어진다. 즉, 규칙 1에서 V2는 

1이고 V1은 1인데 V3의 값은 무정(don’t care)이므로 

V3의 카디너리티인 2를 가지고 균등하게 할당한다. 

그리고 부류가 1이므로 사건(E) 1의 부류에 표시한다. 

그리고 규칙 2는 V2, V1, 부류의 값을 사건 2에 

할당하고 V3의 카디너리티에 따라 균등하게 할당한다는 

것은 사건 1의 경우와 같다. 그러나 규칙 2에 해당하는 

사건은 2개이므로 가중치(W)가 2가 된다. 따라서 

가중치가 2라는 것은 가중치 1인 사건의 2배의 역할을 

담당한다고 볼 수 있다.

Fig. 1. Rule refinement problems

Fig. 2. Decision tree example

규칙 1 : [C1 : 1] = [V2=1][V1=1]

규칙 2 : [C2 : 2] = [V2=1][V1=3]

규칙 3 : [C2 : 1] = [V2=2]

규칙 4 : [C1 : 2] = [V2=3][V3=1]

규칙 5 : [C1 : 1, C2 : 2] = [V2=3][V3=2]

본 논문에서 중점적으로 다루는 손실값을 가지는 

불완전한 데이터 처리에도 Table 1의 무정값 처리 

방법과 같이 손실되지 않은 속성값은 원-핫-인코딩으로 

나타내고 손실된 속성값에 대해서는 손실값을 대치하는 

값을 구하여 손실값에 확률 형식으로 채운다.

Table 1. Extended data expression according to the 

decision tree in Fig. 2.

E W
V1 V2 V3 Class

1 2 3 1 2 3 1 2 1 2

1 1 1 0 0 1 0 0 1/2 1/2 1 0

2 2 0 0 1 1 0 0 1/2 1/2 0 1

3 1 1/3 1/3 1/3 0 1 0 1/2 1/2 0 1

4 2 1/3 1/3 1/3 0 0 1 1 0 1 0

5 3 1/3 1/3 1/3 0 0 1 0 1 1/3 2/3

3. 불완전한 데이터에 확장된 데이터 표현을 사용한 

알고리즘들

3.1 균등한 확률

샤논은 열역학 문제를 위해 개발된 엔트로피 개념을 

정보 이론에 도입하여 (1)식과 같이 정보의 양을 

측정하도록 새롭게 해석하였다.

 
  



log        (1)

(1) 식은 임의의 사건 i가 일어날 확률을 라 할 때 

정보의 양을 표현한 것이다. 즉, 정보의 양은 사건 i의 

확률()에 반비례하므로 1/이 된다. 여기에 log를 

사용하여 0과 1사이의 값으로 변환하고, 모든 경우에 대

한 기댓값을 구한 것이다. (1) 식의 엔트로피는 Fig. 3과 

같이 확률과의 관계를 가지고 있다. 예를 들어 특정 사

건이 일어나는 경우의 수가 2(E=2)일 때, 두 사건이 일

어날 확률이 같다면(P=1/2) 엔트로피는 1이다. 반면 둘 

중의 한 사건이 반드시 일어난다면(P=1) 엔트로피는 0

이다. 그리고 한 사건이 일어날 확률이 1/4(P=1/4)이라

면 엔트로피는 0.811이다. 따라서 엔트로피는 불확실성

이 커질수록(P=1/2) 증가하고 불확실성이 감소할 경

우(P=0, P=1) 0에 가까워진다. 

이와 같은 엔트로피의 성질들을 손실값이 포함된 

불완전한 데이터에 적용하는 방법은 다음과 같다. 

Quinlan의 ID3, C4.5, C5.0은 버전에 따라 약간의 

차이는 있지만 기본 아이디어는 학습 데이터의 

속성들에 엔트로피를 각각 적용하여 가장 작은 값을 

가지는 속성의 순서대로 분류하며 결정트리를 

구성해가는 알고리즘들[3,4]이다. 이들 중에 C4.5를 
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2장의 확장된 데이터 표현 방법에 맞게 변형한 

알고리즘이 UChoo이다. 여기서는 손실값에 균등한 

확률값을 할당하여 손실값을 보상하도록 한다. 손실값에 

균등한 확률값을 할당하는 근거는 엔트로피의 성질에서 

찾을 수 있다. 즉, 각 변수가 중간값을 가질 때 

엔트로피는 가장 크기 때문에 각 변수의 카디너리티에 

따라 균등한 값을 손실값에 할당하면 손실값이 많은 

변수일수록 엔트로피가 높아져 결정 트리의 상위 

노드에서 이 변수가 선택되지 않도록 한다는 것이다. 

결정 트리에서 가장 많은 정보를 가지고 있는 변수가 

상위 노드를 차지하게 되므로 손실값을 많이 가지고 

있는 변수일수록 상위 쪽에서 밀려나도록 한다는 

것이다. 

Fig. 3 Probability and Entropy

3.2 엔트로피 확률

3.1절의 균등한 확률을 손실값에 할당하는 것은 엔트

로피를 기반으로 결정트리를 구성하는 분류 알고리즘에는

적합하나, 딥러닝과 같이 반복적으로 가중치를 개선해 

나가는 알고리즘에서는 정보의 손실이 성능의 저하로 

이어진다는 우려가 있을 수 있다[13,14]. 이에 반해 엔

트로피 확률은 손실 사건에 남아있는 손실되지 않은 정

보들로부터 손실값을 추정해 낼 수만 있다면 무조건 손실 

속성의 카디너리티에 따라 균등확률을 할당하는 것보다는

효율적일 것이라는 아이디어에서 출발하였다[5]. 따라서 

정보이론을 바탕으로 불완전한 학습 데이터로부터 손실

값을 위한 확률을 추출해 내는 것이 이 절에서의 핵심이다.

이를 위해 먼저 엔트로피를 이용한 확률값을 구해

손실값에 대치하기 위해 사용하는 변수들을 정의한다. 

그리고 이 변수들을 이용해 (2)식과 같은 조건부 확률값을

정의한다. 이 값은 전체 데이터 중에 손실값을 포함하지 

않는 완전 데이터들 중에 변수값이 j이며 부류가 i인

사건에 대한 확률을 나타낸 것이다. 그리고 (2)식의

확률을 이용해 (3)식과 같은 성질을 가지는 손실값()에

채워 넣을 확률을 계산한다.

� n(·) : 함수 (·)에 적합한 사건 개수(가중치도 고려)

� i = 1,...,부류(C)의 갯수(k)

� j = 1,...,손실된 속성(A)의 카디너리티 

�

   
  ∩  

  (2)

   ×


  



log

log
, 

∀ 
 



          (3)

(3)식은 각 부류에 대해 손실 변수가 가질 수 있는

값들을 엔트로피를 이용해 확률로 나타낸 것이다. 다시 

말해 이 식은 학습 데이터 중에 손실 부분을 제외한 완

전한 데이터로 부터 엔트로피 정보를 구하고 이를 확률로

변환한 것이다. 이 식의 확률값은 불완전한 데이터로부터

구하여 검색표(lookup table)에 저장하며 손실값에

차례대로 대치한 후 분류 알고리즘에 따라 학습이 이루

어지도록 한다.

3.3 결정 트리를 이용한 확률

이 방법의 기본 아이디어는 손실 데이터에 남아있는 

정보들을 이용하여 손상된 부분과 가장 근접한 

확률값을 찾아가는 것이다. 불완전한 데이터들이 일부 

정보만이 손상된 것들이기 때문에 손상된 사건들에 

아직 남아있는 많은 정보를 이용하여 유용한 정보로 

복원하는 작업은 의미가 있을 것이다[7]. 이에 따라 

손실값을 처리하는 알고리즘은 다음과 같다. 

1. 학습 데이터 집합을 손실 데이터와 비손실 데이터로 

분리한다.

2. 비손실 데이터를 C4.5에 입력하여 학습 과정을 통해 

분류하고, 이때 각 부류당 영역을 의미하는 결정 

트리가 구성되어 진다.
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3. 손실 데이터의 각 사건들을 차례로 2번의 결정 

트리에 입력하여 가장 근접한 영역을 찾고 이 

영역을 나타내는 경로의 정보를 확률로 나타내어 

손실값을 대체한다.

이를 확장된 데이터 기법의 관점에서 단계별로 보면, 

첫째 손실이 없는 완전한 사건들 만으로 C4.5 분류기로 

분류하는 중에 결정트리가 완성된다. 그리고 이 완전한

사건들은 원-핫-인코딩으로 변환한 후 저장한다. 반면 

일부가 손실된 불안전한 사건들을 결정트리에 입력하고 

경로에 따라 순회하여 확률값을 구한다. 그리고 이 확률값을

손실 변수에 채워 데이터 확장 기법의 변환을 완성한다.

예를 들어 Fig. 2의 결정 트리에 {-, 1, 2} 사건이 입력

되고 이를 VL 표현식으로 나타내면 [V1=?] [V2=1] 

[V3=2]가 된다. 이 입력값으로 결정트리를 순회하게

되는데 이때 순회 경로로 영역이 결정되고 결정된 영역에

따라 확률값이 산출될 수 있다. 즉, 루트 노드에서 V2가 

1이므로 왼쪽 노드로 옮기면 다음 노드가 V1이다. 이때 

V1이 손실되었으므로 이 노드에서 V1이 산출할 수 있는

확률에 따라 P(V1=1)=1/3, P(V1=2)=0, P(V1=3)=2/3가

된다. 다른 예로 {1, 3, -} 사건이 입력되었을 때 V2가 

3이므로 오른쪽 노드로 이동하고 V3가 손실되어 더 이상

진전할 수 없다. 따라서 이 노드에서 V3가 가질 수 있는 

확률을 구하면 P(V3=1)=2/5, P(V3=2) =3/5가 된다.

4. 실험

3가지 손실 확률을 적용한 보상의 성능 평가를 위해 

UCI 기계저장소[15]에서 “Car Evolution”(1728 사건, 

6변수, 4부류)와 “Balance and Scale”(625 사건, 

4변수, 3부류) 데이터와 수면 중인 피실험자의 뇌파를 

6단계로 수치화한 ”Sleep stage scoring“ (799 사건, 

11변수, 6부류) 데이터를 사용하였다. 실험 방법은 

10겹 교차 검증 방법(10-fold cross validation)을 

사용했으며, 학습 데이터에서 각각 변수에 대해 4가지 

손실 비율(손실률 - 5%, 15%, 30%, 45%) 만큼을 

차례대로 손실시키며 결과를 알아보았다. 이러한 과정을 

10번 반복한 평균결과가 변수의 손실률 별로 Table 

2에 나타나 있다. 이들 결과는 앞에서 소개한 바와 같이 

3가지 방법으로 손실된 변수에 손실값을 산출하여 

보상한 후, Fisher의 선형분리 함수를 이용하는 SVM 

알고리즘으로 학습한 결과이다. 여기서 각 변수마다 

”Uni“는 3.1절의 균등한 확률로 손실값을 할당한 

방법을, ”Ent“는 3.2절의 손실된 정보를 위해 

엔트로피를 이용하는 방법으로, 마지막으로 ”Prob“는 

3.3절의 결정트리를 이용한 알고리즘의 결과이다. 

마지막에 각 손실률 마다의 ”AVG“값 (평균값)으로 

각각의 방법의 성능을 보이려 했다. 그리고 이들 

평균들을 한눈에 볼 수 있도록 도표로 그린 것이 Fig. 4에 

나타나 있다. 

Table 2. Performance evaluation results of 3 

algorithms handling missing values 

using extended data expression

(a) Balance & Scale data

5 15 30 45

V1

Uni 89.66 89.36 85.47 82.68

Ent 90.67 90.71 87.24 82.41

Prob 90.75 90.00 89.59 85.09

V2

Uni 90.23 88.32 86.02 84.92

Ent 91.17 89.79 89.27 85.67

Prob 91.11 90.94 83.45 86.59

V3

Uni 89.33 86.93 83.68 81.95

Ent 91.08 89.71 84.80 84.31

Prob 92.11 89.84 87.53 83.65

V4

Uni 90.56 87.73 83.28 82.97

Ent 90.94 88.89 87.60 85.14

Prob 90.85 89.88 85.01 83.39

AVG

Uni 89.943 88.086 84.613 83.131

Ent 90.965 89.775 87.227 84.382

Prob 91.204 90.164 86.397 84.679

(b) Car evolution data

5 15 30 45

V1

Uni 88.99 85.38 86.25 84.52

Ent 89.19 87.09 86.24 83.89

Prob 90.61 87.81 85.74 86.30

V2

Uni 88.87 85.62 88.37 85.58

Ent 88.71 86.27 86.26 85.76

Prob 88.65 87.09 87.74 85.75

V3

Uni 88.41 87.10 87.03 86.15

Ent 88.43 87.92 87.61 87.35

Prob 88.39 87.83 86.88 86.09

V4

Uni 87.94 86.34 88.54 87.58

Ent 89.70 88.17 87.94 88.89

Prob 88.11 86.82 87.02 87.58

V5

Uni 88.59 86.15 85.57 86.84

Ent 87.68 87.62 86.25 86.33

Prob 89.35 87.18 86.82 85.41

V6

Uni 88.21 86.99 85.71 85.21

Ent 89.84 87.17 88.20 87.08

Prob 87.32 86.59 85.16 84.12

AVG

Uni 88.501 86.263 86.912 85.979

Ent 88.926 87.374 87.082 86.550

Prob 88.737 87.219 86.562 85.873

(c) Sleep Stage Scoring data

5 15 30 45

V1
Uni 86.95 86.02 86.84 84.77

Ent 87.75 86.91 84.98 86.97
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Fig. 4의 결과에서 2가지 특이점을 발견할 수 

있었다. 첫째 Balance & Scale는 사건과 변수의 

수에서 다른 데이터에 비해 규모가 작은 편이다. 따라서 

이 데이터의 결과는 손실률의 변화에 따라 성능 저하의 

영향이 가장 큰 것으로 나타났다.

그리고 Car evolution에서도 사건의 수는 가장 

많으나 변수의 수가 비교적 작아 각 변수에서의 손실이 

전체 성능에 커다란 변화를 일으켰다. 그러나 Sleep 

Stage Scoring는 변수의 수와 사건의 수가 가장 많아서 

각 변수에서의 변화와 성능의 관계가 가장 적은 것으로 

나타났다. 이로서 학습 데이터에서 변수의 수가 

작을수록 변수의 손실에 따르는 영향이 클 수밖에 

없음을 알 수 있다. 둘째 3가지 소개된 손실 보상 

알고리즘 중에서 ”Uni”보다는 나머지 2 방법(“Ent”, 

“Prob”)의 성능이 다소 높은 것으로 나타났다. 이것은 

손실된 정보를 보다 근사하게 보상한 결과로 평가하다. 

특히 “Ent”의 결과가 3가지 학습 데이터에서 모두 우수한 

것으로 나타났는데 학습했던 데이터에 의존했다고 볼 

수도 있지만 원 데이터에 가장 근접하게 보상한 

결과로도 생각할 수 있다.

(a) Balance & Scale data

(b) Car evolution data

(c) Sleep Stage Scoring data

Fig. 4 Experiment results

5. 결론

본 논문은 불완전한 데이터를 처리하기 위해 확장된 

데이터 표현 기법을 사용하는 3가지 알고리즘에 대해 

살펴보고 실험 결과를 통해 성능을 비교해 보았다. 균등한

확률을 할당하는 방법은 C4.5와 같이 엔트로피를 노드 

선택 기준으로 사용하는 알고리즘에서는 유용하여 좋은 

결과를 얻었으나, SVM 등의 성능실험에서는 가장 낮은 

결과를 나타내었다. 이는 데이터에 남아있는 정보들을 

무시하고 일률적으로 같은 확률값을 할당했기 때문이라고 

판단된다. 엔트로피와 결정트리를 이용한 확률로 손실

Prob 88.05 88.16 88.77 87.19

V2

Uni 88.63 87.29 87.70 89.18

Ent 87.60 87.85 87.87 88.34

Prob 86.49 87.53 87.69 87.29

V3

Uni 85.64 87.47 84.30 85.16

Ent 87.30 87.85 87.68 85.25

Prob 87.19 86.67 86.55 84.57

V4

Uni 86.79 88.32 87.87 88.23

Ent 88.14 87.77 85.39 88.48

Prob 89.52 87.51 87.97 85.05

V5

Uni 87.27 87.65 87.72 86.12

Ent 86.53 87.65 87.15 88.36

Prob 88.62 89.70 87.03 87.39

V6

Uni 85.26 87.29 85.70 86.16

Ent 87.04 86.86 85.73 85.98

Prob 87.41 85.59 84.80 85.86

V7

Uni 87.65 87.33 87.33 87.44

Ent 88.31 86.82 87.80 86.05

Prob 87.54 89.12 85.84 88.21

V8

Uni 86.87 87.09 87.24 85.45

Ent 88.73 88.60 87.31 87.59

Prob 87.33 86.75 87.82 88.07

V9

Uni 88.39 87.65 87.85 85.49

Ent 87.81 88.00 88.81 87.63

Prob 86.49 85.88 86.58 86.44

V10

Uni 88.09 87.83 86.92 87.47

Ent 88.72 89.01 86.96 85.77

Prob 87.39 88.99 85.75 86.63

V11

Uni 88.45 88.00 88.25 87.15

Ent 90.03 87.12 89.34 85.43

Prob 88.76 87.14 86.95 86.61

AVG

Uni 87.274 87.452 87.065 86.603

Ent 87.997 87.676 87.184 86.895

Prob 87.709 87.549 86.887 86.664
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값을 보상하는 방법은 손실 사건에서 손실 변수를 제외한

나머지 정보를 이용한다는 점에서 장점을 가지며 실험

에서도 다소 우수한 결과를 확인할 수 있었다. 

다음 연구에서는 첫째, 3.3절에서 사용한 C4,5 대신에

SVM 분류 알고리즘을 사용했을 때 분류 선이 좌표와 

평행하지 않고 자유롭게 변할 수 있어 보다 좋은 결과를 

얻을 것으로 본다. 둘째, 딥러닝으로 학습한 결과와 성능

비교도 의미가 있을 것으로 본다. 셋째, 이미지 인식의 

성능향상을 위해 사용되는 데이터 증대(data 

augmantation) 기법을 적용해 볼 수 있을 것이다. 이는

이번 실험 과정에서 일부 성능이 향상되는 가능성을

확인하였다. 마지막으로 3.2절의 엔트로피 대신에 교차 

엔트로피(cross-entropy)나 쿨백-라이블러 발산

(KL-divergence) 기법으로 확률식을 업그레이드할 수 

있을 것이다.
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